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Dengesiz Veri Kiimelerinde Topluluk Yontemlerine Dayalh Melanom
Siniflandirilmasi

Elif KANCA!, Selen AYAS?"

Oz

Dermoskopi goriintiileme, deri kanseri teshisi icin dermotolojistler tarafindan yaygin bir bigimde kullanilan bir tani
metodudur. Dermotolojik degerlendirmenin uzman kisiye bagli, zaman alic1 ve siibjektif olmasindan dolay1 otomatik
sistemler dermotolojistler tarafindan karar verme siireglerine katki saglamalart i¢in tercih edilmektedir. Deri lezyon
goriintiilerinden melanomlarin tespit edilmesi hastaligin erken teshisi ile tedavi siirecini hizlandirarak hastalik ve 6liim
oranlarmi azaltmaktadir. Bu caligmada cilt bdlgesinden alinan goriintiilerden olusan erisime acik ISIC 2017 wveri
kiimesindeki lezyon bolgelerinin 6znitelikleri incelenerek goriintiiler melanom ya da neviis ve seboreik keratoz olarak
smiflandirilmigtir. Melanom verisine ait lezyon dzniteliklerini temsil etmek i¢in lezyon bolgesinin sekil, renk ve doku
oznitelikleri elde edilmistir. Cikarilan 6znitelikler k-en yakin komsuluk, destek vektdr makineleri ve topluluk 6grenme
yontemlerinden kolay topluluk, RUSBoost, dengelenmis torbalama ve dengelenmis rastgele orman siniflandiricilari ile
smiflandirilmistir. Elde edilen sonuglara gore en iyi siniflandirma sonuglart sirastyla %100, %99.17, %99.33 ve %99.58
duyarlilik, 6zgiilliik, dogruluk ve dengeli dogruluk degerleri ile RUSBoost siniflandiricisi ile elde edilmistir. Ulagilan
sonuglar dnerilen 6znitelik ¢ikarma ve smniflandirma yonteminin lezyon bolgelerinden melanom siniflandirmasi igin
biiyiik potansiyele sahip oldugunu gostermektedir.

Anahtar Kelimeler: Deri lezyonu siiflandirma, Sekil ve doku 6znitelikleri, Topluluk 6grenme siniflandiricilar.

Ensemble Methods-Based Melanoma Classification in Imbalanced Datasets

Abstract

Dermoscopy imaging is a diagnostic method widely used by dermatologists for the diagnosis of skin cancer. Since
dermatological evaluation is dependent on the expert, timeconsuming and subjective, automated systems are preferred by
dermatologists to contribute to the decision-making processes. Detection of melanomas from skin lesion images
accelerates the treatment process together with the early diagnosis of the disease and reduces the morbidity and mortality
rates. In this study, the features of the lesion areas in the public ISIC 2017 dataset consisting of images taken from the
skin area were examined and the images were classified as melanoma and nevus or seborrheic keratosis. Shape, color and
texture features of the lesion areas were obtained to represent the lesion features of the melanoma data. Extracted features
were classified by k-nearest neighbor, support vector machines, and ensemble learning classifiers which are easy
ensemble, RUSBoost, balanced bagging and balanced random forest classifier. According to the obtained results, the best
classification results were obtained with the RUSBoost Classifier with 100%, 99.17%, 99.33% and 99.58% sensitivity,
specificity, accuracy and balanced accuracy values, respectively. The achieved results show that the proposed feature
extraction and classification method has great potential for melanoma classification from lesion areas.

Keywords: Skin lesion classification, Shape and texture features, Ensemble learning classifiers.
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1. Giris

Diinya Saglik Orgiitii’ne gére deri kanseri 2020 yilinda yaklasik 1.20 milyon yeni vaka sayist
ile diinyadaki en sik goriilen kanser tiirleri arasindadir (WHO). Son yillarda ise yeni vaka ve 6liim
oranlar1 hizlica yiikselmektedir (SCF). Erken teshis edildiginde birgok deri kanseri tiirli tedavi
edilerek hastalik ve 6liim oranlar1 6nemli dl¢lide azalmaktadir. Bu sebeple, dogru ve erken tani uygun
tedavi i¢in olduk¢a 6nemlidir (CDC). Dermoskopi, deri lezyonlarinin goérsel incelenmesine olanak
saglayan, dermatolojistler tarafindan yaygin bir bigimde tercih edilen ve miidahale gerektirmeyen bir
tan1 metodudur. Bu goriintiileme teknigi ile ¢iplak gozle goriilmeyen deri alt ylizeylerinin polarizeli
151k ya da yag/jel ara yiizii aracilifiyla bir biiyiitme aleti kullanilarak daha gelismis goriintiilenmesi
saglanmaktadir (Goodson ve Grossman, 2009; Silveira ve ark. 2009). Dermoskopi goriintiilemenin
teshis dogrulugunu artirdig1 goriilse de manuel gorsel inceleme hala dermatolojistin egitimine baglh
olmakla birlikte oldukga siibjektif, hata yapmaya yatkin ve zaman alan bir durumdur (Binder ve ark.,
1995; Celebi ve ark., 2008). Bu sebeple otomatik teshis dermatolojistler tarafindan karar verme
stireclerine katki saglamalari i¢in siklikla tercih edilmektedir.

Deri lezyonu analizinde ilk Onerilen yaklasimlar lezyon bolgesi iizerinden el ile ¢ikartilmig
sekil, simetri, renk ve doku gibi diisiik seviyeli 6znitelikler ile es olusum matrisi, ortalama ve varyans
gibi istatistiksel doku 6zniteliklerinin kullanildigi makine 6grenmesi tabanli yaklagimlardir (Celebi
ve ark., 2019). Bir diger calismada (Ganster ve ark., 2001) mikroskoptan alinan goriintiiler iizerinde
oncelikle basit boliitleme yontemleri ile deri lezyonunun ikili maske goriintiisiinii olusturmuslardir.
Ardindan, bi¢im ve radyometrik Oznitelikler ile yerel ve global parametreleri hesaplayarak en
belirleyici 6znitelikleri 6znitelik alt se¢cimi yontemleriyle se¢mislerdir. Belirlenen 6znitelikler k-en
yakin komsuluk (k&-NN) yontemiyle siniflandirilmigtir. Dermoskopi goriintiilerindeki lezyonu arka
dokudan ayirmak i¢in otomatik sinir algilama yontemi farkli bir calismada kullanilmistir (Celebi ve
ark., 2007). Elde edilen lezyon bdlgesinin sekil, renk ve doku oznitelikleri ¢ikarilarak en uygun
Oznitelikler Oznitelik se¢im algoritmalar1 ile belirlenmistir. Geleneksel renk, sekil ve doku
oznitelikleri kullanarak lezyon bolgelerini Destek Vektor Makinalar1 (DVM) yontemi ile iyi huylu ve
kotii huylu olarak siniflandiran bir bagka caligsma literatiirde bulunmaktadir (Chang ve ark., 2013) .

Bu calismada ISIC 2017 (ISIC) yarismasinda agik kullanima sunulmus veri kiimesi {izerinde
verilen problemlerden ‘Gorev 3: Lezyon Siniflandirmasi’ lizerinde ¢aligilmistir. Literatiirde bu veri
kiimesi iizerinde yapilan ¢aligsmalarin biiyiik cogunlugu derin 6grenme aglarinin gesitli birlesimini
onermektedir. Bunun yani1 sira, yine bu caligmalarin bir¢ogunda ISIC 2017 veri kiimesinden farkli
olarak egitimde harici veri kiimelerini kullanmislardir. Literatiirdeki benzer ¢alismalardan farkli
olarak calismamizda el ile ¢ikarilan Oznitelikler kullanilarak lezyon simiflandirmasi

gerceklestirilmistir. Bu amagla, veri kiimesi goriintiileri lizerinde 6n islem uygulanip artefaktlar
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goriintiiden kaldirildiktan sonra ilgili lezyon bolgesinin doku bilgisinden ayrilmasi i¢in goriintiiler
boliitlenmistir. Daha sonra boliitlenmis lezyon bolgelerinin sekil 6zniteliklerinden asimetri, sinir ve
cap; renk Ozniteliklerinden kirmizi, yesil ve mavi bilesenlerinin ortalama degerleri ve standart
sapmalari; ve doku Ozniteliklerinden zithk, enerji, homojenlik ve korelasyon oOznitelikleri
cikartilmistir. Cikartilan 6znitelikler lizerinde k-NN, DVM (Cortes ve Vapnik, 1995) ve topluluk
yontemlerinden Kolay Topluluk (Liu ve ark., 2008), RUSBoost (Seiffert ve ark., 2009), Dengelenmis
Torbalama (Breiman, 1996) ve Dengelenmis Rastgele Orman (Breiman, 2001) siniflandiricilar test
edilmis, siniflandiricilarin basarist duyarhilik, 6zgiilliik, dogruluk ve dengeli dogruluk olgiitleri ile
karsilastirilmistir.

Makalenin devaminda, Materyal ve Metod boliimiinde ¢aligma kapsaminda kullanilan veri
setinin tanitimi, veri kiimesindeki goriintiiler iizerinde uygulanan 6n islem ve boliitleme adimlari,
goriintiilerden c¢ikartilan sekil, doku, renk Ozniteliklerinin matematiksel tanimlar1 ve ardindan
caligmada kullanilan A-NN, DVM ve topluluk yontemleri siniflandiricilarinin teorik detaylari
aciklanmistir. Daha sonra, Bulgular ve Tartisma baslig1 altinda sayisal karsilastirma icin kullanilan
metrikler verildikten sonra siniflandiricilarla elde edilen sonuglar verilmistir. Sonuglar ve Oneriler

kisminda ise onerilen yontemin verimliligi gosterilmistir.

2. Materyal ve Metot

Simiflandirma
Oznitelik Cikarim
+ kNN
. e * Renk bilesenlerinin ortalama ve standart sapma degerleri + DVM
Oniglem 7 Boliitleme "+ Asimetri, smf ve cap degerleri |~ "1+ Kolay Topluluk
+  Zatlik, enerji, homojenlik ve korelasyon degerleri *  RUSBoost
*  Dengelenmis Torbalama
*  Dengelenmis Rastgele Orman

Sekil 1. Onerilen yontemin akis diyagrami.

Topluluk yontemlerine dayali melanom smiflandirmasina yonelik Onerilen yontemin akis

diyagrami Sekil 1’de verilmektedir. Tiim stiregler bu boliimdeki alt basliklarda detaylandirilacaktir.

2.1. Veri Seti Tanitimi

ISIC 2017 yarigmasinin siiflandirma problemi, deri lezyonlarinin 3 farkli teshisini (melanom,
neviis ve seboreik keratoz) iceren 2 bagimsiz ikili siniflandirma problemini ¢6zmek i¢in 2000 egitim
verisi ve 600 test verisinden olusmaktadir. Egitim veri kiimesi 374 melanom, 254 seboreik keratoz
ve 1372 neviis goriintiisiinden olugsmaktadir. Sinif bilgisi 0 olan goriintii sayis1 374 iken sinf bilgisi

1 olan goriintii sayis1 1626 oldugundan veri kiimesi dengesiz dagilmistir. Birinci ikili siniflandirma
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Sekil 2. ISIC 2017 birinci ikili siniflandirma problemindeki egitim goriintiileri 6rnekleri: {ist satir: melanom;
alt satir: neviis ve seboreik keratoz.

probleminde deri lezyonlarinin melanom ile neviis ve seboreik keratoz arasinda siniflandirilmasi
istenirken ikinci siniflandirma probleminde seboreik keratoz ile neviis ve melanom ayrimi
istenmektedir. Onerilen ¢alisma kapsaminda ilk ikili siiflandirma problemi ele almmistir. Smif
etiketi 0 ise lezyon melanom, 1 ise lezyon neviis ya da seboreik keratozdur. ISIC 2017 veri

kiimesindeki bazi1 6rnek goriintiiler Sekil 2°de verilmektedir.

2.2. Onislem

Goriintililerin islenmesi i¢in gereken hesaplama karmasikliginin diisiiriilmesi amaciyla 6ncelikle
farkli ve yiiksek boyutlara sahip tiim dermoskopi goriintiileri piksel alan iligkisi kullanarak yeniden
ornekleme ile 224 x 224 boyutuna dl¢eklendirilmistir.

Goriintlilerin iizerindeki sa¢ ve cetvel isaretlemeleri gibi artefaktlar boliitleme asamasinda
dogru sonuglar alinmasin1 engellemektedir. Bu sorunun giderilmesi i¢in dullRazor algoritmasi (Lee
ve ark., 1997) kullanilmistir. DullRazor algoritmasinin islem adimlart su sekildedir: 1) Kiiciik
detaylar1 kaldirmak igin gri seviyeye doniistiiriilen goriintli iizerinde morfolojik kapatma islemi
uygulanir, 2) elde edilen goriintii ile gri seviye goriintii arasindaki fark alinir, 3) giirtiltiiyii kaldirmak
icin fark goriintiisiiniin maskesine kapatma islemi uygulanir, 4) artefaktlarin bulundugu bolgeleri
iceren ikili bir maske olusturulur, 5) orjinal goriintiiden, maskenin kapsadigi pikseller orjinal

gorlintiiye karsilik gelen piksellerle degistirilir (Messadi ve ark., 2009).
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2.3. Boliitleme

Lezyon boélgelerinin goriintii icerisindeki yerlerinin belirlenmesi ve arka plan piksellerinden
ayrilmasi amaciyla yapilan lezyon boliitlemesi melanom simiflandirmasinin en 6nemli adimin
olusturmaktadir. Dermoskopi goriintiilerinde arka plandaki goriintii alimindan kaynakli bozucu
giiriiltl etkilerini ortadan kaldirarak sadece ilgili lezyon bdlgesinin sinir ¢izgilerini elde edebilmek
icin Onislemleri tamamlanan RGB renk uzayindaki goriintii HSV renk uzayina doniistiiriilmiistiir. Bu
doniistim i¢in goriintiiniin her bir pikselinin R, G, B degerleri bulunur ve [0,1] arasinda normalize
edilir (R’,G', B"). Normalize edilen degerler arasinda maksimum olan deger C,,4,, minimum olan
deger ise C,,;, olarak atanir. C,q, Ve Cppin degerleri arasindaki fark ise 4 degerini olusturur. Bulunan
bu degerler yardimiyla H, S, V degerleri sirasiyla (1-3) esitlikleriyle hesaplanir. Gauss
bulaniklastirma uygulanan goriintiiyle HSV uzayindaki goriintiiniin agirlikli toplamlar1 hesaplanarak
yeni bir goriintii elde edilmistir ve esikleme uygulanmasi igin gri seviyeye doniistiiriilmiistiir.
Doniistiiriilen goriintiiye ikili esikleme ve Otsu esikleme birlikte uygulanmistir. Otsu esiklemede, gri
seviyeye doniistiiriilen goriintiinlin histogrami, tek esik degeri i¢in olusan 6n ve arka piksellerin
agirligl (wy, w,), ortalamasi ve varyanslari (V;, ;) hesaplanir. Son olarak sinif i¢i varyans esitlik (4)
ile hesaplanir (Bangare ve ark., 2015).

0 4 =0
Gr—Br

A

H= "] 60°x (==

60°x (

mod6), Cpax =R’
+ Z)r Cmax = G' (1)

60°x (== +4),  Cpay =B’

0, Crmax=0
S= _Ci‘nax’ Cmax #0 (2)
V= Cmax (3)
Smif i¢i varyans = wyg X Vz+w, X V, “4)

2.4. Oznitelik Cikarim

Boliitlenmis goriintiiniin elde edilmesinden sonra lezyon bdlgesinin bazi klinik 6znitelikleri

cikarilarak melanom ile neviis ve seboreik sinifi birbirinden ayirt edilebilmektedir. Klinik 6znitelikler
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doku, sekil ve renk 6znitelikleri olmak tizere 3 farkli kategoride incelenebilmektedir (Okur ve Turkan,
2018). Renk 6znitelikleri bdliitlenen lezyon bolgesinin maskesi ile RGB goriintiisii tizerinden her bir
renk kanali i¢in hesaplanmistir. Calisma kapsaminda renk Oznitelikleri olarak RGB renk
bilesenlerinin ortalama degerleri ve standart sapma degerleri kullanilmistir. Sekil 6znitelikleri olarak
ABCD kural1 (Tsao ve ark., 2015) olarak bilinen ve lezyonun 4 farkli karakteristigini ortaya koyan
asimetri (A-asymmetry), sinir (B-border), renk (C-color) ve c¢ap (D-Diameter) 6zniteliklerinden
asimetri, siir ve ¢ap Ozelligi kullanilmistir. Asimetri 6zelligi lezyon bdlgesinin ikinci dereceden
momentiyle aynidir. Lezyonun en uzun eksen uzunlugu ile en kisa eksen uzunlugu arasindaki
uzakligin orani olarak tanimlanmakta ve O ile 1 arasinda deger almaktadir. Sinir 6zelligi, deri
goriintiisii lizerindeki lezyonun sinirini tanimlamaktadir. Melanom oldukca diizensiz bir yapida

pliriizlii kenarlara ve dolayisiyla yiliksek smir degerine sahiptir. Smir 6zelligi (5) esitligi ile

hesaplanmaktadir.
4XPpixA
B=="T" (5)

Burada B, sinir 6zelligini; A, lezyonun alanini ve P, lezyonun ¢evresini ifade etmektedir. Cap
ozelligi, lezyonun sinir bolgeleri elde edildikten sonra iki nokta arasinda (p; = (x41,y1) ve (p; =
(x5,y2)) 0klid uzaklig: esitligi kullanilarak hesaplanan en biiyiik mesafe olarak tanimlanmaktadir. Gri
seviye es olusum matrisi piksellerin farkli agisal yonlerde (0°, 45°, 90°, 135° ) uzamsal iliskilerine
dayal1 olusum olasiliklarini ifade eden goriintii 6znitelik ¢ikarimi i¢in kullanilan bir matristir (Sheha
ve ark., 2012). Dokusal 6znitelikler olarak ¢alismada gri seviye es olusum histogrami olusturulmus

ve sirasiyla (6-9) esitlikleri kullanilarak zithik, enerji, homojenlik ve korelasyon Oznitelikleri

cikartiimistir.
-1
thllk=z P, (i — j)? )
i,j=0
-1
Enerji = Z P, 2 %)
i,j=0

Pij

-1
Homojenlik = Zi,j:o YT (8)
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-1 o
Korelasyon = Z P,; lM o)
i,j=0

©@2)(0?)

Esitliklerde P, gri seviye es olusum histogramini verirken P[7, j, d, a¢t] degeri j. gri seviyenin i.
gri seviyeden belirli bir a¢1 degerinde ve d uzakliginda meydana gelme sayisini vermektedir. / giris

goriintiisiiniin gri seviyesi sayisin1 gostermektedir.
2.5. Smiflandirma
2.5.1. K-En Yakin Komsu Algoritmasi

k-NN algoritmas1 uzaklik metrigi kullanan parametrik olmayan bir danigmanli §grenme
algoritmasidir. Siiflandirilacak olan bir lezyon goriintiisiinden c¢ikarilan Oznitelikler, benzer
lezyonlarda birbirine yakin olacagi i¢in yakinlik iligkisi kullanmaktadir. Yakinlik iligkisi, egitim
orneklerinden c¢ikarilan oznitelikler ile yeni bir test drneginden ¢ikarilan Oznitelikler arasinda
matematiksel bir uzaklik hesaplamasi yapilarak kurulur. Ardindan, K tane en yakin komsu segilerek
bu ornekler lizerinde ¢ogunluk oylamasi ile yeni 6rnegin smifi belirlenir. Bu ¢alismada (10)‘da

verilen Oklid uzaklik metrigi kullanilmistir:

Oklid uzakligi= \/ > (= y)? (10)
Burada x; ve y; egitim ve test 6rneklerinden ¢ikarilan 6znitelik vektoriinii ifade etmektedir.

2.5.2. Destek Vektor Makineleri

DVM genellikle siiflandirma i¢in kullanilan denetimli bir makine 6grenme algoritmasidir. Bu
algoritmada Gznitelikler N boyutlu bir uzay (N- 6znitelik sayis1) iizerine yerlestirilmis noktalardir.
Bir hiper diizlem ile iki sinifin noktalarinin birbirinden ayrilmasi ve hiper diizlemin iki sinifa olan
marj mesafesinin maksimum olmasi1 amaglanir. Maksimum olmasindaki amag ise yeni gelecek olan
veri noktalarinin daha giivenli bir sekilde siniflandirilmasini saglamaktir. Cekirdek fonksiyonlar
kullanilarak 6znitelik vektorleri yiiksek boyutlu bir 6znitelik uzayina iz disiiriilerek bu uzayda
dogrusal olarak ayrilmaktadir. Cekirdek fonksiyonu kullanan karar fonksiyonu esitlik (11) ile

tanimlanmaktadir.

H(x) = sgn (X4, a;y:K (x;, %) + b) (11)
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Burada x, giris vektoriinii; y, ¢ikis siif bilgisini ve K(x;, x;) ¢ekirdek fonksiyonunu ifade

etmektedir. a; ve b katsayilar1 (13) esitliginde verilen «;’ye gére maksimize edilmesi gereken (12)

esitliginden elde edilmektedir.
1
max Ly =Yi_, a; — 3 Fiz1 iy yiK (xix;) (12)
oyleki0 < a; <C,V;=1,...,LveYt  a;y; =0 (13)

Burada C > 0 diizenleme parametresini ifade etmektedir.
2.5.3. Kolay Topluluk Simiflandiricisi

Kolay Topluluk Siniflandiricisi, dengesiz olarak dagilmis bir veri setinde azinlik olan sinifin
tiim Orneklerini ¢ogunluk olan siifin ise bir alt kiimesini secerek egitim veri setinde dengeli bir
orneklendirme olusturur. Boylece, alt 6rnekleme yaklasimlar ile yok sayilan cogunluk olan siniftan
da faydalanilmaktadir.

P, azinlik olan sinifin egitim veri kiimesi ve V', cogunluk olan sinifin egitim veri kiimesi olarak
verildiginde alt 6rnekleme yaklagimi V' kiimesinden 7" adet V"' rastgele alt kiimesi olusturmaktadir.
Her bir V; (1 <i <T) alt kiimesi i¢in JV; ve tim P kiimesi kullanilarak bir H; siniflandiricisi
egitilmektedir. Bu siniflandiricida her bir H; smiflandiricis1 AdaBoost (Schapire, 1999) algoritmast
kullanilarak (14) esitligi ile egitilmistir.

Hi(x) = sgn ( j;l a;jh; ;j(x) — 9i) (14)

Burada H;, s; adet h; j zayif siniflandiricisini ve bunlara karsilik gelen ; ; agirlikli bir Adaboost

toplulugunu gostermektedir. 6 ise toplulugun esik degerini gostermektedir. Olusturulan tiim

siniflandiricilar sonug karar i¢in (15) esitligindeki gibi birlestirilmektedir.
H(x) = sgn (BT 5L, @ hy ;) = $1, 6;) (15)
2.5.4. RUSBoost Simiflandirici

RUSBoost dengesiz dagilim gosteren veri setlerinde egitilen modellerin performansini
gelistirmek i¢in tasarlanan veri drnekleme ve yiikseltme tabanli bir algoritmadir. Yontem temel olarak
Adaboost algoritmasi ile ¢ogunluk olan siniftan rastgele bazi 6rnekleri kaldiran veri drnekleme

kavramini birlestiren bir yaklagim sunmaktadir.
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Veri kiimesindeki m adet drnekten her birinin (x;, y;) ikilisi olarak temsil edildigini, t’nin 1 ile
maksimum iterasyon sayist T (topluluktaki siniflandirict sayisi) arasindaki iteratif ilerlemeyi
gosterdigini, h; nin z. adimdaki egitilmis zayif hipotezi ifade ettigini ve D, (i) nin ¢. iterasyondaki i.
orne8i gosterdigini varsayalim. RUSBoost algoritmast bu varsayimlar altinda su sekilde
caligmaktadir:

[lk olarak her &rnegin agirhig: 1/m olarak baslangi¢ degerine ayarlanir. Gegici olusturulan bir
egitim veri kiimesinin %N’1 (azinlik smif tarafindan temsil edilecek toplam oOrneklerin istenen
ylizdesi) azinlik sinifina ait olana kadar ¢ogunluk smifi 6rneklerini kaldirmak igin rastgele alt
ornekleme veri kiimesine uygulanir. Yeni olusturulan veri kiimesi ve agirlik dagilimlar h, zayif
hipotezini olusturacak olan temel siniflandiriciya gonderilir. Orijinal egitim veri seti ve agirlik
dagilimlar1 kullanilarak hata degeri hesaplandiktan sonra agirlik giincelleme parametresi
hesaplanarak sonraki iterasyon i¢in agirlik dagilimi giincellenir. Tiim bu adimlar 7 iterasyon sayisi
kadar tekrarlandiktan sonra sonug hipotezi zayif hipotezlerin agirlikli oyu olarak (16) esitligindeki

gibi dondiiriiliir.

T
H(x) = argmaxz h:(x, y)logai (16)
1 t

yEY t=
2.5.5. Dengelenmis Torbalama Simiflandiricisi

Torbalama yontemi farkli yeniden 6rneklenmis verilerden olusturulmus siniflandirict oylarini
birlestiren bir yaklasimdir. Yeniden orneklenmis veriler, orjinal egitim veri kiimesinden yer
degistirme teknigi ile birlikte olusturulmus 6rnekleme yoluyla elde edilir. Her 6rnek orijinal kiime ile
ayni boyutta olmaktadir, fakat bazi 6rnekler yeniden 6rneklendirilmis veri kiimesinde yokken bazilari
birden fazla kez bulunabilir.

Algoritma, N ornekten olusan bir D egitim veri kiimesi, k& adet simiflandiric1 ve bir 6grenme
algoritmasi verildiginde oncelikle D egitim verisinden N boyutlu & yeniden 6rneklenmis verileri
olusturmaktadir. Ardindan, ayni 6grenme algoritmasi her bir alt ornek kiimesine uygulanarak
C; smiflandiricilart olusturulur ve sonug toplulugunu olusturmak i¢in bu siiflandiricilar birlestirilir.
Siniflandirict sonucu ¢ogunluk oylamasina gore karar verilmektedir.

Dengelenmis Torbalama siniflandiricisi, Torbalama algoritmasmin ek bir dengeleme
yaklagimiyla birlestirilmis halidir. Dengeleme yaklasimi olarak, hedef sinifi yeniden 6rnekleme igin
azinlik olan smif belirlenerek tiim smiflar yeniden orneklenirken azinlik olan sinifta yeniden

ornekleme gerceklestirilmemistir.
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2.5.6. Dengelenmis Rastgele Orman Siniflandiricisi

Rastgele Orman agac siniflandiricisi toplulugundan olusan bir topluluk 6grenme yaklagimidir.
Rastgelelik 6zelligi eklenerek Torbalama yonteminin gelistirilmis bir versiyonudur. Veri seti
Torbalama yonteminde oldugu gibi orjinal veri kiimesinden yer degistirme teknigi ile iiretilir ve her
bir diigiimde rastgele secilen degiskenler kullanilarak agaclar olusturulur. Tahmin toplulugun
tahminlerinin cogunluk oylamasi seklinde birlestirilmesiyle gerceklestirilir.

Agac sayis1 N ve her bir diigiimii bolmek i¢in kullanilan degisken sayis1 m, bu yontemde
kullanici tarafindan tanimlanmaktadir. N adet 6nyiikleme 6rnegi, egitim veri setinden rastgele secilir.
Onyiikleme 6rneklemesinde, var olan veri kiimesinden rastgele drnekleme ile degistirilerek yeni bir
veri kiimesi olusturulur. Onyiikleme 6rneklerinin biiyiik bir kism1 agaci olusturmak icin, yani in-bag
veriler, geri kalan1 ise out-of-bag (OOB) verileri olarak adlandirilan, agacin hatasin1 tahmin etmek
icin kullanilir. Bu veriler sirasiyla egitim veri setinin iigte ikisine ve li¢te birine karsilik gelirler. In-
bag veriler secildikten sonra agac, CART algoritmasi kullanilarak olusturulur. Agacin her bir diigiimii
icin, bilgi kazanci kullanilarak m Oznitelikleri arasinda en iyi bdliinme segilir. Boliinmenin hangi
degiskene gore yapilacagina karar verildikten sonra s6z konusu degiskenin Gini indeksi hesaplanir.
Alt diigiimiin Gini indeksi bir iist diiglimiin Gini indeksinden daha az oldugunda o dal basarili
sayilmakta ve Gini indeksi sifira ulasinca aga¢ dallanma islemi sonlanmaktadir. Onerilen m degeri
toplam Oznitelik sayisinin karekokiine esit oldugunda genel olarak optimum sonuca ulagilmaktadir.
OOB hatasina gore, en fazla OOB hatas1 veren agac¢ en az agirlik degerine sahip olacak sekilde,
olusturulan agaca bir agirlik degeri atanir. Test verilerini siniflandirirken, her aga¢ kendi ug
diigtimlerinde bir oy verir ve cogunluk oylamasina gore bir sinif tahmini yapilir.

Dengelenmis rastgele orman siniflandiricisi yonteminde rastgele ormandaki her yineleme igin
azinlik siniftan tiim 6rnekler alinirken ¢ogunluk siniftan ayni sayida rastgele alt 6rnekler alinmaktadir
(Chen ve ark., 2004). Herhangi bir budama islemi yapmadan maksimum boyutta bir aga¢ olusturulur
ve her diiglimde, optimal bdliinme i¢in tiim degiskenler arasinda arama yapmak yerine rastgele olarak
secilmis bir dizi degiskende arama yapilir. Bu iki adim istenilen sayida tekrarlanir ve toplulugun

tahminleri toplanarak son siif tahmin yapilmis olmaktadir.

3. Bulgular ve Tartisma

Bu ¢alismada dengesiz melanom veri setinin topluluk 6grenme yontemleriyle siniflandirilmasi
amaclanmustir. ISIC 2017 Gorev 3 i¢in yayimlanmis veri kiimesindeki goriintiiler sekil, renk ve doku
Oznitelikleri kullanilarak analiz edilmistir. Calisma kapsaminda kodlar Python programlama dili

kullanilarak yazilmigtir.



Karadeniz Fen Bilimleri Dergisi 12(2), 1122-1137, 2022 1132

3.1. Parametre Analizi

Siniflandiricilarda kullanilan parametreler ve parametrelerin degerleri Tablo 1’de verilmistir.
Kolay topluluk siniflandiricisinda temel siniflandirict olarak AdaBoost, RUSBoost ve Dengelenmis
Torbalama siniflandiricilarinda ise Gradyan Arttirma kullanilmistir. Secilen tiim parametreler en

yliksek dogrulugu verecek sekilde deneysel olarak secilmistir.

Tablo 1. Calisma kapsaminda kullamlan simflandirici yontemlerine ait parametreler ve degerleri

Yontem Parametreler
k-NN k=2, uzaklik metrigi=0klid
DVM c=0.8, simif agirligi= dengeli
Kolay Topluluk Ogrenenlerin say1s1=200
AdaBoost Ogrenme oran1=0.2, maksimum tahmin edici say1s1=200
RUSBoost Ogrenme orani=0.2
Gradyan Arttirma Ogrenme orani=0.2,maksimum derinlik=3,gii¢lendirme agsama say1s1=200
Dengelenmis Torbalama Ogrenenlerin say1s1=200
Gradyan Arttirma Ogrenme orani=0.2, giiclendirme asamas1 s.=200,maksimum derinlik=1
Dengelenmis Rastgele Orman Ormandaki aga¢ say1s1=705, simif agirligi= dengeli

k-NN i¢in k=2 degeri secilmistir ve 0klid uzaklik metrigi kullanilmistir. Veri seti dengesiz
olarak dagildigi i¢in DVM yo6nteminde sinif agirligi, sinif frekanslariyla ters orantili olacak sekilde
dengeli olarak ayarlanmistir. C parametresi ise 0.8 olarak sec¢ilmistir. Kolay Topluluk
Siniflandiricisinda temel 6grenici olarak AdaBoost kullanilmistir ve 6grenenlerin sayis1 200 olarak
belirlenmistir. AdaBoost’un 6grenme orani 0.2 ve yiikseltmenin sonlandigi maksimum tahmin edici
say1s1 200°diir. RUSBoost Siniflandiricisinda temel 6grenici Gradyan Arttirma ve 6grenme orani 0.2
olarak belirlenmistir. Gradyan Arttirma igin 6grenme orani 0.2, giiglendirme agamalarinin sayis1 200
ve tahmincilerin maksimum derinligi ise 3 se¢ilmistir. Dengelenmis Torbalama Siniflandiricisinda
ogrenenlerin sayis1 200 ve temel 6grenici Gradyan Arttirma olarak secilmistir. Gradyan Arttirma igin
ogrenme orani 0.2, giiclendirme asamalarinin sayis1 200 ve tahmincilerin maksimum derinligi ise 1
se¢ilmistir. Dengelenmis Rastgele Orman Siniflandiricist i¢in ormandaki agag¢ sayist 705, siif
agirhigr dengeli olarak ayarlanmistir. Segilen tiim parametreler en yiiksek dogrulugu verecek sekilde

deneysel bir sekilde secilmistir.

3.2. Model Performans Olgiitleri

Onerilen ¢aligmanin performansini nicel olarak degerlendirmek icin duyarlilik, &zgiilliik,
dogruluk ve dengeli dogruluk 6l¢iitleri kullanilmistir. Duyarlilik, sistemin melanom sinifint dogru bir
sekilde smiflandirmasin1 ifade ederken Ozgiilliik, neviis ve seboreik keratoz simifim1 dogru

siniflandirma oOl¢iisiinii gostermektedir. Dogruluk ise melanom ile neviis ve seboreik keratoz
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arasindaki ayrimin olgiisiidiir. Duyarlilik, 6zgiilliikk ve dogruluk, dengeli dogruluk gibi performans

Ol¢iitleri sirastyla (17)-(20)‘de hesaplanmaktadir.

DP

Duyarlilik = SPITN (17)

2 ... DN

Ozgiilliikk = TNIVP (18)

Dogruluk = — =428 (19)
DP+YP+YN+DN

Dengeli Dogruluk = (Duyarllik+0zgillik) (20)

2

Olgiitlerde DP, melanom sinifina dahil olup melanom olarak algilanan &rnek sayisini; YP,
neviis ve seboreik keratoz sinifina dahil olup melanom olarak algilanan 6rnek sayisini; DN, neviis ve
seboreik keratoz sinifina dahil olup neviis ve seboreik keratoz olarak algilanan 6rnek sayisint; YN ise
melanom sinifina dahil olup neviis ve seboreik keratoz olarak algilanan 6rnek sayisini ifade

etmektedir.

3.3. Sayisal Karsilastirma

Bu ¢alismada melanom ile neviis ve seboreik keratoz lezyonlar1 sekil, renk ve doku 6znitelikleri
kullanilarak geleneksel makine 6grenmesi ve topluluk yaklagimlari ile siniflandirilmistir. Elde edilen

test siniflandirma sonuglar1 Tablo 2°de gosterilmistir.

Tablo 2. Siniflandirma Sonuglari

Smiflandirma Y ontemi Duyarlilik Ozgiilliik Dogruluk Dengeli Dogruluk
k-NN %25.64 %79.99 %69.33 %352.77
DVM %51.28 %51.12 %51.15 %51.21
Kolay Topluluk %76.06 %58.38 %61.83 %67.22
RUSBoost %100 %99.17 %99.33 %99.58
Dengelenmis Torbalama %68.37 %67.08 %67.33 %67.72
Dengelenmis Rastgele Orman %65.10 %65.42 %64.16 %64.76

Geleneksel makine 6grenmesi yaklasimlarindan A-NN yontemi ile %25.64 duyarlilik ve
%79.99 ozgiilliik elde edilirken DVM yontemiyle duyarliligin %51.28’e yiikseldigi ve 6zgiilliigiin
%51.12’ye diistiigii goriilmektedir. Dengesiz veri kiimelerinde siniflandirici performansini incelemek
icin dengeli dogruluk metrigi daha dogru ve kiyaslanabilir sonuglar gostermektedir. Dengeli dogruluk
degerine bakildiginda iki yontemin de yaklasik %52°lik bir basariya sahip oldugu goriilmetedir.

Dengesiz veri kiimelerini farkli tekniklerle dengeleyen topluluk siiflandirict sonuglar

incelendiginde %65.10 ile %100 duyarlilik, %58.38 ile 9%99.17 ozgiillik, %61.83 ile 9%99.33
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dogruluk ve %64.76 ile %99.58 dengeli dogruluk degeri hesaplanmistir. Geleneksel makine

ogrenmesi yaklasimlari ile kiyaslandiginda elde edilen sonuglarin genel olarak daha basarili oldugu

gorlilmektedir. Topluluk yontemleri tabanli sonuglara gore %64.76 dengeli dogrulugu ile en diisiik

siniflandirma dogrulugu Dengelenmis Rastgele Orman yontemi ile elde edilirken %99.58 dengeli

dogrulugu ile en yiiksek siiflandirma dogrulugu RUSBoost yontemi ile elde edilmistir. Baz1 6rnek

test goriintiileri i¢in smiflandirma sonucunda elde edilen simif etiketleri ile gercek etiketlerin

karsilastirma sonuglar1 Tablo 3’te verilmistir.

Tablo 3. Ornek Test Gériintiilerinin Tahmin Edilen Simif Etiketi Sonugclari ile Gergek Etiketleri

Test Goriintiileri

Tahmin Edilen Simif Etiketi

Gerg¢ek Etiket

k-NN: neviis veya seboreik keratoz

DVM: neviis veya seboreik keratoz

Kolay Topluluk: neviis veya seboreik keratoz

RUSBoost: melanom

Dengelenmis Torbalama: neviis veya seboreik keratoz
Dengelenmis Rastgele Orman: neviis veya seboreik keratoz

Melanom

k-NN: neviis veya seboreik keratoz

DVM: neviis veya seboreik keratoz

Kolay Topluluk: neviis veya seboreik keratoz

RUSBoost: melanom

Dengelenmis Torbalama: neviis veya seboreik keratoz
Dengelenmis Rastgele Orman: neviis veya seboreik keratoz

Melanom

k-NN: neviis veya seboreik keratoz

DVM: neviis veya seboreik keratoz

Kolay Topluluk: neviis veya seboreik keratoz

RUSBoost: melanom

Dengelenmis Torbalama: neviis veya seboreik keratoz
Dengelenmis Rastgele Orman: neviis veya seboreik keratoz

Melanom

k-NN: melanom

DVM: melanom

Kolay Topluluk: melanom

RUSBoost: neviis veya seboreik keratoz
Dengelenmis Torbalama: melanom
Dengelenmis Rastgele Orman: melanom

Neviis veya
seboreik keratoz

4. Sonuclar ve Oneriler

Bu caligsmada cilt lezyon goriintiilerinden sekil, renk ve doku Oznitelikleri c¢ikartilarak

goriintiiler melanom ya da neviis ve seboreik keratoz olarak siniflandirilmistir. Siniflandirma
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islemleri k-en yakin komsuluk, destek vektor makineleri ve topluluk 6grenme yontemlerinden kolay
topluluk, RUSBoost, dengelenmis torbalama ve dengelenmis rastgele orman siniflandiricilar ile
yapilmistir. Elde edilen sonuglara ve diger siniflandiricilarla yapilan karsilastirma sonuglarina gore
en yiiksek %100 duyarhilik, %99.17 o6zgiillik, %99.33 dogruluk ve %99.58 dengeli dogruluk
RUSBoost siniflandiricist ile hesaplanmistir. Ayrica 6nerilen yontem ISIC 2017 dengesiz veri kiimesi
iizerinde uygulanip test edildiginden geleneksel makine 6grenmesi yaklasimlarindan olan £-NN ve
DVM’nin performansinin %25 ile %52 degerleri arasinda kaldigr gézlemlenmistir. Buna karsin,
topluluk o6grenmesi tabanli dengelenmis yaklasimlarin performansit %58-%100 arasinda
hesaplanmistir. Bu sonuglar geleneksel makine 6grenmesi yaklagimlariyla dengelenmis topluluk
ogrenmesi yaklasimlarinin smiflandirma performansi arasinda dikkat cekici bir fark oldugunu
gostermektedir.

Sonuglarin basarisim1 analiz etmek icin farkli yontemler ile elde edilen simiflandirma
dogruluklari yine ISIC 2017 veri kiimesi kullanilarak yapilan ¢alismalar ile karsilastirilmistir. Yapilan

6 9

karsilagtirmalar Tablo 4’te verilmistir. Tablo 4’te yer alan simgesi calismalarda bildirilmemis
sonuclar1 gostermektedir. Caligsmalari kisaca 6zetlemek gerekirse:

Thao ve ark., ISIC 2017 veri kiimesindeki 2000 egitim goriintiisiinii dondiirme, yakinlastirma
gibi farkli veri arttirma yontemleriyle 6000 goriintiiye ¢ikarmiglardir. Olusan yeni goriintiileri 5400
egitim ve 600 dogrulama olarak ayirmislardir. Verileri 18 katmandan olusan basit ConvNet mimarisi
ve transfer 6grenimi kullanan VGG16 ile siniflandirmiglardir. Her bir model performans 6lgiitii i¢in
siniflandirma sonuglarinin ortalamasi alinarak nihai sonuglar elde edilmistir. Li ve ark., 2000 lezyon
egitim goriintiilerini x veya y ekseninde dondiirerek egitim verilerini arttirmiglardir. Lezyonlarin
segmentasyonunu ve siniflandirmasi ayni anda gerceklestirmek i¢in lezyon indeksleme agini
onermislerdir. Bu ag FCRN-50 agina eklenen artik modiilde yeni bir artik modiilii kullanan daha derin
bir model olan FCRN-88’tir. Onerdikleri ag modeli 3 farkli deri lezyonu gériintii isleme gorevini
yerine getirerek %49 oraninda duyarlilik degeri elde etmistir. Khouloud ve ark., egitim veri
kiimesindeki goriintiilere ilk olarak Gauss filtresi uygulamislardir, daha sonra goriintiilerin lezyon
alanlarin1 kirpmiglardir ve goriintiileri 180x180 olarak yeniden boyutlandirmiglardir. W-Net agi ile
segmente edilen goriintiiler daha sonra Inception-ResNet ag1 ile siniflandirilmis ve %95.2 oraninda
bir duyarlilik degeri elde etmislerdir. Yilmaz ve ark., hesaplama karmagikligin1 gidermek icin ISIC
2017 veri kiimesindeki goriintiileri 224x224 boyutuna yeniden boyutlandirmislardir ve veri arttirma
yontemi uygulamislardir. MobileNet, MobilNetV2 ve NasNetMobile mimarileri y1gin boyutlari 16,
32 ve 64 olacak sekilde kullanilip egitilmis ve 9 model ortaya ¢ikarmiglardir. En yiiksek dogrulugu
NasNetMobile modeli ile %82.0 oraninda elde etmislerdir.

Tablo 4. Siniflandirma Karsilagtirmasi
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Siiflandirma Yoéntemi Duyarhhk Ozgiilliik Dogruluk Dengeli Dogruluk
(Thao ve ark., 2017) %286.9 %44.2 %351.5 -
(Li ve ark., 2018) %49.0 %96.1 %85.7 -
(Khouloud ve ark., 2021) %95.2 %97.9 %96.9
(Yilmaz ve ark., 2021) - - %82.0 -
RUSBoost %100 %99.17 %99.33 %99.58

Onerilen dengesiz veri kiimelerinde topluluk ydntemlerine dayali siiflandirma yaklasimimin
literatiirdeki calismalara kiyasla daha yiiksek duyarlilik, 6zgiillik ve dogruluk degerlerine sahip
oldugu gosterilmistir. Sonug olarak, Onerilen yaklagimin melanom ve neviis ve seboreik keratoz

siniflandirmasinda basaril bir sekilde uygulanabilecegi diisiiniilmektedir.

Tesekkiir

Bu kisimda ¢aligmada yardimlari ya da destekleri bulunan kisi veya kisilere ya da kurumlara

tesekkiir edilebilir.

Yazarlarin Katkisi

Tilim yazarlar ¢alismaya esit katkida bulunmustur.

Cikar Catismasi1 Beyani

Yazarlar arasinda herhangi bir ¢ikar ¢catismasi bulunmamaktadir.

Arastirma ve Yayin Etigi Beyam

Yapilan ¢alismada arastirma ve yayin etigine uyulmustur.
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