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Borsa Endeksi Yoniiniin Makine Ogrenmesi Yontemleri ile Tahmini:

BIST 100 Ornegi
Prediction of Stock Market Index Direction with Machine Learning Methods: Sample of BIST

Kiibra Akyol Ozcan'

Oz

Borsa endeksleri ve menkul kiymetler igin yén (artis veya azalis) tahmininde bulunmak yatinmeilarin ve arastirmacilarin uzun zamandir
dikkatini cekmektedir. Gegmis verilerle gelecek veriler arasindaki baglantinin kurulmasi bu tahmini zorlastirmaktadir. S6z konusu
baglanti ekonometrik modeller veya yapay zeka modelleri yardimiyla kurulmaktadir. Yapay zeké modelleri ekonometrik modeller gibi
kati varsayimlar gerektirmez, nitel ve nicel verileri kullanabilir. Bu ¢alismada Ocak 2002 - Eyliil 2022 tarihleri arasinda aylik ortalama
BIST 100 endeks degerleri alinarak, bir 6nceki aya gére artis gerceklesen durumlar icin “1”, azalis gerceklesen durumlar icin “0”
seklinde iki gruplu bir bagimh dedisken olusturulmustur. BIST 100, S&P 500, CAC40, FTSE10, NIKKEI225DAX, SHANGAICOMP,
ONSUSD, USDTRY, VIX ve REPO degiskenlerinin 1. ve 2. gecikmeli degerleri bagimsiz dedisken olarak alinmigtir. Uygulamada BIST
100 endeksi icin yon tahmininde Lojistik Regresyon Analizi (LR), Lineer Diskriminant Analizi (LDA), Naive Bayes Algoritmasi (NB),
Rastgele orman Algoritmasi (RF), K-En Yakin Komsu Algoritmasi (KNN), Siniflandirma ve Regresyon Agaci Algoritmasi (CART),
Yapay Sinir Aglari (NNET), Gauss Gekirdek Fonksiyonu ile Destek Vektdr Makineleri (SVM-RBF), Polinomiyal Gekirdek Fonksiyonu
ile Destek Vektér Makineleri (SVM-POLY) olmak lizere toplam dokuz farkli makine 6grenme metodu kullaniimistir. Sonug olarak lineer

yéntemlerin daha basarili tahmin sonuglari irettigi gérilmektedir.

Anahtar Kelimeler: BIST 100, Makine Ogrenmesi, Borsa Endeksleri, Endeks tahmini,

Abstract

Predicting the direction (increase or decrease) of stock market indexes and stock prices has long attracted the attention of investors
and researchers. Establishing a connection between the past and future data makes this prediction difficult. The mentioned connection
is established through econometric or neural network models. Neural network models do not require strict assumptions like
econometric models and can utilize qualitative and quantitative data. In this study, monthly average BIST 100 index values were taken
between January 2002 and September 2022, and a two-group dependent variable was formed as “1” for cases with an increase
compared to the previous month and “0” for cases with a decrease. The 1st and 2nd lagged values of BIST 100, S&P 500, CAC40,
FTSE10, NIKKEI225DAX, SHANGAICOMP, ONSUSD, USDTRY, VIX and REPO variables were taken as independent variables. A
total of nine different machine learning methods which are Logistic Regression Analysis (LR), Linear Discriminant Analysis (LDA),
Naive Bayes Algorithm (NB), Random Forests Algorithm (RF), K-Nearest Neighborhood Algorithm (KNN), Classification and
Regression Trees Algorithm (CART), Artificial Neural Networks (NNET), Support Vector Machines with Radial Basis Function (SVM-
RBF), Support Vector Machines with Polynomial Kernel Function (SVM-POLY) were used for direction prediction for BIST 100 index
in practice. In conclusion, it is observed that linear methods produce more successful estimation results.
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Girig
Menkul kiymetlerin degerlerinin yonini tahmin etmek amaciyla gesitli yaklasimlar olusturulmustur. Bu baglamda borsa
tahmini hem ilging hem de zorlu bir aragtirma konusu olarak karsimiza gikmaktadir. (Nasseri vd., 2015: 9192) Basarili bir
borsa tahmini igin ana fikir minimum girdi ve en az karmagsik model segimi ile en basarili sonuglari elde etmektir. (Atsalakis
ve Valavanis, 2009: 5932) Son zamanlarda yapilan aragtirmalar diger makroekonomik ve finansal degiskenlerden alinan
verilerin yani sira dnceki borsa hareketlerinden elde edilen verileri kullanarak gelecekte borsanin yénini tahmin etmenin
mimkin olduguna dair kanitlar igermektedir. Arastirmacilar borsanin &éngdrilebilir sonuclar saglamasi nedeniyle
ongordlebilirligin nedenlerini incelemeye yonelmiglerdir. Hisse senetlerinin gelecekteki fiyatlarinin tahmini siyasi olaylar,
ekonomik kosullar, yatirmci beklentileri ve hisse senedi fiyatlarini etkileyebilecek diger gevresel faktdrler gibi ¢ok fazla
faktorden etkilenmesi nedeniyle oldukga karmasik ve zor bir meseledir. Buna ek olarak hisse senedi fiyat serileri dogasi

gereQi genellikle oldukga dalgali, degisken, dogrusal olmayan, parametrik olmayan, karmasik ve kaotik bir veri yapisina
sahiptir (Boyacioglu ve Avci, 2010: 7908).

Spekulatorlerin, yatirnmcilarin ve igletmelerin karsilastigi en blytk zorluk finans ve emtia piyasalarindaki fiyat hareketlerini
dogru bir sekilde tahmin etmektir. Bunlar, piyasalari tahmin etme arayisinda gelecekteki olaylarin en azindan kismen
mevcut veya gecmis olaylara ve verilere dayandigini varsayarlar. Ancak finansal zaman serileri, tahmin edilmesi “en
gUrdltdll” ve “en zor” seriler arasindadir. (Abu-Mostafa ve Atiya, 1996: 205) Hisse senedi fiyat endeksinin hareketini tahmin
etmek, zaman serisi tahmininin en zor uygulamalarindan biri olarak kabul edilmektedir. Etkili piyasa alim satim tekniklerini
olusturmak igin hisse senedi fiyat endekslerinin hareketini dogru bir sekilde tahmin etmek oldukga dnemlidir. (Kara vd.,
2011: 5311) Son yillarda bilgisayar yazilim ve donanim teknolojilerindeki ilerlemeler hesaba dayali finansi miimkin
kilmistir. Hesaba dayali araglarin finansal alanda uygulanmasi, blylk kérlar ve para ¢ekme potansiyeli nedeniyle ilgi
goérmektedir. Sonug olarak hesaba dayali finans 6nemli oranda ilgi kazanarak, ¢ok disiplinli arastirma ¢abalarini tesvik
etmistir. Hesaba dayali finans, akilli araglarin finansal gérevlere uygulanmasinin yani sira bilgisayar teknolojisi kullanilarak
geleneksel tekniklerin gelistiriimesini de iceren matematik, ekonomi ve biyik Olcekli sayisal hesaplamalarin bir
entegrasyonunu olusturmustur. Bu finansal uygulamalar; alim-satim stratejileri, risk ve finansal yonetim, operasyon
yonetimi, pazarlama, kredi riski, tirev fiyatlandirmasi, tahmin, karar destegi, opsiyon fiyatlandirmasi, finansal piyasa
modellemesi, arbitraj, portfoy secimi, kredi degerlendirmesi ve ¢ok daha fazlasini igermektedir. (Tan vd., 2007: 236)
Finansal zaman serileri gUrGltdlu (noisy), duragan olmayan ve deterministik olarak kaotik oldugundan, finansal piyasa
tahminini zorlastirmaktadir. GUrdltili olma &zelligi gegmisteki ve gelecekteki fiyatlar arasindaki baglantiyi tam olarak
aciklamada yeterli finansal piyasa davranisi verilerinin olmamasini ifade etmektedir. Dolayisiyla modelde yer almayan
bilgiler gurdltd olarak kabul edilmektedir. Finansal zaman serilerinin dagilimi duragan degildir. Ekonomik veya politik
kosullar, tliccarin beklentileri, felaket veya catisma gibi dngériilemeyen olaylar da dahil olmak tizere birgok faktor borsa
endeksi ve doviz kurlari gibi finansal zaman serilerini degistirebilir. Herhangi bir finansal zaman serisi ile diger veri serileri
arasindaki iliski de zaman iginde degisebilir (Kumar ve Thenmozhi, 2006: 2).

Bir borsa endeksinin getirisini tahmin etmenin zor olan yonu gegmis veriler ile gelecek arasinda baglanti kurmaktir. Bu
baglanti literatiirde genellikle iki arastirma alani tarafindan ele alinmaktadir. Bunlardan birincisi ekonometrik modellerdir.
Bu modeller dogrusal regresyon, AR, ARMA, ARCH ve GARCH gibi modelleri icermektedir. Bu modellerin
uygulanmasindaki kilit nokta sonuglarin kalitesini ve guvenilirligini garanti etmek i¢in bir finansal serinin yerine getirmesi
gereken varsayimlara baglidir. ikincisi ise makine égrenme modelleridir. Yapay zeka tabanli olan bu modeller yapay sinir
aglar, genetik algoritmalar, bulanik mantik, destek vektdr makineleri, rastgele orman ydntemi ve pargacik siiri
optimizasyonu gibi modelleri icermektedir. Karmagik, kesin olmayan ve ok biytk miktarda veriyi isleyebilirler ve bu da
onlari ilgi gekici hale getirmektedir. Ayrica diger modellere uygulandiklarinda veri 6zelliklerinin anlamini belirsizlestirirler
ve bilgi erisimini sinirlandirirlar. Yapay zeké yontemleri nitel ve nicel verileri kullanabilirler ve ekonometrik modeller gibi
kati varsayimlar gerektirmezler (Paiva vd., 2019: 636; Sheta vd., 2015: 55).

Tahmin icin kullanilan geleneksel istatistiksel teknikler verilerin dogrusal olmadigi uygulamalarda eksik kalmaktadir. Bir
yapay sinir ag1, baglantilarla birbirine baglanan ¢ok sayida basit ve dogrusal olmayan bilgi islem birimini veya diglman
iceren bir bilgisayar sistemi tiridr. Bu, borsa analizinin kaliplarini tanimak ve optimizasyonu saglamak igin denenmis ve
dogrulanmis bir yontemdir. Dolayisiyla borsalarin nasil calistigini dogru bir sekilde agiklayan dogrusal olmayan zaman
serisi verilerinin kodunun, sinir aglari tarafindan ¢ézuldigu kanitlanmistir (Zhu vd., 2008: 3043).

Bu calisma BIST 100 endeksi yonlnin 01:2002-09:2022 arasi déneme ait aylik verilerle makine 6grenmesi metodlari
kullanilarak tahminini amaglamaktadir. Bunun igin dncelikle BIST 100 endeks degerleri alinarak, bir dnceki aya gore artis
gerceklesen durumlaricin “1”, azalis gergeklesen durumlar igin “0” seklinde iki gruplu bir bagimli degisken olusturulmustur.
Calismada Lojistik Regresyon Analizi (LR), Lineer Diskriminant Analizi (LDA), Naive Bayes Algoritmasi (NB), Rastgele
orman Algoritmasi (RF), K-En Yakin Komsu Algoritmasi (KNN), Siniflandirma ve Regresyon Agaci Algoritmasi (CART),
Yapay Sinir Adlari (NNET), Gauss Cekirdek Fonksiyonu ile Destek Vektor Makineleri (SVM-RBF), Polinomiyal Cekirdek
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Fonksiyonu ile Destek Vektor Makineleri (SVM-POLY) olmak izere toplam dokuz farkli makine 6grenme metodu
kullanilmistir. Calismanin birinci bélimiinde hisse senedi piyasalarinda fiyat tahminin dnemi iizerinde durulmustur. ikinci
bélimde alan yazini sunulmus, Ugtinct bolimde veri seti ve metodoloji hakkinda bilgilere yer verilmis ve analiz sonuglari
yorumlanmistir. Son bdlimde ise analiz sonuglari sunularak ¢alisma tamamlanmistir. Calismada alan yazinindaki
calismalardan daha fazla sayida (dokuz farkl) makine égrenme metodu kullanilmig ve nihai olarak hangi methodun BIST
100 endeksi tahmininde daha basarili tahmin ydntemi oldugu ortaya konulmustur. Bu yontyle galismanin literatlre deger
katacagi distnuimektedir.

1. Literatiir

Hill vd. (1994) ¢alismalarinda 6zellikle regresyona dayali tahmin, zaman serisi tahmini ve karar verme alanlarinda yapay
sinir adlari ile istatistiksel modelleri kargilastiran literattr taramasi yapmislardir. Yazarlarin nihai hedefi, tahmin ve karar
verme modelleri igin yapay sinir aglarinin potansiyelinin degerlendirmesini yapmaktir. Literatlir arastirmasi sonucuna gére
ampirik galismalarin blyik gogunlugu yapay sinir aglarinin istatistiksel modellerle kargilastirilabilir oldugu yéniindedir.

Khashei ve Bijari (2010) calismalarinda otoregresif entegre hareketli ortalama (ARIMA) modellerini kullanarak yapay sinir
aglarinin yeni bir hibrit modelini uygulamislardir. Calismada (g farkli veri seti kullanilmistir. Bunlar; Wolfun glines lekesi
verileri, Kanada vasag verileri ve ingiliz sterlini/ABD dolari déviz kuru verileridir. Calisma sonucunda elde edilen ampirik
sonuglar, dnerilen modelin yapay sinir aglari tarafindan elde edilen tahmin dogrulugunu iyilestirmek icin etkili bir yol
olabilecegini géstermistir. Bu nedenle 6zellikle daha yiiksek tahmin dogruluguna intiyag duyuldugunda, tahmin gorevi igin
uygun bir alternatif model olarak kullanilmasi mimkiindr.

Guresen vd. (2011) calismalarinda gok katmanli algilayici (MLP), dinamik yapay sinir agi (DAN2) ve yeni girdi degiskenleri
¢ikarmak igin genellestirimis otoregresif kosullu degdisen varyans (GARCH) kullanan hibrit sinir aglari modellerini
kullanmiglardir. Her model icin karsilastirma iki bakis agisiyla yapilmistir. Bunlar; NASDAQ Menkul Kiymetler Borsasi
Endeksi'nin gunlik reel kur degerleri kullanilarak Ortalama Kare Hata (MSE) ve Ortalama Mutlak Sapma (MAD)dir.
Calismada 7 Ekim 2008 ile 26 haziran 2009 arasi doneme ait glinlUk verilerin 146 adedi egitim icin kullanilirken, 36 tanesi
ise test amaciyla kullaniimistir. Klasik YSA modeli MLP’nin kiguk bir farkla DAN2 ve GARCH-MLP’den daha iyi performans
gosterdigi sonucuna ulagiimigtir. Hibrit modellerin (GARCH-ANN) tatmin edici sonuglar vermedigi de bir bagka bulgu olarak
sunulmustur.

Kumar ve Murugan (2013) calismalarinda Hindistan Ulusal Menkul Kiymet Borsasi'na ve Bombay Menkul Kiymet
Borsasi’'na ait 2007-2011 yillari arasi donemde yer alan 1237 gozlemin 866'sini egitim ve 371’ini ise test verisi olarak
kullanmiglardir. Calismada performans 6lcimi olarak Ortalama Mutlak Hata (MAE), Ortalama Mutlak Yizde Hatasi
(MAPE), Ortalama Mutlak Sapma Yiizdesi (PMAD), Hata Kareler Ortalamasi (MSE), Hata Kareler Ortalamasinin Karekoku
(RMSE) kullanilmistir. Calismada yapay sinir aglari kullanilarak, tahmin dogrulugu analiz edilmis ve élgllmustir. Ayrica
cesitli deneyler yapilarak tahmin agi igin dogru parametrelerin ¢agd sayisi, dgrenme orani ve momentum sirasiyla 2960,
0.28 ve 0.5 olarak elde edilmistir.

Akbilgic vd. (2014) calismalarinda tahminci olarak Hibrit Radyal Temel Fonksiyonlu Sinir Adlari (HRBF-NN) adi verilen
yeni bir tahmine dayali istatistiksel modelleme teknigini 6ne stirmislerdir. HRBF-NN; regresyon agacini, ridge regresyonun
ve radyal tabanli fonksiyon (RBF) ile sinir aglari(NN)'ni btlinlestiren esnek bir tahmin teknigi olarak tanimlanmaktadir. En
iyi tahmin edicilerin alt kiime secimini gergeklestirmek igin genetik algoritmayi (GA) ve uygunluk fonksiyonu olarak teorik
bilgi ilkelerine dayali model segimini kullanarak yeni bir hesaplama prosedurt gelistirmislerdir. Ayrica BIST 100 ile diger
yedi uluslararasi borsa endeksi arasindaki tahmin iligkisini belirlemek icin sayisal ornekler vermiglerdir. HRBF-NN
modelinin dogrusal olmayan veri yapilari arasindaki iligkileri yonetebilen oldukga esnek ve akilli bir veri madenciligi teknidi
oldugunu ve model tarafindan yapilan tahminlerin yaklasik %65 dogruluk orani ile performans gésterdigini belirtmislerdir.

Kara ve Ecer (2018) ¢alismalarinda lojistik regresyon, destek vektor makineleri, yapay sinir aglari ve lineer diskriminant
analiz modellerinin BIST Banka Endeksi hareketlerini belilemede performanslarini siniflandirmiglardir.  Calismada
1995:03 ile 2018:03 dénemleri arasi gunlik veriler kullaniimistir. Verilerin %90°1ik kismi egitim ve %10’luk kismi ise test
verisi olarak ele alinmistir. Calisma sonucuna gére modeller performanslarina gére yapay sinir adlari (%81.74), lineer
diskriminant analizi (76.87), lojistik regresyon (%76.70) ve destek vektor makineleri (%60,87) olarak siralanmistir.

Pabugcu (2019) calismasinda yapay sinir aglari, destek vektdr makineleri ve naive-bayes siniflandirma algoritmasi
tekniklerini kullanarak bu modellerin siniflandirma performanslarini, BIST 100 endeksini tahmin ederek analiz etmistir.
Calismada 2009 ile 2018 yillari aras! teknik analiz géstergeleri kullanilmistir. Sonug olarak ¢alismada kullanilan modellerin
performanslari sirasiyla yapay sinir aglari (0,998), destek vektér makineleri (0,991) ve naive- bayes (0,904) olarak
siralanmistir.
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Kog Ustali vd. (2021) calismalarinda BIST 30’da yer alan igletmelerin hisse senedi fiyatlarini tahmin etmek igin yapay sinir
aglari, rastgele orman ve XGBoost algoritmalarini kullanmiglardir. Hisse senedi fiyat tahmini igin isletmelerin 2010-2019
yillari arasi geyrek donemlik verileriyle likidite, faaliyet, kérlilik ve mali yapi oranlari hesaplanmistir. Elde edilen sonuglara
gére tahmin performanslari siralandiginda birinci sirada XGBoost, ikinci sirada rastgele orman algoritmasi yer alirken,
yapay sinir aglari en distk tahmin performansini gdstermistir.

Demirel ve Hazar (2021) calismalarinda BIST 100 endeksi fiyat hareketlerinin yonini belirlemek amaciyla EURO
STOXX50, FTSE 100, DAX ve DOW 30 endekslerine ait 2014-2019 yillari arasi giinliik verilere yapay sinir adlari yontemini
uygulamiglardir. Calisma sonucunda BIST 100 endeksi tahmininde yapay sinir aglarinin %59.57 oraninda basari sagladig
gorulmustar.

Aksoy (2021) ¢alismasinda kurumsal yénetim ve BIST 30 endekslerinde yer alan bes imalat sanayi sirketinin 3 aylk
ortalama hisse senedi fiyat yoni tahmini igin 2010:3 ve 2020:3 dénemleri arasi finansal tablo ve makroekonomik degisken
verilerini kullanmigtir. Yapay sinir aglari, K-en yakin komsu algoritmasi, siniflandirma ve regresyon agaci yontemlerinin
kullanildigi calisma sonucunda hangi yontemin daha basarili tahmin yaptigi siralanmigtir. Tahmin siralamasi en yiksekten
dustge dogru yapay sinir aglar (%98,05), siniflandirma ve regresyon agdaci (%96,10) ve K-en yakin komsu algoritmasi
(%92,20) seklinde olusturulmusgtur.

Filiz vd. (2021) calismalarinda BIST 100 endeksinin degisim yonini belilemek amaciyla lojistik regresyon ve destek
vektor makinesi PUK cekirdegi algoritmasi yontemlerini kullanmiglardir. BIST 100 endeksi bagimli degisken olarak
alinirken, bagimsiz degisken olarak Dunya’nin gesitli tlkelerine ait borsa endekslerinin yani sira dolar kuru, euro kuru ve
altin ons verileri 2006-2020 arasi donem icin ele alinmistir. Calisma sonucunda destek vektér makinesi PUK cekirdegi
algoritmasi %71.9 oraninda basari elde ederken, lojistik regresyon %70.6 oraninda bagari elde etmistir.

Jabeur vd. (2021) calismalarinda cok sayida agiklayici degiskenin ABD dolari cinsinden verilen altin fiyati (izerindeki
etkisini arastirmiglardir. Veriler Ocak 1986°dan Aralik 2019'a kadar olan dénemi kapsayan 408 aylik g6zlem igermektedir.
Verilerin %80’lik kismi egitim ve %20’lik kismi ise test amaciyla kullaniimigtir. Calismada kullanilan makine 6grenim
modelleri; dogrusal regresyon, yapay sinir adlari, rastgele orman algoritmasi, Light gradyan artirma makinesi, CatBoost
algoritmasi, XGBoost algoritmasidir. Ayrica bu galisma, yorumlanabilir makine 6grenimi alanini birlestirmek icin SHAP
y6ntemini sunmustur. Altin fiyatini tahmin etmek igin tasarlanmis XGBoost'un ¢iktilarini yorumlamak igin Shapley katki
aciklamalarinin nasil kullanilabilecegini géstermiglerdir. Elde edilen analiz sonuglarina gére XGBoost en iyi tahmin modeli
iken onu sirasiyla CatBoost, Rf, lineer regresyon(dogrusal regresyon) ve yapay sinir aglari izlemektedir.

Sari ve Saka llgin (2022) galismalarinda 2008-2019 yillari arasi aylik verilerle BRICS Ulkeleri endeksleri yardimiyla BIST
100 endeks hareketlerini tahmin etmek icin yapay sinir aglari modellerini kullanmislardir. Verilerin %30'u modelin tahmin
basarisini 6lgmek igin kullanilirken, %70'i egitim verisi olarak kullanilmistir. Elde edilen analiz sonuglari Rusya, Hindistan
ve Guney Afrika Glkelerinin borsa endekslerinin BIST 100 endeksi tahmininde basarili sonuglar gdsterdigi yonundedir.

2. \Veri Seti ve Metodoloji
Galismanin bu kisminda kullanilan degiskenlere ve analiz yontemlerine yer verilmistir.
2.1. Degiskenler

Arastirma kapsaminda makine 6grenme algoritmalari kullanilarak BIST endeksi icin yon tahminleri gergeklestirilmistir. Veri
setinde Ocak 2002 - Eylil 2022 tarihleri arasinda aylik ortalama BIST 100 endeks degderleri alinarak, bir énceki aya gore
artis gerceklesen durumlar igin “1”, azalis gerceklesen durumlar icin “0” seklinde iki gruplu bir bagimli degisken
olusturulmustur. Akbilgic ve di§. (2014) hareketle, bagimsiz degisken olarak BIST 100, S&P 500, CAC40, FTSE10,
NIKKEI225, DAX, SHANGAICOMP, ONSUSD, USDTRY, VIX ve REPO degiskenlerinin 1. ve 2. gecikmeli degerleri
alinmigtir.2 Uygulamada kullanilan degiskenlere ait tanimlar tablo 1°de verilmistir.

Tablo 1. Degigken Tanimlari

Simge Aciklama Kaynak

BIST100 Borsa istanbul 100 endeksi investing.com

2 Finansal parametreler genelde bir veya iki donem 6nceki gecikmeli degerlerden etkilendigi icin bu degerler segilmistir. Literatiirde genelde 2
gecikmeye kadar degiskenler alindigi igin ¢alismada bu sekilde bir yol izlenmistir.
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S&P 500 Standard & Poor's 500 endeksi investing.com
CAC40 Fransa Borsa Endeksi investing.com
FTSE10 Londra Borsas! Endeksi investing.com
NIKKEI225 Tokyo Menkul Kiymetler Borsasi investing.com
DAX Almanya Borsa Endeksi investing.com
SHANGAICOMP Sanghay Kompozit Endeksi investing.com
ONSUSD Ons Altin investing.com
USDTRY ABD Dolari investing.com
VIX Vix Volatilite Endeksi investing.com
REPO Aylik Gecelik Repo Faizi TCMB EVDS

Uygulamada BIST 100 endeksi icin yon tahmininde toplam dokuz farkli makine égrenme metodu kullanilmistir:

- Lojistik regresyon analizi (LR)

- Lineer diskriminant analizi (LDA)

- Naive Bayes algoritmasi (NB)

- Rastgele orman algoritmasi (RF)

- K-en yakin komsu algoritmasi (KNN)

- Siniflandirma ve regresyon agaci algoritmasi (CART)

- Yapay sinir aglari (NNET)

- Gauss gekirdek fonksiyonu ile destek vektor makineleri (SVM-RBF)

- Polinomiyal gekirdek fonksiyonu ile destek vektor makineleri (SVM-POLY)
2.2. Lojistik Regresyon Analizi (LR):

Lojistik regresyon kategorik bagimli degiskenin varligi halinde bagimli degiskenin bagimsiz degisken(ler)le iligkisinin
incelenmesine yardimei olan istatistik temelli bir algoritmadir. Lojistik regresyon,

1

Y =1 ¥ e @otarx)

seklinde formiile edilmektedir. Burada; o, elde edilecek egrinin x ekseninde hareket etmesini saglayan parametre iken,
o, ise egrinin dikligini ayarlamasini saglayan parametredir (Goy vd., 2019: 3).

Lojistik regresyon “regresyon” kelimesini icermesine ragmen aslinda bir siniflandirma modelidir ve birgok farkli 6zellige
sahiptir. Veri dagiimi hakkinda énceden herhangi bir varsayim gerektirmeden etiket olasiligini dogrudan modelleyip,
uygun olmayan varsayimsal veri dagilimlari gibi sorunlari 6nlemek veya karar vermek amaciyla olasiligi kullanan gérevier
icin gerekli olan iligkili olasiliklarla birlikte etiketleri tahmin etmek bu &zelliklerden birkagidir.  Son olarak, lojistik
regresyonun amag fonksiyonu, birgok yararli matematiksel 6zellik ile tim mertebelerden tlireviere sahip bir digbikey
fonksiyondur ve disbtikeylik, onu sayisal optimizasyon yontemleriyle gozUlebilir kilmaktadir. (Zhou, 2021: 63) Ayrica lojistik
regresyon yontemi O ile 1 araliginda uzatiimig S seklinde sinirli lojistik egriler Gretebildigi icin populerligini korumaktadir
(Kleinbaum ve Klein, 2010: 6).

2.3. Lineer Dikriminant Analizi (LDA):

Lineer diskriminant analizi ilk olarak Fisher (1936) tarafindan ikili siniflandirma problemleri igin énerildiginden Fisher’s
Lineer Diskriminant (FLD) analizi olarak da bilinen klasik bir lineer yéntemdir. Basit bir temele sahip olan LDA, ayni sinifa
ait drnekleri birbirine yakin, farkl siniflara ait 6rnekleri ise birbirinden uzak olacak sekilde siniflandirmaktadir. (Zhou, 2021:
65) Ayrica bu analiz, yeni élglim yapilarak elde edilen bir dregin, birimlere ait m tane 6zelligi olan k adet siniftan birine
atanmasini saglayan bir makine 6grenme yontemidir. Birimler en az hata ile ait olduklari sinifa diskriminant fonksiyonu

1005



[ GUSBID ] Giimiighane Universitesi Sosyal Bilimler Dergisi, Yil: 2023 / Cilt: 14 / Say: 3

olarak adlandirilan esitlikler yardimiyla atanarak siniflandirimaktadir. Lineer diskriminant analizinde kullanilan her
degiskenin normal dagilima sahip olmasi, LDA ile belirlenen ayirici fonksiyonlarin daha etkin sonuglar vermesi igin en
temel varsayimdir. X, k boyutlu bir gézlem vektoriindi ifade eden iki gruplu bir 6rnek igin diskriminant fonksiyonu,

Dyi = doi + dyiXq + - + dii Xk

olarak gosterilmektedir. Esitlikte D,; diskriminant fonksiyonunun degerini, dy; ise k. degiskenin katsayisini ifade
etmektedir. (AltinYavuz ve Yavuz, 2021: 145)

2.4. Naive Bayes Algoritmasi (NB):

Bayes teoremini esas alarak olusturulan Naive Bayes, siniflandirma amaciyla kullanilan makine 6grenme
algoritmalarindan biridir. S6z konusu yontem bir drnegdin hedef 6zelliginin sinif degerine ait olma intimalini bulmak amaciyla
kullanilmaktadir (KAYNAR vd., 2017: 7) Naive Bayes veya basit Bayesci siniflandirici algoritmanin isleyisi asagidaki
gibidir:
1. D’nin bir veri grubu oldugu varsayimi altinda her bir grup, n boyutlu 6znitelik vektori ile temsil edilir ve X =
(X1,X5, ..., Xy ) Sirasiyla n nitelikten, A, A,, ..., A, Uzerinde yapilan n dl¢limi ifade eder.

2. Cq'den C,’e kadar m adet sinif oldugu durumda ve bir X veri grubu verildiginde siniflandirici, X'in, X'e
kosullanmis olarak en yiiksek sonsal olasilija sahip sinifa ait oldugunu tahmin edecektir. Yani Naive Bayes
siniflandiricisi X veri grubunun C; sinifina ait oldugunu tahmin eder. Boylece, P(C;|X)'i maksimize edilir.
P(C;]X)'in maksimize edildigi C; sinifi, maksimum sonsal hipotez olarak adlandirilir. Bu durum,

P(X | C)P(Cy)

P(C; |1 X)= P(X)

seklinde formiile edilir.

3. P(X) tim siniflarigin sabit oldugundan, yalnizca P (X | C;)P(C;)’nin maksimize edilmesi gerekir. Sinifin énceki
olasiliklari bilinmiyorsa, o zaman genellikle siniflarin esit derecede muhtemel oldugu varsayilir.

4. Bircok nitelige sahip veri kiimeleri verildiginde, P(X | C;)'yi hesaplamak son derece pahali olacaktir.
P(X | C;)'deki hesaplamayi azaltmak igin sinif-kosullu bagimsizlik varsayimi yapilir. Bu, O6zniteliklerin
degerlerinin, veri grubunun sinif etiketi verildiginde (yani, Oznitelikler arasinda higbir bagmlilik iliskisi
olmadiginda) kosullu olarak birbirinden bagimsiz oldugunu varsayar. Boylece;

Pxicy=] | Pesicy
k=1

:P(xl|Ci)XP(X2|Ci)X"'XP(xn|Ci)

olarak elde edilir. Veri gruplarindan P (x,|C;), P(x,|C;), ..., P(x,|C;) olasiliklar kolayca tahmin edilir. Burada x;,'nin,
X veri grubu igin A, 6zniteliginin degerini ifade ettigi hatirlanmalidir. Her 6znitelik igin 6zniteligin kategorik mi yoksa surekli
degerli mi olduguna bakilmalidir.

5. X'in sinif etiketini tahmin etmek igin her bir C; sinifiigin P(X | C;)P(C;) degderlendirilir. Siniflandirici, yalnizca
P(X | C;)P(C;)) > ise, veri kimesi X'in sinif etiketinin C; sinifi oldugunu tahmin eder. Bagka bir deyisle, tahmin
edilen sinif etiketi P(X | C;)P(C;)’nin maksimum oldugu C; sinifidir. (Han vd., 2012: 352-353)

2.5. Rastgele orman Algoritmasi (RF):

2001 yilinda L. Breiman tarafindan énerilen rastgele orman algoritmasi, genel amagli bir siniflandirma ve regresyon
yontemidir. Rastgele birkag karar agacini birlestiren ve tahminlerini ortalama alarak toplayan yaklagim, degisken sayisinin
gbézlem sayisindan fazla olmasi durumunda mikemmel sonuglar vermektedir. Ayrica, buylk Olgekli problemlere
uygulanabilecek kadar cok yonlu bir yaklagimdir. (Biau ve Scornet, 2016: 97) Siniflandirma ve regresyon 6rnekleri,
rastgele orman modellerinin genellikle lojistik regresyon ve lineer regresyon gibi parametrik modeller ile karsilastirildiginda
daha yuksek tahmin dogruluguna sahip oldugu géstermektedir (Schonlau ve Zou, 2020: 24).

Rastgele orman, makine 6grenme algoritmasinin bir birlesimidir. Bir dizi aga¢ siniflandirici ile birlestirilen her agag, en
popiler sinif i¢in bir birim oy kullanir ve ardindan bu sonuglari birlestirerek nihai siralama sonucunu alir. RF, ylksek
siniflandirma dogruluguna sahiptir, aykiri degerleri ve guriiltiyu iyi tolere eder ve asla fazla 6grenme yapmaz. (Liu vd.,
2012: 246) Cok sayida karar agacinin torbalama yoluyla bir araya gelmesiyle elde edilen siniflandirma yontemi olan
rastgele orman algoritmasinda B torbalama sayisini, f;, siniflandirma agacini ve x’ ise egitim sonrasinda gortilmeyen
ornekler igin Gretilmig olan tahminleri gostermektedir.
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B
f—EZf(’)
_B b(x

b=1

Orman yapisinin olusumunda N ada¢ degerini ve m ise en iyi bélinmenin hesaplanmasinda kullanilan degisken degderini
ifade etmektedir. Egitim ve test gibi iki gruba ayrilmis olan veri grubundaki tim degiskenler arasindan rastgele secilen m
degiskenleri ile en iyi dal belirlenmektedir. Gini indeksi secilmis olan degiskenlerin hangi degere gore ayrilacagini
hesaplamaktadir. Agacta dal bitince bu islem sona ermektedir. Gini indeksi,

n
Gini(D) =1 — Z p;
j=1

seklinde hesaplanmaktadir. Formdilde D, veri setinin tamamini, n secilmis olan veriyi, p; veri grubunda yer alan verilerin

her birinin kendisinden kiigiik veya blyik eleman sayilarina b6lim karesini temsil etmektedir. (Malkogoglu ve Malkogoglu,
2020: 26-27)

2.6. K-En Yakin Komsu Algoritmasi (KNN):

K-en yakin komsu algoritmasinda siniflandirma islemi egitim setinde test nesnesine en yakin komsularin sayisi olan k
degerine gore yapilmaktadir. Etiketlenmemis bir nesneyi siniflandirmak igin bu nesnenin etiketlenmis nesnelere olan
mesafesi hesaplanir, k-en yakin komsulari tanimlanir ve bu en yakin komsularin sinif etiketleri daha sonra nesnenin sinif
etiketini belirlemek igin kullanilir. (Wu vd., 2008:; 22) Bu algoritmada egitim verilerini iceren kiimedeki her bir drnekle tek
tek isleme alinarak test edilen drnegin sinifi, egitim veri setindeki 6rnede en yakin k adet 6rnek segilerek belirlenmektedir.
Bu ornekler arasindaki mesafe Oklid ile hesaplanmaktadir. (Kiigik vd., 2013: 3) Xin a;(x),a,(x),
..., an(x) vektorleriyle tanimlanan bir drneklem oldugunu varsayalim. Burada a,(x), x 6rneginin r inci 6zelligidir.
d(x;, %)) olmak lizere x; ve x; 6rmeKleri arasindaki Oklid mesafesi,

n

2
d(Xi,Xj) = Z (ar(Xi) - ar(Xj))
r=1
olarak hesaplanmaktadir. (Sahan vd., 2007: 418)
2.7. Siniflandirma ve Regresyon Agaci Algoritmasi (CART):

En yaygin uygulanan veri madenciligi tekniklerinden biri olan CART igletme, tarim, tip, endUstri ve mihendislik alanlarinda
yaygin olarak kullaniimaktadir. CART analizi tahmin problemlerinde etkilidir. Hedef degiskenin degeri kesikli oldugunda,
bir siniflandirma agaci gelistirilir. Buna karsilik, strekli hedef degisken icin de bir regresyon agaci gelistirilir (Chang ve
Wang, 2006: 1021).

CART tarafindan Uretilen karar agaglari kesinlikle ikili olup, her karar diigum igin tam olarak iki dal icermektedir. CART,
egitim veri kimesindeki kayitlari, hedef &zellik i¢in benzer dederlere sahip kayitlarin alt kiimelerine yinelemeli olarak
bdlimler. CART algoritmasi, her bir karar diigiima igin mevcut tlim degiskenlerin ve tim olasi béime degerlerinin kapsamli
bir aramasini gergeklestirerek ve asagidaki kriterlere gore en uygun boimeyi secerek agaci blyutur.

#classes

®(s | t) = 2P, Py Z PG 1t,) — PG | t)]

j=1

d(s | t), t. dugumdeki s. aday bolinmenin uygunluk dlglimu olarak hesaplanir. Burada,
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t diglminin sol taraftaki bollinmesi
tp = tdiglminin sag taraftaki bollinmesi
t;, deki kayitlarin sayisi

o~
=~
I

p, =
k Egitim setindeki kayitlarin sayisi
P = tr deki kayitlarin sayisi
R Egitim setindeki kayitlarin sayisi
t; deki j siniflarinin sayisi
PGlt,) = L .] y
t deki kayitlarin sayisi
tg deki j siniflarinin sayisi
P(ltg) = R / 4

t deki kayitlarin sayisi
olarak hesaplanmaktadir. (Larose ve Larose, 2014: 168)
2.8. Yapay Sinir Aglari (NNET):

Sinir ag, insan beynine benzer bir sekilde ¢alisan matematiksel bir model olusturma girisimidir. (Gershenfeld, 1999: 150)
Bir ag, iletisim kanallari veya konektorlerle birbirine baglanan birgok 6geden veya nérondan olusmaktadir. Bu baglayicilar
cesitli yollarla ve katmanlar halinde dlizenlenen sayisal verileri tagimaktadir. Sinir aglari, elemanlar arasindaki baglantilara
veya agirliklara belirli degerler atandiginda belirli bir islevi yerine getirebilir. Bir sistemi tanimlamak igin modelin varsayilan
bir yapisi yoktur, bunun yerine aglar ayarlanir veya egitilir, bdylece belirli bir girdi belirli bir hedef giktiya yol acar. (Minasny
ve McBratney, 2002: 353) Yapay sinir a1, girdi katmani olusturulabilecek 4 atomlu zincir sayisi ile degisebilecek sekilde
gelistirimistir. Ek olarak potansiyel, girdi degiskenlerinin strekli bir fonksiyonu ve girdilerin siralanmasindan bagimsiz
olacak sekilde yapilandiriimaktadir (Bholoa vd., 2007: 3).

Bir sinir aginin matematiksel modeli, agirliklarla birbirine baglanan bir dizi basit fonksiyondan olusmaktadir. Ag, girisleri
cikiglara baglayan bir dizi girig birimi x, ¢ikig birimi y ve gizli birim zZ’den olusmaktadir. Gizli birimler, girdilerden yararli
bilgiler ¢ikarir ve bunlari giktilari tahmin etmek igin kullanir. Burada ele alinan NNET tipine ¢ok katmanli algilayici denir.
x; (I =1,...,N;) ogelerin girig vektoriine sahip bir ag, gizli birim z; (j = 1, ..., Ny,)'yi verecek sekilde agirlikla wy,

carpilarak bir baglant araciligi ile iletir.
N;
Zj = z lexl + le
=1

Burada Ny, gizli birimlerin sayisi ve N;, girdi birimlerinin sayisidir. Gizli birimler, agirlikli girdi ve bir sapmadan (w;,) olusur.
Bu sapma, agirliga eklenen bir sabit olarak islev goren, sabit girdisi 1 olan bir agirliktir. (Minasny ve McBratney, 2002:
353)

2.9. Gauss Cekirdek Fonksiyonu ile Destek Vektor Makineleri (SVM-RBF) ve Polinomiyal Gekirdek Fonksiyonu ile
Destek Vektor Makineleri (SVM-POLY):

Destek Vektor Makinesi (SVM) teorisi, 1990’larda Vapnik ve digerleri tarafindan yeni bir makine 6grenme yontemi olarak
gelistiriimigtir. Uyarlanabilir ve basit model yapisi, kolay optimizasyon ozellikleri ile 6zellikle sinirli ornekler igin istatistik
teorisine dayanmaktadir ve teorik olarak en iyi ¢6zimi sunmaktadir. Yapisal risk minimizasyonu ilkesi altinda iyi bir
genelleme yetenegine sahiptir. Ayrica desen tanima, goruntu igleme, yliz tanima, ylz algilama ve tahmin gibi birgok alanda
basariyla uygulanmaktadir. Cekirdek islevi, SVM icin anahtar teknolojidir. Cekirdek islevinin se¢imi, makine 6greniminin
ogrenme ve genelleme yetenegini etkilemektedir. Farkli gekirdek farkli dogrusal olmayan dénistim ve dzellik uzayini
belirlemektedir. Bu nedenle SVM'yi egitmek icin farkli cekirdek se¢mek farkli siniflandirma anlamina gelmektedir. (Gao
vd., 2008: 1) Cekirdeklerden bazilari; dogrusal ¢ekirdek, polinom ¢ekirdedi ve RBF ¢ekirdegidir. (Gopi vd., 2020: 5)

Genel olarak, RBF gekirdegi makul bir ilk tercihtir. Bu cekirdek, 6rnekleri daha yiksek boyutlu bir uzaya dogrusal olmayan
bir sekilde eslemektedir. Boylece dogrusal cekirde@in aksine, sinif etiketleri ve nitelikler arasindaki iliskinin dogrusal
olmadigi durumunu da isleyebilir. Polinom gekirdegi, RBF ¢ekirdeginden daha fazla model segiminin karmasikligini
etkileyen hiperparametreye ve daha az sayisal zorluga sahiptir (Hsu vd., 2003: 4).

RBF ¢ekirdek fonksiyonun matematiksel ifadesi,

K(x,x") = exp(—ylx — x'lI?)

1008



[ GUSBID ] Giimiighane Universitesi Sosyal Bilimler Dergisi, Yil: 2023 / Cilt: 14 / Say: 3

_ 1
y_ZO'Z

olarak gosterilmektedir. Denklemde yer alan xve x’ RBF gekirdeginin iki drnegini ve o ise serbest parametreyi
simgelemektedir. (Getin Tas ve Mlngen, 2021: 384).

SVM-POLY durumu, polinom fonksiyon gekirdegine dayanir. Formu,
K(xy) = [x"y +6]P

seklinde verilmektedir. Burada p, polinomun derecesidir ve 8, deg@erlerini genellikle tamsay! uzayindan alan serbest bir
parametredir. Ancak Hessian matrisinin sifir olmasini engelledigi icin 6=1 tercih edilir. RBF'de oldugu gibi, serbest
bir C parametresi tanimlanir. (Vafeiadis vd., 2018: 87) SVM-polinom cekirdeginin formilli ise

K(xi,x]-) = (yxiT X+ r)d,y >0

seklinde gdsterilmektedir. (Mehdizadeh vd., 2017: 107).

BIST 100 endeksinin yon tahmininde makine 6grenme algoritmalarinin performansini degerlendirmek tizere dogruluk orani
(ACC), F1-skoru (F1) ve Matthew korelasyon katsayisi (MCC) kullaniimistir. Analiz bulgulari ¢capraz gegerlilik yaklagimi
kullanilarak egitim ve test verileri tizerinden degerlendirilmistir. Arastirma verilerinde egitim ve test kimeleri sirasiyla %70-
%30, %80-%20 ve %90-%10 seklinde U¢ dénem igin ayristinimistir. Bu sekilde BIST 100 endeksinin yon tahmininde kisa,
orta ve uzun dénem tahmin sonuglari degerlendirilmistir.

Makine 6grenme algoritmalarinin parametreleri, egitim verileri izerinden 10 katmanli capraz gegerlilik yaklagimi Gzerinden
secilmistir. EGitim ve test verileri ile analiz sonuglari 10 kez tekrarlanarak, secilen parametrelere sahip modellerden
hareketle ACC, F1 ve MCC degerleri elde edilmigtir.

Makine 6grenme uygulamalarinda R programi kullanilimistir (R Core Team, 2022). Analiz bulgulari R programinda yer
alan psych Revelle (2022), caret Kuhn (2022) ve mir Bischl ve dig. (2016) paketleri (izerinden elde edilmigtir.

3. Bulgular

Arastirmada yer alan degiskenlere ait tanimlayici istatistikler tablo 2'de verilmistir.

Tablo 2. Aragtirma Verilerine Ait Tanimlayici istatistikler

Degisken Ort SS Min Maks
BIST100 737.10 500.22 88.42 3179.99
S&P 500 1934.33 978.11 735.09 4766.18
CAC40 4541.00 1006.91 2618.46 7153.03
FTSE100 6034.05 1050.69 3567.40 7748.76
NIKKEI225 15980.06 5959.66 7568.42 29452.66
DAX 8519.93 3522.23 2423.87 15884.86
SHANGAICOMP 2646.88 887.11 1060.74 5954.77
ONSUSD 1141.54 466.51 317.80 1975.89
USDTRY 3.38 3.35 1.16 18.50
VIX 19.73 8.42 9.51 59.89
REPO 15.94 11.09 4.10 58.97

Not: Ort: Aritmetik ortalama, SS: Standart sapma, Min: Minimum deger, Maks: Maksimum deger

Tablo 2'de aragtirmada bagimli ve bagimsiz degisken olarak kullanilan finansal verilerin tanimlayici istatistikleri verilmistir.
Tum borsa verileri ve kur fiyatlamalari igin ortalama, standart sapma, minimum ve maksimum degderleri hesaplanmigtir.

Tablo 3'te BIST 100 endeksinin yon tahmini igin kullanilan dokuz farkli algoritma igin segilen dlizenleme parametre
degerleri verilmistir.

1009



Tablo 3. Makine Ogrenme Algoritmalarinin Diizenleme Parametreleri

[ GUSBID ] Giimiighane Universitesi Sosyal Bilimler Dergisi, Yil: 2023 / Cilt: 14 / Say: 3

Algoritma Parametreler

LR

LDA

NB gekirdek=(var,yok), diizeltme parametresi=(0.1,0.2,0.3,0.4,0.5), fL=(0.1,0.2,0.3,0.4,0.5)

RF mtry=(1,2,3,4,5,6,7,8,9,10)

KNN k=(1,3,5,7,9)

CART ¢p=(0.01,0.02,0.03,0.04,0.05,0.06,0.07,0.08,0.09,1)

NNET wdec=c(0.001,0.002, 0.003, 0.004, 0.005, 0.006, 0.007, 0.008, 0.009, 0.010), ndron sayisi=c(2,3,4,5,6,7,8)
sigma=(0.01,0.02,.0.03,0.04,0.05),

SVM-RBF
C=(0.25,0.50,0.75,1,1.25,1.50,1.75,2)

SVM-POLY derece=(1,2), 6lgek=(0.01,0.02,.0.03,0.04,0.05), C=(0.25,0.50,0.75,1,1.25,1.50,1.75,2)

Not:wdec: AJirlik azaltimi, mtry: Deneme sayisi, fL: Laplace diizeltmesi, cp: Karmasiklik parametresi, Not: NNET icin
tek katman kullaniimigtir.

Tabloya bakildiginda bu dlzenleme parametreleri arasindan 10 katli gapraz gegerlilik teknigi ile en uygun degerler,
dogruluk oranini (ACC) en iyi yapacak sekilde segilmistir.

Tablo 4. Egitim Verilerine Ait Performans Olgiitlerinin istatistiksel Bulgulari

Uzun donem Orta dénem Kisa donem
Algoritma (%70-%30) %80-%20 %90-%10

ACC F1 MCC ACC F1 MCC ACC F1 MCC
LR 0.67 0.74 0.31 0.70 0.76 0.37 0.69 0.76 0.35
LDA 0.68 0.75 0.33 0.71 0.77 0.38 0.69 0.76 0.35
NB 0.65 0.72 0.27 0.70 0.75 0.38 0.66 0.71 0.29
RF 1 1 1 1 1 1 1 1 1
KNN 0.77 0.82 0.52 0.74 0.79 0.44 0.67 0.74 0.31
CART 0.69 0.77 0.36 0.71 0.79 0.39 0.60 0.75 0.04
NNET 0.94 0.95 0.87 0.92 0.94 0.84 0.87 0.90 0.73
SVM-RBF 0.62 0.76 0.12 0.64 0.77 0.17 0.61 0.75 0.08
SVM-POLY 0.63 0.47 0.17 0.62 0.59 0.16 0.60 0.82 0.09

Tablo 4'te makine 6grenme algoritmalarinin egitim verilerine yonelik performans 6lcitu sonuglari gésterilmektedir. Egitim
verilerinde her (ig donem igin de BIST 100 endeksinin yon tahmininde ACC, F1 ve MCC agisindan en bagarili ydntem
RF olarak goriimektedir.
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Tablo 5. Test Verilerine Ait Performans Olgiitlerinin istatistiksel Bulgulari

Uzun dénem Orta dénem Kisa donem
Algoritma (%70-%30) %80-%20 %90-%10

ACC F1 MCC ACC F1 MCC ACC F1 MCC
LR 0.66 0.77 0.22 0.65 0.77 0.16 0.63 0.69 0.24
LDA 0.66 0.77 0.22 0.65 0.77 0.16 0.63 0.69 0.24
NB 0.38 0.02 -0.01 0.44 0.25 0.11 0.30 0.03 -0.19
RF 0.47 0.31 0.12 0.39 0.11 -0.01 0.30 0.00 -0.24
KNN 0.62 0.71 0.17 0.45 0.28 0.00 0.52 0.54 0.14
CART 0.41 0.13 0.07 0.46 0.28 0.11 0.64 0.73 0.01
NNET 0.54 0.50 0.07 0.61 0.71 0.10 0.60 0.64 0.18
SVM-RBF 0.62 0.77 0.00 0.63 0.77 0.00 0.67 0.80 0.00
SVM-POLY 0.52 0.47 0.13 0.54 0.59 0.03 0.71 0.82 0.23

Tablo 5'te makine 6grenme algoritmalarinin test verilerine yonelik performans dl¢Gti sonuglari yer almaktadir. Test verileri
incelediginde, uzun ve orta donem BIST 100 endeksinin y6n tahmininde ACC, F1 ve MCC agisindan LR ve LDA
algoritmalarinin genel anlamda en basarili sonuglar Uretti§i gortilmektedir. Kisa donemli BIST 100 endeksinin yon
tahmininde ise SVM-POLY sonuglari, ACC ve F1 agisindan diger algoritmalara kiyasla daha basarilidir. Ancak MCC
acisindan yine LR ve LDA teknikleri kisa dénemde de en basarili performansa sahip yontemler olarak géze carpmaktadir.

Genel olarak test verileri incelendiginde ele alinan degiskenler yardimiyla BIST 100 endeksinin orta ve uzun vadede
yonind tahmin etmede en bagsarili olan algoritmalarin lojistik regresyon analizi ve lineer diskriminant analizi oldugu
gorulmastdr. Bu analizlerin yani sira dogruluk oraninin ve F1-skorunun da basarili algoritmalar oldugu gézlenmistir. Sonug
olarak kisa, orta ve uzun dénemde lojistik regresyon analizi ve lineer diskriminant analizi algortimalarinin bagsari
performanslarinin diger algoritmalardan yiiksek oldugu sonucuna ulagiimistir.

Bu bulgular, lojistik regresyon analizinin ve lineer diskriminant analizinin BIST 100 endeksinin orta ve uzun vadede yoninu
tahmin etmede basarili algoritmalar olarak tanimlayan dnceki ¢alismalarla da tutarlidir (Lu, 2010; Aser ve Firuzan, 2022).
Ormegin, Lu (2010) veri madencilidi, ¢ikarim ve tahmin de dahil olmak lizere istatistiksel 63renmenin unsurlarini tartismakta
ve lojistik regresyon analizi ile dogrusal diskriminant analizinin gesitli uygulamalardaki etkinligini vurgulamaktadir. Ayrica,
Bouwmeester ve digerleri (2013) kiimelenmis veriler igin tahmin modelleri iizerine karsilagtirmali bir calisma yuriitmus ve
rastgele kesmeli lojistik regresyon gibi rastgele etkili regresyon modellerinin standart regresyon modellerinden daha
basarili sonuglar verdigini ortaya koymustur. Bu durum regresyon tekniklerine dayanan LR ve LDA algoritmalarinin BIST
100 endeks ydnii icin dogru tahminler saglayabilecegi fikrini desteklemektedir. Genel olarak, bu ¢alismalardan elde edilen
kanitlar lojistik regresyon analizi ve lineer diskriminant analizinin kisa, orta ve uzun vadede BIST 100 endeksinin yonun
tahmin etmek igin en basarili algoritmalar oldugunu gostermektedir. Bu algoritmalar gesitli galismalarda yuksek dogruluk,
F1-skoru ve MCC gostererek BIST 100 endeksinin yonuni tahmin etmek icin glivenilir segenekler haline gelmistir.

Sonug ve Degerlendirme

Menkul kiymet borsalari mevcut finansal sistemin en dnemli bilegenleri arasinda yer almaktadir. Birgok yatirimci takip
ettikleri hisse senetlerinin agilis-kapanis-en yiksek-en disik fiyatlarini ve islem hacimlerini strekli olarak tahmin etmeye
calismaktadir. (Hu vd., 2018: 188) Borsa endeksinin yon(, fiyat endeksinin hareketini veya borsa endeksinin gelecekteki
dalgalanma egilimini ifade etmektedir. Yéni tahmin etmek bir yatirimcinin bir finansal enstrimani alma veya satma kararini
biyuk dlclde etkilemektedir. Menkul kiymet borsasi endeksi egilimlerinin dogru tahmini, yatinmcilarin borsada kér elde
etme firsatlarina yardimci olmaktadir. Bu nedenle, borsa endeks egilimlerinin tahmin edilmesi yatirnmcilar igin son derece
avantajli olacaktir. (Qiu ve Song, 2016: 1) Bu ¢alismanin amaci borsa endekslerinin artis ve azaliglarini tahmin eden
makina dgrenmesi algoritmalarinin karsilastiriimasidir.
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Calismada Ocak 2002-Eylil 2002 tarihleri arasi aylk BIST 100, S&P 500, CAC40, FTSE10, NIKKEI225DAX,
SHANGAICOMP, ONSUSD, USDTRY, VIX ve REPO degiskenlerinin 1. ve 2. gecikmeli degerleri alinmistir. BIST 100
endeksinin yon tahmini igin dokuz adet makine 6grenme yontemi kullanilmistir. Bunlar; Lojistik Regresyon Analizi, Lineer
Diskriminant Analizi, Naive Bayes Algoritmasi, Rasgele Orman Algoritmasi, K-En Yakin Komsu Algoritmasi, Siniflandirma
ve Regresyon Adaci Algoritmasi, Yapay Sinir Adlari, Gauss Cekirdek Fonksiyonu ile Destek Vektdr Makineleri ve
Polinomiyal Cekirdek Fonksiyonu ile Destek Vektor Makineleri yontemleridir. BIST 100 endeksinin yon tahmininde makine
ogrenme algoritmalarinin  performansini degerlendirmek (zere dogruluk orani (ACC), F1-skoru (F1) ve Matthew
korelasyon katsayisi (MCC) kullanilmistir.

Test verilerinin performans 6Glgtimlerinin istatistiksel sonuglari incelendiginde uzun dénemde LR ve LDA ayni basari
duzeyiyle birinci sirada yer almistir. Orta vade de ayni algoritmik modellerin bagari duzeylerinin yiksek oldugu
gorilmektedir. Uzun ve orta vadede LR ve LDA modelleri en basarili modellerken, kisa dénemde ise SVM-POLY modelinin
performansinin diger modellerden fazla oldugu gérilmektedir. Genel olarak bakildiginda LR ve LDA modellerinin BIST
100 endeksinin yon tahmininde one ¢iktigi, bu algoritmalari SVM-POLY ve SVM-RBF modellerinin izledidi ve lineer
y6ntemlerin daha bagarili tahmin sonuglari trettigi soylenebilir. Kisa donemli yatirim yapmayi planlayanlarin SVM-POLY
algoritmasini, orta ve uzun dénem igin BIST 100 yatinmcilarinin ise LR ve LDA algoritmalarini dikkate almalari bagari
dlzeyleri Uzerinde etkili olacaktir. RF algoritmasi egitim verisinde ylksek, test verisinde ise dlsik dederli sonuglar verdigi
icin asiri uyum (overfitting) sorununa yol agmaktadir.

Genel olarak, makine 6grenme yontemlerinin BIST 100 endeksi yonunin tahmininde kullanilabilecegini ifade etmek
miimkuindir. Bu sonuglara gére yatirimeilarin ve menkul kiymet borsasinda faaliyet gésteren isletmelerin borsa endeksi
y6nin( belirlemek icin makine dgrenmesi modellerini kullanmalari basari diizeylerini artiracaktir. Gelecekte yapiimasi
planlanan galismalar igin daha fazla parametre kullanilmasi mimkUind(r. Hisse senedi fiyatlarinin hikiimet politikalari,
sirket performansi, yatirimcilarin ilgisi vb. birgok faktére bagli oldugu iyi bilinmektedir. Bu hususlardan herhangi biriyle ilgili
¢ikan bir haber, hisse senedi fiyatlarini dogrudan etkilemektedir. Bu haberler ‘iyi’, ‘cok iyi’, ‘kdtl’ veya ‘daha koéti’ olarak
kategorize edilerek analize dahil edilebilir.
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Extended Abstract
Aim and Scope

Various approaches have been established to accurately predict the direction of the values of securities. In this context,
stock market forecasting is both an interesting and challenging research topic. The biggest challenge facing speculators,
investors and businesses is to accurately predict price movements in financial and commodity markets. The difficult aspect
of forecasting the return of a stock market index is linking past data with the future. This linkage is generally addressed by
two research areas in the literature. The first one is an econometric model. These models include models such as linear
regression, AR, ARMA, ARCH and GARCH. The key point in applying these models depends on the assumptions that a
financial series must fulfill in order to guarantee the quality and reliability of the results. The second is machine learning.
These artificial intelligence-based models include artificial neural networks, genetic algorithms, fuzzy logic, support vector
machines, the random forest method, and particle swarm optimization. This study aims to predict the direction of the BIST
100 index using machine learning methods with monthly data for the period between 01:2002-09:2022. For this purpose,
firstly, BIST 100 index values are taken, and a two-group dependent variable is created as “1” for the cases where there
is an increase compared to the previous month and “0” for the cases where there is a decrease. Following Akbilgic et al.
(2014), the 1st and 2nd lagged values of BIST 100, S&P 500, CAC40, FTSE10, NIKKEI225, DAX, SHANGAICOMP,
ONSUSD, USDTRY, VIX and REPO are taken as independent variables.

Methods

A total of nine different machine learning methods which are Logistic Regression Analysis (LR), Linear Discriminant
Analysis (LDA), Naive Bayes Algorithm (NB), Random Forests Algorithm (RF), K-Nearest Neighborhood Algorithm (KNN),
Classification and Regression Trees Algorithm (CART), Artificial Neural Networks (ANNET), Support Vector Machines with
Radial Basis Function (SVM-RBF), and Support Vector Machines with Polynomial Kernel Function (SVM-POLY) were
used. In this study, more machine learning methods (nine different methods) were used than in previous studies in the
literature and finally, it was revealed which method is the more successful forecasting method for BIST 100 index.

Findings

ltis seen that LR and LDA algorithms generally produce the most successful results in terms of ACC, F1 and MCC in the
long- and medium-term BIST 100 index direction prediction. In the short-term BIST 100 index direction prediction, SVM-
POLY results are more successful than other algorithms in terms of ACC and F1. However, in terms of MCC, LR and LDA
techniques stand out as the methods with the best performance in the short term.
In general, when the test data are analyzed, it is seen that logistic regression analysis and linear discriminant analysis are
the most successful algorithms in predicting the direction of the BIST 100 index in the medium and long term with the help
of the variables considered. In addition to these analyses, the accuracy rate and F1-score were also found to be successful
algorithms. As a result, it is concluded that the performance of logistic regression analysis and linear discriminant analysis
algorithms is higher than that of other algorithms in the short, medium and long term.

Conclusion

When the statistical results of the performance measurements of the test data are analyzed, LR and LDA rank first in the
long run with the same success level. In the medium term, it is seen that the same algorithmic models have high success
levels. While LR and LDA models are the most successful models in the long and medium term, the SVM-POLY model
outperforms the other models in the short term. In general, it can be said that LR and LDA models stand out in the direction
prediction of the BIST 100 index, followed by SVM-POLY and SVM-RBF models, and linear methods produce more
successful prediction results. Short-term investors should consider the SYM-POLY algorithm, while medium and long-term
BIST 100 investors should consider the LR and LDA algorithms. Since the RF algorithm gives good results on the training
data and bad results on the test data, it leads to the problem of overfitting.
In general, it is possible to state that machine learning methods can be used to predict the direction of the BIST 100 index.
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According to these results, the use of machine learning models to determine the direction of the stock market index by
investors, policymakers, and businesses operating on the stock exchange will increase their level of success. For future
studies, it is possible to use more parameters with high correlation. It is well known that stock prices depend on many
factors, such as government policies, company performance, investor interest, etc. News about any of these issues directly
affects stock prices. This news can be categorized as “good”, “very good”, “bad” or “worse” and included in the analysis.
Such a semi-supervised system would allow systems to be more robust and forecasts to be more accurate.

EK:
EK 1. Performans Olgiitleri Grafikleri

Sekil 1-6 arasinda 10 tekrar icin uzun dénem (%70-%30), orta dénem (%80-%20) ve kisa donem (%90-%10) egitim ve test verilerine
dair performans 6lgitleri sonuglarinin kutu grafikleri gésterilmektedir.

ACC Egitim

e i — Pl bl
- L | B B
F1LEgitim
H e — T
| S !
swroLy
wee egiim
| E—|
— - I — :
M M " on [ -

ACC

—
L [

1016



[ GUSBID ] Giimiighane Universitesi Sosyal Bilimler Dergisi, Yil: 2023 / Cilt: 14 / Say: 3

ACC.Egitim
===
. - e - sv-poLY
F1.Egitim
e
I— ‘ E—
s poLy
MCC-Egitim
] e ]
- e = -

ACCTest

— : |

- =

| R —

Sekil 4. Orta Donem Test Verilerine Ait Performans Olgiitlerinin Grafiksel Sonuglari (%80-%20)
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Sekil 5. Kisa Dénem Egitim Verilerine Ait Performans Olgiitlerinin Grafiksel Sonuglari (%90-%10)
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Sekil 6. Kisa Dénem Test Verilerine Ait Performans Olgiitlerinin Grafiksel Sonuglari (%90-%10)
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