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It is observed in Figure A that the model having the lowest Mean Absolue Percentage Error (MAPE) value is
Deep Recurrent Neural Network (DRNN) using Information Gain (IG) Feature Selection (FS) method with
6.2% for the route prediction of the vessels in the Marmara Sea. Nevertheless, DRNN models with the other
FS methods, Relif (RF), Pearson's Correlation (PC) and Gain Ratio (GR), have satisfying low MAPE values.
As a result, this study is claimed that DRNN with FS methods improves the prediction results.
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Figure A. For the AIS data of the Marmara Sea, the MAPE values of improved DRNN model using RF, PC, GR and
IG methods, and having different neuron and epochs sizes

Purpose: This study focuses on the vessels route and collision predictions on AIS data evaluating as Time
Series data. The main purpose was to produce novel approaches giving lower MAPE and higher accuracy
values for these predictions than the other approaches in the literature. The other purpose was to produce a
novel approach not to ignore the vessels with uncertain types in the study.

Theory and Methods:

New models as Deep Recurrent Neural Networks having a many-to-many architecture and a Long-Short Term
Memory neuron structure have been developed. These models have been enforced with FS methods for
improving the MAPE and the accuracy and f-score values. Also, SOM++ clustering algorithm has been used
not to ignore the vessels with uncertain types. Linear Estimation (LE), Autoregressive Integrated Moving
Average (ARIMA) and Multilayer Perceptron (MLP) approaches in the literature have been implemented for
the comparisons. LE and ARIMA models have not contain FS improvement due to their conservative
structures; however, in MLP and DRNN models, the other vessel features besides of the coordinate values
have been considered and FS methods could be used.

Results and Conclusion:

The tests have been performed using AIS data of the Canakkale Strait and the Marmara Sea separately due to
their having different moving characteristics of vessels. For the Canakkale Strait data, while the LE and
ARIMA models have given as 6% MAPE approximately, the MLP model with PC and the DRNN model with
GR have given as 4.5% and 3.6% respectively. However, for the Marmara Sea data, while the LE and ARMA
models have given as 28% MAPE approximately, the MLP model with IG and the DRNN model with IG have
given as 9.8% and 6.2% respectively. In addition, for the Marmara Sea data, the DRNN with IG has given the
highest accuracy and f-score values as 99% and 96.5% respectively at the collision tests.
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Kendini tekrarlayan derin sinir aglarinin 6znitelik secim yontemleri ile iyilestirilmesi ve
zaman serisi olarak ele alinan otomatik tanimlama sistemi verilerinde kullanimi

Yunus Dogan*
Dokuz Eyliil Universitesi, Bilgisayar Miihendisligi Boliimii, Buca/Izmir, 35390, Tiirkiye

ONECIKANLAR
e  Gemilerin giizergah ve ¢arpigma tahmini igin AIS verilerini zaman serisi olarak degerlendiren yeni derin 6grenme modellerinin
Onerilmesi
e Modellerin dogruluk degerlerini artirmak i¢in 6zellik se¢imi yontemlerini kullanarak AIS verileri iizerine yeni bir yaklagim gelistirmek
o AIS’deki belirsiz gemi tiirlerini kesfetmek i¢in yeni bir kiimeleme yaklasimi ve analizlerde bu gemilerin goz ard1 edilmemesi

Makale Bilgileri OZET

Aragtirma Makalesi Otomatik Tanimlama Sistemi (AIS), deniz tasimaciliginin, ¢arpigma, yangin ve tehlikeli veya kirletici maddelerin

Gelis: 18.01.2020 dokiilmesi gibi risklere sahip olmasi nedeniyle giiniimiizde zorunlu hale gelmis gézlem ve analiz sistemidir.

Kabul: 22.03.2020 Literatiirde, bu tehlikeli durumlarin onceden tespitinin yapilip, gemilerin kontrollii ve giivenli seyahatlerini
gergeklestirmeleri igin AIS verilerinin kullanildigi temel matematiksel modellerin, istatistiksel modellerin ve

DOLI: makine 6grenmesi algoritmalarin uygulamalarini gorebilmekteyiz. Bu ¢alismada AIS verileri zaman serileri bakis

acistyla ele alinmis ve geleneksel rota tahminleme modeli yaninda; Biitiinlesik Otoregresif Hareketli Ortalama,
Cok Katmanli Algilayici (CKA) ve Kendini Tekrarlayan Derin Sinir Aglart (KT-DSA) ile farkli modeller
olusturularak dogruluk karsilagtirmalart yapilmigtir. Ayrica CKA ve KT-DSA modellerinde, 6znitelik se¢im

10.17341/gazimmfd.676862

A?a%tar K.ellmeler. tekniklerinden yararlanilarak nitelikler agirliklandirilmis ve bu iyilestirilmelerle yeni algoritmalar 6nerilmistir.
Bu}’ulf veri, Oznitelik secimlerinden Relief, Pearson’nun Korelasyonu, Kazamm Orami ve Bilgi Kazanimm (BK) metotlar:
derin ogrenme, kullamilmig ve verdikleri rota ve carpisma tahminlemelerinin dogruluklari karsilagtirilmigtic. Bu dogruluk
AlS verisi, testlerinde kullanilmak tizere veri seti olarak belirli zamanlara ait Canakkale Bogazi ve Marmara Denizi AIS
oznitelik se¢imi, verilerinden faydalanilmistir. Sonuglara bakildiginda Canakkale Bogazi’ndaki gemilerin dogrusal bir hareket
kiimeleme yapisina sahip olmasindan dolay: tiim yaklagimlarin birbirine yakin ve yiiksek dogruluklara sahip oldugu

gozlemlenirken, diizensiz yapisindan dolayr Marmara Denizi’nde en iyi sonucu veren yaklasimm BK ile
iyilestirilmis KT-DSA oldugu sonucuna varilmistir.

Improvement of recurrent deep neural networks algorithm by feature selection methods
and its usage of automatic identification system data evaluated as time series

HIGHLIGHTS
e  Proposing novel deep learning models evaluating AIS data as a time series for vessels route and collision prediction (RCP)
e  Developing a new approach on AIS data using feature selection methods for improving accuracy values of models
e A new clustering approach to discover the types of uncertain vessels in AIS, and not being ignored these vessels in the analyzes

Article Info ABSTRACT

Research Article Automatic Identification System (AIS) is an observation and analysis system that has become compulsory

Received: 18.01.2020 nowadays due to the risks of maritime transportation such as collision, fire, and spillage of hazardous or polluting

Accepted: 22.03.2020 substances. In the literature, we can see the applications of basic mathematical models, statistical models and
machine learning algorithms using AIS data in order to detect these dangers in advance and to make controlled and

DOI: safe travel of ships. In this study, AIS data have been evaluated as time series, and accuracy comparisons have been

made by being developed different models with Autoregressive Integrated Moving Average, Multilayer Perceptron
(MLP) and Deep Recurrent Neural Networks (DRNN) beside traditional route estimation model. In addition,
feature selection techniques have been weighted in MLP and RDNN models, and new algorithms have been

10.17341/gazimmtd.676862

K.eywords. proposed with these improving. Relief, Pearson's Correlation, Gain Ratio and Information Gain (IG) methods were
Big data, ) used to compare the accuracy of the route and collision estimations. In order to be used in these accuracy tests, AIS
deep learning, data related into certain times of Canakkale Strait and Marmara Sea were used. The results showed that all the
AIS data ) approaches were close and high accuracy due to the linear movement of the ships in Canakkale Strait. On the other
feature selection, hand, it has been observed that the best approach in the Marmara Sea was the improved DRNN with IG due to its
clustering irregular structure.

*Sorumlu Yazar/Corresponding Author: yunus@cs.deu.edu.tr / Tel: +90 232 301 7419
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1. GIRIS (INTRODUCTION)

Diinya deniz tasimaciligindaki siirekli biiylime ile beraber
gemi hareketlerinin izlenmesi, denizlerdeki durumsal
farkindalik i¢in ¢ok O6nemli bir hale gelmistir [1]. Kiiresel
ticaretin ¢ogunlugunu temsil eden deniz tasimaciliginin bu
denli biiyiime gostermesi, gilivenligin  6nemini  de
arttirmaktadir. Deniz tasimacilifi, ¢arpigma, yangin ve
tehlikeli veya kirletici maddelerin dokiilmesi gibi risklere
sahiptir. Bu riskleri azaltmak ig¢in, deniz gézetimi verileri
farkl: kriterlerde toplanmaktadir. Otomatik Veri Tanimlama
Sistemi (OTS), uluslararast adiyla Automatic Identification
System (AIS), gemilerin geminin kimligini, tiiriini,
pozisyonunu, rotasini, hizini, seyir durumunu ve diger
giivenlikle ilgili bilgilerini elektronik olarak génderimini ve
boylece de gemilerin canli verilerle izlenmesini
saglamaktadir. Denizde Can Giivenligi Uluslararasi
Sozlesmesi (SOLAS) Bolim 5 Yonetmeligi 19'a gore de
AIS, gemiler i¢in kademeli olarak zorunlu hale getirilmigtir
[2, 3]. Gemilerde A smifi ve B sinifi olmak iizere iki tip AIS
bulunmaktadir. 300 Gross Ton (GRT)'nun iizerindeki ticari
gemiler ve biiyiikliigline bakilmaksizin yolcu gemileri igin A
Sinifi, daha kiigiik ticari gemiler, balik¢ilik sektorii vb. igin
B Smifi AIS bulunmaktadir. Bu siniflar arasindaki fark
sinyallerin kapsama alami ile ilgilidir. Yani gonderilen
verilerin satir ya da kolon bazinda boyutuyla ilgili bir fark
yoktur [1, 4].

Kiy1 istasyonlarinda bulunan Deniz Araci Trafik Servisleri
(VTS- Vessel Traffic Services) sunucular, gemilerden
gonderilen bu AIS bilgilerini kaydetmektedir. AIS ile
depolanan bu veriler kisa siirede biiyiik veri problemine
neden olmaktadir. Ornegin, Denizcilik Arastirma ve Deney
Merkezi (CMRE-Centre for Maritime Research and
Experimentation) su anda birden fazla gemi ve istasyondan
ayda yaklagik 600 Milyon AIS verisi almaktadir ve bu say1
stirekli artmaktadir [5]. Daha derine inilirse; AIS
sistemlerinin zaman dilimleri Sekil 1'deki gibidir ve AIS
mesajt bir slot olarak gonderilmektedir [6]. Bir dakikada
yaklasik 2250 slot elde edilir ve bir saat boyunca AIS
sistemleri  tarafindan  135.000 AIS bilgisi sirayla
gonderilebilmektedir. Sunuculara kaydedilen AIS verileri,
bir bolgedeki deniz trafigini analiz etmek i¢in yararh
olacaktir, ancak bir giinlik AIS verileri bile analiz i¢in
standart yontemlerle kullanilamayacak kadar fazla
olmaktadir.

AIS alicist %
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TR |
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Sekil 1. AIS zaman dilimli ¢oklu erisim ¢alisma prensibi
(AIS time division multiple access working principle)

Tablo 1'de, A sinifi bir AIS’den farkli periyodlarda (P)
istasyonlara ¢ok fazla veri gonderildigi gosterilmistir [6].

Ornegin, gemi hizinmn 10 knot oldugunu ve ayni rotada
dolagtigini varsayarsak, bu gemi 10 saniyede bir slot veri
gonderiyor demektir ve bir saat icinde diger istasyonlara
toplam 6 * 60 = 360 AIS verisi gonderecegi 6ngoriilebilir.
Dolayistyla, yogun trafige sahip bir bolgede, ¢ok sayida
gemi, istasyonlara biiylik miktarlarda veri gonderecegi
ongoriilebilir. AIS teknolojisi ile meydana gelen bu biiyiik
veriden anlamli c¢ikarimlar yapabilmek igin bilgisayar
destekli sistemlerin ve algoritmalarin giderek yayginlastigi
goriilmektedir.

Tablo 1. A sinifi gemi kaynakli mobil ekipman raporlama
araliklar
(Class A shipborne mobile equipment reporting intervals)

Gemi dinamigi kosullari
Demirli ya da 3 knot'tan daha hizli hareket

P(s: saniye)

180 s
etmeyenler
3 ile 14 knot arasinda ve rotasindan sapma 10 s
gostermeden hareket edenler
3 ile 14 knot arasinda ve rotasindan sapma 31/,
gostererek hareket edenler }
14 ile 23 knot arasinda ve rotasindan sapma 6
gostermeden hareket edenler
14 ile 23 knot arasinda ve rotasindan sapma 2
gostererek hareket edenler
23 knot ya da yukarisinda ve rotasindan 2
sapma gostermeden hareket edenler
23 knot ya da yukarisinda ve rotasindan 2

sapma gostererek hareket edenler

Bilgisayar temelli uygulamalarda, baslarda herhangi bir
istatistik ya da veri madenciligi temelli bir algoritma hesaba
alinmadan AIS i¢inde yer alan yere gore hiz (The Speed of
Ground - SOG) ve yere gore rota (The Course Over Ground
- COG) verilerinin kullanim1 ile rota ve g¢arpisma
tahminleme caligmalarinin yapildigi goriilmektedir [7, 8].
Daha sonraki c¢aligmalarda zaman serisi Ornekleriyle
karsilagilmaktadir.  Bunun  sebebi ~ AIS  verisinin
bulundurdugu tarih ve saat alt alanlar1 sebebiyle aslinda bir
zaman serisi verisi olmasidir. Biitiinlesik Otoregresif
Hareketli Ortalama (Autoregressive integrated moving
average-ARIMA) algoritmasi en temel zaman serisi
algoritmasidir ve geleneksel hali ile bircok alanda
tahminleme amaciyla kullanilmistir. Ayri ayr1 yapilan enerji
tahminleme calismalarinda geleneksel ARIMA tekniginin
Yapay Sinir Aglar’nin (YSA) gerisinde kaldigini Ortalama
Mutlak Hata Yiizdesi (Mean Absolute Percentage Error-
MAPE) degerleri ile ortaya koymuslardir [9, 10]. Daha
sonralart AIS verileri ile geleneksel ARIMA tekniginin
kullanildigr ¢aligmalarda goriilmeye baslanmis ve bu
calismalardan [11-13]’de YSA’nin ARIMA’ya nazaran
coklu alt alan1 desteklemesi ve MAPE degerlerinin daha
diisiik ¢ikmasi1 sebebiyle, YSA’nin tercih edildiginden
bahsedilmistir. ~ Aym1  sekilde, veri  madenciligi
algoritmalarindan ~ Giriiltili Uygulamalarin ~ Yogunluk
Temelli Mekansal Kiimelemesi (Density-based spatial
clustering of applications with noise- DBSCAN)
algoritmasinin ARIMA’ya gore daha basarili ciktig1
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[14]°deki ¢alismada vurgulanmustir. AIS verisinin ve veri
madenciligi algoritmalarinin birlikte basariyla kullanildigini
gosteren ¢aligmalardan; Giirtiltiilii Uygulamalarin Yogunluk
Temelli Mekansal Kiimelemesi (DBSCAN) [15, 16], Yapay
Sinir Ag1 [17], Rastgele Orman (Random Forest) [18],
Destek Vektor Makineleri [19], Pencere tabanli rastlanti
kiimelemesi (Window-based encounter clustering) [20] ve
Kmeans kiimeleme [21] algoritmalart  kullanilmig
uygulamalar1 6rnek gosterebiliriz. Literatiirde biiyiik veri
olarak AIS verilerini isleme tekniklerini 6neren 6rnekler de
yer almaktadir [22-24]. Bunun disinda gorsellestirme ve
simiilasyon ¢alismalar1 da yapilmistir [25-27]. Son olarak,
karar destek sistemleri ile ilgili 6rnekler de literatiirde
goriilmektedir [28, 29]. Bunlarin yaninda son zamanlarin
popiiler konusu derin 6grenme alaninda da caligmalarin
arttig1 [30, 31] ve AIS iizerine de yeni yeni g¢alisilmaya
baslandig1 goriilmektedir [32-34]. Ancak bu ¢aligmalar, AIS
verilerinin ve veri madenciligi algoritmalarinin saf
hallerinde kullanmig Ornekleri olarak goriilmektedir.
Algoritmalarin uygulanan veri seti iizerine dogrulugu
acisindan, ilgili algoritmanin ¢aligmasindan evvel uygulanan
On islem operasyonlart olduk¢a Onemlidir [35]. Bunun
orneklerini birgok farkli alanda yapilmigs c¢alismada
gorebilmekteyiz. Ornegin: Twitter verisi {izerinden yapilmis
dogal dil isleme [36, 37], tip alaninda yapilmig karar destek
sistemi ¢aligmalarinda [38, 39], elektrik ve hidroloji gibi
enerji iizerine yapilmig veri madenciligi uygulamalarinda,
veri On iglemenin veri analizindeki Onemi ortaya
konulmustur [40-42]. Fakat, AIS verisi igin bir 6n iglem
uygulamasi  6rnegi  bulunmamaktadir. On  isleme
asamasinda, bir veri setindeki niteliklerin hepsinin esit
kosullar1 yakalamasi i¢in normalizasyon dedigimiz,
standartlastirma teknigi kullanilir, ancak bu durum tamamen
bazi niteliklerin ig¢inde yer alan sayilarin goreceli
biiytikliiklerini  kaybettirmek i¢in diger niteliklerdeki
sayilarla aymi araliklara denklestirmek igindir [43]. Ama
niteliklerin hepsinin baskinliklarinin analiz esnasinda ayni
olmasi beklenemez. Bunun igin Oznitelik se¢imi denilen
teknikler kullanilarak, her bir niteligin analiz i¢in ne kadar
baskin oldugu tahlil edilir. Hatta, bu ¢aligmalarda bazi
niteliklerin hi¢bir baskinligi olmadigi da tespit edilip veri
setinden de ¢ikartilabildigi durumlar da olabilmektedir [44].
Niteliklere, baskinlilar1 dahilinde skorlama yapan 6znitelik
secimi teknigi, agirlikli smiflandirma denilen algoritmalar
icin de kullanilmaktadir. Agirlikli siniflandirmanin standart
siniflandirma algoritmalarindan daha basarili oldugunu
birgok caligmada gorebilmekteyiz [45, 46]. Niteliklerin
agirliklarinin degiskenlik gdstermesi prensibine dayanan bu
algoritmalarin  basarili  sonuglar verdigi  Orneklerin
bazilarinin tibbi bilisim [47, 48], dokiiman ve resim verileri
lizerine yapilan siniflandirma ¢alismalari [49, 50], ve
network {izerine [51] oldugunu gorebiliyoruz. Heniiz, AIS
lizerine yapilmis bir agirlikli smiflandirma tekniklerinin
kullanildig1 bir ¢alismanin bulunmadigi gézlemlenmektedir.

Bu calismanin literatiirdeki ¢alismalara Kkatkilar1 ¢
yonlidiir. Tlki, AIS verisi iizerine én islem olarak 6znitelik
secimi yapilip her niteligin belirli agirliklandirmaya tabi
tutulmasidir.  Boylece, rota ve c¢arpisma tahmini

1900

modellerinde dogruluk analizi sonuglarmin iyilesmesi
saglanmuistir. Ikinci katki, bu ©nerilen agirhiklandirma
yontemlerinin gemi tipleri i¢in ayr1 ayr1 olmasi ve baz1 gemi
tiplerinin belirsiz olarak kaydedilmis olmasi sebebiyle, bu
belirsiz gemilerin tiplerini kesfedebilecek kiimeleme
algoritmasi kullanimi olmustur. Béylece bu gemiler, rota ve
diger gemilerle carpisma olasilik analizleri igin goz ardi
edilmemistir. Ugiinciisii, AIS verisini bir zaman serisi verisi
olarak nitelendirip, enlem (latitute- /laf) ve boylam
(longitude- Ing) bilgilerinin aslini normalizasyon islemi
sirasinda kaybetmeden girdi olarak kullanip, ¢ikti olarak
yine aslmin elde edilmesini saglayan yeni bir derin 6grenme
modelinin  gelistirilmesidir.  Bdylece  normalizasyon
strasindaki bilgi kayiplarinin 6niine gegilmistir.

Bu calisma bes boliim halinde detaylandirilmaktadir.
Onerilen yontemlerin  veri hazirlama ve uygulama
basamaklarinin detayli anlatimi Boliim 2'de verilmistir;
Boliim 3'te yapilan deneysel ¢aligmalar, karsilagtirmalart ve
dogruluk sonuglari verilmigtir. Boliim 4’te simgeler ve son
olarak da Boliim 5°te sonug kismi yer almaktadir.

2. DENEYSEL METOT / TEORiK METOD
(EXPERIMENTAL METHOD / THEORETICAL METHOD)

Bu caligmada 4 farkli yontem kullanilmig ve testleri
yapilmistir. Bu yontemler sirayla; Dogrusal Tahminleme
(DT) Modeli, Otoregresif Entegre Hareketli Ortalama
(OEHO) Modeli, Cok Katmanli Algilayict (CKA) Modeli ve
Kendini Tekrarlayan Derin Sinir Aglart (KT-DSA)
Modeli’dir. Bu yontemlerin her biri yazilim olarak Pyhton
dilinde yazilarak dogruluk testleri gerceklestirilmistir.
Ayrica, caligmanin temel amaci olan agirliklandirilmig
yaklagimlarla da bu yontemler iyilestirilmigtir. Tiim test
sonuclar1 ve karsilastirmalar1 sonraki boliim olan Sonuglar
ve Tartigmalar basliginda verilmistir.

2.1. Veri Tabani Dizayni (Databzse Design)

Bu caligmada, 1-30 Haziran 2013 tarihleri arasindaki
Canakkale Bogazi’ndan ve 1-15 Eylill 2012 tarihlerinde
Marmara Denizi’nden ge¢mis gemilerin AIS verileri lizerine
bir uygulama gelistirilmis ve test edilmistir. Bu tarihler
arasinda toplam 3.879 geminin, 19.263.121 hareket verisinin
Canakkale Bogazi’ndan, 1.990 geminin, 9.509.110 hareket
verisinin Marmara Denizi’nden geldigi tespit edilmistir. Bu
biiyiik verinin kolay analiz edilebilir olmasi i¢in veri tabani
yonetim sistemi (DBMS) islemleri MSSQL 2019 {izerinden
uygulanmistir. Gemilerin sabit sayilabilecek ozellikleri gibi
niteliklerin tutuldugu static_ship data_table ve her hareketin
ozellikleri gibi dinamik  verilerinin  tutuldugu
dynamic_ship data table tablolari, sistemin temel iki
iligkisel tablosudur. Bu iki tablo Sekil 2'de goriildiigii gibi
sabit nitelikler ve dinamik nitelikler olarak iki grup halinde
olusturulmustur. Bu ayrilmanin nedeni, DBMS'lerde iigiincii
normal formu (3NF) saglayarak biiyliikk AIS verilerinin
kapasitesini en aza indirmektir [52].
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static_ship_data_table * S dynamic_ship_data_table *

Column Name  Nullable  Data Type Colurmn Name  Nullable Data Type
T Staticld Mo nt % Dynamicld No int

MM3 Yes mvarchar(30) Statichd Yes int
MO Yes mvarchan(50) NavigationStatus ~ Yes int
MName Yes rvarchar(50) Lat Yes float
CallSign Yes mvarchar{50) Lng Yes float
ShipandCargo  Yes int ReportDate Yes date
Draught Yes float 506 Yes float
Type Yes nt CoG Yes float
Dirmal, Yes float HDG Yes float
Dimg Yes float ROT Yes float
DimC Yes float
DimD Yes float

Sekil 2. Veritabanindaki AIS verilerini kaydetmek ve

filtrelemek i¢in olusturulmus tablolar
(In the database, tables created to save and filter AIS data)

2.2. Nitelik Agirliklandirma Teknikleri
(Feature Weighting Techniques)

Bu ¢alismada, veri setindeki nitelik degerleri, zaman serisi
analiz modellerine orijinal degerlerinin disinda, 4 tip
agirliklandirma yontemi ile on islemden gecirilerek girdi
olarak verilmistir. Geleneksel yontemlerin dogrulugu ve
agirliklandirilmig degerlerle gergeklestirilen zaman serisi
analizlerinin dogruluklar1 ayr1 ayri karsilastiriimali sonuglart
ile Ugiincli boliimde detayli olarak verilmistir. Calismada
tercih edilen agirliklandirma yontemleri; Relief (RF),
Pearson’nun Korelasyonu (PK), Kazanim Orani (KO) ve
Bilgi Kazanimi (BK) teknikleridir. Bu teknikler literatiirde
en ¢ok kullanilan 6znitelik se¢im metotlaridir [51]. AIS
verisinin, gemilerin zamana bagimli hareket verilerinden
olustugunu bilmekteyiz. Bu yiizden hedef nitelik diye
atfedilecek bir kolon verisi, verinin saf halinde
bulunmamaktadir. Diger taraftan da hedef nitelik kolonu,
agirliklandirma metotlariin kullanimi igin gereklidir. Bu
nedenle, ¢alismada, hedef nitelik kolonu i¢in gemi tiirii
kolonu kullanilmigtir. Ciinkii, gemi tiiriine goére; boyut,
hareket verileri, drafti (DR), SOG, COG ve hiz gibi
niteliklerde, keskin bir farklilik goriilebilmektedir. Ornegin,
tanker gemileri ile balik¢1 gemilerinin SOG, COG ve hiz
nitelikleri agik  bir gekilde Dbirbirinden  farklilik
gostermektedir. Buna ek olarak; bu ¢caligmada sadece tanker,
balik¢1 ve yolcu gemisi gibi sabit tiirler bazinda tiim verileri
birlikte degerlendirip agirliklandirma yapilmamistir. Tablo
1’deki gibi benzer bir yaklasimla tiim tiirler i¢in hareket
verileri ayr1 bir veri seti olarak degerlendirilip her tip gemi
icin ayr1 ayr1 kiimele algoritmasi kullanilarak alt tiirler
kesfedilmistir. Bunun bir bagka nedeni de veri tabanina
kaydedilen gemilerin bazilarinin tip niteliginin belirsiz
olarak kaydedilmis olmasidir. Bu gemileri de boyut, hareket
verileri, SOG, COG ve hiz gibi niteliklerde kiimeleyerek
belirsiz gemilerin rota tahmini ve diger gemilerle ¢arpigma
olasilik  analizlerinin  yapilabilmesinin  saglanmasidir.
Temelinde yapay sinir agin1  bulunduran kiimeleme
algoritmas1 Ozdiizenleyici Haritalar (Self Organizing Map-
SOM)’un iyilestirilmis versiyonu olan SOM++, verdigi
basarili sonu¢lardan dolayi, kiimeleme igin tercih edilmistir
[54, 55]. SOM++, geleneksel SOM'un noéronlarina ilk agirlik
degerlerini vermek ic¢in K-Means++ algoritmasindan

yararlanarak SOM'un gelistirilmis  versiyonu olarak
caligmada uygulanmistir. SOM++ algoritmasi, Es. 1 ve 2 de
verildigi gibi giincelleme fonksiyonu olarak Gauss
fonksiyonunu kullanarak néronlarin agirliklarini  harita
lizerinde egitir.

h = exp(—d?/20?) (1)
© <Xl = w0+ hens (G — o) 2

Burada d, mevcut 6rneklem ile merkez noktalar arasindaki
en kisa yol; o, komsuluk genisligi parametresi; 7, 6grenme
oran1 parametresi; #, komsuluk fonksiyonu; @, tim
noronlardaki her hiicrede yer alan agirlik degerleri kiimesi; f,
nitelik sayisi ve C, K-Meanst+’ dan gelen ilk merkez
noktalar1 olarak verilmistir.

Belirli sayida yinelemeden sonra agirlik degerleri, merkez
noktalarina gore egitilmis degerlerin durumuna gelir.
Merkez noktalarmi  haritalamak igin, tim merkez
noktalarinin en yakin mesafeye sahip kazanan ndronlar1 ayri
ayr1 hesaplanir ve bu kazanan néronlarin agirlik degerleri,
ilgili merkez noktalarinin ¢ok degiskenli degerlerine
doniistiiriiliir (3). Son olarak, agirlik degerleri olarak merkez
noktalari, cok degiskenli degerlerini igererek dondiirtiliir.

k
Z:lz,f-zlxx @) =CG.) 3)

Burada £, kiime sayis1 ve KK, C'deki her bir eleman igin
kazanan hiicreler kiimesidir.

Hareket verilerinin kiimelenmesinin ardindan artik hedef
nitelik sayilabilecek kiime degerleri elde edilmis olur.
Verileri bu kabullenme ile degerlendirip, bir sonraki
basamak olan 6znitelik se¢im teknikleri RF, PK, KO ve BK
ile agirliklandirma kat sayilarinin  elde edilmesine
gecilmistir. Zaman serisi analizlerinde kullanilan veriler hem
girdi hem de ¢ikti1 verileri olurlar. Bu ¢alismada da lat ve Ing
degerleri iki ayr1 model olacak ve O&nceki Dbelirli
zamanlardaki lat ve Ing degerleri girdi olup sonraki lat ve Ing
degerleri ¢iktiy1 olusturacaktir. Bu konum degerleri disinda
da diger niteliklerin kullanilacagi zaman serisi modellerinde
tim verilerin agirliklandirma islemi Oncesi, sayisal
degerlerden olustuklar1 igin normalizasyon yapilmasi
gerekliligini  bilinmektedir. Ancak hedef lat ve Ing
degerlerinin de normalizasyon ile bozulmas: istenmez. Bu
nedenle bu c¢alismada Es. 4’te gosterilen min-max
normalizasyonu kullanilmig ve lat modeli igin diger
nitelikler, /at kolonundaki minimum ve maksimum deger
araliklarina cekilerek /at degerleri degisime ugratilmamistir.
Aynm1 sekilde /ng’yi tahminleyen modeller i¢in de bu
yaklagim uygulanmustir.(Es. 4)

' Fi— ming;

F; = P ———— —minpix(maxlat —MiNge) + ming, — (4)

Burada Fj, F niteligindeki i’ninci degeri, ‘F; yeni degerini,
ming, lat kolonundaki en diisiik degeri ve max;,, en biiyiik
degeri temsil etmektedir.
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Sonraki adim 6znitelik se¢im teknikleri ile agirlik kat
sayilarinin belirlenmesidir. Ilki olan RF, Es. 5 ve 6’daki gibi
elde edilir.

RF « ¥/_ RF,=0 (5)
toss

RF&E:1LﬂR5=R5_VM_RJ+Mm—RJ(@
i=

Burada R, rastgele bir veri ornegidir; /5, R'nin bulundugu
kiimede R'ye en yakin veridir ve 1,,, R'nin bulunmadigi baska
bir kiimede R'ye en yakin veridir.

Burada elde edilen kat say1 degerleri yine lat ve Ing’nin
degerlerini degistirme olasiligina sahiptir. Bu nedenle bu
Oznitelik secim tekniklerinden elde edilen kat say1 degerleri
lat ve Ing igin 1 olarak kabul edilip, diger niteliklerinkini ona
gore orantili degistirme islemi gerceklestirilmistir. Boylece
lat ve Ing degerlerinin yine degigmesinin Oniine gegilmistir
(Es. 7 ve Es. 8).

RF; [/ min.g,min.s >0

RF < 2{21 RF, = max,s . / RF;, max,; <0 %)
RF; —min,f Y
———x0.9 + 0.1, diger
maxyf —mingg
f RF;
RF « E RF, = — ®)
i=1 RFqt

Burada min,s, RF igindeki en kiigiik, max,;, RF igindeki en
biiyiik ve RF. lat niteligi icin RF kat say1 degeridir.

PK, Es. 9, Es. 10 ve Es. 11°deki gibi elde edilir. Ayrica Es.
12 ve Es. 13’teki gibi normalize edilir.

n n
PKI =nx Z}.zlll‘jz - (ijl I;)? ©)
n 2 n 2
PK2=nx Y. t7 — (Xt (10)
P Z__l(lintj) - Z X Z._l tj
PK « ¥ = = = (11
i=1 JPRIX P2

Burada 7, tiim veri setini; n, veri miktarini ve #7, hedef niteligi
simgelemektedir.

PKi / minpk’minpk >0
max,, [/ PK;, max,, <0 (12)

21_1 i PKi— minpy x0.9 + 0.1, diger

maxpg —ming

f .
PK « Z PK; = 2K (13)
i=1

=
PKiat

Burada min,, PK igindeki en kiiciik, max,;, PK igindeki en
biiyiik ve PKy, lat niteligi i¢in PK kat say1 degeridir.

KO, Es. 14, Es. 15 ve Es. 16°daki gibi elde edilir ve Es. 17
ve Es. 18’deki gibi normalize edilir.
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ko1 =¥, P(B)logP(B;) (14)

K02 =¥, Y9, P(G) ¥, P(Bi|G)logP(Bi|G;) (15)

—KO1+K02

KO «
- 27, P(G)ogP(G)

(16)

Burada B, fdeki i'ninci alt kategoriyi; P(B;), i'ninci
kategorinin olasiligini; b, ’deki alt kategori sayisini; G, bir
nitelikteki j’ninci alt kategorisini; P(G;), j’ninci kategorisinin
olasiligini; g, herhangi bir nitelikteki alt kategori sayisin1 ve
P(Bi|G)), G; teriminin, £ deki i’ninci alt kategoriye gore sartl
olasiligimi temsil eder.

KO; [ming,, min,, >0

K0 « Y, Ko, = Tgi‘komm/ KO, maxi, <0 (17
—L % 409 +0.1,diger
maxyg, —mingg
f KO;
KO « KO; = o (18)
i=1 lat

Burada miny,, KO igindeki en kiigtik, maxy,, KO igindeki en
biiyiik ve KOy lat niteligi icin KO kat say1 degeridir.

BK, Es. 19, Es. 20 ve Es. 21°deki gibi elde edilir ve Es. 22 ve
Es. 23’teki gibi normalize edilir.

BK1 =3%?_, P(B))logP(B)) (19)
b

BK2 =Y}_, Y9_, P(G) )., P(BilG;)logP(B;|G;) (20)

BK « —BK1 + BK2 1)

BK,: /minbk, minbk >0
maxy, [/ BK;, max,, <0 22)

BK « Y_ BK, =
R x0.9 + 0.1, diger

maxpr —Mminpg

f .
BK « Z BK, = ZKi_ 23)
i=1 BKiqt

Burada ming, BK i¢indeki en kiigiik, maxy;, BK igindeki en
biiyiik ve BKj, lat niteligi i¢in BK kat say1 degeridir.

2.3. Dogrusal Tahminleme Modeli (Linear Estimation Model)

Bu c¢alismada kullanilan ilk tahminleme modeli, hareket
verilerindeki SOG, COG, lat ve Ing niteliklerinden
faydalanarak gemilerin sonraki rotayr tahminleme ve
carpisma olasiliklarin1 hesaplama tiizerine olmustur. Bu
teknik en yaygm kullanilan geleneksel bir yontemdir.
Ozellikle gemi hareketlerinin dogrusal ya da dogrusala yakin
oldugu bogaz gegislerinde basar1 oranlar1 oldukg¢a yiiksek
cikabilecek bir yaklagimdir [56]. Testlerde bu nitelikler
sadece olduklar1 gibi degerlendirilmis, agirliklandirilarak
test edilmemistir. Cilinkii asagidaki sdzde kodlarda da
verildigi gibi hesaplarda lat, Ing, SOG ve COG,
trigonometrik  formiillerde  degerlendirilmektedir.  Bir
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geminin bir sonraki noktasini hesaplayan sozde kod Sekil
3’teki gibidir.

COG — derecedenRadyanaDéniistiir(COG)

veni x — (1,85 x SOG x cos(COG) x min) / 60

veni_y = (1,85 x SOG x sin(COG) x min) / 60

veni_lat =lat + (yeni x/6378 ) x (180/3,14)

veni Ing = Ing + (veni y/6378) x (180/3,14) / cosfing x 3,14 / 180)
target coordinates = { yeni lat, yeni Ing ]

Sekil 3. Bir geminin bir sonraki noktasini hesaplayan sézde
kod

(The pseudocode calculating the next point of a ship)

Iki geminin bulunduklar1 lat ve Ing bilgilerine gore
aralarindaki mesafeyi hesaplayan sézde kod Sekil 4’teki
gibidir.

metre sabiti = 6371

ol = derecedenRadyanaDdaniigtiir (lat])

92 = derecedenRadvanaDéniigtitr (Tat2)

Ap = derecedenRadyanalDéniistiir (lai2-latl)

A4 = derecedenRadvanaDaoniigtiir (lon2-lonl)

sin_cos_carpim = cos(pl) x cos(p2) x sinfAL/2) x sinfAi/2)

sin_cos_degeri = sin(Ap/2) x sinfAp/2) tsin_cos_carpim

arctan?_degeri — 2 x arctan2(sqri(sin_cos_degeri),sqri(1-sin_cos_degeri))

mesafe farkt = metre sabiti x aretan2 degeri

Sekil 4. Tki geminin arasindaki mesafeyi hesaplayan sézde
kod

(The pseudocode calculating the distance between two ships)

2.4. Otoregresif Entegre Hareketli Ortalama Modeli
(Autoregressive Integrated Moving Average Model)

Ustel diizeltme ve ARIMA modelleri, zaman serileri
tahmininde en yaygin kullanilan iki yaklagimdir. Ustel
pliriizsiizlestirme  modelleri  verilerdeki  egilim  ve
mevsimsellik agiklamasina dayanirken, ARIMA modelleri
verilerdeki oto-korelasyonlar1 tanimlamay1 amaglamaktadir
[57]. Bu ¢alismada mevsimsel bir degisim icermeyen bir veri
karakteristigi bulundugundan ARIMA yo6ntemi dogruluk
testleri i¢in kullanilan bir bagka yaklagim olmustur.

Bir ARIMA modelinde tahminleme islemi, (og, fs, /o)
parametrelerine  baghdir. AR (Otomatik  Gerileme)
terimlerinin sayist (og): AR terimleri yalnizca bagimlh
degiskenlerin gecikmeleridir. Ornegin, eger og, 10 ise, x(t)
icin tahminler x(t — 1)... .x(t — 10) olacaktir. MA (Hareketli
Ortalama) terimlerinin sayisi (2o): MA terimleri, tahmin
denklemindeki tahmin hatalarinda geciktirilir. Ornegin, eger
ho S ise, e(t) i¢in tahminler, e(t-1)... .e(t-5) olacaktir; burada
e(t), o andaki hareketli ortalama ile gercek deger arasindaki
farktir. Farklarin Sayisi (f5): Bunlar, mevsimsel olmayan
farklarin sayisidir, yani bu durumda birinci dereceden farki
aldik. Boylece ya bu degiskeni gecip f5 = 0 koyabiliriz ya da
orijinal degiskeni ge¢ip fs = 1 koyabiliriz. Her ikisi de aym
sonuglar iiretecektir. Bu yontemle tek degisken iizerinden

tahminleme yapilabilmektedir. Bu yiizden bu ¢aligmada, lat
ve Ing i¢in ayr1 ayrt ARIMA modelleri olusturup yeni rota ve
carpisma tahminlemesi yapilmistir. Bu yontemde de DT
modelinde oldugu gibi agirliklandirma kullanilmamusgtir.
Ciinkii veri setindeki COG ve SOG gibi diger nitelikler
ARIMA teknigi geregi gbz ardi edilmis, sadece Ing veya lat
degerlerinden olusan veri setleri kullanilmigtir. Ancak
tahminlemelerin dogrulugunu arttirma adina gemi tipleri igin
ayr1 ayri Ing ve lat veri setleri olusturtularak ayri ayri
ARIMA modelleri elde edilmistir.

2.5. Cok Katmanli Algilayict Modeli
(Multilayer Perceptron Model)

Yapay Sinir Aglar1 ile zaman serisi tahminleri oldukga
yaygin bir tekniktir. Bu ¢alismada Cok Katmanli Algilayici
(CKA) modeli iizerinden gemi rota ve carpisma
tahminlemeleri yapilmustir. Calisma  kapsaminda
gergeklestirilen ARIMA modellerinde oldugu gibi, CKA
modellerinde de /at ve /ng tahminleri her bir gemi tipi i¢in
ayr1 ayri gerceklestirilmistir. ARIMA modeli tek degiskenli
bir yaprya sahip olmasindan dolay1, sadece lat veya Ing’ye
bagimli iki ayr1 modele izin vermekteydi. CKA modellerinde
ise lat ve Ing niteliklerine ek olarak geminin iskele/sancak
uzunlugu iu (Es. 24), iskele ile sancak arasindaki kemer
uzunlugu ku (Es. 25), ¢evre uzunlugu ¢u (Es. 26), DR, SOG
ve COG CKA modellerine girdi olarak verilmistir (Sekil 5).

Draft "\ _—_— Draft }

DimA+Dim '\'g. = DimA+Dim A

DImMC+DimD| %, DimC+DimD,

DImA+DImB Cl DimA+DimBJx

[DimC+DimD. DimC+DimD|

Latl onl

S0G1 0G1

coet co61 :

Lat2 , Lat |Lon2 -)_F.on
50G2 I arget lemea 7 .ml‘
COG2 CoG2

Lat3 Lon3

50G3 S0G3

COG3 COG3

Latn Lonn

50Gn 50Gn

COGn COGn

(b)

Sekil 5. Ornek bir CKA modeli (a) /at tahminleme igin (b)

Ing tahminleme i¢in
(An example Multilayer Perceptron Model (a) for /at estimation (b) for /ng
estimation)

iu = DimA + DimB (24)
ku = DimC + DimD (25)
cu=2x (iu+ ku (26)

Burada DimA, pruvadan AIS vericisine kadar olan uzunlugu;
DimB, AIS vericisinden pupaya kadar olan uzunlugu, DimC,
iskeleden AIS verisine kadar olan uzunlugu ve DimD, AIS
verisinden sancaga kadar olan uzunlugu temsil etmektedir
(Sekil 6).

1903



Dogan / Journal of the Faculty of Engineering and Architecture of Gazi University 35:4 (2020) 1897-1911

Bu niteliklerin eklenebilmesi ile hem olduklar1 gibi hem de
agirliklandirilarak CKA modellerine girdi olarak ayri ayri
verilebilmis ve bu modeller test edilebilmistir.

sancak
DimD .
pruva AIS vericisi ) pupa
VETICISI > @ Dim(
DimA iskele DimB

Sekil 6. Gemi boliimleri ve gemide bulunan AIS vericisinin

konumuna goére geminin boyutu
(The parts of the ships and the size of the ships according to the location of
the AIS transmitter on board)

CKA ile zaman serisi modellerinde tahmin sirasina ve agin
yapisina karar vermek kilit rol oynamaktadir [58]. Bu
nedenle testlerde farkli tahmin siralar1 ve gizli katmanda da
farkli sayida noronlar kullanarak sonuglar karsilastirilmsgtir.
CKA modellerinde aktivasyon fonksiyonu (a), sigmoid ve
tanh ya da bu iki fonksiyonun farkl: tiirevleri olabilmektedir.
Calismamizda negatif degerler s6z konusu olmayacagi igin
tanh tercih edilmistir (Es. 27). Ayrica agirlik degerleri ve
nitelik degerlerinin ¢arpimlarimin toplami seklinde toplam
fonksiyonu kullanilmistir (Es. 28).

a(net) = T 1 27

+e—2net
net = Y- Xi x Wi (28)

2.6. Kendini Tekrarlayan Derin Sinir Aglarit Modeli
(Recurrent Deep Neural Networks Model)

Derin 6grenme, ilk ortaya konulmasindan bu yana, makine
O6grenmesi alaninda aragtirma yapan g¢evreler tarafindan son
derece onemli bir aragtirma konusu haline gelmistir. Son
birka¢ yilda da gesitli derin O6grenme algoritmalari
geligtirilmistir. En tipik derin 6grenme algoritmalar1 arasinda
en yaygin kullanilanlar Yigin Tabanli Otomatik Kodlayict
(Stacked Auto Encoder — SAE), Derin Inang Ag1 (Deep
Belief Network — DBN), Evrisimli Sinir Aglan
(Convolutional Neural Network — CNN) ve Kendini
Tekrarlayan Sinir Aglar1 (Recurrent Neural Network —
RNN)’dir.  Sonradan  gelistirilen  derin  dgrenme
algoritmalari, bu dort algoritmanin varyasyonlar1 seklinde
ortaya c¢ikmaktadir. Ancak, SAE, DBN, CNN ve bu
algoritmanin diger varyasyonlari olan diger geleneksel derin
O6grenme algoritmalari, zaman serilerini hesaba katmaz, bu
nedenle zaman serisi verilerini e8itmeye uygun degildir.
Ornek olarak tipik bir zaman serisi verisi olarak AIS
verilerini ele alirsak; her hareket verisi bir seyahat i¢indeki
diger hareket verileri ile yakindan iliskilidir. Bu ytizden, bir
sonraki hareketi tahmin etmek igin 6nceki bir ya da birden
fazla hareket verisi girdi olarak degerlendirilmelidir. Ileri
beslemeli derin 6grenme modelleri, Onceki girdilerin
bilgilerini saklamadiklari igin bu islem i¢in iyi ¢alisamazlar.
Ancak, RNN tipik bir sirali 6grenme algoritmasidir. Seri
veriler icin Ozellikleri, sinir agimmn dahili durumunda
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depolanan dnceki girislerin bir hafizasi ile 6grenir. Sekil 7°te
gosterildigi gibi, néronlar arasindaki baglantilar1 kurmak igin
bir yonlendirilmis dongii tanitilmaktadir. Bu yiizden bu
calismada derin ogrenme algoritmasi olarak RNN tercih
edilmistir [59]. Derin RNN (DRNN) modeli olarak da
basarili sonuglar verdigi gézlemlenmis, ¢oka ¢ok (many- to-
many) mimarisi tercih edilmistir [60].

Gelencksel RNN  (GRNN)  pratikte  ¢ok  sik
kullanilmamaktadir. Ciinkii, GRNN’de kaybolan gradyan
problemi bulunmaktadir. GRNN’lerin temelde uzun
hafizalara sahip olmasi beklenir, bdylece ag zaman iginde
o6nemli mesafelerde veri iligkilerini baglayabilmektedir. Bu
tir bir ag, gemi hareketlerinin nasil iliskilendirildigini ve
bunun nasil igledigini anlamada ger¢cek bir ilerleme
saglayabilir. Bununla birlikte, ne kadar fazla zaman adimina
sahipsek, geri yayilim gradyanlarinin toplanma, kirtlma ya
da kaybolma ihtimalleri o kadar artar. GRNN algoritmas,
{Xo, X1, ..., Xo, Xy+1,...} girdi katmani birimlerine, {Oy, Oy, ...,
Oy, Or44,...} ¢1kt1 katmani birimlerine ve {Sy, Sy, ..., Si, St+1,...}
gizli katman birimlerine sahiptir. Sekil 7°te gosterildigi gibi;
t zamanindaki gizli katman birmi S;’nin hesaplanmasi igin,
girdi katman birimi X; ve bir 6nceki basamaktaki gizli
katman birimi S.;’nin a aktivasyon fonksiyonundan Es.
29’daki gibi gegirilmesi gerekmektedir:

Si=a(X;, S.1) (29)

CKA modellerinde oldugu gibi burada da negatif degerler
olamayacag icin tanh tercih edilmistir. Ayrica, U, W ve V'
sirastyla girigleri, gizli katmanlar1 ve tekrarlayan c¢ikiglari
birbirine baglayan agirlik degerleri oldugunu kabullenirsek
Es. 30 ve Es. 31°deki gibi formiilleri elde ederiz. Bu yapida
ornegin 3 sefer geriye gidildiginde s, i¢in Es. 32°daki gibi bir
formiil ile elde edilir.

S, = tanh(UX, + WS..;) (30)
O0,=VS, (€2))]
S, = tanh(UX, + W(tanh(UX,.; + W(tanh(UX..,))))) (32)

Goriildiigii gibi, zaman iginde geriye dogru ilerledikge, sinir
agma daha derin katmanlar eklenmis oluyor. Bu durum;
zaman iginde geri yayilim sirasinda U agirlik matrisine gore
hatanin  derecesinin  artmasina  sebep  olmaktadir.
GRNN’lerin bu uzun siireli hatirlama problemlerini ¢c6zmek
amactyla Uzun Kisa Siireli Bellek (Long-Short Term
Memory- LSTM) ortaya ¢ikmustir. Literatiirde 5 tip LSTM
agindan bahsedilmektedir; regresyon igin temel LSTM agi,
pencere teknigi kullanan regresyon i¢in LSTM ag1, zaman
basamakli regresyon i¢in LSTM agi, parcalar arasinda
hafizaya sahip LSTM ve parcalar arasinda hafizaya sahip
yigilmig LSTM [61]. Bu ¢alismada, epoch olarak da bilinen,
egitim turu sayisin1 kullanan regresyon icin temel LSTM ag1
tercih edilmistir. Nedeni, diger tekniklerin zaman serilerine
uygun olmamasidir. Yalnizca zaman basamakli regresyon
icin LSTM ag1, bu caligmayla oOrtiismektedir, ancak bu
caligmada kullanilan teknikte yalnizca zamanla degisen lat
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Sekil 7. Coka ¢ok modeline sahip DRNN (Many-to-Many Deep Recurrent Neural Network Model)

ve lat degil, zamandan bagimsiz gemilerin iu, ku, ¢u, DR,
SOC ve COG degerleri de tahminlemede kullanildigi i¢in bu
teknik tercih edilmemistir. LSTM'ler, kisa vadeli ve uzun
vadeli bagimliliklar1 6grenebilen 6zel bir RNN tiiriidiir.
GRNN'lerin aksine, LSTM'ler uzun vadeli bagimlilik
probleminden kaginmak igin tasarlanmigtir. LSTM agi,
zaman iginde geri yayilim kullanilarak egitilir ve yok olan
gradyan sorununun iistesinden gelir. LSTM birimleri ardisik
katmanlar arasinda baglanmis bellek bloklarina sahiptir. Her
blok, blogun ve ¢ikisin durumunu isleyen gegitler igerir. Bir
LSTM biriminde ¢ tip kapt vardir: unutma, giris ve ¢ikis
[62]. Unutma kapist, belirli kosullara dayanarak hangi bilgiyi
bloktan atacagini belirler. Giris kapisi, belirli kosullara gére
bellek durumunu giincellemek igin girilen degerleri belirler.
Cikis kapisi, belirli kosullara bagli olarak girise ve blogun
bellegine gore ¢iktiy1 belirler.

Sekil 8'de gosterildigi gibi, bir LSTM blogu bir giris dizisi
alir ve daha sonra her kapi tetiklenip tetiklenmeyecegine
karar vermek icin aktivasyon birimleri kullanir.

Bu islem durum degisikligini ve blok boyunca akan bilginin
eklenmesini belirli kosullar altinda yapar. Kapilar, egitim
asamasinda Ogrenilebilecek agirliga sahiptir ve LSTM
bloklarmni klasik ndronlardan daha akilli hale getirir. Her
LSTM birimi, ¢ zamaninda N; durumuna sahip bir hiicre

igerir. Bu hiicre bir bellek birimi olarak diisiiniilebilir. Bu
hiicrenin okunmasi veya degistirilmesi, giris kapist i
(sigmoid gegiti), unutma kapisi @, ve ¢ikis kapisi Oy
tizerinden kontrol edilir. LSTM {initesi, her bir zaman
adiminda dort terminalin her birinde (yani, ii¢ kap1 ve girdi)
iki harici kaynaktan girdi alir. Bu iki harici kaynak, onun X;
girdisi ve ayn1 katmandaki tiim LSTM birimlerinin &nceki
gizli katman degeri S, dir.

Sekil 8. Bir LSTM birimi (A LSTM unit)

Sekil 8’de gosterildigi ilizere; kapilar, toplam girislerini
lojistik fonksiyonuna sokarak etkinlestirir (Es. 33).

i, = o(UXt + WSt-1 + VN.1) (33)
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Giris terminalindeki toplam girdi, dogrusal olmayan tanh
fonksiyonundan gegirilir. LSTM, sonug¢ta meydana gelen bu
aktivasyon sonucunu, giris kapisinin aktivasyonu ile ¢arpar.
Daha sonra, hiicre durumunu, a/nin aktivasyonu ile
carptiktan sonra, hiicre durumu ile ¢arpmanin sonucunu
toplar (Es. 34 ve Es. 35).

a; = o(UXt + WSt-1 + VN..;) (34)
Nt = Ll;N[.] + l[tanh(UXt + WS;.]) (35)

Ardindan, LSTM, giincellenmis hiicre durumunu tanh
fonksiyonundan gegirir ve ¢ikan sonucu, LSTM birim S;’den
nihai ¢iktisini belirlemek igin, ¢ikis kapisinin aktivasyonlari
ile ¢arpar (Es. 36 ve Es. 37).

O[ = O'(U)(z + WSz-I + VN{-]) (36)
St = Ottanhﬂ\],)(37)

DRNN modelleri yine ARIMA ve CKA modellerinde
oldugu gibi tiim gemi tipleri i¢in ayr1 ayri olusturulmustur.
Ayrica CKA modellerinde oldugu gibi lat, Ing, iu, ku, ¢u,
DR, SOG ve COG CKA modellerine girdi olarak verilmis ve
bu degerler hem olduklar1 gibi hem de agirliklandirilarak
ayr1 ayri test edilmistir.

3. SONUCLAR VE TARTISMALAR
(RESULTS AND DISCUSSIONS)

Calismanin testleri hem Marmara Denizi hem de Canakkale
Bogaz1  verileri ile gergeklestirilmistir.  Canakkale
Bogazi’nda gemiler transit ve ¢ogu kez lineer bir rotada
seyahat ederken, Marmara Denizi’ndeki gemi hareketlerinin
daha diizensiz oldugu bilinmektedir. Birbirine bagli bu iki
bolge hem sahip olduklarni bu farkli karakteristik
ozelliklerden hem de yogun gemi trafiginden dolay1 analiz
icin tercih edilmistir. AIS verilerinin biiyiik boyutta
olmasindan dolay1, algoritmalarin kullaniminin zorlasacagt
On goriilmiistiir. Bu nedenle, 6nceki boliimde de anlatildig
iizere Once, veri tabaninda 3NF kuralina uygun 2 ayri tabloda
bu veriler tutularak boyutunun azaltilmasi saglanmustir.

Ikinci  olarak; calismada  kullanilan  niteliklerin
agirliklandirma yaklasimi geregi ve her geminin hareket
davramiginin farklilik gdstermesinden dolayi, 9 ana gemi
tipine gore tiim hareket verileri gruplandirilmistir. Bu gemi
tipleri; kargo, tanker, yolcu, romorkdr/yedekleme, sahsi yat
gemileri, yiiksek siiratli tekneler, balik¢i tekneleri, 6zel
eglence tekneleri ve yelkenlilerdir. Veri tabanindaki AIS
verileri; Canakkale Bogazi i¢in 3.879 gemi ve onlarin
19.263.121 hareket verisi iken, Marmara Denizi i¢in 1.990
gemi ve onlarm 9.509.110 hareket verisi olarak, toplamda
5.869 gemi ve 28.772.231 hareket verisidir. Gemi tiplerine
gore gruplandirma yapildiginda bazi gemi tiplerin AIS
tarafindan tespit edilemediginden dolay1 gemi tipi belirsiz
olarak sisteme kaydedildigi goriilmiistiir. Tablo 2’nin ilk 3
kolonunda gemi tiplerine gore adetleri ve hareket veri
sayilar1 (HVS) verilmistir. Eger bu yliksek sayidaki gemileri
ve onlarin hareket verileri veri tabanmndan silinirse o
gemilerin rota tahmini ve diger tanimli gemilerle ¢arpisma
durumlar1 goz ardi edilecekti. Bu nedenle bu tipi belirsiz
gemilerin karakteristik 6zelliklerini verebilecek; boyutlari ile
ilgili olan nitelikler iu, ku ve ¢u, manevra ve hiz kabiliyetleri
ile ilgili olan diger nitelikler SOG ve COG, ve konum
bilgileri lat ve Ing nitelikler baz alinarak SOM++ algoritmasi
ile kiimele islemi yapilmustir.

Kiimeleme islemden once, bu biyiik veri igindeki 10
saniyede bir, ondalik sistemde kaydedilmis konum bilgileri
olan /at ve Ing verilerinin pesi sira ayn1 geldigi veya goz ardi
edilebilecek sekilde ¢ok az degistigi gdzlemlenmistir. Bu da
hareket verilerinin belirli koordinatlarda gruplanabilmesine
ve veri sayisinin azalmasina olanak saglamaktadir. Bu
azaltma iglemi Tablo 1°deki gemi hizi ve AIS veri gobnderme
sikliklar1 ile orantili olarak yapilmistir. Burada 5 farkli
kategoride hiza sahip geminin oldugu goriilmektedir. En
hizl1 gemi olan yiiksek siiratli gemilerin koordinat verileri
virgiilden sonra 6 basamak, 2. en hizli gemi olan sahsi yat
gemilerinkini 5 basamak, 3. en hizli olan yolcu gemileri, 6zel
eglence tekneleri ve romorkdr/yedekleme gemilerinkini 4, 4.
en hizli olan kargo gemileri ve balikg1 teknelerinkini 3 ve en
yavas olan tanker ve yelkenlilerinkini de 2 basamak alarak
konum verisi kayb1 olmadan HVS azaltilabilmistir. Ornegin

Tablo 2. Tiplerine gore gemiler ve veri tabanindaki HVS degisimleri
(The vessels by their types and the variations of movement data dimensions in the database.)

. Ik gemi . BKI sonrasi  SOM++ sonrasi SOM++
Gemi tipi adetgleri [ HVS HVS gemi adetleri sonrast HVS
Kargo 3.517 16.059.234 152.984 3.579 156.826
Tanker 921 5.638.956  12.312 984 13.098
Yolcu gemisi 432 1.975.231 198.962 484 221.763
Romorkor/yedekleme 408 1.883.274  190.298 452 212.007
Sahsi yat gemileri 112 456.129 207.629 143 262.409
Yiksek siiratli 87 394909  189.231 114 243.662
tekneler
Balikg tekneleri 86 358.982 3.292 135 5.198
Ozel eglence gemileri 43 119.351 21.287 77 37.713
Yelkenli 36 91.829 2.313 51 3.208
Belirsiz 377 1.644.336 - - -

Toplam 5.869 28.772.231 978.308 5.869 1.155.884
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40.5733614431152 kuzey enlemi ile 28.077220916748 dogu
boylamindaki yiiksek siiratli geminin konum bilgileri,
virgiilden sonra 6 basamak alinarak yani 40.573361 ve
28.0772209 olarak giincellenmistir. HVS, tipi belirsiz
olanlar harig, Tablo 2’nin 4. kolonunda verilmistir.

Boyut kiigiiltme islemi (BKI) sonrasinda 377 tipi belirsiz
geminin 1.644.336 adet hareket verileri, SOM++ algoritmast
ile 3x3 noérona yani 9 kiimeye bolinmiis ve diger gemi
tirlerinin  verilerine, benzerlikleri dahilinde dagitilarak
eklenmistir. Eklenirken yine BKI yapilmis ve Tablo 2 nin 5.
ve 6. kolonlarindaki gibi veriler analiz i¢in son hallerini
almistir. Toplamda 5.869 gemi ve 1.155.884 hareket verisi
ile analizler yapilmisgtir.

3.1. Rota Tahminleme Sonuclart (Route Estimation Results)

Calismada gemi rotalarmin  tahminlemesi, mevcut
konumlarindan sonraki bulunmasi beklenen konumun
bulunmasi iizerinedir. Zaman serisi c¢aligmalarinda
yontemlerin  basarilarini  karsilagtirmak igin  kullanilan
Ortalama Mutlak Yiizde Sapmasi (Mean Absolute
Percentage Error- MAPE) formiilii Es. 38’deki gibidir.

MAPE = (Zn (215 x 1001y / n (38)
i=1

Burada 7 verisi tahmin edilen ve H verisi de olmasi gereken
hedefi simgelemektedir.

MAPE bu hali ile tek bir verinin tahminlemesi i¢in
kullanilmis yontemin hata yiizdesini vermek i¢in uygundur.
Bu calismada testlerde iki boyutlu lat ve Ing verileri
iizerinden tahminleme yapildigindan dolay1, tahmin edilen
koordinatin /at ve Ing verileri i¢in ayr1 ayr1 MAPE degerleri
bulunup onlarin da ortalamalar1 alimarak modellerin hata
yiizdeleri ortaya konulmustur.

Tablo 3’te Canakkale Bogazi ve Marmara Denizi verileri
icin DT ve ARIMA yontemlerinin MAPE degerleri
verilmistir. Canakkale Bogaz1 i¢in bu degerlerin %6 nin

altinda kalarak oldukca diisiik ¢iktig1 goriilirken, Marmara
Denizi verileri i¢in MAPE degerlerinin %28 civarina
yiikselmis oldugu goriilmektedir. Bu degerler yorumlanirsa,
Canakkale Bogaz1 gibi gecis yerleri igin rota tahminlemesi
yapilirken DT ve ARIMA tercih edilebilirken, Marmara
Denizi gibi daha diizensiz hareketlerin oldugu bdolgelerde
tercih edilmemesi gerektigi sdylenebilir.

Ayni testler CKA yontemiyle, agirliklandirma yontemleri
kullanilarak, 6’dan 24’e¢ kadar farkli sayida gizli katman
ndronuyla ve 10°dan 45’e kadar farkli sayida egitim turu
sayisiyla (ETS) yapilmistir. MAPE sonuglar1 tiim gemi
tiirleri i¢in agirlikli ortalamalari alinarak gergeklestirilmistir.
Bu sonuglar yorumlandiginda, Canakkale Bogazi verileri
icin en basgarili sonucu veren, PC agirliklandirma yontemli,
12 adet gizli katman ndéronu ve 30 ETS iceren CKA
modelinin, %4,5 ile yine MAPE degerini oldukga diigiik elde
ettigi gdzlemlenmistir. Marmara Denizi i¢in ise IG
agirliklandirma yontemi, 18 adet gizli katman néronu ve 40
ETS igeren CKA modeli %9,8 MAPE degeri elde etmistir.
Boylece, DT ve ARIMA’ya goére gozle goriiniir sekilde
MAPE  degerini  azalttifi  sdylenebilir.  Sekil 9°daki
grafiklerde Marmara Denizi verileri i¢in sonuglar verilmistir.

Testler DRNN ile yapildiginda; CKA modellerinde oldugu
gibi yine agirliklandirma yontemleri kullanilarak, Sekil
7’deki ¢oka ¢ok yapisindaki 3x3’ten 6x6’ya kadar farkli
sayida gizli katman ndronuyla ve 10’dan 45’e kadar farkli
sayida egitim turu sayisiyla (ETS), olduk¢a basarili
sonuglarin elde edildigi gozlemlenmistir. Bu sonuglar MAPE
degerlerinin yine tiim gemi tiirleri i¢in agirlikli ortalamalart
aliarak gerceklestirilmistir. Bu sonuglar yorumlandiginda,
Canakkale Bogazi verileri i¢in en basarili sonucu veren
DRNN modelinin, %3,6 MAPE degerini veren GR
agirliklandirma yontemli, 4x4 adet gizli katman néronlu ve
35 ETS igeren model oldugu goriinmiistiir. Marmara Denizi
icin ise /G agirliklandirma yontemli, 5x5 adet gizli katman
noronlu ve 40 ETS iceren DRNN modelinin oldugu
soylenebilir. Ciinkii %6,2 MAPE degeri ile diger tim
modellerden daha az hatali bir yap1 sunmustur. Sekil 10°daki
grafiklerde Marmara Denizi verileri i¢in sonuglar verilmistir.

Tablo 3. DT ve ARIMA i¢in MAPE degerleri (MAPE values for Linear Estimation Model and ARIMA)

Canakkale Canakkale Bogazi  Marmara Denizi Marmara Denizi

Gemi tipi Bogazi— DT i¢in — ARIMA i¢in — DT i¢in — ARIMA i¢in
MAPE degerleri  MAPE degerleri MAPE degerleri  MAPE degerleri
(%0) (%) (%) (%0)

Kargo 3,33 3,17 17,82 17,54

Tanker 2,86 2,55 15,32 14,97

Yolcu gemisi 4,98 4,33 20,83 20,88

Romorkdr/yedekleme 5,11 4,74 24,14 24,02

Sahsi yat gemileri 6,33 5,91 32,72 34,10

Yiksel saratli 9,19 8,88 39,58 37,18

tekneler

Balik¢i tekneleri 10,1 9,86 40,19 39,46

Ozel eglence gemileri 6,73 6,47 33,26 31,94

Yelkenli 9,34 9,07 41,50 39,76

Agirlikli Ortalama 5,97 5,64 28,16 27,82
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Sekil 9. CKA modellerinin Marmara Denizi verileri i¢in

MAPE sonuglari grafikleri
(MAPE results graphes of Multilayer Perceptron models for Marmara Sea
data)

Sonug olarak, rota tahminlemede Canakkale Bogazi verileri
icin tim modellerin %94 basar1 barajmt gectikleri
goriiliirken, Marmara Denizi verileri igin yapay sinir aglari
iceren modellerin daha basarili olduklar1 sOylenebilir.
Ozelikle LSTM iceren DRNN modelleri, verilere 6znitelik
secim tekniklerinin uygulanmast ve onlarin verdikleri kat
sayilarla verilerin agirliklandirilmasi yontemiyle, diizensiz
bir yapiya sahip Marmara Denizi verileri i¢in sahip olduklari
%6,7 ve %6,2 arasindaki MAPE degerleri ile en basarili
yaklagimlar olmustur. Ayrica, bu model lizerinden Marmara
Denizi verileri agirliklandirma yapmadan saf halleri ile
kullaniminin sonucunda hatalarin ancak %9,4’e kadar indigi
gozlemlenmigtir.

3.2. Carpigsma Tahminleme Sonuglar
(Collision Estimation Results)

Test verileri ger¢ek veriler oldugu i¢in higbir kaza igermeyen
verilerden  olugmaktadir. Carpisma  tahminlemesi
yapabilmek i¢in Canakkale Bogazi ve Marmara Denizi

1908

verilerinde iki geminin ayni anda aym konumda
olabilecekleri sekilde 100°er durum simule edilmis ve bu
veriler  lizerinden c¢arpisma  tahminlemesi testleri
gerceklestirilmistir. Bu testlerde sadece bu 100 durumu
yakalamak tek basma dogruluk (4.) i¢in yeterli degildir.
Kaza durumu olmamasina ragmen kaza olarak yakalanan
durumlar da sistemin basarisizligin1 gostereceginden F-skor
(Fs) degerlerine de bakilmustir. A. formiili Es. 39°da ve F;
formiilii Es. 40°da verilmistir.

Ty + Tn

Ac= ———
Ty +Tn+Fp+Fp

(39)

Fo=2x (2 x —2) /(2= x —2)) (40

Tp+Fp = Tp+Ty Tp+Fp ~ Tp+Ty
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Sekil 10. DRNN modellerinin Marmara Denizi verileri i¢in

MAPE sonuglari grafikleri
(MAPE results graphes of Deep Recurrent Neural Network models for
Marmara Sea data)

Burada 7),, dogru onaylanmis; 7,, dogru reddesilmis; F),
hatali onaylanmis ve F,, hatali reddedilmis degerlerini
simgelemektedir. Testler’de Canakkale Bogaz1 verileri igin
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DT ve ARIMA’nin disinda; bu veriler igin rota
tahminlemesinde en basarili sonucu vermis versiyonu olan
PC agirliklandirma yontemli, 12 adet gizli katman ndronlu
ve 30 ETS iceren CKA modeli, ve GR agirliklandirma
yontemli, 4x4 adet gizli katman néronlu ve 35 ETS igeren
DRNN modeli kullanilmistir. Marmara Denizi verileri igin
yine DT ve ARIMA’nin disinda; bu veriler igin rota
tahminlemesinde en basarili sonucu vermis versiyonu olan
1G agirliklandirma yontemli, 18 adet gizli katman néronlu ve
40 ETS iceren CKA modeli ve /G agirliklandirma yontemli,
5x5 adet gizli katman ndronlu ve 40 ETS iceren DRNN
modeli kullanilmigtir. Sonug¢ karsilagtirmalar1 Tablo 4’te
verilmistir. Bu sonuclar yorumlandiginda, rota tahminlemesi
ile hemen hemen paralel sonuglarin oldugunu gérmekteyiz.
DRNN’nin Canakkale Bogaz1 i¢in %100 ve Marmara Denizi
icin %99 c¢arpisma durumlarimi yakalayabilmesi ve
Canakkale Bogazi i¢in %97,2 ve Marmara Denizi i¢in %96,5
F degerleri ile en bagarili model oldugu soylenebilir.

Tablo 4. DT, ARIMA, CKA ve DRNN i¢in 4. ve Fs

degerleri
(Accuracy values for Linear Estimation Model, ARIMA, Multilayer
Perceptron and Deep Recurrent Neural Network models )

DT ARIMA CKA DRNN

Canakkale Bogazi -

A (%) 92 94 100 100
Canakkale Bogazi -

Fy (%) 86,2 87,5 96,5 97,2
Marmara Denizi - 4.

(%) 80 81 95 99
?(/)ia)rmara Denizi - F 750 772 932 965

5. SONUCLAR (CONCLUSIONS)

Bu calisma ile deniz ulagimi konusunda gliniimiizde tim
sektorlerde hizla yayginlagan yapay zeka yaklasimlart ele
alinmig ve yeni yontemler ortaya konulmustur. Iki farkl
karakteristik 6zelligi bulunan Canakkale Denizi ve Marmara
Denizi AIS verileri kullanilarak, gemi hareketlerinin gemi
tiplerine goére degisimi gosterilmis ve bu duyarliliga
dayanarak da her gemi tipi i¢in ayr bir rota ve garpisma
tahminleme modelleri sunulmustur. Kullanilan geleneksel
yontemler olan DT ve ARIMA’nin yamnda makine
ogrenmesi algoritmast CKA ve derin 6grenme algoritmast
DRNN  kullanilarak  bu  veriler iizerinden testler
gerceklestirilmistir.  Veriler  olduklar1  gibi  degil
agirliklandirma yapilarak hassasiyetleri arttirilmig ve ¢ok
daha basarili /at ve Ing tahminlemelerinin yapilabilecegi
kanitlanmigtir. Bu ¢alismanin literatiire bir bagka katkis1 da
AIS sisteminin tespit edilemeyip, tipi belirsiz olarak
kaydedilen gemilerin, g6z ardi edilmeden SOM++
yontemiyle kesifleri yapilmig ve carpigma ihtimallerinin
degerlendirilmis olmasidir. Sonuglar yorumlandiginda,
diizenli hareket yapisindaki Canakkale Bogazi verilerinde
tiim modellerin tatmin edici bir MAPE, A. ve Fs degerlerini
verdikleri gézlemlenirken; diizensiz hareket yapisina sahip
Marmara Denizi verilerinde /G 06znitelik se¢im teknigini
kullanan ve LSTM igeren DRNN yo6nteminin %6,2 MAPE,
%99 A. ve %96,5 F degerleri ile 6ne ¢itkan yontem oldugu

gorilmiistiir. Gelecek c¢aligmalar admna, bu onerilen derin
o6grenme modeli baska deniz ve bogazlara da uyarlanip
kullanilabilir; hatta, bu model her ne kadar denizcilik verisi
olan AIS verileri kullanilmis ve test edilmis olsa da finans,
saglik, meteoroloji, vb. sektorlerde zaman serisi analizleri
icin yeni ¢aligmalara 151k tutabilir.
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