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In this study, a classification structure consisting of five processing stages was organized for the diagnosis of
ALS and Myopathic diseases, the most common types of neuromuscular diseases (Figure A).
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Figure A. Structure used to classify EMG data

Purpose: To design a system that classifies EMG signals with or without neuromuscular disorder and to
establish the infrastructure and preliminary preparation of a real-time software that can be integrated into the
prototype EMG device which is designed in in BAL-LAB (Ondokuz Mayis University, Faculty of
Engineering, Department of Electrical and Electronics Engineering, Biomedical Research Graduate
Laboratory).

Theory and Methods:

EMG (Electromyogram) signals have been passed through pre-processing, division, clustering, and feature
extraction steps before being classified. Hybrid clustering method is used in clustering phase. Afterwards,
feature vectors intime and frequency domains and their different combinations of multiple feature vectors (a
total of 25 feature vectors) are used. In the next step, data are classified by Support Vector Machine (DVM),
K-Nearest Neighbor (K-EYK) algorithm and Discriminant Analysis (DA) algorithms. Verification is used as
a measure of cross-validation method. Cross-validation of the k-value of 10 is selected.

Results:

Experimental results show that the proposed feature vectors are more successful than the single feature vectors
of multiple feature vectors. When used in multiple feature vectors; SVM classifier, has classified the EMG
signals with higher accuracy in according to the K-NN and DA classifiers.

Conclusion:
It is understood with this study; the classification performance depends on a high degree of feature vectors of
interclass separability.
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Melez Yapi ile MUAP (Motor Unit Aksiyon Potansiyeli) kiimeleme
Coklu dznitelik vektorlerinin kullanilmasi
Yapay zeka yontemleri ile ndromiiskiiler hastaliklarin siniflandirilmasi
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Bu ¢alismada Noromiiskiiler hastaliklarin en yaygin ¢esidi olan ALS ve Myopati hastaliklarinin teshisi igin
bes islem asamasindan olusan bir siniflandirma yapist diizenlenmistir. EMG (Elektromiyogram) isaretleri,
smiflandirilmadan 6nce 6n isleme, bolitleme, kiimeleme ve 6znitelik ¢ikarma agsamalarindan gegirilmistir.
Kiimeleme asamasinda melez kiimeleme yontemi kullanilmistir. Sonrasinda zaman, frekans uzayindaki
Oznitelik vektorleri ve bunlarin farkli birlesimleri ile elde edilen goklu 6znitelik vektorleri olmak tizere
toplam 25 tane 6znitelik vektorii denenmistir. Bir sonraki asamada ise Destek Vektor Makinesi (DVM), K-
En Yakin Komsu (K-EYK) algoritmasi ve Diskiriminant Analiz (DA) algoritmalar1 ile veriler
simiflandirtlmistir. Dogrulama dlgiitii olarak ¢apraz gegerlilik yontemi kullanilmistir. Capraz gegerlilikte k
degeri 10 se¢ilmistir. Deneysel sonuglar dnerilen 6znitelik vektdrleri arasinda ¢oklu 6znitelik vektorlerinin
tekli Oznitelik vektorlerine gore daha basarili oldugunu gostermistir. Coklu O6znitelik vektdrlerinin
kullanilmasi durumunda DVM siniflandirici, K-EYK ve DA simiflandiricilarina gére EMG isaretlerini daha
yiiksek dogrulukla siniflandirmistir. Toplam dogruluk ALS igin %97,39 iken myopati olanlar
icin %86,74’tiir. Bu ¢aligma ile siiflandirma basariminin 6znitelik vektoriiniin siniflar arasi ayrilabilirliginin
yliksek derecede olmasina bagli oldugu anlagilmigtir.
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In this study, a classification structure consisting of five processing stages was organized for the diagnosis
of ALS and Myopathic diseases, the most common types of neuromuscular diseases.EMG (Electromyogram)
signals have been passed through pre-processing, division, clustering, and feature extraction steps before
being classified. Hybrid clustering method is used in clustering phase. Afterwards, feature vectors intime
and frequency domains and their different combinations of multiple feature vectors (a total of 25 feature
vectors) are used. In the next step, data are classified by Support Vector Machine (DVM), K-Nearest
Neighbor (K-EYK) algorithm and Discriminant Analysis (DA) algorithms. Verification is used as a measure
of cross-validation method. Cross-validation of the k-value of 10 is selected. Experimental results show that
the proposed feature vectors are more successful than the single feature vectors of multiple feature vectors.
When usedin multiple feature vectors; SVM classifier, has classified the EMG signals withhigher accuracy
in according to the K-NN and DA classifiers. Total accuracy is97.39% for ALS and 86.74% for the
myogenic. It is understood with this study; the classification performance depends on a high degree of feature
vectors of interclass separability.
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1. GIRIS (INTRODUCTION)

Son yirmi yil i¢inde elektromiyografi (EMG), aragtirmacilar
ve klinisyenler tarafindan yaygin néromaskdler hastaliklarin
dogru tanisi i¢in degerli bir arag olarak kullanilmaktadir [1].
Bazi hastaliklarin teshisinde, EMG 6l¢timleri gerekmektedir.
EMG isaretlerinin ayristirilmasi ve MUAP’lardan benzer
sekilli  olanlarinin  gruplandirilarak  smiflandirmasi
ndromaskiiler patoloji degerlendirmesi agisindan degerli
bilgiler sunmaktadir [2]. Noéromiskuler bozukluk motor
noron, kas kavsagi ve kas dokusu dahil sinir veya kasin
herhangi bir bolimini etkileyen hastaliklar1 ifade eden
genel bir terimdir. Myopati ve noropati iki ©nemli
néromuskiler hastalik tiridir. Bu iki hastaligin belirtileri
birbirine cok benzer olabilmektedir. Ornegin ikisinde de
hasta hastalikli bolgedeki kaslarin1 hareket ettirememe
sikayetinde bulunmaktadir. Ancak hastaliklar birbirinden
farklidir. Noropatide bu hareket bozuklugu kasa giden
sinirlerin bozuk olmasindan kaynaklanirken, Myopatide
sinirler saglamdir fakat kasta ariza olmasindan dolayi
hareket bozuklugu olugsmaktadir [3]. Norojenik hastaliklarda
gorilen en tipik bulgu MUAP’larin bireysel ve ortalama
stirelerinde artis olmasi, potansiyel genliklerinin artmasi ve
polifazik potansiyel oraninin artmasidir. On boynuz motor
ndron hastaligi olan ALS (Amyotrofik Lateral Sklerozis)’de
motor ndron hastaligi olarak bilinmektedir. Hastaligin adinin
anlamu omurilikte kaslara giden yan (lateral) taraftaki sinir
hicrelerinin etkilenmesiyle kaslarin beslenememesi ve
katilagmasidir. ALS hastaliginda MUAP’larin  ortalama
sureleri ileri derecede uzamustir. Polifazik genis slreli
MUARP sayis1 artmigtir, MUAP’larin genlikleri ileri derecede
artmustir. Eski EMG literatlrinde Bunlara “Dev”’ MUAP
denmektedir. Miyojenik hastaliklarda MUAP’larin normale
gore surelerinin ¢ok kisaldigi ve genliklerinin cok kiigtildiigi
kolaylikla izlenir. Incelenen kasa goére degismekle beraber
bu potansiyellerin siresi genellikle 5 msn’den daha kisadir.
Hatta 1-3 msn sureli MUAP’lara oldukga sik rastlanir. Hatiri
sayilir siklikla polifazik potansiyel artisi gorlir. Polifazik
MUAP’larin siresi bifazik, trifazik olanlara gére kuskusuz
daha uzun, normal kasta gorillen polifazik potansiyellere
gore kisadir. Tablo 1’de N&rojenik/ Miyojenik EMG ayrimi
verilmistir.

Elektromiyografinin amaci klinik teshisi desteklemektir [4].
EMG isaretlerinin Klinik teshis ve biyomedikal uygulama
alanlar;; kas yorgunlugunun belirlenmesi, kas ve sinir
sistemi  hastaliklarmin  tam1 ve tedavisi, kaslarin
performanslarinin  6lgiilmesi ve protez ya da robot kolu
denetimidir. Karmagik bir yapiya sahip olan EMG isaretleri

kolay anlasilabilir bilgiler icermez. Bu nedenle bu isaretlerin
bilgisayarda islenmesi anlamlandirilmas1 gerekmektedir.
EMG isaretinde meydana gelen anormal degisimlerin
tanimlanmasi ve agiklanmasi, kas aksiyon potansiyellerinin
karakteristik 6zelliklerinin, seklinin, genliginin, suresinin ve
frekansinin dikkatli incelenmesine baglidir. 1979 yilinda De
Luca tarafindan yazilan ve bu konuda bir ilk olan EMG icerik
bilgisi ile ilgili makalesi EMG isaretlerinin fizyolojisi ve
matematiksel metotlarin1 birlestiren bir klasik sayilmaktadir.
Sonrasinda birgok arastirmaci bilgisayar tabanli EMG analiz
algoritmas1  gelistirmigtir  [4]. Klinik uygulamalarda
noromaskiiler hastaliklarin teshisinde kullanilan teknigin
uygulanabilirligi, dogru sonu¢ alinmasi ve kullanim
kolaylig1 agisindan énemlidir [5].

Literatiirde biyomedikal uygulamalarda yorumlama ve
siiflandirma problemlerinin ¢oziimleri bircok sinyal igleme,
yapay zeka ve yapay sinir aglar1 metotlar1 ile elde edilmeye
calisilmaktadir. 1970°li yillarda yapay zeka tekniklerinin
biyomedikal alanindaki kullanimi artmig ve o glinden sonra
gelisimi  hizlanmigtir  [8]. Noromuskiler hastaliklarn
smiflandirilmasinda  litaratirde kullanilan en yaygmn
yontemler; bayes teknikleri [7, 8] sinir aglar1 [9, 11], ¢ok
katmanli perseptronlar [2], bulanik yaklagimlar [10], destek
vektdr makineleri [11], ve noro-bulanik sistemlerdir [12].

Bu calismada, néromiiskiler bozukluklarin tanisi igin EMG
sinyalleri siiflandirma alaninda literatiirde bulunan bir
kisim ¢aligmalarin yaym yili, kullanilan yontemler, denek
sayisi, MUAP sayis1 ve basarimlar1 Tablo 2’de verilerek bir
Ozet sunulmustur.

Noromuskiler hastalik tamisinda EMG  sinyallerini
smiflandirmada  son  derece  saglam  smiflandirma
modellerinden biride DVM [11, 21] dir. Katsis vd.
caligmalarinda  bulamik  k-ortalamalar ~ yontemi ile
MUAP’larin kiimelenmesini saglamiglardir. Bu calismada
DVM algoritmast ile saglikli, myopati ve néropati siniflarin
sirastyla %93, 95 ve 92 dogrulukta smiflandirmustir [22].
Koger ve Guler; Saglikli, Myopatik ve No6ropatik EMG
sinyallerini  smiflandirmak icin  MLP ve DVM
algoritmalarimi  denemislerdir. DVM smiflandirict igin
sonuglar MLP ile karsilastirildiginda 9%92,3 dogrulukla
DVM smiflandirici, %91,6 hassasiyetle MLP siniflandiriciyi
geride birakmistir. Ancak DVM’nin egitim ve test
sirasindaki gekirdek fonksiyonunun segim karmagikligi, hiz
ve simiflandiricilarda boyut sinirlamasi gibi bazi sakincalari
mevcuttur [12]. Subasi yeni bir parcacik surisu
optimizasyonu ve DVM (PSO-DVM) modelini, saglikli

Tablo 1. Nérojenik / Miyojenik EMG Ayrimi (Ertekin, 2006) (Neurogenic / Myogenic EMG Separation (Ertekin, 2006)

Norojenik Miyojenik
1. Pozitif keskin dalgalar Oldukga stk Oldukca seyrek
2. Fasikilasyon potansiyelleri  Sik (ALS gibi) Cok seyrek
3. MUARP siiresi Artar (%20 Uzeri) Azalir (%20 altr)
4. MUAP genligi Artar veya normal Azalir

5. Polifazik MUAP tipi

Genig siireli gruplagsmis dikenler

Kisa siireli kiiciik genlikli dikenler
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Tablo 2. Néromiiskiiler Bozukluklarin Tanis1 icin EMG Sinyallerinin Siniflandirilmast Alaninda Yapilan Baz1 Calismalar
[13] (Some Studies on the Classification of EMG Signals for the Diagnosis of Neuromuscular Disorders [13])

MUAP Dogruluk

Yil Kullanilan Ydntemler

Sayisi (%)
1999 [2] SOFM, LVQ ve Oklid uzakligina dayal istatistiksel yontemler ~ 1213 90
2006 [14] Dalgacik tabanli sinir agi (WNN) 1200 90,7
2012 [15] SOFM ve LVQ 11 97,6
2006 [16] Uyarlamali Bulanik K-EYK simiflandirici (AFNNC) 11 96,6
2005 [12] DVM 59 92,3
2010 [18] ikiliDVM 12 100
2012 [19] Dalgacik Teknigi ile Oznitelik Cikarimi ve DVM 300 99,4
2012 [20] Ayrik dalgacik doniisiimii ile 6znitelik ¢ikarma ve Bulanik 27 97.67

Destek Vektor Makinesi (FDVM)

néropatik veya Myopatik EMG sinyallerini siiflandirmak
icin  Onermistir. Onlar smiflandirma dogrulugunu
gelistirmek icin PSO ve DVM den olusan bir melez yapi
kullanmustir. Basarim sonuglar1 RTF ¢ekirdegi (zerine
dayali, DVM siniflandirict igin %96,75 dogruluk elde
ederken, RBN(Radyal Basis Network) smiflandirici igin
%94,08 ve K-EYK smiflandirict igin %95,17 dir. Bu
calismada RTF ¢ekirdegi Uzerine dayali DVM sonuglari
RBN ve K-EYK siniflandiricilara gére daha iyi oldugu
goriilmistir.  Bu  deneyler RBN ve K-EYK,
kargilagtirildiginda RTF  ¢ekirdegi Uzerine dayali bir
DVM’nin stin oldugunu dogrulamigtir [23]. Subasi diger
bir calismasinda; 7 saglikli, 7 Myopatik ve 13 noropatik kisi
olmak Uzere, 27 denekten aldiklari EMG sinyallerini
smiflandirmada  alti  adet simflandirma  algoritmasi
kargilagtirmigtir.  Siniflandirma  algoritmasinin  giris
boyutunu azaltmak igin 6znitelik vektori olarak ayrik dalga
dontigtimlerinin (DWT) katsayilarinin  kiimesi (izerinden
hesaplanan  dort istatistik  &zellikler  kullanilmustir.
Siniflandirma algoritmasi olarak da bir bulanik destek vektor
makinesi (FDVM) smiflandirict énermistir. Sonuclar lineer
diskriminant analizi (LDA), MLP, RBN, C4,5 karar agac1 ve
DVM smiflandiricilar ile karsilastirilmistir. Bu ¢alismada
DWT ozelliklerini  kullanarak FDVM ile yapilan
smiflandirma diger yontemlere gore %3 daha iyi basarim
saglamustir [20, 18]’de, Kaur vd. néromiskiler bozukluklar
teshisinde EMG sinyallerini smiflandirmak icin bir ikili
DVM siniflandirict gelistirmistir. ilk olarak, bir ikili DVM
smiflandirict  saglikli - ve hastaligi  olan bireylerde
siniflandirmak icin kullamlmistir. Isaret hastalikli olarak
siniflandirild: ise, 0 zaman baska bir ikili siniflandiric
myopati ve noropati sinyallerini siniflandirmak igin
kullanilmustir. Analiz 3 saglikli, 5 myopatik ve 4 motor
néron hastalikli bireylerden alman 12 EMG sinyalleri
kullanilarak tamamlanmigtir. Bu modelin basarim degeri
%100 olarak sunulmustur. %100 dogruluk, bu ¢aligmada
bildirilmis olmasina ragmen ¢alisma Kiguk veri seti icin
denenmigstir. Rasheed vd.’leri ndromuskuler tant i¢cin EMG
sinyallerinin smiflandirilmasinda bir uyarlamali bulanik K-
EYK smiflandirict  (AFNCC-Adaptive Fuzzy K-NN
Classifier) 6nermistir. AFNCC smiflandirict i¢in sonuglar;
uyarlamali kesinlik siniflandiricis1 (ACC-Adaptive Fuzzy K-
NN Classifier) ile karsilagtirilmistir. AFNNC siniflandirici
her bir girigse ait Uyelik fonksiyonunu tahmin etmek icin
bulanik K-EYK' algoritmasini kullanmigtir. AFNNC igin

1728

ortalama performans %96,6 iken; ACC i¢in %86,9 dir.
Deneysel sonuglar K-EYK modelinin  smiflandirma
dogrulugunu artirmada basarili bir performans sergiledigini
gostermigtir [16]. Lahmiri vd. 160 EMG sinyallerinden elde
edilen ARMA katsayillarimi  Dogrusal — Diskriminant
Algoritmasina girdi olarak verip saglikli ve noropatik EMG
sinyallerinin siniflandirilmas1 saglanmigtir. Sonug olarak
saglikli ve noropatik EMG sinyalleri %100 hassasiyet,
%99,66 6zgullik ve %99,74 dogrulukla smiflandirilmistir
[17]. Christodoulou ve Pattichis néromuskiler hastaliklarin
teshisinde EMG sinyallerinin siniflandirilmasi igin iki farkli
oruntli tanima teknigi denemislerdir. Bu yontemlerden ilki
SOFM ve LVQ algoritmalarinin  degistirilmis  bir
versiyonuyla ile egitilmis bir denetimsiz YSA, ikincisi oklid
mesafe tabanl istatistiksel smiflandiricidir.  Deneyler
sonucunda istatistiksel yaklagim %95,3 dogruluk elde
ederken; YSA %97,6 dogruluk ile verileri smiflandirmstir.
Bu c¢alismada LVQ algoritmasinin ek  kullanim
smiflandirma performansinm arttirmistir [2]. Bhardwaj vd.
néromuskuler hastaliklarin teshisi icin MUAP’lar1 LVQ ile
SOFM algoritmasina dayali bir YSA teknigi ile
siiflandirmstir. Bu yontem, uc asamada
gerceklestirilmistir. ilk asamasinda SOFM  kullanilirken,
ikinci asamasinda LVQ YSA'nin performansini artirmak igin
uygulanmustir. Gercek smniflandirma Uglncl asamada yer
almigtir. Deneyler (2 saglikli, 4 myopati, 5 ndropati) 11
olgudan olusan bir veri kiimesi Uzerinde gerceklestirilmistir.
Bu teknik icin basari oran1 %97,6 dir [15]. Subas1 vd., EMG
isaretinin smiflandirilmasi igin ileri beslemeli hata geri
yayilimli yapay sinir aglar1 (FEBANN) ve dalgacik sinir
aglart (WNN) temelli smiflandiricilar karsilagtirilmstir.
Norolojik 13 denek, Myopati 7 denek ve saglikli 7 denekten
elde edilen 1200 MUAP analiz edilmis, WNN tekniginden
en basarilt %90,7, FEBANN tekniginden en basarili %88
sonug elde edilmistir ve WNN temelli simiflandiricilarin
FEBANN temelli simiflandiricilara  karst  daha iy
smiflandirma yaptig1 gosterilmistir [14]. Tomczykiewicz
vd.’leri néromiskiler bozukluklarin siniflandirilmasi igin
Ozellik ¢ikarimi dalgacik temelli bir DVM algoritmast
denenmislerdir. Bu ¢aligmada 300 denegin deltoid kasindan
toplanan 800 EMG verileri kullanilmigtir. Sonu¢ olarak
%99,4 dogruluk elde edilmistir. Ozgiilliik %100, duyarlilik
myojenik durumlar icin %98,4 ve norojenik olanlar igin
%98,7 diizeyindedir. Sonuglar dnerilen ydntemin patolojik
ve patolojik olmayan olgular arasinda yiiksek ayrim
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sagladigin1 gostermistir [19]. Fattah vd. ALS, myopati ve
normal verileri ayirt etmek icin zaman ve frekans
dizlemindeki islemlere dayali (otokoralasyon, sifir gegis
sayist ve Fourier doniigimi gibi) bir simiflandirma
performansi gelistirmiglerdir. Siniflandiric1 olarak K-EYK
algoritmast kullanilmustir. Bu ¢alismada Onerilen 6znitelik
vektorleri ALS ve Myopati hastaliklarini ayirt edici
ozellikler sergilemislerdir. Onerilen spektral tepe ve
otokorelasyon tabanli Ozelliklerinin performansinin iyi
olmasi, basit bir K-EYK smiflandirict kullanilmasiyla
yuksek smiflandirma dogrulugu saglanmustir. Ancak bu
calisma ALS-Normal ve ALS- Myopati ikili siniflar
otokoralasyon oznitelik vektori kullanilmasi durumunda
%100 dogrulukla smiflandirirken; Myopati-Saglikli siniflart
%86 dogrulukla smiflandirmigtir. Myopati-Saglikli sinif igin
Onerilen Oznitelik vektoriniin ayirma derecesi onceki iki
siniftan farkli olarak, ¢ok tatmin edici degildir [6]. Aydin ve
Arslan; Amyotrofik lateral skleroz (ALS), Huntington
hastaligi (HD) ve Parkinson hastaligi (PD) ve 16 kontrol
bireyi (CO) smiflandirilmasinda ilk olarak dalgacik
dontgimi ile Oznitelik vektorii ¢ikarilmig; sonrasinda
OneRules simiflandirict  kullanilarak  bu  6znitelikler
icerisinden en iyi Oznitelikler secilmistir. Simiflandirma
asamasinda ise Radyal Tabanli Fonksiyon Ag
(RBFNetwork), Adaptif Yiikseltme (Adaboost) ve Eklemeli
Lojistik Regresyon (LogitBoost) algoritmalar1 kullanilarak
ALS-CO igin %93,1 dogruluk, HD-CO icin %97,22
dogruluk, PD-CO i¢in %83,87 dogruluk ve NDD-CO igin
%92,18 dogruluk elde edilmistir [43]. Artug vd.’lan
caligmalarinda noéromuskiler hastaliklarin ayirict tanisimi
destekleyen vyeni o6zellikler bulmayr amaglamistir. Bu
Ozellikler maksimum genlik, diken suresi (en sag ve en
soldaki minimum tepeler arasindaki siredir), pikler,
maksimum genlik x diken stresi, tepelerin sayis1 x diken
stiresi, aktivite koridorunun [44] disindaki glcun aktivite
koridorundaki giice oran1 ve aktivite koridorunun disindaki
piklerin sayisidir. Norojenik hastaliklar: teshis etmek igin
maksimum genlik ve maksimum genlik sireleri artis
stiresinin 6nemli oldugu bulunmustur. Ayirict tanida normal
ve hastalikli kigilerden olusan veri seti; ¢ok katmanli
perceptron (MLP), radyal temel fonksiyon agi1 (RBF), destek
vektdr makineleri (SVM) ve k en yakin komsu algoritmasi
kullanilarak siniflandirilmigtir. En iyi dogruluk MLP ag: ile
%85 olarak elde edilmistir [45].

Bu calismada Amiyotrofik Lateral Skleroz (ALS) ve
myopati  hastaliginin  teshisinde kullanilan  6znitelik
vektdrleri zaman uzay1 ve frekens uzayinda hesaplanmustir.
Daha sonra Oznitelik vektorleri sirasiyla Destek Vektor
Makinesi, K-En Yakin Komsu algoritmasi ve Diskiriminant
Analiz algoritmalarina giris olarak verilerek verilerin
siiflandirilmasi saglanmistir. Bu yayinin 6n ¢alismasi 27-29

Ekim 2016 tarihinde Antalya’da  gerceklestirilen
TIPTEKNO 2016 kongresinde sunulmustur [41, 42].

2. MATERYAL VE YONTEM
(MATERIALS AND METHODS)

Bu bolimde EMG verilerinden 06zellik ¢ikarilmasi,
anlamlandirilmas1 ve smiflandirilmasi ig¢in  kullanilan
algoritmalar aciklanacaktir. Onerilen ana yapmin Obek
cizgesi Sekil 1’de verilmistir.

2.1. Veri Edinme Ve Oniglem

(Data Acquisition and Preprocessing)

Bu caligmada kullanilan veriler EMGLAB
(http://Avww.EMGIab.net.) internet sitesinden almmustir.
Veriler 8 saniye boyunca brachial biceps, vastus medialis,
abductor pollicis brevis, tibialis anterior, vastus lateralis,
triceps brachii, deltoideus kaslarindan igne elektrot ile
almmistir. Bu calismada kullanilan EMG isaretleri 10
normal (21-37 yas aralig1), 7 myopati (19-63 yas araligi) ve
8 ALS hastasina (37-67 yas aralig1 ) aittir ve her bir veri
grubunda 8 sn siiren 230’ar tane veri bulunmaktadir.

Sekil 2’de ALS, myopati, ve saglikli kisilerden alinan EMG
kayitlarinin ilk 2 saniyesi gosterilmektedir. EMG isaretlerine
analog bant geciren filtre (2 Hz-10 KHz ) uygulanmustir.
Isaretler 23,438 KHz de o6rneklenmisti. EMG élgimil
sirasinda elektrotlarin  vicutla etkilesimi ve hareketleri
nedeniyle  EMG isaretinde izoelektrik  ¢izgide
kayma/dalgalanmalar (Baseline drift/Baseline wander)
meydana gelmektedir. Bu kaymalar EMG’den elde edilen
bazi énemli bilgilerin bozulmasina neden olmaktadir. EMG
isaretini dogru yorumlamak ic¢in bu kaymalar1 yok etmek
gerekmektedir. Bu calismada EMG isaretindeki yuksek
frekans bilesenli glrultuyl ve disiik frekansli kaymalart
gidermek i¢in frekans araligi1 10-1500 Hz olan “cheybshev”
band gegiren siizge¢ kullanildi (Bu g¢alismada kullanilan
band gegiten siizge¢ yapist Matlab yaziliminin “Signal
Processing Toolbox” araci yardimiyla tasarlanmustir).
[zoelektrik ¢izgideki dalgalanmay: gidermek igin yiiksek
geciren stizge¢ kullanilmasi durumunda elde edilen EMG
isareti Sekil 3’de verilmistir. Sekilde kaymanin net
gorilebilmesi icin izoelektrik cizgideki dalgalanmaya
odaklama yapilmstir.

2.2. MUAP’larin Bagslangi¢ Ve Bitis Noktalar: Bulunarak

Bolutleme
(Segmenting MUAPs by Finding Start and End Points)

Bu bolumde, EMG isaretindeki MUAP’larin bolitlenmesi
[24]’deki calismadan esinlenerek gerceklestirilmis ve
yontemin hassasiyetini, dogrulugunu arttirmak amaciyla 3.
adimdaki kural eklenmistir.

. Veri

Olgiilen . L

EMG Edinme ve N Baliitleme p| Oznitelik
On Islem Cikarma

ALS
—» Myopati
Saglikli

» Kiimeleme N Suuflandirma

Sekil 1. EMG verilerinin siniflandirilmasinda kullanilan yapi (Structure used to classify EMG data)
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Sekil 2. ALS, saglikli ve myopati hastasina ait EMG verisi (ALS, healthy and EMG data of myopathy patient)

Giiriiltiiden arindirilmis EMG

Giriitilt EMG

Sekil 3. izoelektrik gizgideki dalgalanmanin giderilmesi (Elimination of isoelectric fluctuation)

Adim 1: EMG isaretinde esigi asan tepeler belirlenir:
Literatiirde yapilan ¢aligmalarda MUAP genligi igin standart
bir esik seviyesi kullanilmamaktadir. Dorfman ve McGill
[24]’deki calismalarinda esik genligini 20-50 uV, Stalberg
vd., 1995’deki ¢aligmalarinda esik genligini, 50 uV olarak
secmistir [4]. Bu galisma icin esik degeri 50 uV olarak
sec¢ilmistir.

Adim 2: MUAP’larin baglangi¢ Ve bitis noktalarini bulmak
icin EMG isareti Uzerinde kayan, 1 ms slren pencerenin alt
ve Ust esik degerinin belirlenmesi: Isaret Gizerinde kayan
pencerenin dalga bicimine gore tolerans araligi bu ¢aligmada
1ms siiren pencere icerisinde kalan noktalardan genlik olarak
ortanca genligin £40uV degeri alt ve Ust esik degeri olarak
belirlenmistir [25].

Adim 3: Baglangig ve bitis noktasina aday olacak noktalarin
belirlenmesi (Sekil 4): eger Adim 2’de belirlenen pencere
icerisinde alt ve Ust esigi asan tepe yoksa bu noktalardan
1730

ortancasi baglangi¢ veya bitis noktasi1 olmaya adaydir.
degilse (pencere icerisinde en az bir nokta esik degerini
agarsa) pencere igerisindeki noktalar dikkate alinmaz.

Adim 1’de EMG isaretinde esigi asan her bir MUAP
tepesinin solunda kalan Adim 2’de bulunan ilk aday nokta
MUAP’n baslangi¢ noktasi olurken; saginda kalan ilk aday
nokta MUAP’1n bitis noktasidir.

2.3. Melez Yap: [le MUAP Kiimeleme
(MUAP Clustering with Hybrid Structure)

Bu yontemde Kohanen agr ile kiimeleme kullanicinin girdigi
yarigapa gore verileri kabaca kiimelendirir. Buldugu kiime
sayisi en iyi olmamasima ragmen kullaniciya bir baslangic
degeri sunar. Bu c¢aligmada [27]’de sunulan melez yapi
denenmigtir. Kohanen ag1 ile BCO (Bulanik C Ortalamalar)
algoritmas1 melez kullanilmigtir. Ancak bu melez yapimin
sonucunda bulunan kiime sayis1 optimal degildir. Bu
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bélimde kime sayilarin1 optimize etmek icin melez
algoritma bolim dogrulama algoritmasi ile tiimlesik bir
yapiya doniigtiiriilmustiir (Sekil 5).

1500 Baslangi¢ veya bitis noktasina 1
vooo L aday olacak nokta
Z so0f
& o
-500 ]
—
~1000 | 2007 J 3
e
0.24 0.2¢ o4 o S, —
& Nano
()
-400¢ i i i i
0.24 0.2405 0.241 0.2415
Sure (sn)

Sekil 4. Baslangic ve bitis noktasina aday olacak noktalar
(Points for starting and ending point)

Giris verisi

'

Kohanen Agi ile Kiimeleme

'

Bulanik C Ortalamalar
Algoritmast
+

Bolum Dogrulama

Sekil 5. Melez Yapi (Hybrid Structure)

2.3.1. Kendini duizenleyen haritalar (kohonen ag:) ile
kiimeleme (Clustering with kohonen network)

Kohonen aglari, baglangigta gruplart belli olmayan verileri
kiimelemeyi amaglamaktadir. Kohonen agy, bir tir egiticisiz
yarigmact 6grenme kuralidir (Kohonen, 1984). Cunki
Kohonen aglarinda kestirim yapacak bir ¢ikti degisken
bulunmamaktadir. Kohonen algoritmasi, yarismaci 6grenme
algoritmas1  olarak da adlandmilir. Basit islem
elemanlarindan olusan Kohonen yapay sinir agi, Sekil 6’da
gosterildigi gibidir.

Sekil 6’da N ¢ikis islem elemani (21, Zy, .., Zn) sayist, Xi = (X1,
X2, .., Xn) N boyutlu giris 6runtl vektord, wi= (w11, Wiz, ...,
Whnin) her ¢ikis islem elamanmin agirlik vektori olup, wj ise
X girisi ile i. iglem eleman1 arasindaki agirliktir. Her bir giris
veri dizisi P olarak adlandirilirsa Py, P, P3, ...,Pm bigimli bir
veri setimiz olmaktadir.

Kohonen Aginin islem Adimlar::
Adim 1: Bagslangi¢ degerleri atanir
11k veri dizisi (pr) baslangic agirliklar: (wi) olarak segilir (Es. 1).

Xl

kazanan néron

-
L

ntane giris N tane néron

Sekil 6. Kohonen ag yapisi (Kohonen network structure)

W, =P, (1)

Adim 2:

Bu durumda ilk olarak her bir p; 6rneginin wy’e olan
uzakliklar1 Es. 2’deki gibi hesaplanir ve en minumum
uzaklik segilir.

D = min|w, - p @

Adim 3:
Asagidaki kural uygulanarak kazanan belirlenir.

eger D<d bu birim kazanan birimdir. Yani veri bu yarigapin
belirttigi kime icindedir.
degilse yeni bir birim yaratilir.

Kazanan birim icin agirliklar yeniden dizenlenir. ¢(j)=1;
Kazanan birim ¢ikisi 1,diger ¢ikiglar O olur.
Agirlik glincellenir (Es. 3):

w;(t) = w, (t -1 +a(p, - w, (t-1))¢(j) ©)

Kazanan birimin aktivasyonu artirilir; N_(j) = N_(j) +1

a=0o/Ns(j) : 6grenme oranidir. age[0,1]

Veri dizisinin indisi artirtlir; 1=1+1

Yeni birim yaratilmigsa; j=j+1

Yeni birimin agirliklart 0 birimin yaratilmasina neden olan
veri olarak atanir; w(j)=p(l)

Yeni birimin aktivasyonu; Ns(j)=1

Bu adimlar veri dizinin adeti kadar yinelenir.

2.3.2. Bulanik c-ortalamalar (fuzzy c-means) algoritmasi ile
kiimeleme (Clustering with fuzzy c-means algorithm)

Bulanik C- Ortalamalar algoritmas1 da ama¢ fonksiyonu
temelli bir metottur. BCO’da her bir veri birden fazla
kiimeye ait olabilir. Uyelik katsayisi, verilerin her bir
kiimeye ne oranda ait oldugunu gosterip veri ile kiime
merkezleri arasindaki uzaklik kullanilarak hesaplanir BCO
yinelemeli bir yontem olup her bir yinelemede tiim verilere
ait Uyelik katsayilari ve kiime merkezleri gtincellenir. Amag
fonksiyonun belirlenen  minimum ilerleme degerine
yakinsamastyla kilmeleme islemi tamamlanir (Es. 4).
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‘]m :Zilz;u{fuxi _CjHZ, 1<m<w (4)

BCO’da amag, Es. 4’deki hedef fonksiyonu minimize
etmektir. Burada m; birden buyuk gercek bir say1, ujj; j. sinifa
ait x; elemaninin Uyelik katsayisi, X;i; i. veri, ¢j; j. kimenin
merkezi, ||*|| ise herhangi bir veri ile kiimenin merkezi
arasindaki uzaklhigi ifade eder. Bulanik kimeleme
algoritmast yinelemeli olup kime merkezleri ile Uyelik
fonksiyonlarin ardi ardma glncellenmesi ile hedef
fonksiyonunun minimize edilmesi esasina dayanir. Uyelik
degerleri (uj) ve kiume merkezleri (cj), Es. 5’deki
fonksiyonlar ile bulunmaktadir.

1 C = Z;u{}"xj
2
(e}

DINH
BCO algoritmasi, 0<e<1 olmak tizere, | J(t)- J(t-1)|< €
kriteri saglandiginda durmaktadir.

®)

2.3.2.1. BCO algoritmast ile bollt dogrulama
(Segment verification with BCO algorithm)

Bulanik C-Ortalamalar Algoritmasinin eksik yanlarindan
biri kiime sayisinin dnceden tespit edilmesi gerekmektedir.
Bolum dogrulamada amag, J amag islevini minimize edecek
en iyi kiime degerini bulmaktir (Linkens ve Chen, 1997).

BCO algoritmalartyla iligkili kiime dogrulama Kriteri; basit
ve yaygin olarak kullanilmaktadir.

H(U.C) ==Y U, logU,) ®

k=1 i=l

Es. 6’daki Ui’nin degeri ¢ok kiiglik olmasi durumunda
logaritmik fonksiyonun islem hatasi ¢ok biliyuk olacaktir ve
bu durum gegerlilik giivenirligini etkiler. Bu eksikligi
gidermek i¢in Es. 7’de degistirilmis basit ve daha verimli
kiime dogrulama kriteri verilmistir.

H(U,c)= —%Z max(U,) log (Max(U,)), i=12,..,c ()

Es. 7°de verilen dlcute gore bolim dogrulama algoritmasi su
bicimde gergeklestirilir (Linkens ve Chen, 1997):

Admm 1: Maksimum kiime sayist Cmax , yineleme sinirt T,
agirliklandirma Usteli m ve sonlandirma kriteri eciy >0
secilir.

Adm 2: ¢ = 2,3,...cmax ve kiime merkezlerinin baslangi¢
konumlar1 Vo = (V1g,V20, ...Vco) alinir.

Adim 3: t=1,2,..., T alimr. U Uyelik matrisi ve V kime
merkezleri hesaplanir (Es. 8).

1 DU ®)
Uj=—"""75" V, ==t —— — i =1...c
s [Du] 2
k=1 Dkl

Eger IV-Vwil < ¢ ise bir sonraki adima gecilir aksi halde
adim 3 yinelenir.

-1

0 50

150 200

a)
1 1 1 1
5 0.5
i
P e
0 PR T N 0
bt =
5 -0.5
A A A E
0 50 100 150 200 ] 50 100 150 200 0 50 100 150 200 0 50 100 150 200
b) c) d) e)

Sekil 7. EMG verisinin melez algoritma ile kiimelendirilmesi (Clustering of EMG data with hybrid algorithm)
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Adim 4: Es. 7°den H(u,c) hesaplanir.

Eger H(c-1)<H(c) ve H(c-1)<H(c-2) ise islem sonlandirilir.
Optimal kiime sayis1 c=c-1 olur. Aksi takdirde Adim 2 ye
donalir.

Sekil 7 de bir ALS hastasina ait EMG verisindeki MUAP’lar
(Sekil 7-a) melez algoritma ile kiimelendirilmistir. Kohonen
ag1+BCO algoritmasi ile bulunan 7 adet kiime sayis1 ; melez
algoritma ile 4’e diismiistiir (Sekil 7-b,c,d,e).

2.4. EMG Verisinde Oznitelik Cikarma

(Features extraction from the EMG signal)

EMG verisinden gizlenmis faydali bilgileri ¢ikarmak ve
verinin icinden istenmeyen bolimleri, girisimleri kaldirmak
adma EMG verilerinde 6zellik ¢ikarimi 6nemli bir asamadir
[29]. EMG verisinin siniflandirilmasiyla ilgili  birgok
caligmaya bakildiginda gereksiz 6zellik vektorlerinin
kullanildigi ~ goriilmektedir. EMG verilerinin  basarili
smiflandirmasi, 6zellik vektérinin dogru secilmesine
baghdir [30].Veriye uygun 6zellik se¢imi smiflandiricinin
yiiksek dogruluga yaklasmasi agisindan dogrudan ilgilidir
[31, 32]’e gore EMG verilerinde 6znitelik ¢ikarim U farkl
uzayda gergeklestirilir: i) zaman uzayi, ii) frekans uzayz, iii)
zaman —frekans uzayi.

Bu calismada Tablo 3’de verilen zaman uzay: ve frekans
uzayindaki toplam 14 tane 6znitelik vektorleri her bir EMG
verisi i¢in hesaplanmstir. Yuksek siniflandirma performansi
elde etmek igin etkili dznitelik vektori kullanmak gerekir
[31]. Bu amag¢ dogrultusunda smiflandirma dogrulugunu
arttirmak icin  Oznitelik vektorlerinin  gesitli  sekilde

birlestirilmesi ile elde edilen coklu 6znitelik vektorleri
kullanilmustir.

3. SINIFLANDIRMA (CLASSIFICATION)

Bu calismada EMG analizi icin toplam 25 kisiye (10°u
saglikli, 8 ALS hastas1 ve 7 Myopati) ait toplam 690 veriyi
smiflandirmak igin Matlab’m Bioinformatics Toolbox™
[28] yazilimi kullanilmugtir.

3.1. Destek Vektor Makinesi Ile Suniflandirma
(Classification with Support Vector Machine)

Destek vektor makineleri (DVM), Vladimir N. Vapnik
tarafindan ortaya konulan istatistiksel 6grenme teorisine
dayalidir [35]. Genellikle DVM’de ikili siniflandirmada
etiketlenmis egitim verisi Es. 9°daki gibi belirtilir. Burada I;
ornek sayisi, Xi. 6rnekler, yi; bu 6rneklere ait etiketleri temsil
etmektedir.

{xi,vit'ia x, eR, vy, e{—1+1} 9
Ikili siniflandirma probleminde dogrusal olarak ayrilabilen
bir veri setinin oldugu disiiniiliirse, bu veri setini ayirabilen
sonsuz sayida hiper-duzlem vardir. DVM Karar yizeyini
olustururken iki sinifa olan uzaklhigi maksimum yapmaya
caligir. Bu diizlemler arasinda maksimum sinira sahip sadece
bir  hiper-dizlem bulunmaktadir. Smir  genisligini
smirlandiran noktalara ise destek vektérleri adi verilir. Sekil
8’de M maksimum aralik, X1, Xz smir genisligini
siirlandiran destek vektorleridir. Destek vektor algoritmasi

Tablo 3. Zaman ve Frekans Uzayinda Oznitelik Vektorleri (Feature vectors in Time and Frequency Spaces)

Zaman Uzayindaki Oznitelik Vektorleri

Frekans Uzaymdaki Oznitelik Vektorleri

Standart Sapma Tiimlesik EN,IVG Tepe Frekans Ortalarr;a Frekasz
STD = VAR IEMG = > |x|| PKF=max(P) j=1..M MF=>fR />R
i=1 i=1 i=1
Ortalama Mutlak Deger EMG Varyans Ortalama Giig Ortanca Frekans(MDF)
MAV = 13 Ly ’)2 VINCIED SIS VIR S S
=— : =—Yx - = . P=>P =P
N;\x.\ VAR Nzllx X zl; / z z Zz
1., 2. ve 3. Dereceden Spektral Hareket
M
, Willison Genligi SM1=3% P;f,
Etkin Deger N-1 j=1
1 N WAMP:Z[fQXn 7Xn+1‘)] M 2
RMS = W;X‘Z f(x)={1, x> esik } SMZZ;ijJ‘
0, aksidurumda "
SM3="P, f;’
j=1

Sifir Gegis Sayis1 (SGS) {x >0vex., <0jveya
% <0vex,, >0}ve

i+l

| X =%, | = esik

N: EMG isaretinin uzunlugu;

M: Giig spektral yogunlugunun uzunlugu;
P;: j. frekansta EMG gui¢ spektrumu;
OCF: Ortanca Frekans
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en blyuk smir genisligine sahip ayirici hiper-dizlem ile
smiflandirma yaparak egitim hatasini minimize etmeye
caligir.

1 SINIF 2

+ +

2
M=—
/ SINIF 1 I

-
>

Sekil 8. ikili simiflandirmada Karar diizlemi
(Decision plane in binary classification)

Sinir1 maksimum yapmak; Es. 10’daki amag fonksiyonunu,
Es. 11’deki kisitlar altinda minimize etmeye denktir. Es. 11
ifadesindeki w:agirlik parametreleri vektord, b ise: 6teleme
degeridir.

1, 2
L @

y,(W'x, +b)>1 (11)

Eger veriler olugturulan smirin iginde veya hatali tarafinda
ise bu veri noktalar1 igin genelleme yapilir ve kisitlari
gevsetmek icin yapay/aylak degiskenler tanimlanir [36]. Es.
10 ve Es. 11’deki denklemlerine yapay/aylak degiskenler
eklenmesi durumunda Es. 12 ve Es. 13 elde edilir.

1, 2 N
E||w|| + CZl: ¢ (12)

y, (W' x, +b)21-¢, i=12..,Nve ;=0 (19)

Es. 12’yi minimize etmek icin; Lagrange ¢arpanlar1 yontemi
kullanilmaktadir. BOylece problem, Es. 14’deki ikili (dual)
bicime dontistir. Es. 14’deki o; ‘ler lagrange carpanlaridir.
Karush-Kuhn-Tucker sartina gére [36]; herhangi bir veri icin
ai >0 ise bu veriler destek vektorleri olarak adlandirilir, a; =0
ise bu veri destek vektdrl degildir ve yeni verilerin
smiflandirilmasinda higbir rol oynamamaktadir. Es. 15’deki
a;’nin Ust sinirt olan C kullanier giriglidir.

N 18, N

zai - ZaiajyiijiTXj (14)
i1 25 =

0<a <C i=12,...,N (15)

Diger bir ¢6ziim yolu olarak giris uzayinda dogrusal olarak
ayrilamayan veriler haritalama fonksiyonu, ¢(.) : R* —Rd
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ile yiksek boyutlu bir uzaya haritalanarak ayrilabilir bir
duruma gelmektedir. Ozellik uzayina aktarilan iki vektor
carpilir bu ¢arpima kernel fonksiyonu denir: K(x,z)= o(x)"
¢(z). Boylece Es. 14’daki ikili problem, Es. 16’ya doniisiir.
N 1, N
lai_zz ZaiajyiyjK(Xi’Xj) (16)

i=1 j=1

DVM, Mercer kosullarin1 saglayan kernel fonksiyonlarini
kullanir. Yaygin olarak kullanilan kernel fonksiyonlarindan
biri denklem Es. 17°de verilen radyal tabanli fonksiyon
(RBF) kerneldir. Es. 18’deki o degeri RBF fonksiyonunun
genisligidir.

1
K(Xi,Xj)=6XP(—;IIXi =X IIZJ (17)

y =1/20? (18)

3.2. K-En Yakin Komsu (K-EYK) Algoritmasi
(K-Nearest Neighbor Algorithms)

K-En Yakin Komsu (K-EYK) algoritmast 0znitelik
uzaymdaki en yakin egitim 6rneklerine dayanarak nesneleri
smiflandiran, en basit 6runtl tanima yéntemlerinden birisidir
[38]. Bu algoritma verilen K degeri kadar en yakin
komsunun sinifina gére siniflandirma islemi yapmaktadir.
K-En Yakin Komsu algoritmasinda bir vektorin
siniflandirilmasi, smnift - bilinen  vektérler kullanilarak
yapilmaktadir. Test edilecek drnek, egitim kiimesindeki her
bir drnek ile tek tek isleme alinir. Test edilecek 6rnegin
smifin1 belirlemek icin egitim kiimesindeki o 6rnege en
yakin k adet drnek secilir. Segilen érneklerden olusan kiime
icerisinde hangi sinifa ait en ¢ok drnek varsa test edilecek
olan 6rnek bu smifa aittir denilir. Ornekler aras1 uzakliklar
Es. 19 daki Oklid uzaklig: ile bulunur.

d(xi,xj):\/i(dizi,(xi)—dizi,(xj))z (19)

r=1

K-en yakin komsu algoritmasi egiticili ve drnek tabanli bir
siniflandirma  algoritmasidir.  Uygulanabilirligi ~ diger
yontemlere gore daha kolaydir. Bu tip algoritmalarda
egitime ihtiyac yoktur. Isleyisi, “birbirine yakm olan
nesneler muhtemelen ayni kategoriye aittir” diyen sezgisel
fikir Gizerine kuruludur. K-en yakin komsu algoritmasi, veri
madenciligi, bilgi giivenliginin saglanmasinda saldir1 tespit
sistemlerinde, genetik ve biyo enformatigin bir¢ok alaninda,
orintll tanmima sistemleri gibi birgok benzeri sistemde
kullanilmaktadir.

Bu algoritma igin smf sayisinda bir kisitlama yoktur.
Istenilen sayida sinif belirlenerek (en az bir siif olacak
sekilde) siniflandirma islemi yapilabilir.



Kicuk ve ark. / Journal of the Faculty of Engineering and Architecture of Gazi University 34:4 (2019) 1725-1741

3.3. Diskriminant Analiz (Discriminant Analysis)

Bir smiflandirma yoéntemi olan diskriminant analiz (DA)
farkli simiflarin farkli Gaussian dagilimina sahip olduklart
ilkesine dayanmaktadir [37]. Dogrusal Diskriminant Analiz
(LDA) ve Quadratik Diskriminant Analiz (QDA) olarak iki
temel gruba ayrilan diskriminant analizinin, ayirma ve
smiflama seklinde iki iglevi bulunmaktadir .

LDA’da her sinifin ayn1 kovaryans matrise sahip oldugu
kabul edilir. Ancak sadece ortalamalar farklidir. Fisher [29]
tarafindan gelistirilmistir. QDA’da ise hem kovaryans matris
hem de sinif ortalamalar1 her sinifta degisir. Diskriminant
analizde ama¢ ¢ok degiskenli problemin tek degiskenli
bicime dontstiiriilmesidir. Bu durumu Sekil 9’da grafiksel
olarak anlatmak gerekirse; 6l¢iilmiis X1 ve Xz 6zellikleri, iki
boyutlu uzayda birer nokta olarak diisiinebiliriz. Bu drnekte
A sinifina ait bélge Ry ve B grubuna ait bolge R: ile ifade
edilmigtir. Sekilde p tane ozelligin olmasi1 durumunda bu
Ozelliklerin her birinin ayr1 ayr1 ele alinarak bireylerin
smiflara ayrilmasi gi¢ ve bazen imkansizdir [39]. Bu
nedenle diskiriminant analizinde uygun agirliklarla garpilan
degiskenler toplanip tek bir fonksiyona dontstiiriiliir ve bu
fonksiyona diskriminant fonksiyonu denilmektedir (Es.20).
Dogrusal ve karesel diskriminant fonksiyonlar1 Sekil 10’da
verilmistir.

Sekil 9. Diskiriminat analizi [38].
(Discriminant analysis [38])

4. SONUCLAR VE TARTISMALAR
(RESULTS AND DISCUSSION)

Yi = aX +aX, +o+agX, (20)

Bu ¢alismada kullanilan veriler 10 normal, 7 myopati ve 8
ALS hastasina aittir. Her bir veri grubunda; 8 sn sliren 230’ar
tane EMG verisi bulunmaktadir. Bu verilerin 1 sn’lik
kisminda tepe degeri 50uV asan ortalama 36 adet MUAP yer
almaktadir. Bolitleme agamasinda ise toplam 198600
MUAP elde edilmistir.

Siniflandirict basarimint belirlemek igin capraz gegerlilik
yontemi ile toplam 3x230 tane veri seti rastgele olarak “k”
gruba ayrilmigtir. Bu yontemde gruplardan biri disarida
birakilarak geriye kalan kisim ile ag egitilmistir. Olusturulan
agin smiflandirma bagsarimi disarida birakilan veriler
Uzerinden test edilmistir. Sirasiyla bu islem doniigiimli
olarak diger “k” grup i¢in de tekrarlanmustir. Bu ¢alismada k
degeri 10 segilmistir. DVM ile smiflandirmada Matlab’in
BioinformaticsToolbox™ (MathWorks, 2007) adli yazilimi
kullanilmistir. DVM ile yapilan siniflandirmada kernel
fonksiyonu olarak se¢ilen RTF’nin Gauss genisligi: r=1,5 ve
ceza faktorl: C=400 se¢ilmistir.

LDA QDA
@ -
@ ﬁ
(@ ®
.\
o
(a) (b)
Sekil 10. Diskriminat fonksiyonlari (Discriminant functions)

Siniflandirma bagariminin iistiinliigliniin arkasinda yatan ana
neden Oznitelik vektorlerinin smiflar arasi ayrilabilirliginin
yiksek derecede olmasidir [6]. Bu makaledeki deneysel
sonuclar bu ¢alismanin siniflandirma yeteneginin sadece iki
siifli problemleri ayirabildigini géstermistir. Bu duruma en
iyi 6rnek Sekil 11°de verilmistir. Grafikte her (¢ siniftaki 50

600 —— : : :
500 - |
400

300

RMS Degeri

200

100

T T T T
—H— ALS
saghkh  H

——  myopati

Veri seti

Sekil 11. ALS, Myopati ve Saglikli kigilere ait verilerin RMS 6znitelik vektorlerinin ortalama deger degisimi
(Mean value change of RMS feature vectors of data from ALS, Myopathy and Healthy persons)
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veriye ait MUAP’larin RMS 6znitelik vektorlerinin ortalama
degerleri ¢izdirilmigtir. Burada ALS hastaligina karsilik
gelen RMS 6zniteliginin ortalama degerleri diger iki sinifa
(myopati, saglikli) gore ¢ok daha yiksek olmasina ragmen,
RMS 0Oznitelik vektoriinin myopati ile saglikli verileri
ayirma derecesi ¢ok tatmin edici degildir. Bu ¢aligmada
kullanilan 6znitelik vektorlerinin sadece saglikli veri ile ALS
verilerini ya da ALS ile myopati verileri arasinda daha iyi bir
smiflandirma dogrulugunu mimkin kilmaktadir. Bu durum
diger tekli ve coklu 6znitelik vektorleri iginde gegerli olmasi
nedeniyle smiflandirma basarimlari Tablo 5’de ikili
smiflandirma olarak sunulmustur. Sonuglar gostermistir Ki
Onerilen ozellikler sadece iki sinifin (ALS-Saglikli ve ALS-
Myopati) ylksek derecede ayrilabilirligini saglamistir. Sekil
12’de morfolojik (stre, genlik ve faz), zaman, frekans ve
coklu 6znitelik vektdrlerinin basarim sonuglar1 kutu grafigi
ile verilmistir. Her bir kutu grafigi k degeri kadar bagarim
sonucunun grafiksel bir 06zetini sunmaktadir. Yuksek
smiflandirma basarimi elde etmek igin etkili 6znitelik
vektorti kullanmak gerekir (Windham, 1982). Bu amag
dogrultusunda bu ¢aligmada siniflandirma dogrulugunu
arttrmak  icin  Oznitelik  vektorlerinin  ¢esitli  sekilde
birlestirilmesi ile elde edilen coklu 6znitelik vektorleri
kullanilmustir.  Sekil 12°de ¢oklu 0Oznitelik vektorleri

kullanilmas1 durumunda tekli 6znitelik vektorlerine gore
smiflandirma basarimi artmigtir. En iyi basarimi ¢oklu
oznitelik vektorli IEMG+SGS+WAMP+MF  saglamustir.
ALS-Saglikli siniflandirmada en iyi bagarim medyan degeri
%98,91 dir. Bu c¢alismada elde edilen smiflandirma
sonuglarmi daha 6nce yapilan farkli tip veri setini kullanan
caligmalarla kiyaslamak yerine; ortak bir veri tabanim
kullanan (Maboud vd. , 2015), (Krishna ve Thomas, 2015)
ve (Mishra vd.,2016) caligmalar ile karsilagtirmak daha
dogru olacaktir. 2015 ve 2016 yillarinda yaymlanan bu
calismalardaki veriler (http://www.EMGlab.net, 2011)
internet adresindeki veri tabanindan alinmistir. Ancak bu (¢
yayinda da; bu ¢calismadaki veri setine gore daha az veri seti
ile islem yapilmustr. Bu durumlar g6z 6niinde
bulunduruldugunda bu c¢alismada elde edilen basarim
yuzdelerinin ayni veri setini kullanan ¢alismalara gore daha
iyi oldugu gorulmektedir (Tablo 4). Bu ¢alismada ALS-
Saglikli, ALS-Myopati ve Myopati-Saglikli smiflarinin
basarimlarin1  degerlendirmek amaciyla bazi istatistiksel
Olcltler Tablo 5’de hesaplanmustir. Bu 6lcutler su sekilde
tanimlanir (DP: Dogru Pozitif, DN: Dogru Negatif, YP:
Yanhs Pozitif, YN: Yanhs Negatif) [31]: Duyarllik,
gergekte hasta olanlar arasinda testin pozitif sonug verme
oranidir.

ALS-Saglikh
Faz-Melez RN A — =
Genlik-Melez + I+
Sure-Melez 1 F--
MNP-Melez gy Py oy b e
PKF-Melez - + +
MF-Melez b 1 }--—-- 4
MDF-Melez I N U — q
SM1-Melez [H S +
SM2-Melez pommmn (I
SM3-Melez 11}
IEMG-Melez [ I
MAV-Melez + -
RMS-Melez [ s ] I
SGS-Melez [ I I
STD-Melez L -4+
VAR-Melez r=—--L T -+
WAMP-Melez e
IEMG+WAMP+MF-Melez [E——— ] ¥
IEMG+SGS+WAMP+MF-Melez + (R
IEMG+RMS+WAMP+MF-Melez + b T}
IEMG+MNP+WAMP+MF-Melez e 1+
IEMG+Sure+Genlik+SGS-Melez + {0 +
IEMG+Sure+Genlik+Faz-Melez {1t
IEMG+SGS+Genlik+Faz-Melez s B
Sure+Genlik+Faz-Melez | | P ,
60 70 80 90 100
Dogruluk(%)

Sekil 12. Zaman, Frekans ve Coklu 6znitelik vektorlerinin basarimlar
(Achievements of Time, Frequency and Multiple Feature vectors)
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Duyarlilik = DP/(DP+YN) seklinde gdsterilir.

o Ozgiilliik, gercekte hasta olmayan bireylerin testlerinin
negatif sonug verme oramdir.
Ozgillik = DN/(DN+YP) seklinde ifade edilir.

o Toplam Dogruluk, Hasta ve hasta olmayan kisilerin
yuzde kaginin Onerilen yontemle tanimabildigini gosterir.
Toplam Dogruluk= DP+DN/( DP+DN+YN+YP)

Tablo 5°de oznitelik vektori IEMG+SGS+WAMP+MF
secilmesi durumunda her bir simiflandirma algoritmast igin
yukarida anlatilan 6lgutler hesaplanmigtir. ALS-Saglikli ve
ALS-Myopati ikili siniflarda DVM-RTF sirasiyla %97,39,
%94,57 en iyi basarimi saglarken; Myopati-Saglikli ikili
smifinda en iyi bagarimi %86,74 ile DVM-Dogrusal ve DDA
saglamistir.  Sekil 14’de  DVM, K-EYK ve DA
algoritmalarmm  basarimlart  ve  islem  sireleri,
IEMG+SGS+WAMP+MF, IEMG+MNP+WAMP+MF ve
IEMG+ WAMP+MF coklu 6znitelik vektorleri ve RMS igin
hesaplanmigtir. Her (¢ c¢oklu 6znitelik wvektdrlerinin
bagarimlar1 birbirlerine yakin degisimler sergilemistir.
Siniflandirma algoritmasi DVM-RTF, o6znitelik vektori
RMS se¢ilmesi durumunda islem suresi digerlerine gore artis

ALS-Saglkh (6znitelik vektér: RMS)
1 - . - i

05 1

RMS-std

gostermistir. Diger durumlar icin islem sureleri hemen
hemen aym kalmigtir. Her (¢ smiflandirmada K-EYK
algoritmasinda komsu sayisinin K=11 secilmesi bagarimi
arttirmigtir.  ALS-Saghkli  ve  ALS-Myopati  ikili
siniflandirmada DVM algoritmasi igin ¢ekirdek fonksiyonu
dogrusal yerine, RTF secilmesi; diskriminant analizinde ise
dogrusal fonksiyon yerine kuadratik fonksiyon secilmesi
smiflandirma  bagarimmi  arttirmustir.  Ancak  Myopati-
Saglikli ikili siniflandirmada DVM’de dogrusal fonksiyon
yerine RTF segilmesi, ayn1 sekilde Diskriminant analizde
karesel fonksiyon yerine dogrusal fonksiyon segilmesi her
iki siniflandirma algoritmalarinin daha diisiik basarim
sergilemesine neden olmustur. Bunun sebebi Myopati-
Saglikli ikili siniflandirmada farkli simaf verilerinin yogun
bicimde i¢ ice gegmis olmasi sonucunda; egitim agsamasinda
agin verilere asirt uyum (overfitting) gostermesinden
kaynaklanmaktadir. Asir uyum simiflandirma
algoritmalarinin basarimlarini kot yénde etkilemektedir. Bu
duruma en iyi 6rnek Sekil 13’de smiflandirma algoritmasi
DVM segilmesi durumunda verilmistir: Ozellikle Myopati-
Saglikli siiflandirmanin ALS-Saglikli, ALS-Myopati ikili
smiflandirmalara gére RMS Oznitelik vektoriinin farkli
siiflara ait verileri iyi ayrigtiramadigi gorilmektedir.

1ALS-Myopati (6znitelik vektor: RMS)

+ 1

2

DVM-RBF

DVM-Lineer

Sekil 13. Ikili Siniflandirmada Oznitelik Vektorii RMS olmasi durumunda DVM- Lineer ve DVM-Rbf Algoritmalarinin
Olusturdugu sinir hatlar1 (Limitations of DVM-Linear and DVM-Rbf Algorithms in the case of RMS in Feature Vector in Binary Classification)
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Tablo 4. Ayni Veri Setini Kullanan Caligmalarin Karsilagtirtlmasi
(Comparison of Studies Using the Same Data Set)

Kullanilan Yontemler

S o,
Galismalar Oznitelik Cikarma Siniflandirma Dogruluk (%)
(Krishna ve Thomas, i ALS-Saglikli ;%96,5 Myopati-
2015) ADD K-EYK Saglikli; %83,5
(Maboud ve dig,, ALS icin DVM; %98,0 Myopati
2015) ADD DVMVe YSA  icin YSA: %86.6
. o Analitik Oznitelik it
(Mishra ve dig,,2016) Vektorleri EKK-DVM ALS-Saglikli ;%95
N Coklu Oznitelik ALS-Saglikl ;%97,39 Myopati-
Yazarin Onerisi Vektorleri DVM Saglikls; %86,74
—&— [EMG+SGS+WAMP+MF B EMG+SGS+WAMP+ME
IEMG+MNP+WAMP+MF 1 IEMG+MNP+WAMP+MF
—— IEMG+WAMP+MF I (EMG+HWAMP+MF
RMS [Crus
ALS-Saghkh
100 T 100
- E
£ =
< 80 1 3
E 1 3
= =
] o
50 0
— g
£ <
= @
E @
g E
] o
— £
i EU 1 1 1 1 1 1 ;
é ! ! ! ! ! ! 50 bk
E ! i i i i ! T 2
bl ] I 1 ' 1 1 1
8 2 | T A R s
moml| BN soEn ECE0 EEED meEO

OV OV K-EYEK K-EYK Do KDA
RTF Dogrusal k=11 k=1

Sekil 14. Coklu 6znitelik vektorleri icin DVM, K-EYK ve DA Siniflandiricilarinin bagsarimlarinin karsilastirilmasi
(Comparison of the performance of DVM, K-EYK and DA Classifiers for multiple feature vectors)
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Tablo 5. Performans degerlendirme (Performance evaluation)

ALS ve SAGLIKLI (Ozellik Vektdri:IEMG+SGS+WAMP+MF)

Smiflandirict DP YP YN DN Duyarlihk (%) Ozgillik (%) Toplam Dogruluk(%)
DVM(Dogrusal) 203 23 27 207 88,26 90,00 89,13

DVM(RTF) 224 6 6 224 97,39 97,39 97,39

K-EYK(K=1) 198 21 32 209 86,09 90,87 88,48

K-EYK(K=11) 198 14 32 216 86,09 93,91 90,00

DDA 203 23 27 207 88,26 90,00 89,13

KDA 198 5 32 225 186,09 97,83 91,96

MIYOPATI ve SAGLIKLI (Ozellik Vektorii: IEMG+SGS+WAMP+MF)

Siniflandirict DP YP YN DN Duyarlilik (%) Ozgillik (%) Toplam Dogruluk(%)
DVM(Dogrusal) 186 17 44 213 80,87 92,61 86,74

DVM(RTF) 189 31 41 199 82,17 86,52 84,35

K-EYK(K=1) 185 36 45 194 80,43 84,35 82,39

K-EYK(K=11) 193 26 37 204 83,91 88,70 87,39

DDA 186 17 44 213 80,87 92,61 86,74

KDA 186 37 44 193 8391 80,87 82,39

ALS ve MIYOPATI (Ozellik Vektorii: IEMG+SGS+WAMP+MF)

Siniflandirict DP YP YN DN Duyarlilhk (%) Ozgillik (%) Toplam Dogruluk(%)
DVM(Dogrusal) 210 29 20 201 91,30 87,39 89,35

DVM(RTF) 214 9 16 221 93,04 96,09 94,57

K-EYK(K=1) 200 31 30 199 86,96 86,52 86,74

K-EYK(K=11) 198 31 32 199 86,09 86,52 86,30

DDA 210 29 200 201 91,30 87,39 89,35

KDA 200 9 30 221 86,96 96,09 91,52

5. SONUCLAR (CONCLUSIONS)

Bu calismada Onerilen 6znitelik vektérleri arasinda ¢oklu
Oznitelik vektorlerinin tekli 6znitelik vektorlerine gore daha
bagarili oldugunu gostermistir. Bu ¢alisma ile smiflandirma
bagarimmin  Oznitelik  vektorinin  smiflar  arasi
ayrilabilirliginin yilksek derecede olmasina bagh oldugu
anlagilmustir. Bu amag dogrultusunda
IEMG+SGS+WAMP+MF  coklu &znitelik  vektorinin
kullanilmas1 durumunda ALS-Saglikli ve ALS-Myopati ikili
siiflarda DVM-RTF sirasiyla %97,39, %94,57 en iyi
bagarimi saglarken; Myopati-Saglikli ikili smifinda en iyi
bagarimi %86,74 ile DVM-Dogrusal ve DDA saglamustir.

Bundan sonraki gelecek ¢alismasinda amaclanan bu
calisgmada Onerilen/denenen yontemleri BAL-LAB ‘ta
tasarimi tamamlanan prototip EMG cihazina gergek zamanlh
calisacak sekilde entegre etmektir. (Bu Cihaz, TGSD No:
0229.TGSD.2012 olan —EMG Cihaz1 Tasarim adli proje;
Bilim, Sanayi ve Teknoloji Bakanlhgi, Tekno girisim
Sermaye Destegi Programi, 2013, (06/06/2012-06/06/2013)
kapsaminda desteklenmistir. Dort kanalli bu cihaz yizey
EMG ve sinir ileti hiz1 6lgimiu yapabilecek kapasiteye
sahiptir)
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