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Graphical/Tabular Abstract

The proposed hybrid system includes an image-based leaf identification system consisting of three main
phases which pre-processing, feature extraction, and classification. According to the working principle of
feature extraction methods, a number of pre-treatment methods have been applied. Then, the z-score
normalization process is applied by combining all the features obtained from these methods. Finally, the
classification and testing step are carried out using the Extreme Learning Machines method.
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Figure A. General flow chart of recommended system

Purpose: The purpose of this study is to develop a plant recognition system based on shape, texture and color
features using leaf images. The proposed hybrid system aims to extract the distinctive features of the leaf.

Theory and Methods: In this study, a new approach based on the edge points in the boundary curves of the
leaf is proposed. This approach called edge step (ES) examines the differences between the boundary curves
and geometric shapes of the leaf based on the angle, center-edge length, and edge distance characteristics. In
addition, Shearlet Transform based feature extraction method was used to extract the invariant textural
properties of the leaves. In addition to these methods, Gray-Level Co-Occurrence Matrix (GLCM) method and
Color features were used to reveal differences between leaf vein tissues, which is an important distinguishing
factor in plant classification. By combining the features obtained from all these methods, a deep and hybrid-
based feature extraction system has been developed for the leaves. Finally, the features obtained from all these
methods were tested performances as individually and hybrid performances by using the Extreme Learning
Machines (ELM) classifier method.

Results: The proposed hybrid system has been tested using four leaf-based plant data sets such as Flavia,
Swedish, ICL, and Foliage. According to these experimental results, the calculated accuracy values for Flavia,
ICL, Swedish and Foliage datasets were 98.31%, 93.71%, 99.46%, and 96.62%, respectively. The results
demonstrate that the proposed hybrid system was more successful when compared to the other studies based
on shape, texture, and color features.

Conclusion: In this study, a hybrid system has been proposed to reveal the distinctive features based shape
and texture of the leaf. The deep-hybrid system which is developed for the classification of leaf-based plant
species is practical and applicable as well as having higher performances than previous studies.
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Bugiine kadar yapilan calismalarda, bitki tiirlerini dogru tespit edebilmek igin farkli yaklagimlar
kullanilmigtir. Bu yaklagimlardan en 6nemlisi ve bitki kismi1 olarak yapraklar, sekil, renk ve damar dokusu
gibi avantajlara sahip bir¢cok dzellik saglamaktadir. Bu ¢alismada agidan bagimsiz olarak yapragin geometrik
ozelliklerine dayal1 yeni bir yaklagim onerilmistir. Kenar Adim (KA) olarak adlandirilan bu yontem, seklin
sinir egrilerindeki kenar noktalar kullanilarak agi, merkez-kenar uzunlugu ve kenar mesafesi gibi
ozelliklerden olusmaktadir. Ayrica doku tanimada iyi hassasiyet gostermesi, hizli hesaplama yapmasi ve yon
bagimsizligi gibi 6zelliklere sahip olan Shearlet Doniisiim yontemi kullanilmistir. Bu yontemlere ek olarak,
yaprak goriintiilerinden renk ve doku 6zelliklerini ¢ikarmak icin Renk Ozellikleri ile Gri Seviye Es-Olusum
Matrisleri (GSEM) yontemi kullanilmigtir. Tiim bu yontemlerden elde edilen 6znitelikler ayr1 ayr ve bilesik
olarak Asir1 Ogrenme Makineleri (AOM) smiflandiric1 yontemi ile test edilmistir. Flavia, Swedish, ICL ve
Foliage gibi dort farkl: bitki yaprak veri setleri kullanilarak 6nerilen g¢alisma test edilmistir. Bu veri setleri
kullanilarak doku, sekil ve renk 6zelliklerine dayali yapilan ¢aligmalar ile dnerilen yaklagimin performansi
kiyaslanmigtir. Sonug olarak, Onerilen ¢aligmanin diger ¢alismalara gore daha basarili oldugu tespit
edilmistir.

Plant recognition system based on extreme learning machine by using shearlet transform
and new geometric features
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To date, different approaches have been used to be correctly identified of plant species. Leaves are the most
important approaches as part of the plants which provide many features with advantages such as shape, color
and vein texture. In this study, a new approach based on the geometrical properties of the leaf has been
proposed. This method called Edge Step (ES), consists of features such as angle, center-edge length and edge
distance by using edge points in the shape boundary curve. In addition, Shearlet Transform method, which
has features such as good sensitivity to tissue identification, rapid calculation and directional independence,
is used. In addition to these methods, Color features and Gray-Level Co-Occurrence Matrix (GLCM) method
to extract color and texture properties from leaf images have been applied. Attributes derived from all these
methods were tested with the Extreme Learning Machine (ELM) classifier method as separately and
combination. The proposed study has been tested by using four different plant leaf datasets such as Flavia,
Swedish, ICL and Foliage. Using these datasets, studies based on texture, shape and color characteristics
have been compared with the performance of the proposed approach. As a result, the proposed method is
identified to be more successful than the other methods.
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1. GIRIS (INTRODUCTION)

Bitkiler, diinyadaki yasamin Onemli bir parcasini
olusturmaktadir. Endstri, beslenme, oksijen, tibbi ve daha
birgok alanlarda yaygin olarak kullanilmaktadirlar. Bu
yuzden, yeni veya nadir bulunan bitki ttrlerinin belirlenmesi
onemlidir [1, 2]. Bir bitkinin hangi ture ait oldugunu
belirlemek uzman olmayan kisiler i¢in ¢ok zor olmaktadir.
Bu tiir islemlerde uzman olarak en énemli roll botanik ve
ziraat tizerine ihtisaslasmus kisiler Gstlenmektedir. Uzmanlar
tarafindan bitki tiirlerinin belirlenmesi genel olarak gorsel
muayene ve daha sonrasinda laboratuvar ortaminda
incelemeler olmak iizere iki ana asamadan olugmaktadir.
Nihayetinde bu geleneksel yontemler zaman alici, yorucu ve
karmagsik siirecler icermektedir. Cunki binlerce bitki
arasindan bir bitkinin tiiriinii belirlemek i¢in birgok biyolojik
test ve mikroskobik arastirma yapilmaktadir. Ozellikle ayni
familyadan olan bitkiler benzer karakteristiklere sahip
oldugu i¢in kapsamli analizlerin yapilmas: gerekmektedir
[3]. Bitki tanima siireci, énemli ve zor bir gorevdir. Bitki
tanima siirecinde hiicre ve molekil biyolojisi gibi bircok
yonteme kiyasla bitki yapraklarina dayali siniflandirma en
onemli etken oldugu gozlenmistir. Ciinkii bitki yapraklarinin
kolayca toplanabilir olmasi ile birlikte sekil, renk ve damar
dokusu gibi bircok o6zellikleri icermesinden dolay1 bitki
smiflandirilmasi igin temel bir bilesen olmustur. Bu yiizden,
yaprak tanima son yillarda bilgisayar gormesi alaninda
populer bir konu haline gelmistir [1, 2].

Bitki yapraklar1 kullanilarak bitki tiirlerini smiflandirma
konusunda literatiirde birgok ¢aligma mevcuttur. Yapilan
caligmalarin biiyiik bir kisminda, Flavia [4], Swedish [5],
ICL [6] ve Foliage [7] gibi etkili veri setleri kullanilmstir.
Wu vd. [4] caligmalarinda, bitki siniflandirmak igin temel
geometrik  Ozellikler  kullanilarak  yeni  Ozellikler
tiiretmislerdir. Elde edilen bu Ozniteliklerin
siniflandirilmasinda ise Olasiliksal Sinir Ag1 (OSA) yontemi
kullanilarak %90 basarim oram1 elde edilmistir.
Mahdikhanlou vd. [8], vyaprak seklinin geometrik
ozelliklerine dayali Merkez Kenar Uzunlugu (MKU) ve En
Az Eylemsizlik Ekseni yontemlerini &nermislerdir. Bu
yontemlerden elde edilen Oznitelikler kullanilarak OSA
yontemi ile smiflandirlmigtir.  Swedish yaprak veri
setlerinde basarim %82,05 iken Flavia yaprak veri setlerinde
ise %80,10 olarak hesaplanmugstir. Kadir vd. [7] tarafindan
renk ozellikleri, GSEM, agiz 6zellikleri ve Polar Fourier
Doniistim (PFD) yontemleri kullanilarak yapraklara ait
Oznitelikler ¢ikartilmistir. Siniflandirici olarak OSA yontemi
kullanilarak bagarim oranlar1 hesaplanmistir. Yasar vd. [9],
Oznitelik ¢ikarim yontemlerinden sekil ve doku 6zelliklerine
dayali bir sistem Onermislerdir. Bu yontemlerden her bir
gorintliye ait elde edilen 16 tane 0Oznitelik, Levenberg-
Marquardt algoritmasi tabanli Yapay Sinir Ag1 (YSA)
modeli ile smiflandirilmistir. Lee vd. [10] ¢alismalarinda,
geometrik ve morfolojik 6zellikler ile birlikte Hizli Fourier
Doéntisiim (HFD) yontemine dayali bir sistem dnermislerdir.
Kadir vd. [11] tarafindan renk 6zellikleri, GSEM, geometrik
Ozellikler ve Zernike Momentler gibi 6znitelik g¢ikarim

yontemleri kullanilmistir. Bu yontemlerden elde edilen
oznitelikler kullanilarak OSA, Oklid Uzakligi ve Sehir
Mesafe Uzakligi yontemleri ile siniflandirilmigtir. Sari vd.
[12], sekil ozellikleri, Fourier tamimlayicilart ve Cok-
Boyutlu Mesafe Matrisi (CMM) yontemlerinin birlikte
kullanilmasina yonelik bir yaklasim onermislerdir. Tki farkli
veri setinin kullanildig1 bu galismada elde edilen 6znitelikler
Kuadratik diskriminant analizi (KDA), Destek Vektor
Makinalar1 (DVM) ve k-En Yakin Komsu (k-EYK)
yontemleri  ile  siniflandirilarak  basarim  oranlari
hesaplanmigtir. Naresh vd. [13] c¢alismalarinda, doku
ozelliklerine dayali bitki yapraklarmi smiflandirmak igin
sembolik bir yaklasim 6nermislerdir. Bitki yapraklarindan
doku o6zelliklerini ¢ikarmak icin Degistirilmis Yerel ikili
Oriintiiler (DYIO) yontemi kullanilmistir.  Simiflandirma
asamasinda ise Kk-EYK yontemi kullanilarak sistemin
basarim oranlar1 gézlenmistir. Kadir vd. [14] tarafindan renk
ozellikleri, ag1z o6zellikleri ve PFT yontemleri kullanilarak
yapraklara ait Oznitelikler ¢ikartilmistir. Elde edilen bu
oznitelikler, Oklid Uzaklig1 yontemi ile simiflandirilnustir.
Elhariri vd. [15] ¢aligmalarinda, renk &zellikleri, agiz
ozellikleri, sekil 6zellikleri ve doku 6zelliklerine dayali bir
sistem Onermislerdir. Farkli tiirde bitkileri siniflandirmak
icin Rastgele Ormanlar (RO) ve Lineer Ayirt Etme Analizi
(LAA) algoritmalarina dayali siniflandirict  yontemleri
kullanmuglardir. Priya vd. [16], temel geometrik ozellikler
kullanilarak yeni ozellikler tiretmiglerdir. Elde edilen
Oznitelikler DVM yontemi ile siniflandirilarak o6nerilen
yaklasgimin gegerliligi test edilmistir. Tsolakidis vd. [17]
tarafindan bitki yaprak goriintiilerinin siniflandirilmasinda
Zernike Momentleri ve Yonlendirilmis Gradyanlarin
Histogrami (YGH) yontemlerini igeren bir yaklagim
onerilmistir. On islem asamasinda sonra, Zernike Momentler
kullanilarak sekil 6zelliklerini ve YGH yontemi kullanilarak
doku o©zellikleri hesaplanmustir. Son olarak bitki yaprak
goriintiilerini ~ siniflandirmak  ve tanimak icin SVM
smiflandiricist kullanilmustir. Kadir vd. [18] ¢alismalarinda,
boyut azaltma yontemi olan Temel Birlesen Analizi (TBA)
yontemine dayal1 yaprak tanima sistemi gelistirilmistir. Sekil
Ozellikleri, renk Ozellikleri, agiz oOzellikleri, Fourier
Tanimlayicilar1 ve GSEM yontemleri kullanilarak bitki
yapraklarina ait 6znitelikler ¢ikartilmigtir. OSA yontemi ile
elde edilen oznitelikler siniflandirilarak basarim oranlart
hesaplanmigtir. Wang vd. [19] bitki yaprag: goruntlerinden
ayirt edici Ozelliklerin ¢ikarilmast ve giiriiltiiyle bozulma
olasiligini azaltmak igin, ¢ift dlgekli ayristirma ve yerel ikili
orlintiler yéntemlerine dayanan yeni bir 6znitelik ¢ikarim
algoritmast Onermiglerdir. Son olarak elde edilen bu
Oznitelikler k-EYK yontemi kullanilarak smiflandirma
performanst hesaplanmustir.

Bu c¢alismada, bitki tiirlerini tanmimlamak i¢in MKU
yonteminden esinlenerek yeni bir yaklagim onerilmistir.
Kenar adim (KA) olarak adlandirilan bu ydntem; aci,
merkez-kenar uzunlugu ve kenar mesafe 6zelliklerine dayal
yapragin smir egrileri ve geometrik sekilleri arasindaki
farkliliklar1  incelemektedir. Gergeklestirilen deneysel
caligmalar sonucunda, KA yontemi MKU yontemine gore
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Sekil 1. Onerilen Sistemin Genel Akis Semas1 (General Flow Chart of Recommended System)

daha Ustlin performansa sahip oldugu gozlenmistir (Tablo 7).
Onerilen calismada, doku tanimada iyi hassasiyet
gostermesi, hizli hesaplama yapmasi ve yon bagimsizligi
gibi Ozelliklere sahip olan Shearlet Doniigiim yontemi de
kullamilmustir.  Bu  yontemlere ek olarak, yaprak
gorintilerinden renk ve doku dzelliklerini ¢ikarmak igin
istatistiksel momentlere dayali Renk Ozellikleri ile GSEM
yontemi  kullamlmigtir. KA, Shearlet doniisiim, renk
Ozellikleri ve GSEM ydntemlerinden elde edilen dznitelikler,
AOM smiflandiricist  kullanilarak  bireysel ve genel
performanslart hesaplanmigtir. Bu ¢alismada, onerilen
sistemin ana katkilar1 sunlardir;

e Onerilen KA yontemi MKU yénteminin gelistirilmistir bir
versiyonudur. MKU yénteminde parametre olarak girilen
actya bagli olan merkez kenar uzunlugu 6zellik olarak
kullanilirken, KA yonteminde adimlar parametre olarak
girilmektedir. Adim parametresi kullanilarak agi, merkez
kenar uzunlugu ve kenar mesafe uzunluklar1 hesaplanir.
Bu degerlere istatistiksel momentler uygulanarak 15
Ozellik elde edilir. Yapilan deneysel ¢alismalar sonucunda,
KA yonteminin MKU yo6nteminden daha basarili oldugu
gozlenmistir. Bu makalede KA yontemi ile bitki
smiflandirilmasi igin yeni, basit ve efektif bir yaklasim
Onerilmisgtir.

e Yapraklarin degismez dokusal 6zelliklerini ¢ikarmak igin
Shearlet doniistimii tabanl bir 6zellik ¢ikarma ydntemi
kullamilmigtir.  Bu  yonteme ek  olarak, bitki
smiflandirilmasinda 6nemli bir ayirt edici etken olan
yaprak damar dokular1 arasindaki farkliliklar1 ortaya
cikarabilmek icin pikseller arasindaki degisimleri
hesaplayan GSEM yontemi ve renk ozellikleri
kullanmilmustir. KA 6zellikleri ve bu maddede bahsettigimiz
metotlardan elde edilen 6zellikler birlestirilerek yapraklar
i¢in derin bir 6zellik ¢ikarma sistemi onerilmistir.

e Elde edilen ozelliklerin smiflandirilmas1 igin  AOM
yontemi secilmistir. Bu smiflandirma yonteminin en
O6nemli avantaji egitim siiresinin hizli olmasi ve biiyilik
veriler i¢in uygun ve diigilk maliyetli bir siniflandirict
olmasidir.

o Bu makalede literatiirde yaygin olarak kullanilan 4 veri
seti kullamlmstir. Onerilen yontem, literatiirde daha

2100

onceden yapilan caligmalarla karsilagtirilmis ve en iyi
smiflandirma basarimini elde etmistir.

e Sonug olarak, bu makalede bitki tiirlerini siniflandirmak
icin yiksek performansa sahip, basit ve etkili bir sistem
Onerilmistir.

Caligmanim ikinci boliimiinde uygulama adimlari, teorik
bilgiler ve veri setleri anlatilmistir. Uglincii béliimde
deneysel sonuclar gorsel ve sayisal olarak sunulmustur.
Calismanin sonugclar1 ise son boliimde yer verilmistir.

2. MATERYALLER VE YONTEMLER
(MATERIALS AND METHODS)

Onerilen ¢alisma, (i¢ ana islemden olusan goriintii tabanl
yaprak tanimlama sistemini icermektedir. Bu islemler
sirastyla  On-iglem, Oznitelik ¢ikarim  ve simiflandirict
asamalarindan olusmaktadir. Onerilen ydntemin calisma
prensibi Sekil 1°de gosterilmistir.

2.1. On-islem Asamast (Pre-processing Phase)

On-islem asamas1, yaprak gorintilerini boliitleme ve
belirginlestirme islemlerini kapsamaktadir. Bu asamada, ilk
olarak renkli yaprak goriintiilerini gri tona ¢evirme iglemi
yapilmistir.  Ikinci adimda, normalizasyon islemi
kullanilarak daha net ve belirgin bir goriintii elde edilmistir.
Daha sonra deneme yanilma yontemiyle uygun esik degeri
secilerek bolutleme islemi uygulanmigtir. Son adimda ise,
asimma, dolum ve mantiksal islemler kullanilarak giiriiltiileri
temizleme ve gOrlintiiyii  belirginlestirme islemleri
gerceklestirilmistir. Bu asamada kullanilan adimlar Sekil 2’
de gosterilmistir.

Sekil 2’ de gosterilen On-islem asamasinin matematiksel
ifadelere dayali iglem adimlari agagida verilmistir.

Adim 1: Renkli imgeyi yiikle.
Adim 2: Renkli imgeyi gri seviyeye gevir.

gri =R *0.2989 + G * 0.5870 + B x 0.1140 (1)
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Sekil 2. Giiriiltii giderme adimlar1 (Noise removal steps)

R = renkli(:,:,1) 2
G = renkli(:,:,2) 3)
B = renkli(:, :,3) 4

Yukaridaki denklemlerde R, G, B sirasiyla kirmizi, yesil ve
mavi renk katmanlaridir.

Adim 3: Gri resmi 0-1 araliginda normalize et.

N _ gri—min(gri)
gre- = max(gri)—-min(gri) (5)

Es. 5°de, griV normalize edilmis gri resmi, min(gri) gri
imgenin en kiigiik degeri ve max(gri) gri imgenin en biyuk
degerini temsil etmektedir.

Adim 4: Esikleme degeri olan t degerini imgenin
histogramini1 kullanarak belirle. (Flavia, ICL, Swedish ve
Foliage veri setleri i¢in sirastyla 210, 130, 160 ve 185 olarak
esik degerleri belirlenmistir.)

Adim 5: t degerini kullanarak normalize edilmis gri imgeyi
siyah beyaz forma donistiir.

b O.griiy <t (1,2,...M} j={1,2,..,N} (6)
sh;j = 1,g7”i§\_’j2t'l_ 2, ., j={12,..,N}

Es. 6’da, sb siyah beyaz imgeyi, M ve N gri imgenin
genisligini ve uzunlugunu, i ve j degerleri ise indisleri temsil
etmektedir.

Adim 6: 3 x 3 boyutunda ortiisen bloklar kullanilarak dolum,
asinma ve mantiksal islemler uygula. Mantiksal islemde
siyah ve beyaz noktalarin temizlenmesi amaglanmaktadir.

sb = ((sh®k) © k)Ok )

Es. 7°de, @ dolum, © asinma ve (O mantiksal operatorii
ifade etmektedir. kise 3 x 3 boyutundaki bloklar1 temsil
etmektedir.

2.2. Oznitelik Cikarim Asamas: (Attribute Extraction Phase)

Bu boliimde, bitki tiirlerinin smniflandirilmasi i¢in kullanilan
KA, Shearlet Doniisiim, Renk o6zellikleri ve GSEM
yontemlerinden bahsedilmistir. Bu yontemlerin, bitki
yapraklari i¢in ayirt edici yonleri agsagida verilmistir.

e Bu calismada, yapragin geometrik O6zelliklerine dayali
yeni bir yaklagim 6nerilmistir. KA olarak adlandirilan bu
yaklagim; ag¢1, merkez-kenar uzunlugu ve kenar mesafe
ozelliklerine dayali yapragin sinir egrileri ve geometrik
sekilleri arasindaki farkliliklari incelemektedir.

e Doku tamimada iyi hassasiyet gostermesi ve yon
bagimsizlig1 gibi 6zelliklere sahip olan Shearlet Doniisiim
yontemi kullanilmustir.

e Bitki yapraklarinin damar dokulari, bitki siniflandirilmasi
i¢in 6énemli bir ayirt edici etkendir. Bu damarlar, gorsel
olarak ince, kaba ve surekli-siireksiz ¢izgili gibi degisik
Ozelliklerde olabilmektedir. Bu ¢aligmada, bitki
yapraklarindaki farkli dokular1 ortaya ¢ikarmak igin
GSEM yontemi kullanilmistir. Bu yontem, yaprak doku
ozelliklerine ¢ikarmak i¢in ikili piksel gruplar1 arasindaki
gri seviyesi degisimlerinin farkli kombinasyonlarini
hesaplamaktadir.

e Bitki tiirleri arasinda sekil ve doku disinda renk 6zellikleri
bakimindan da o6nemli farkliliklar bulunmaktadir. Bu
yuzden, istatistiksel momentler kullanilarak yaprak
goriintiilerinin  renk dagilimlarina dayali ayirt edici
Ozellikler de kullanilmustir.

Bu yontemler devam eden alt basliklarda teorik altyapisi
detaylandirilmistir.

2.2.1. Kenar adum yontemi (Edge step method)

Kenar Adim (KA) yontemi, MKU ydnteminden esinlenerek
Onerilmistir. MKU yontemi, nesnenin agirlik merkezinin
sinir egrilerine olan uzakligidir. Sekil 3°de gosterildigi gibi,
agirlik merkezi temel alinarak koordinat diizleminin x ekseni
hizasindan o derece artinmla toplamda n (n=360/a) adet
olmak (zere smir egrilerine uzaklik  degerleri
(dy,d,, ds, ...dy,) hesaplanir. Elde edilen bu degerler
gorintinin 6znitelikleri olarak kabul edilir.

KA yontemi ise seklin sinir egrilerindeki kenar noktalari
kullanilarak ag¢i, merkez-kenar uzunlugu ve kenar mesafe
gibi 6zelliklerden olusmaktadir. Bu yontem, agidan bagimsiz
olarak ve seklin smir egrisindeki piksel uzunluklar1 dikkate
alinarak caligmaktadir. Es. 8’de, x adim degeri verilerek
seklin sinir egrileri arasinda esit piksel uzunluklarinda kenar
noktalar1 belirlenir.

n=-, K=k1,k2,k3,...,kn (8)

Burada P seklin gevresi, n toplam kenar sayisi, x adim degeri
ve K ise kenar noktalaridir. kq,k,, ks, ..., k, gibi ardisik
kenar noktalar1 arasindaki mesafeler esit piksel uzunluguna
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sahiptir. Sekil 4’de 6rnek bir yaprak icin KA yodnteminin
calisma prensibi verilmistir.

Sekil 3. Ornek bir yaprak icin MKU yaklagimi (CCD approach
for a sample leaf)

Sekil 4’de gosterildigi gibi, k4, k5, k3, ..., k;, kenar noktalart
tespit edildikten sonra agagida verilen istatistiksel formullere
dayali ii¢ farkli degisken (aci, merkez-kenar uzunlugu ve
kenar mesafe) kullanilarak Oznitelik ¢ikarim  iglemi
yapilmaktadir. Bu istatistiksel parametreler Tablo 1’de
verilmistir.

e A¢i (a): Seklin agirhik merkezi ile ki —ky ky —
ks, ...k, — kq gibi kenar noktalar1 arasindaki ag1 degerleri
ay, Ay, ..., &, Olarak hesaplanir (Sekil 4(a)). Ortalama,
standart sapma, varyans, basiklik, carpiklik ve en blyik
degerin en kiigiik degere orani (mm) gibi istatistiksel
formuller kullanilarak a4, @y, ..., @, degerlerinden 6
Oznitelik elde edilmistir.

o Merkez-Kenar Uzunlugu (d): Seklin agirlik merkezi ile
ki, ky, ks, ... ky, gibi kenar noktalart arasindaki uzakliklar
Oklid formiilii kullamlarak d,,d,,ds, ...,d, olarak
hesaplanir (Sekil 4(b)). Ortalama, standart sapma, varyans,
basiklik, ¢arpiklik ve en biiyiik degerin en kiiciik degere
oran1  gibi  istatistiksel ~ formiiller  kullanilarak
dy,d,, ds, ..., d, degerlerinden 6 6znitelik elde edilmistir.

o Kenar mesafesi (p): ki —ky ky — ks, ...k, —ky gibi
kenar noktalar1 arasindaki uzakliklar OKlid formiili
kullanilarak py, p,, p3, ..., Pn 0larak hesaplanir (Sekil 4(c)).
Ortalama, standart sapma ve ortalama kenar mesafesi (k)

a) b)

gibi istatistiksel formuller kullanilarak py,ps, 3, ) Pn
degerlerinden 3 6znitelik elde edilmistir.

Tablo 1. Istatistiksel Denklemler (Statistical equations)

Ortalama:

Standart Sapma:

Varyans:
N L 4

Basiklik: _ Yiz1(Aj — W) _3
N No* ,

Carpiklik: 0= Zim1(Aj— 1)

No3

En Biiyiik Degerin En Kiiciik mm

Degere Orani: = Max(A)/Min(A)
N

Ortalama Kenar Mesafesi:

m=() A)/P
i=1

Tablo 1'de, A, a¢1 (a4, a, ... @), merkez-kenar uzunlugu
(dy,d,, ds, ..., dy,) veya kenar mesafesi (p1, P2, Psy s Pn)
degerlerini iceren diziyi, N dizinin boyutunu, P seklin
cevresini ve i ise satir degerlerini temsil etmektedir. En
Biiyiik Degerin En Kiigiik Degere Oran1 denkleminde, agi,
merkez-kenar uzunlugu veya kenar mesafelerinden elde
edilen 1xN boyutundaki dizinin maksimum ve minimum
degerlerinin birbirlerine oranim ifade etmektedir. Ortalama
Kenar Mesafesi denkleminde ise sadece kenar mesafelerinin
(p1, D2, D3» - » Pn) her birinin seklin ¢evresine oranlarinin
toplamini temsil etmektedir.

2.2.2. Renk dzellikleri (Color features)

Bitki tiirlerinin smiflandirilmasinda yaprak goéruntilerinin
renk 6zellikleri 6nemli bir ayirt edici etmendir [7, 11, 14, 15].
Bu c¢alismada, yaprak gorlntilerinin renk dagilimlari;
ortalama, varyans, c¢arpiklik ve basiklik gibi istatistiksel
momentler kullanilarak elde edilmistir. Bu 6zellikler

c)

Sekil 4. Ornek bir yaprak icin KA yaklasim a) Agilar (o)) b) Merkez-Kenar Uzunluklari (d)

c) Kenar mesafeleri (p)
(ES approach for a sample leaf a) Angles (o) b) Edge-Center Lengths (d) ¢) Edge distances (p))
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hesaplanirken, yaprak goriintiileri digindaki renkli/renksiz
kisimlar elemine edilmistir. Ayrica, yaprak gorintllerinin
her bir kanali i¢in (R, G ve B) renk &zellikleri ¢ikartilmistir.
Renk ozelliklerinin ¢ikartilmasi i¢in kullamilan istatistiksel
formiller Tablo 2’de verilmistir [7, 14];

Tablo 2. Istatistiksel formiiller (Statistical formulas)

1
Ortalama: n= Wz z Pij
i=1j=1
1 M N
Standart Sapma: 02 = WZZ(DU — )2
i=1 j=1
M SN (py — )4
Basiklik: _ &i=14j=1 Py — 1) 3
MNo* ;
M N
Carpiklik: 0= i X (py — )
MNg?3

Tablo 2’de, MxN boyutundaki goriintiilerine dayali
istatistiksel formiiller gosterilmistir. Burada M ve N resmin
boyutunu, i ve j sirasiyla satir ve siitiin renk degerlerini
belirtir.

2.2.3. Gri seviye es olusum matrisi
(Gray-Level Co-occurrence matrix)

GSEM, gri 6lgekli bir goriintiiniin 6zelliklerini ¢ikarmak igin
iki komsu piksel arasindaki iligkiyi temel almaktadir. Bu
yontem, goriintillerden doku ozellikleri ¢ikartmak ve
incelemek igin kullanilan istatistiksel bir yontemdir [21-23].
GSEM, 1970'lerde Haralick tarafindan doku tanimlanmasi
igin Onerilmigtir [24]. Nesne tanmima alaninda yapilan
calismalarda iyi performans gostermesi sayesinde popiiler ve
yaygin olmustur [23]. Haralick, goriintii hakkinda entropi,
enerji, homojenlik ve korelasyon gibi 14 tane doku 6zelligi
tanimlamigtir. Bu ¢aligmada, nesne tanima ile ilgili 6nceki
caligmalarda yaygin olarak kullanilan ve performansi yiiksek
olan 5 adet doku 6zelligi kullanilmigtir. Bunlar;

1) Kontrast,
il —il? p(.j) )

2) Korelasyon,

By (10)
3) Enerji,

% p(ij)? (11)
4) Entropi,

2ij p(i,j) log, p(i,)) (12)

5) Homojenlik,

1))
Sij o (13)
Es. 9-13’de, i ve j satir-siitun indislerini, p indislerin belirttigi
GSEM elemanini, p ortalamay1 ve ¢ standart sapmay1 temsil
etmektedir.

2.2.4. Shearlet doniigiim yontemi (Shearlet transform method)

Shearlet doniigiimii [25,26], goriintulerin analiz edilmesinde
daha basit matematiksel yaklasim kullanmaktadir.
Goriintiilerin istenen dlgek ve yonde frekans bilesenlerini
basit matematiksel yaklagimlarla daha esnek geometrik
yapilar i¢inde detayli bir analiz imkani saglamaktadir [27-
29]. Shearlet fonksiyonu kutupsal koordinat sisteminde s6yle
tanimlanir;

_1
Yase(x) = |detMy 5| 2P (ML x —t) (14)

as

Va
edilir. Anlasilacag1 gibi M, = BsA, olmaktadir. Ayrica

_(a 0 o pmaldadr. e
Aa—(o \/E) parabolik 6lcme matrisi, BS_(O 1)

a>0,s€R,tER? igin My = (g ) olarak ifade

kesme matrisi ve t cevirme parametresidir [25-29].

Shearlet doniisiimiiniin goriintii igsleme uygulamalarinda
kullanilabilmesi i¢in dontisiimiin ~ Kartezyen koordinat
sisteminde tanimlanmasi gerekmektedir [27,29,30]. j,l € Z
olmak izere, a = 27/ ve s = —[ olarak segilir. Buradan Es.
15 elde edilir:

20 12072

-1 _ -
M “J-1 MZJ,I - <0 2i/2

; )= Bia] (15)

, (2 0 11
Es. (18)’de A, = (0 \/E) ve By = (0 1) olarak alinir.
jlezZkez 2 olmak iizere Shearlet doniisiimiiniin ayrik
sistemi Es. 16 kullanilarak asagidaki gibi elde edilebilir [25]:

A 1aJ
Y1k = |detAo|2¥(BLAYx — k) (16)

Bu ¢alismada, Shearlet doniisiimii uygulanirken 6lgek sayist
dort olarak alinmugtir. Olgek degerlerindeki kesme sayist
2(@=D+2 formiili ile her bir a = 1,2,3,4 degerini kullanarak
hesaplanmigtir. Her bir 6lgek sayr degeri igin
hesaplandiginda [4 8 16 32] ve bir tane de algak gegirgen
filtre olmak iizere toplam kesme sayist1 61 olarak
belirlenmistir [28]. Bu ¢alismada bir birinden farklh
boyutlarda yaprak resimleri iceren 4 farkli veri seti
kullanilmistir. Ornegin, 896 x 512 boyutundaki Swedish
veri setine ait bir yaprak goriintiisii 61 frekans dilimi ile farkli
acilarda filtre edilerek bu goriintd icin 896 x 512 X 61
boyutunda Shearlet katsay1 matrisleri hesaplanmistir. Daha
sonra her bir Shearlet katsay1 matrisinin ortalama ve varyans
degerleri hesaplanmigtir. Sonug olarak her bir gorintiinin
Oznitelik vektdr boyutu 1 x 122 olarak elde edilmistir.
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Doku tanimada iyi hassasiyet gostermesi ve yon bagimsizligi
gibi 6zelliklere sahip olan Shearlet Doniisiim yontemi, nesne
tanima alaninda yaygin olarak kullanilmaktadir. Fakat bitki
tanima sistemlerinde, shearlet doniisiimii yontemi ile ilgili
kapsamli bir ¢alisma yapilmamustir. Bu calisma ile birlikte
shearlet doniisiimiiniin performans: incelenmistir. Ayrica
shearlet doniisiim yonteminden elde edilen yiiksek sayidaki
Ozniteliklerden  dolayr  bazen  disik  performans
gosterebilmektedir. Bu ylzden Temel Birlesen Analizi
(TBA) yontemi kullanilarak yiiksek sayidaki 6znitelik sayist
indirgenip basarim oraninin yiikseltilmesi amag¢lanmistir.
Elde edilen sonuclara gore bu metodun yiksek periyodiklik
iceren yaprak goruntileri tizerinde oldukga basarili oldugu
goriilmiistiir. Metodun uygulama detaylar1 deneysel sonuclar
kisminda verilmistir.

2.3. Temel Birlesen Analizi (Principal Component Analysis)

TBA [33-34], ¢cok degiskenli veri tabanlarinin analizi igin ve
biyik boyutlu verilerin daha diisiik boyutlara
diisiiriilebilmesinde kullanilan bir istatistiksel tekniktir. TBA
giiniimiizde makine &grenmesi ve veri madenciligi gibi
birgok alanda sik¢a kullamilan bir 6znitelik indirgeme
yontemidir [33-34].

M = [Xq, X3, ..., X, ], d boyutlu ve n érnekli bir veri setleri
olsun.

— 1

X = ;Zin=1 Xj a7)
Buradaki X, veri dizisinin ortalamasmi ifade etmektedir.
Kovaryans matris Es. 18 kullanilarak hesaplanir:

K=2%0, (x5 =005 = X)T (18)

Kovaryans matris kullanilarak 6z deger ve 0z vektorler
hesaplandiktan sonra indirgenmek istenilen 6znitelik sayisi
kadar 6z vektorler secilir. Son olarak, her bir 6z vektoriin
transpozu ile veri matrisi garpilarak temel bilesen degerleri
bulunur. Onerilen calismada, TBA yontemi ile 6zniteliklerin
agirliklart hesaplanmaksizin 6zellik indirgemesi hizli bir
sekilde yapilarak performans yiikseltilmesi amaglanmistir.
Sekil 12’ de ise, TBA yonteminin Shearlet 6zellikleri
iizerinde pozitif etkisi oldugu agikca gosterilmistir.

2.4. Asin Ogrenme Makineleri (Extreme Learning Machines)

AOM yontemi, Tek-Gizli Katmanli {leri Beslemeli (TGKIB)
sinir ag1 i¢in Huang ve arkadaslar tarafindan 6nerilen bir
ogrenme algoritmasidir [35-37]. AOM yapisinda, gizli
katman agirliklar1 rastgele iretilirken, ¢ikis agirliklariin
hesaplanmasinda en kiiciik kareler yontemi kullanilir. Bu
yontem sayesinde geleneksel geri yayilim algoritmalart ile
Ogrenen ileri beslemeli aglara gore 6grenme siireci daha hizlt
ve daha iyi genelleme basarimina sahip olmaktadir [35,38].
AOM matematiksel olarak asagidaki gibi modellenir;

y = XiLi Bif (s wi, by) (19)
Burada [xi,yi] giris-¢ikis ikilisini, wi giris agirliklarini, b;
gizli katman esigini ve B ¢ikis agirliklarini ifade etmektedir.
Agm cikisi gercek degerleri 0 hata ile yakinsadigi kabul
edilirse Es. 19,
Y = HB matris formunda yazilabilir. Burada H gizli katman
¢1kis matrisi;

gwy. %y + by) gwy.x; + by)

H= (20)

gwy.xy + by) gwy.xp + byl
olarak hesaplanir. Burada Y agin c¢ikisint ve B ¢ikis
agirliklarmi  temsil etmektedir. B parametresi Es. 21
tarafindan belirlenebilir.

g =H'Y (21)

Burada HT, H’m Moore Penrose genellestirilmis tersini
gostermektedir [35-37,39,40]. AOM algoritmasinin s6zde
kodu, Sekil 5°de gosterildigi gibi tanimlanir.

2.5. Normalizasyon Zslemi (Normalization Process)

Normalizasyon, oriintii tanima sistemlerinin siiflandirma
performansimi artirmak i¢in kullanilan bir veri iglemedir.
Onerilen sistemde, birden fazla dznitelik ¢ikarim yontemi
kullanildig1 igin bazi 6zellikler asir1 biiyiikk veya kiiglik
degerlerden olusabilmektedir. Bu durum, agi yanlis
yonlendirerek siniflandirma performansmin  diigmesine
neden olmaktadir. Bu c¢alismada, Oznitelik ¢ikarim
yontemlerinden elde edilen 6zelliklerinin dagilimini diizenli
hale getirmek igin z-skor normalizasyon islemi

Giris: 1 x N boyutunda dzellik seti
Cikas: Tahmin edilen bitki tiirleri

10000 olarak secilmistir.
4: Es. 21°1 kullanarak sozde ters matrisi hesapla.
5: 10 kez Adim 2-47ii tekrarla.

6: Tahmin edilen bitki tiirlerini elde et.

1: 10 kat ¢apraza dogrulama yontemi kullamilarak egitim ve test setlerine ayir.
2: Baslangictaki girig agirhklarini ve biasi rastgele belirle.

3: Es. 20"yi kullanarak H matrisini hesapla. H matrisi i¢im aktivasyon fonksiyonu sigmoid ve gizli néron sayisi

Sekil 5. AOM yonteminin sozde kodu (Pseudo-code of the ELM method)
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kullanilmugtir.  Biitiin -~ girdilerin ~ belirli ~ aralikta
Olgeklendirilmesi i¢in gergeklestirilen bu normalizasyon
isleminde, verinin ortalama ve standart sapma degerleri
kullanilarak bu tir farkliliklarin ortadan kaldirilmast
saglanmistir.  Z-skor normalizasyon degeri Es. 22
kullanilarak hesaplanmaktadir.

_xm
z=— (22)

Burada x, veriyi, p, ham verinin siitunlarinin ortalamasini ve
o, slitunlarin standart sapmasini temsil etmektedir [41, 42].

2.6. 10-Kat Capraz Dogrulama Yontemi
(10-Fold Cross Validation Method)

Veri madenciligi g¢aligmalarinda, uygulanan ydntemin
performansini hesaplamak icin, veri setini egitim ve test
kiimelerine ayrilmasi gerekmektedir. Bu ayirma iglemi ile
ilgili  bircok yontem  gelistirilmistir.  Literatiirdeki
calismalarda, genellikle egitim ve test verilerini ayirmak i¢in
belirli bir yiizdelik oranina dayali rastgele ayirma yaklagimi
kullanilmaktadir. Bu yfntemin dezavantaji, sistemin
performansimi hesaplarken her zaman birbirinden farkli
sonuglar iretme ihtimalinin  bulunmasidir.  Onerilen
calismada, giivenilirligi yiiksek olan 10-kat gapraz-
dogrulama yontemi kullanilmigtir. Boylece, sistem
performansmin farkli sonuglar iiretme ihtimalini ortadan
kaldirilarak sistemin giivenilirliginin arttirilmasi
amaglanmistir. 10-kat ¢apraz dogrulama ydnteminde,
Oznitelik kiimesi 10 pargaya boliiniir ve her bir adimda
parcalardan biri test icin, geriye kalan dokuzu egitim icin
kullanilir. Bu islem on kez tekrarlanir ve ortalamalar1
alinarak sistemin performansi hesaplanmaktadir. 10-kat
capraz dogrulama yonteminin genel calisma prensibi Sekil
6°da gosterilmistir.

Sekil 6’da, i = 1,2, ...,10 olmak Ulzere K; degerleri her kat
icin sistemin performansini ve K,,, ise genel performansi
temsil etmektedir.

Veri Seti

A

2.7. Veri Setleri (Datasets)

Onerilen yontem test etmek igin, literatiirde yaygin olarak
kullanilan ve bitki yaprak goriintilerinden olusan ICL,
Flavia, Foliage ve Swedish veri setleri kullanilmigtir. Bu veri
setleri devam eden alt boliimlerde detaylandirilmistir.

2.7.1. Flavia yaprak veri seti (Flavia leaf dataset)

Flavia yaprak veri seti [4], her bir tiirden 50 ile 77 arasi
yaprak 6rnegi olmak tizere 32 bitki tiiriine ait toplam 1907
yaprak goéruntlisinden olusmaktadir. Bu veri setindeki her
bir goéruntl; 1600 x 1200 ¢6zunarlukld, arka zemini beyaz
ve 3 kanalli (RGB) renkli goriintiilerden olugmaktadir.
Deneysel calismalar gergeklestirilirken bu veri setinin tiim
goriintlileri kullamlmstir. Sekil 7°de, Flavia yaprak veri
setindeki bazi yaprak 6rnekleri gosterilmektedir.

/00//
// 3/
€e /N/
AT XAX)
g/ 6"
6/ )dx

Sekil 7. Flavia veri setindeki yapraklar (Leaves in Flavia dataset)
2.7.2. Swedish yaprak veri seti (Swedish leaf dataset)

Swedish yaprak veri seti [5], her bir tirden 75 adet olmak
tzere 15 bitki tirline ait toplam 1125 yaprak gorntusinden
olugsmaktadir. Bu veri setindeki her bir goriintii degisik
coziinlirliikte, arka zemini beyaz ve 3 kanalli renkli
goriintiilerden  olusmaktadir. Deneysel  calismalar
gergeklestirilirken bu  veri setinin  tim  goriintiileri

e | O T T |

o | ] T T ]

i=1

ol |||

10. kat ‘ |

o] [

Sekil 6. 10-kat ¢apraz dogrulama modeli (10-fold cross validation model)
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kullanilmustir. Sekil 8’de, Swedish yaprak veri setindeki bazi
yaprak drneklerini gosterilmektedir.

Bl B A
® (%@
oos g

Sekil 8. Swedish veri setindeki yapraklar
(Leaves in Swedish dataset)

2.7.3. ICL yaprak veri seti (ICL leaf dataset)

ICL yaprak veri seti [6], her bir tiirden 8 ile 16 aras1 yaprak
Ornegi olmak tizere 40 bitki tlrune ait toplam 443 yaprak
goriintiisii bulunmaktadir. Bu veri setindeki her bir goriintii;
960 x 720 ¢ozinirlikli, arka zemini renkli ve 3 kanalli
renkli goriintiilerden olusmaktadir. Literatiirde yapilan
caligmalarda 31 tiir ve toplam 350 resim kullanilmigtir. Bu
sebepten dolay1 Onerilen yontem, yapilmis caligmalar ile
kargilastirilabilmesi igin ayni veri seti kullanilmigtir. Sekil
9’da, ICL yaprak veri setindeki bazi yaprak Ornekleri
gosterilmektedir.

Rl e e o
S e 6
RE oo
® e o bl i@ >

Sekil 9. ICL veri setindeki yapraklar (Leaves in ICL dataset)

2.7.4. Foliage yaprak veri seti (Foliage leaf dataset)

Foliage yaprak veri seti [7], her bir tiirden 120 adet olmak
Uzere 60 bitki tdriine ait toplam 7200 yaprak gorintisi
bulunmaktadir. Bu veri setindeki her bir goriintii farkl
cozunurlikte, arka zemini beyaz ve 3 kanalli renkli
gorlintiilerden  olusmaktadir.  Deneysel  ¢aligmalar
gergeklestirilirken bu  veri setinin  tim  goriintiileri
kullanilmustir. Sekil 10°da, Foliage yaprak veri setindeki bazi
yaprak drneklerini gosterilmektedir.

3. DENEYSEL CALISMALAR (EXPERIMENTAL WORKS)

Bu ¢alismada, yapragin sinir egrileri ve geometrik sekilleri
arasindaki farkliliklar1 ortaya ¢ikarmak ic¢in yeni bir
yaklagim Onerilmistir. KA olarak adlandirilan bu yaklagim;
ac1, merkez-kenar uzunlugu ve kenar mesafe dzelliklerine
dayali degiskenlerden olusmaktadir. Bununla birlikte, doku
tanimada iyi hassasiyet gdstermesi, hizl1 hesaplama yapmasi
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ve yon bagimsizligina sahip olmasi gibi dzelliklere de sahip
olan Shearlet Déniisiim ydntemi uygulanmistir. Bu ydntem
kullanilarak goriintiiniin biiyiikligiine bagli olarak farkli
sayilarda 6znitelik elde edilmektedir. Ornegin; 1200*1600
¢cOzUnarliklb bir goruntide 250 Oznitelik iken 960*720
¢oziiniirliige sahip bir goriintii de ise 122 6znitelik elde edilir.
Shearlet Doéniisum yontemi ile birlikte Temel Birlesen
Analizi (TBA) yontemi kullanilarak yiiksek sayidaki
Oznitelik kiimesi i¢inden ayirt etme giicii yiiksek dznitelikler
secilerek basarim oraninin yiikseltilmesi amaglanmstir.
Ayrica Onerilen sistemin giivenirliginin ve performansinin
daha yiiksek olmasi i¢in renk 6zellikleri ile GSEM yodntemi
kullanilmustir. Daha sonra, elde edilen bu 6znitelikler
smiflandirma  ve test iglemlerinden once  z-skor
normalizasyon iglemine tabi tutulmustur. Onerilen sistemin
dogrulugunu test etmek icin 10-kat capraz dogrulama
yontemi  kullamlmistir. Son olarak, AOM yontemi
kullanilarak bireysel ve genel siniflandirma performanslari
hesaplanmugstir. Onerilen sistemi test etmek icin literatiirde
yaygin olarak kullanilan 4 veri setleri iizerinde kapsamli
deneyler yapilmigtir. Bu deneysel ¢alismalar yapilirken,
Flavia, ICL, Swedish ve Foliage veri setlerindeki yaprak
gorilintiilerinin - boyutlart  sirasiyla  600x800, 960x720,
896x512 ve 250%200 olarak ayarlanmustir.
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Sekil 10. Foliage veri setindeki yapraklar
(Leaves in Swedish dataset)
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3.1. Benzetim Sonuglar: (Simulation Results)

Bitki siniflandirilmasi i¢in geometrik o6zelliklere dayali
gelistirilen KA ydnteminin performansi, adim sayisi ardisik
olarak 1 ile 500 arasindaki degerler kullanilarak
hesaplanmistir. Gergeklestirilen deneysel ¢alismalarda, adim
sayis1 100’den sonra dnerilen yaklagimin performansi biiyiik
Olcude distiugii gorilmiistiir.  Sekil 11°de, ICL, Flavia,
Foliage ve Swedish veri setleri icin 3, 5, 7, 10, 12, 15, 18, 20,
25, 30, 36, 40, 45, 50, 60, 80 ve 100 gibi 20 farkli adim
degerleri kullanilarak her bir adima ait basarim oranlari
verilmistir.

Sekil 11°de, KA y6nteminin basarim oranlarina gore, Flavia
veri setinde 45 adim araliginda %90,31, ICL veri setinde 15
adim araliginda %76,28, Swedish veri setinde 25 adim
araliginda %94,55 ve Foliage veri setinde 10 adim araliginda
%81,04 olarak en yiiksek bagarim oranlar tespit edilmistir.
Buna ek olarak, Sekil 11’de gdsterilen bilgiler Tablo 3’de
verilmistir.
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Sekil 11. KA Yonteminin Simiflandirma Performanslari (Classification Performances of ES Method)

Tablo 3. KA ydnteminin farkli adimlara kars1 siniflandirma dogruluklari (%)
(Classification accuracies (%) against different steps of ES method)

Adim Degerleri

3 5 7 10 12 15 18 20 25 30 36 40 45 50 60 80 100
Flavia 85,47 86,73 8852 89,21 88,78 89,15 89,47 8957 89,63 8957 8952 8947 9031 90,05 90,15 88,47 8894
ICL 73,42 72,00 73,14 7428 74,00 76,28 7257 73,42 73,71 7457 7457 73,42 7257 7257 7114 68,28 6742
Swedish 90,71 90,44 93,21 93,75 93,48 93,03 94,10 94,19 94,55 9294 93,75 93,30 9250 92,94 9250 92,50 91,16
Foliage 78,05 78,81 79,84 81,04 80,11 80,08 7925 79,94 7890 7847 7720 77,13 76,75 7500 73,75 69,95 67,37

Daha sonra 6znitelik ¢ikarim yontemlerinden bir digeri olan
Shearlet Doniisiim yontemi uygulanmistir. Bu ydntem
kullanilarak ICL, Swedish ve Foliage veri setleri kullanilarak
122 o6znitelik elde edilirken, Flavia veri seti icin ise 250
Oznitelik elde edilmigtir. Bu parametreler ayri ayri
smiflandirilarak Tablo 4’de basarim oranlar1 verilmistir.

Tablo 4. Shearlet doniisiim yontemi kullanilarak

siniflandirma performansi
(Classification performance by using shearlet transform method)

ICL Swedish
%34,57 %75

Flavia
%59,47

Foliage
%30,38

Shearlet Doniisiim yonteminden elde edilen &zniteliklere
Temel Birlesen Analizi (TBA) yontemi uygulanmstir.
Boylece yiiksek sayidaki dznitelik kiimesi iginden ayirt etme
gilici yiiksek Oznitelikler segilerek basarim oraninin
yiikseltilmesi amaglanmigtir.  Bu ¢alismada, Shearlet
Doniisiim yonteminden elde edilen parametreler TBA
yontemi kullanilarak 10, 15, 20, 25, 30, 35, 40, 45, 50, 60,
70, 80, 90 ve 100 gibi 6znitelik sayilarina indirgendikten
sonra basarim oranlart hesaplanmis ve Sekil 12’de
verilmistir.

Sekil 12’de goriilecegi lizere, Flavia veri setine ait bagarim
oranlarma gore, 6znitelik say1s1 45 sayisina disiiriildiigiinde,
%84,63 olarak en yiiksek basarim orani elde edilmistir.
Ayrica TBA yontemi uygulanmaksizin Shearlet Doniigiim

yontemi tek basina kullanilarak %59,47 olarak basarim orani
hesaplanmistir. Bu sonuclara gére TBA yontemi kullanilarak
bagarim oran1 %25,16 artis saglanmigtir. ICL veri setine ait
basarim oranlarina gore, Oznitelik sayist 20 sayisina
diistiriildiigtinde %56,28 olarak en yiiksek bagarim orani elde
edilmis ve %21,71 artig saglanmustir. Swedish veri setine ait
bagarim oranlarina gore, Oznitelik sayis1 35 sayisina
diisiiriildiigiinde %90,98 olarak en yiiksek basarim orani elde
edilmis ve %15,98 artis saglanmigtir. Foliage veri setine ait
basarim oranlarina gore, Oznitelik sayis1 35 sayisina
diisiiriildiigiinde %58,93 olarak en yiiksek bagarim orani elde
edilmis ve %28,55 artig saglanmustir. Sonug olarak, yiksek
sayidaki Ozniteliklerden daha az sayida ve daha anlamli
Oznitelikler elde edilerek daha yiiksek performans elde
edildigi gézlenmistir.

Bu c¢alismada, Kenar Adim ve Shearlet Doniisiim
yontemlerine ek olarak, yaprak goriintilerinden doku ve
renk Ozelliklerini ¢ikarmak i¢cin GSEM yoéntemi ve Renk
ozellikleri kullanilmistir. Bu yontemler bir arada kullanilarak
Onerilen sistemin genel basarim orani hesaplanmistir. Bu
¢aligmalarin performans sonuglari ve 6znitelik sayilar1 Tablo
5’de verilmistir.

Tablo 5°de goriildiigii gibi, 6nerilen sistem (hibrit 6zellikler)
kullanilarak Flavia, ICL, Swedish ve Foliage veri setleri igin
sirastyla %98,31, %93,71, %99,46 ve %96,62 dogruluklart
elde edilmistir. Bu performanslarin ROC diyagramlar1 Sekil
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Sekil 12. Shearlet Doniisiim - TBA Ydnteminin Siniflandirma Performanslari
(Classification Performances of Shearlet Transform - PCA Method)
Tablo 5. Onerilen calismanin bireysel-genel basarim oranlar1 ve 6znitelik sayilari
(The individual-overall success rates and the attributes number of the proposed study)
Flavia ICL Swedish Foliage
vontemler “nosiijuk Oznitelik  Dogruluk  Oznitelik  Dogruluk  Oznitelik  Dogruluk  Oznitelik
(%) Sayist (%) Sayist (%) Sayisi (%) Sayisi
GSEM 63,21 5 37,71 5 75,98 5 53,51 5
Renk ~ g531 12 68,28 12 84,91 12 82,88 12
Ozellikleri
Hibrit
w 98,31 42 93,71 42 99,46 57 96,62 42
Ozellikler

13’de verilmistir. Ayrica, Flavia, ICL ve Foliage veri
setlerinde Shearlet Doniisiim yontemi ile TBA kullanilarak
tek basina en yiiksek performansi sirasiyla 45, 20 ve 35
Oznitelikte saglar iken diger dznitelik ¢ikarim yontemleri ile
beraber kullanildiginda en yiiksek performans 10 6znitelikte
elde edilmistir. Swedish veri setinde ise Shearlet Doniiglim
yontemi ile TBA kullanilarak tek basina en yiiksek
performansi 35 dznitelikte saglar iken diger 6znitelik ¢ikarim
yontemleri ile beraber kullanildiginda en yiiksek performans
25 oznitelikte elde edilmistir.

Bu ¢alismada, hizli ve yiilksek performansa sahip bir sistem
onerilmistir. Bu sistemi gergeklestirmek icin MATLAB
2018a programi kullanilmigtir. Deneysel calismalarin
gerceklestirildigi bilgisayar 16 GB RAM ve Intel 17-6700
2,60 GHz islemciye ve Windows 10.1 isletim sistemine
sahiptir. Onerilen 6zellik ¢ikarma ydnteminin g¢alisma
zamani tim agamalariyla birlikte Tablo 6’da verilmistir ve
bu streler bir imge i¢in hesaplanmigtir. Bununla birlikte,
kullanilan veri setlerindeki imgelerin boyutlart farkli oldugu
i¢in her birinin ¢aligma siireleri verilmistir.
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3.2. MKU-KA Yontemlerinin Karsilastirilmast
(Comparison of CCD-ES Methods)

Kenar Adim (KA) yontemi, MKU yénteminin gelistirilmis
versiyonudur.  Bitki yaprak gorintileri i¢cin, MKU
yonteminde agiya bagimh olarak 6zellikler elde edilirken,
KA yonteminde ise agidan bagimsiz olarak seklin smir
egrilerindeki kenar noktalarina dayali 6zellikler elde edilir.
MKU ve KA yodntemlerinin bireysel performanslari ile
Shearlet Déniisiim, Renk Ozellikleri ve GSEM yontemi ile
beraber kullanilarak genel performanslari ve &znitelik
sayilar1 Tablo 7°de verilmistir.

Tablo 7°de, MKU ile KA yontemlerinin bireysel ve genel
performanslart  karsilagtinlmigtir. KA yontemi MKU
yontemine gore, Flavia, Swedish, ICL ve Foliage veri setleri
icin sirasiyla yaklagik olarak %8, %16, %12 ve %10’luk
performans artis1 saglamistir. Sonug olarak, KA yoéntemi
MKU ydntemine gore, dort farkli veri setinde de en yiiksek
bagarim oranina sahip oldugu tespit edilmistir. Buna ek
olarak, KA yontemi diger yontemler ile kombinasyonunda,
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Sekil 13. Onerilen sistemin smiflandirma performanslarinin ROC diyagramlari a) Flavia veri seti b) ICL veri seti c)

Foliage veri seti d) Swedish veri seti (ROC diagrams of the classification performance of the proposed system a) Flavia dataset o) b) ICL
dataset c) Foliage dataset d) Swedish dataset)

Tablo 6. Onerilen sistemin gerceklestirme zamani (saniye/sn) (Execution time of the proposed system(second/sec))

Flavia ICL Swedish Foliage
On-Islem 0,1256 0,0773 0,0763 0,0217
KA 0,0755 0,0976 0,0718 0,0178
Shearlet + TBA 2,4669 2,1916 2,1978 0,2523
GSEM 0,0586 0,7996 0,0552 0,0051
Renk Ozellikleri 0,1485 0,1105 0,1057 0,0153
Ozellik birlestirme 0,0001 0,0001 0,0001 0,0001
Toplam 2,9099 2,5314 2,5123 0,3183

MKU yo6ntemine gore performansi dort veri setinde de daha
yiiksek oldugu gézlenmigtir. KA yontemi kullanilarak her bir
veri seti i¢in 15 Oznitelik elde edilirken, MKU y6ntemi
kullanilarak ise Flavia, Swedish, ICL ve Foliage veri setleri
i¢in sirastyla 20, 36, 30 ve 20 6znitelik elde edilmistir. Tablo
7’den de anlagilacagi tizere, KA yodntemi bir goéruntlye ait
daha az sayida Oznitelik elde etmekle beraber MKU
yonteminden daha yiiksek performansa sahip oldugu
kanitlanmistir.

3.3. Onerilen Yontem ile Mevcut Yontemlerin Karsilastirma

Analizleri
(Comparative Analysis of Existing Methods With Proposed Method)

Flavia, ICL, Swedish ve Foliage veri setleri kullanilarak
yapilan literatiirdeki calismalar ile Onerilen ¢alismanin
performanslar1 Tablo 8’de verilmistir. Sekil, renk ve doku
ozelliklerine dayal calismalar referans almmustir. Onerilen
sistemde, GSEM ve Renk oOzellikleri ile Kenar Adim ve
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Tablo 7. MKU-KA yontemlerinin bagarim oranlarinin karsilastirilmasi
(Comparison of accuracy rates of CCD-ES methods)

Flavia Swedish ICL Foliage
YONTEMLER Dogruluk Oznitelik Dogruluk Oznitelik Dogruluk Oznitelik Dogruluk Oznitelik
(%) Sayisi (%) Sayisi (%) Sayisi (%) Sayisi
MKU yontemi 82,31 20 78,92 36 64,00 30 71,18 20
KA yéntemi 90,31 15 94,55 15 76,28 15 81,04 15
MKU + Shearlet
Doniisiim +
GSEM + Renk 97,57 47 98,12 68 87,42 57 94,51 47
Ozellikleri
KA + Shearlet
Doniistim +
GSEM + Renk 98,31 42 99,46 57 93,71 42 96,62 42
Ozellikleri

Tablo 8. Onerilen sistemin mevcut yéntemler ile dogruluk oranlarinin (%) karsilastiriimasi
(comparison of accuracy rates (%) of proposed system with existing methods)

VERI SETLERI

Flavia ICL Swedish Foliage
94,13 [44]

82,05 [8] 95,47 [45]

92,37 [43] 95,97 [46]

94,50 [16] 96,31 [47]

Brceld v . 0462[12] 87.00[6]  9653[a8]  2080[14]
nceki yontemlerin ortalama 93,08 [7]
smiflandirma performanslari 94,68[7] 92,00[9] 97,33 [49] 93,33 [11]

9500[18]  9265[15]  9B13[17] o7 h
97,18 [17] 98,40 [50] ’
97,19 [10] 99,18 [43]
97,55 [13] 99,25 [19]
99,38 [51]
Onerilen sistem 98,31 93,71 99,46 96,62

Shearlet Doniistim yontemleri bir arada kullanilarak sistemin
genel basarim oran1 hesaplanmustir.

Tablo 8°de, literatiirde dort veri seti icin ayni sayida tiir ve
yaprak resimleri kullanilarak yapilan ¢alismalar ile 6nerilen
caligmanin siniflandirma performanslart kiyaslanmustir.
Onerilen sistem kullanilarak Flavia, Swedish, ICL ve Foliage
veri setleri ig¢in sirasiyla %98,31, %99,46, %93,71 ve
996,62 dogrululart elde edilmistir. Gergeklestirilen
calismada, siniflandirma performansinin onceki
caligmalardan daha yiiksek olmasi, bitki yapraklarmin ayirt
edici 6zelliklerini daha iyi yansitmasi i¢in sekil, doku ve renk
Ozelliklerini kullanarak ayni1 tiire ait farkli yapraklar
arasindaki benzerligin artisi ile saglanmistir.

4. SONUCLAR (CONCLUSIONS)

Bu c¢alismada, yaprak goOrintileri kullanarak bitki
smiflandirilmasi igin agiya bagimli Merkez Kenar Uzunluk
(MKU) yonteminden esinlenerek geometrik &zelliklere
dayali yeni bir yaklasim Onerilmistir. Kenar Adim (KA)
olarak adlandirilan bu yontem; ag1, merkez-kenar uzunlugu
ve kenar mesafe Ozelliklerine dayali yapragm sinir egrileri
ve geometrik sekilleri arasindaki farkliliklar incelemektedir.
Gergeklestirilen deneysel ¢aligmalarda, KA yéntemi, MKU
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yontemine gore Flavia, Swedish, ICL ve Foliage veri setleri
icin siwrastyla yaklasik olarak %8, %16, %12 ve %10’luk
performans artigi saglamigtir. Buna ek olarak, KA
yonteminde dort veri seti igin her bir gdruntlye ait 15
Oznitelik elde edilirken, MKU yo6nteminde ise Flavia,
Swedish, ICL ve Foliage veri setleri icin sirastyla 20, 36, 30
ve 20 Oznitelik elde edilmistir. Bu ¢alismalar neticesinde,
KA yontemi bir goriintiiye ait daha az sayida 6znitelik elde
etmekle beraber MKU yodnteminden daha yiksek
performansa  sahip oldugu kamitlanmustir.  Onerilen
calismada, doku tanimada iyi hassasiyet gostermesi, hizli
hesaplama yapmasi ve yon bagimsizligina sahip olmasi gibi
Ozelliklere sahip olan Shearlet Doniisim yontemi de
kullanilmigtir.  Bu  yontem  kullanilarak  gorintinin
biiylikliigiine bagh farkli sayida 6znitelikler elde edilmistir.
Bu Ozniteliklere Temel Birlesen Analizi (TBA) ydntemi
uygulanilarak dznitelik sayis1 azaltilmistir. Onerilen Shearlet
Dontistim ve TBA tekniginin, temel Shearlet Doniisiim
teknigine kiyasla daha yiiksek performans sagladigi deneysel
calismalar sonucunda @06zlenmistir. Bu yéntemlere ek
olarak, bitki yapraklarindaki farkli dokular: ortaya ¢ikarmak
icin GSEM yontemi ile yaprak géruntlerinden istatistiksel
momentlere dayali renk 6zellikleri kullanilmgtir. Elde edilen
bu 0Oznitelikleri smiflandirabilmek igin 10-kat capraz-
dogrulama yontemi kullanilarak egitim ve test verilerini
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ayirma islemi uygulanmistir. Son olarak, AOM yontemi
kullanilarak 6znitelik ¢ikarim yontemlerinin tekil ve bilesik
siniflandirma performanslart hesaplanmustir.

Onerilen sistemin etkinligini dogrulamak icin, Flavia,
Swedish, ICL ve Foliage bitki yaprak veri setleri (izerinde
kapsamli deneysel ¢aligmalar yapilmistir. Bu sonuglara gore,
Flavia, ICL, Swedish ve Foliage veri setleri i¢in sirasiyla
%98,31, %93,71, %99,46 ve %96,62 dogruluklari elde
edilmistir. Elde edilen sonuglar, Onerilen ydntemin daha
etkili, uygulamasi daha kolay ve daha az sayida Oznitelik

kullanilarak &nceki

calismalara kiyasla daha yiiksek

performansa sahip oldugunu goéstermektedir.
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