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Covid-19 pandemisi nedeniyle milyonlarca insan hayatini kaybetmis ve bir¢ok Ulkede yetersiz saglk
sistemleri hizmet veremez hale gelmistir. Covid-19 hastalarinin yogun bakim ve ventilasyon
ihtiyaclarinin belirlenerek hastaligin prognozu hakkinda tahminlerde bulunulmasi, hastanin saghk
Anahtar kelimeler durumu ve saglik sistemlerinin etkin kullanimi acisindan énemlidir. Bu amacla olusturulan Covid-19
Covid-19; Akciger bt akciger bilgisayarli tomografi (BT) bulgular veri seti buzlu cam opasitesi, konsolidasyon, kaldirim tasi
bulgulari; Boruta; Buzlu  paterni, konsodilasyon ve buzlu cam, nodiil ve buzlu cam siniflarini icermektedir. Bu calismada 6nerilen
yaklagim dort adimdan olugmaktadir. Birinci adimda VGG-16 modeli akciger BT bulgulari veri seti ile
egitilmistir. ikinci adimda elde edilen en ayirt edici 6znitelikler BORUTA algoritmasi kullanilarak
secilmistir. Uglincli adimda siralama yontemiyle her gériintii icin en degerli ilk 200, 300 ve 400
oznitelikler elde edilmistir. Son adimda ise Destek Vektor Makineleri ve Lineer Diskriminant Analizi ile
bu 6zellikler siniflandinlmistir. Akciger BT bulgulan veri seti icin elde edilen genel dogruluk %97,02'dir.
Derin Ogrenme ydntemleri ile Covid-19 hastalik prognozunu tahmin etmek icin olusturulan veri seti
kullanilarak elde edilen bu basarili sonug, viral pnomoni tirlerinin akciger BT bulgularinin
siniflandiriimasinda ¢ok 6nemli bir yeniliktir.

cam opasitesi;
Kondolidasyon;
Kaldirim tasi paterni

Prediction of the Prognosis of Covid-19 Disease Using Deep Learning
Methods and Boruta Feature Selection Algorithm

Abstract

Millions of people have lost their lives due to the Covid 19 pandemic, and inadequate health systems
have been overwhelmed in many countries. Determining the intensive care and ventilation needs of
Covid-19 patients and thus making predictions about the prognosis of the disease is crucial in terms of
the patient's health status and the effective use of health systems. The Covid-19 chest computed
tomography (CT) findings dataset created for this purpose consists of ground-glass opacity (GGO),
consolidation, crazy paving pattern (CPP), consolidation and ground glass (GGOC), nodule and ground
Boruta; Ground glass 5|4 classes (GGON). The approach proposed in this study consists of four steps. The VGG16 model was

Keywords
Covid-19;
Chest ct findings;

opacities; trained with the chest CT findings dataset in the first step. The most discriminative features obtained in
Consolidation; Crazy the second step were selected using the BORUTA algorithm. In the third step, the most valuable top
paving pattern 200, 300 and 400 features for each image were obtained by ranking method. In the last step these

features were classified with Support Vector Machines and Linear Discriminant Analysis. The overall
accuracy obtained for the chest CT findings dataset is 97.02%. This successful result, obtained using the
dataset to predict Covid 19 disease prognosis with Deep Learning methods, is a crucial innovation in
the classification of chest CT findings in viral types of pneumonia.
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1. Giris

Aralik 2019'da Cin'in Wuhan kentinde ilk SarsCov2(Covid-
SarsCov2 (Covid-19)
virlst diinya capinda hizla yayilmis ve Mart 2020'de
Diinya Saglik Orgiitii (DSO) tarafindan pandemi olarak
ilan edilmistir (Ozdemir, 2021). Covid-19 genellikle
birbirine yakin kisiler arasinda virlisti iceren aerosoller

19) enfeksiyon vakasi bildirilmistir.

veya damlaciklar solundugunda veya dogrudan burun,
agiz veya gozlerle temas ettiginde bulasmaktadir. Diger
bir cok viris gibi Covid-19'da bir RNA virlstdir (Batirel
2020, Turken ve Kose 2020, Gayaf vd. 2021). Covid-
19 virlisti viicudumuza girdikten sonra RNA'sini serbest
birakir(Togay ve Yilmaz 2020). Enfekte olan hiicreler bu
RNA'yi okur ve virlisiin yeni kopyalarinin bir araya
getirilmesine yardimci olan proteinleri Uretir boylece
hastaligin tim viicuda ve diger insanlara yayllmasina
neden olmaktadir. Virlis bulasan hastada semptomlarin
ortaya ¢ilkmasi ortalama olarak 5-6 giin stirmektedir.
Hastaligin en yaygin semptomlar arasinda vicut
sicakliginin artmasi, oksurik, yorgunluk, tat veya koku
kaybi ve viicut agnisi seklinde gortlmektedir (Celik ve
Kése 2020, Kiral 2021). Covid-19 yaygin bulasicl bir
salgin haline gelerek dinya c¢apinda 532.887.351
dogrulanmis vakaya ve 6.307.021 6lime neden olurken
de beraberinde

ekonomik ve sosyal problemleri

getirmistir (Int Kyn. 1). Hastaligin tespitinde ters
transkripsiyon polimeraz zincir reaksiyonu (rt-PCR) testi,
hastaligin erken evrelerinde veya distk yikli 6rneklerde
yeterli duyarliliga (% 60 -70) sahip olmasa da Covid-19'un
tanisinda kabul edilen standart referanstir (Fang et al.,
2020). Ote yandan, yiiksek duyarlligi (% 98) nedeniyle
bilgisayarli tomografi (BT) goruntileme ile de Covid-
19'un akcigerdeki siddeti ve seyri takip edilebilmektedir
(Ai et al., 2020, Akbas 2021, Ozer 2020, Comert
2020). Bu nedenle Covid-19 hastaliginin hizl ve yiksek
hassasiyette tespitinde, pulmoner evresinin radyologlar
tarafindan degerlendiriimesinde ve hastalarin uygun
triyajinda BT goruntileme c¢ok oOnemli bir rol
oynamaktadir. Covid-19’un akcigerlerdeki BT bulgulari ve
hastaligin prognozu ile arasindaki iliski bircok ¢alismada
incelenmis olup hastaligin evreleri asagida verilmistir
(Altintas ve Senol 2021, Akdas vd. 2021,
Karahacioglu vd. 2022).

l. Erken evrede, ilk semptomun baslamasindan 0-4 giin
sonra buzlu cam opasitesi (GGO) genellikle alt loblarda

tek veya cift tarafli olarak gordildr.

I1. ik semptomdan 5-8 giin sonra ilerleyici asamaya gelinir
ve hastalik ilerledikge bilateral GGO, kaldinm tasi paterni
(CPP) ve konsolidasyon gordlir.

lIl. ilk semptomdan 9-13 giin sonra hastaligin zirvesine
ulasilir ve yogun konsolidasyon, GGO ve CPP alanlari
gozlenir.

IV. Absorpsiyon fazi olarak da adlandirlan ilk
semptomdan sonraki 14 gilinlik ddnemde konsolidasyon
yavas yavas kaybolur ve CPP artik gériilmez, ancak GGO
gozlemlenebilir.

Yapilan calismalarda, siradan hastalar ile agir/kritik
hastalarin Covid-19 BT bulgulari incelendiginde hastalarin
yogun bakim (nitesine (YBU) yatirlmasina ve/veya
mekanik ventilasyon gerekip gerekmedigine karar
verecek sekilde onemli farkhliklar oldugu yapilan
¢alismalarla tespit edilmistir(Cau et al., 2021). Dolayisiyla
bu bulgularin tespitiyle, Covid-19 hastalarinin prognozu
tahmin edilerek hem saglk hizmetlerinin yeterliligi
artinlacak hem de hastalarin saglig1 agisindan oneml
kazanimlar saglanabilecektir (Pekgevik ve Belet, 2020).
Covid-19 hastaliginin  cesitli  evrelerinde goglis BT
bulgularini inceleyerek hastaligin prognozunu tahmin
etmeye yonelik bazi calismalar asagidaki gibidir.

Sanli vd., (2021) 7 glinden az disardan tedavisine devam
edilen (grupl), yedi giinden fazla hastanede tedavi olan
(grup2) ve en az bir giin yogun bakimda kalan (grup3)
toplam 231 Covid-19 hastasi ile yapilan calismada grup2
ve grup3’te kaldinm tasi paternleri ve konsolidasyon
paternlerinin oranlarinin ayrica etkilenen lob sayisinin
yiksek oldugunu tespit etmislerdir. Konsolidasyon
paterni ile sag orta veya Ust lob tutulumunun hakim
durumunda YBU

artabilecegini belirtmislerdir. Li et al., (2020) akciger

oldugu infiltrasyon ihtiyacinin
tomografi bulgularinin mortalite ile iliskisini arastirdiklari

calismalarinda  konsolidasyon bulgularinin  hayatini
kaybeden grupta daha siklikla karsilasildigini tespit
etmislerdir. Ding et al., (2020) 112 Covid-19 hastaliginin
devam ettigi siire esas alinarak bes farkli grupta yaptig
arastirmada hastaligi daha uzun siirede geciren 3., 4. ve
5. grupta konsolidasyon ve CPP'nin daha siklikla
goruldigind tespit etmislerdir. Cau et al., (2021) 23 hasta
YBU'den ve 195 hasta kliniklerde yatan Covid-19
hastalarina ait BT bulgulari ile yaptiklari ¢alismalarinda
YBU hastalarinin, YBU olmayan hastalara gére GGO ile
karisik akciger konsolidasyonu ve bilateral akciger
daha

bulmuslardir. Yapay zeka kullanilarak tibbi gériintilerden

tutulumu  insidansinin ylksek  oldugunu

578



Boruta Oznitelik Secimi Algoritmasi ve Derin O§renme Yéntemleri Kullanilarak Covid-19 Hastaliginin Prognozunun..., Muzoglu vd.

hastaliklarin teshis edilmesi konusunda ¢ok basarili
galismalar oldugu gibi
hastaligin prognozunda da birgok basarili calisma
yapilmistir (Togagar et al, 2020). Kauczor et al., (2000) 84
hasta BT goriintlistinde buzlu cam opasitelerinin tespiti

Covid-19'un tespitinde ve

icin bir model onermislerdir. Buzlu cam opasitesinin
(GGO)
kullanarak 6nerilen model ile %99 hassasiyet ve %89
Covid-19'un  siddetini
degerlendirmek icin klinik ve gorintileme verilerini

segmentasyonunda bir yogunluk maskesi

dogruluk elde etmislerdir.

kullanan Quiroz et al., (2021) 6nerdikleri model igin
toplam 346 hastaya ait gorintileri kullanmislardir.
Ayrica, EfficientNetB7 U-Net mimarisini gogis BT
bulgulari GGO, konsolidasyon ve diger anormallikleri
iceren veri setini segmentlere ayirmak igin
kullanmiglardir. ilaveten, sentetik azinlik asiri drnekleme
teknigi (SMOTE), ciddi ve kritik durumlarda dengesizlik
oranini asirn derecede oOrneklemek igin kullaniimistir.
Sonug olarak, Shapley Katki Agiklamalar (SHAP) ile
siddeti

ozelliklerin basinda BT bulgularinin geldigini ortaya

degerlendirmede, belirleyen en o6nemli
koymusglardir. Dogrusal regresyon ile elde edilen en iyi
sonuglar ise %95 AUC, %76 duyarlilik ve %91,19 6zgtillik
olmustur. Togacar et al., (2022) ilk kez, Covid-19 BT
taramalarinin radyologlar tarafindan BT bulgularina gére
siniflandinldigi  akciger BT bulgulari  Veri  Setini
kullanmistir. Veri seti GGO, nodil ve GGO (GGON), CPP,
konsolidasyon, konsolidasyon ve GGO (GGOC) igeren BT
bulgu siniflarini icerir. Bu calismalarinda baskin
aktivasyon setlerini c¢ikarmak icin ResNet modellerini
kullanip ardindan yerel yorumlanabilir model agnostik
aciklamalar (LIME) yontemini kullanarak en iyilerini secip
ardindan Softmax ile siniflandirilma islemi yapilmistir. Bu
ile %99,62 genel

Calismalar Covid-19 BT bulgularinin tespitinin hastaligin

oneri dogruluk elde edilmistir.
ciddiyetini ve seyrini tahmin etmede kullanilabilecegini
boylece hastalarin ayaktan tedavi, hastane klinik ya da
yogun bakim servislerinde tedavilerine karar vermede
saglik calisanlarina yardimci olabilecegini gbstermektedir.

Bu calismada, Covid-19 hastaliginin akcigerlerdeki
tutulumunun tespiti icin olusturulan bes sinifl (GGO,
GGON, GGOC, CPP ve Konsolidasyon) BT akciger bulgulari
veri seti kullanilarak hastaligin prognozunun tahmininin
yapilmasi ve hastalarin gerektiginde yogun bakim
ihtiyacinin hizlica tespit edilmesi amaclanmistir. Boylece
Covid-19 ve olasi benzer pandemilerde BT akciger
bulgulari  kullanilarak saglik
etkin katkida

bulunmasi amaglanmistir. Bu ¢alismada derin 6grenme

vapilan  tespitlerin

sistemlerinin olarak kullaniimasina
modelinden elde edilen 6zniteliklerden en etkin olanlar
seg¢im algoritmasl yardimiyla segilerek makine 6grenme
siniflandiricilariyla siniflandirilip BT bulgularinin  tespiti
yontem olarak tercih edilmistir.

Bu calisma su sekilde diizenlenmistir; veri seti, derin
6grenme modeli ve uygulama detaylari Bolim 2'de
aciklanmistir. Bulgular Boliim 3' te tartisma Bolim 4 'te ve
¢alismanin sonunda ise sonug bolimi yer almaktadir.

2. Materyal ve Metot
2.1.Veri Seti

Veri seti, gerekli Etik Kurul izinleri, alindiktan sonra
istanbul Hamidiye Etfal Egitim ve Arastirma Hastanesi
PACS sisteminde kayith ve hastane radyologlari
tarafindan incelenen 196 hastaya ait 614 Covid-19 BT
goriintlisiinden elde edilmistir. Ayrica bu veri setine Yang
et al., (2020) tarafindan yayinlanan COVID-CT Veri seti de
radyologlar tarafindan BT bulgularina gére analiz edilip
eklenerek CovCT Bulgular Veri Seti olusturulmustur. Tim
resimler .jpg, .jpeg formatindadir ve 512x512 ile
1096x1289 piksel arasinda degisen boyutlara sahiptir.
Ancak Derin Ogrenme modelinin girdi boyutuna gore
224x224 olarak yeniden boyutlandinimistir. Bu ¢calismada
kullanilan CovCT Bulgular Veri Setinden her bir sinifa ait
ornek gorintiler Sekil 1’'de ve CovCT-Bulgular Veri
Setinde yer alan her bir siniftaki BT gortinti sayilari ile ilgili

ayrintilar ise Cizelge 1'de verilmistir.

Sekil 1. CovCT Bulgular Veri Seti siniflarindan 6rnek BT gorintiileri a) Buzlu Cam ve Nodil (GGON) b) Kaldirim Tasi
Paterni (CCP) c) Konsolidasyon d) Buzlu Cam ve Konsolidasyon (GGOC) e) Buzlu Cam Opasitesi (GGO).
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Cizelge 1. CovCT Bulgular Veri Setinde her bir sinifa ait toplam BT goriinti sayilari.

CovCT-Bulgular Veri Seti COVID-C:I' Veri COV!D-I? BT Gériintii Toplam BT Goriintii
Seti Veri Seti Sayisi Sayisi

Buzlu Cam Opasitesi (GGO) 0 337 337

Konsolidasyon (Consolidation) 108 36 144

Buzlu Cam ve Nodil (GGON) 7 191 198 785

Buzlu Cam ve Konsolidasyon (GGOC) 27 23 50

Kaldirim Tasi Paterni (CPP) 29 27 56

2.2 Konvoliisyonel Derin Ogrenme Aglar

VGG-16 derin 68renme ag ile Covid-19 hastaliginin
teshisinde bir¢ok ¢alismada basarili sonuglar elde
edildiginden bu ¢alismada da tercih edilmistir. VGG-16’
nin giris gorlinttlerin boyutu 224x224 olmalidir. Derin
O0grenme aginin  egitiminde VGG-16'nin  girisindeki
gorintiler c¢ekirdek adi verilen matrislerle eleman
bazinda ¢arpilarak ve konum bazinda toplanip 6znitelik
haritalari elde edilir. Elde edilen her bir 6znitelik haritasi
ise sonrasinda lineer olmayan aktivasyon fonksiyonuna
islemine tabi tutulur. iki konvoliisyon katmani arasinda
ise genellikle bir havuzlama katmani kullanilarak 6nemli
ozellikler kaybedilmeden aktivasyon haritalarinin boyutu
distrtlir. Havuzlama katmanindan elde edilen
oznitelikler tek boyutlu vektore donistilrilerek tim
néronlarinin  birbirine bagh oldugu tam baglantil
katmana iletilir. Tam baglantili katmanin en sonunda
olarak kullanilan  Softmax

siniflandirma  katmani

fonksiyonu bulunur. Softmax fonksiyonu girdilerini, giris
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Sekil 2. VGG -16 Derin Ogrenme Aginin Mimarisi.

2.3 Oznitelik Secme Yéntemi

Yapay zeka icin kullanilan veri setleri aslinda bir grup

Oznitelikten olusmaktadir. Veri setleri icerisindeki
gereksiz ve vyararsiz Ozniteliklerin belirlenerek veri
setinden c¢ikartilarak boyutun disurilmesiyle daha iyi
siniflandirma performansi saglanacaktir. Kursa, et al.,
(2010) 6nemli ve 6nemsiz nitelikleri birbirlerinden ayirt
etmek icin oncelikle orijinal veri setine rastgele golge
oznitelikler ekleyerek genisletip sonrasinda ise genellikle

rastgele karar ormanlan tarafindan egitildigi Boruta'y

verisinin siniflari sayisinda, gikislarinda olasilik degerlerine
donustirerek maliyet fonksiyonuna aktarir. Giris degeri
ile gikista tahmin edilen sinifa ait hata degeri belirlenen
degere kadar
parametreleri giincellenir ve bu derin 6grenme aginin

ulagana derin  6grenme  aginin
egitimi olarak tanimlanir. VGG-16 aginin agirliklarinin
egitim tamamlanana kadar optimize edilmesi Stokastik
(SGD) SGD

optimizasyonu her bir egitim verisi x' ve etiketi y* icin

gradyan inisi ile  gerceklestirilmistir.
parametre glincellemesi yapar ve @ 6grenme katsayisiile
gradyanlarin garpilmasi sonucunda giincel agiriklar (w, )
Esitlik 1'de ifade edilmistir.

@)

W =W —ad7—

Bu calismada egitim sirasinda derin 6grenme aginin
dgrenme orani 10>, yigin boyutu 64, déngii sayisi 50 ve
veri setinin egitim test orani 70:30 secilmistir. VGG-16'nin
ozniteliklerin gikartildigl fc8 katmanina kadar ki genel
gosterimi Sekil 2’de verilmistir.

(o] (] cl
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onermislerdir. Bu yontemde belirli bir 6zelligi kullanan

ormandaki tim karar agaclar icin siniflandirma
dogrulugu kaybi ayri ayrn hesaplanirken her seferinde
niteliklerin &nemi hesaplanir. Onem 6l¢iisii, ortalama
kaybi standart sapmasina bélerek hesaplanan Z puanidir.
Her bir 6znitelik icin ve golge ozniteliklerin en yiksek
oldugu Z puani hesaplanarak (MZS) belirlenen degerden
cok vyiksek ve cok duistk olanlar elenir. Rastgele

degiskenlerden daha yiksek 6éneme sahip degiskenler
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onemli kabul edilmistir. Golge olanlardan ¢ok daha kot
Oneme sahip ozellikler ise elenir. Bu sireg belirlenen bir
iterasyon sayisi kadar ya da Ozniteliklerin reddedilme ve
kabul edilme islemleri tamamlanana kadar devam eder.
Bu calismada Boruta 6znitelik secimi algoritmasi rastgele
karar ormanlari ile ¢alistirilarak en degerli 6znitelikler elde
edilmistir. Rastgele Ormanlar birbirinden bagimsiz karar
agaclarindan olusur ve bu yapida her bir karar agacinin
sinif tahmini degerlendirilerek en ¢ok oyu alan tahmin
modelin tahmini olacagindan herhangi bir agacin bireysel
performansindan daha yiiksek performans gosterirler.

2.4 Destek Vektor Makineleri

Destek Vektor Makineleri (DVM), siniflar arasinda en
buylk marjla optimal hiperdiizlemi bulmak icin
gelistirilmis bir siniflandirma yontemidir (Cortes et al.,
1995). Siniflardan hiperdiizleme en yakin olan ve
hiperdiizlem/karar sinirini bir siitun olarak destekleyen
noktalara destek vektorleri denir. N boyutlu uzayda giris
ornekleri ve cikis degerleri {xi, yi} olmak lizere i=1, 2...r,
ve x hiperdiizlem {izerinde uzanan bir noktayi, yi={1, -1}
ile temsil edilen egitim verilerinive (w.x; + b) = t1ile
tanimlanan hiperdiizlemi, w hiperdizlemin katsay
vektoriinl, b hiperdizlemin orijinden uzaklig olmak
lzere birlestirilen hiperdizlemlerin denklemi Esitlik 2'de
ifade edilmistir.

yiw.x;+b)—1=0 (2)

Dogrusal olarak ayrilabilen siniflar icin iki boyutlu uzayda
DVM temsili gosterimi Sekil 3‘te verilmistir.

- =
Marjin=
farjin=

A A AL A

.

Sekil 3. DVM temsili gbsterimi.

Burada destek vektorleri ile hiperdiizlem arasindaki
maksimum  mesafenin  genisligi marjin  olarak
tanimlanmistir. DVM iki sinifli siniflandirma esasina gére
yapilanmis bir metot olsa da ¢ok sinifli siniflandirmalar iki
sinifll  siniflandirma~ diizeyine  disurilerek  ¢oklu

siniflandirmalar iginde birgok ¢alismada kullaniimaktadir.
Siniflarin arasinda dogrusal olmayan karar ylzeyleri
oldugu durumlarda ise dogrusal olmayan karar
ylizeylerini dogrusal bir fonksiyona donistlirerek
siniflandirmak igin gekirdek fonksiyonlari kullanilir. Bu
¢alismada bazi denemeler sonucunda en yiiksek basariy
verdigi tespit edilen dogrusal DVM metodu tercih
edilmistir.

2.5 Dogrusal Diskriminant Analizi

Dogrusal  Diskriminant  Analizi (DDA) ile veri
siniflandiriimasi  yapilirken veri setinde siniflar arasi
varyansin sinif i¢i varyansa orani maksimize edilerek
maksimum ayrilabilirlik saglanir (Park and Park, 2008).
Veri seti ve test setinin ortalama degerleri u, Ve u, olarak
ve siniflarin bagimsiz olasilik degerleri p; Ve p, alinarak
Uz her iki kimenin birlesiminin ortalamasi olmak Uzere
Esitlik 3 ile ifade edilmektedir. Her bir sinifin beklenen
kovaryans matrisi ve dagilimi Esitlik 4 ve Esitlik 5 ile ifade
edildiginde siniflar arasi beklenen dagilim ise Esitlik 6 ile
ifade edilir. Burada S, her bir siniftaki verilerin ortalama
degerlerinin kovaryansi olmak (izere optimizasyon
kriterini hesaplamak icin siniflar arasi dagiimin sinif ici
dagilima orani hesaplanir. Bu kriteri maksimum yaparak
dondstirilmis uzayin eksenlerini elde edip Esitlik 7'de

verilmistir.
pz =p1Xpy + p2 Xip 3)
covj = (x; — ) (x; — )’ (4)
Sw = z Pix(covy) (5)
j

(6)
Sp = Z(uj — uz) x(uj — p3)"
7

kriter,,e = inv(Sy)xS), (7)

DDA kullanilarak donlsim saglanan yeni uzayda
hesaplanan Euclidian mesafesi ile her bir sinif elemani
siniflandinlabilir. Sekil 4’te ikili siniflandirmada verilerin
sacllm ve varyansa gobre aynstirilmasi gosterimi
verilmistir.
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3

Sekil 4. DDA ile siniflarin varyansa bagli ayrigimi.

2.6 Yontem

Bu calisma Covid-19'un akcigerlerdeki seyrinin derin
0grenme yontemleriyle tespit edilebilmesi amaciyla
hazirlanan CovCT Bulgulart Veri Seti kullanilarak

yapilmistir. CovCT Bulgulan Veri Setinde Covid-19'un

COVCT Bulgular Veri Seti]

akcigerlerdeki duizeyi bes farkli sinifta temsil edilmistir. Bu
siniflar GGO, GGON, GGOC, CCP ve Konsolidasyon’ dur.
Onerilen yaklasim dért adimdan olusmaktadir. CovCT
Bulgulan Veri Seti ile dnceden egitilmis derin 6grenme
aginin (VGG-16) egitildigi veri setinin gortntl ozellikleri
cok farkli oldugundan ilk adimda ag bastan sona yeniden
egitilmis ve siniflandirma basarisi incelenmistir. ikinci
adimda veri seti ile egitilen VGG-16'nin fc8 tam baglantili
katmanindan elde edilen o6znitelikler elde edilmistir.
Uglinci adimda Boruta 6znitelik se¢me algoritmasi
kullanilarak en ilgili 6znitelikler segilmistir. Ayrica elde
edilen 6znitelikler igerisinden en verimli olan ilk 200, 300
ve 400 elde edilerek son adimda DVM ve DDA
siniflandiricilariyla siniflandinlmigtir. Sekil 5 ile 6nerilen
yaklasimin genel yapisini gsterilmektedir.

DVM Simflandine = CP?

y —— GGO
R )y GGOC
| g T
N f T i ) GGON
Xy
~ - s - .
\/ \j P KONSOLIDASYON
DDA Simiflandirica

Sekil 5. Covid-19 ‘un akcigerlerdeki prognozunun tespiti icin 6nerilen yontemin genel gosterimidir.

2.7. Performans Metriklerinin Elde Edilmesi

Bu calisma, AMD Ryzen7@3.20 GHz islemci, 32 GB RAM
ve 8 GB NVIDIA GeForce RTX 3070 ekran karti (GPU)
iceren Windows 10 64 bit isletim sistemi kullanilarak
gerceklestirilmistir. Siniflandirma icin MATLAB 2021 ve
Python 3.7 Keras kiitlphaneleri kullanilmistir. Karmasiklk
matrisi sonuclarindan duyarlilik, 6zgllik, hassasiyet, F-
skor ve dogruluk metriklerini elde etmek icin dncelikle
dogru pozitif (DP), dogru negatif (DN), yanls pozitif (YP),
yanlis negatif (YN) degerleri elde edilmistir. Sonrasinda
asagida verilen esitlikler kullanilarak metrik degerler
Esitlik 8, Esitlik 9, Esitlik 10, Esitlik 11 ve Esitlik 12'de
verilmistir.

Duyarlilik = L (8)
Y ~ DP+DN

s .o DN (9)

Ozgillik = DN+ DP

Hassasiyer = L (10)
Yer =Dpp +YP
2XDP

F — Skor = (11)

2XDP+YP+YN

DP + DN
DP+DN+YP+YN

(12)

Dogruluk =
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3. Bulgular

CovCT Bulgulan Veri Seti kullanilarak yapilan calismada
COVID-19 hastaliginin  akcigerlerdeki seyri bes farkl
sinifta (GGO, GGON, GOOC, CPP ve Konsolidasyon)
siniflandinimistir.  Calismanin CovCT
Bulgulari Veri Seti ile egitilen VGG-16 modeline ait
dogruluk grafigi ve egitim sonrasinda siniflara ait

ilk adiminda

100
80"
=
= 60 -
2
o 40 -
(@]
]
20 ——Egitim
—Validasyon
0 200 400 600 800
Iterasyon

performans metriklerinin elde edildigi karmagiklik matrisi
Sekil 6'da verilmistir. CovCT Bulgulan Veri Seti VGG-16
modeli ile egitilip modelin son katmaninda mevcut olan
Softmax siniflandiricisiyla siniflandirildiginda her bir sinifa
ait duyarlihk, 6zglillik, hassasiyet, F-skor ve dogruluk
degerleri Cizelge 2’de verilmistir.

Tahmin Etiket
CPpP| 14 3
Consolidation 41 1 1

GGO ) 6
GGOC 3 12
GGON 4 55

(30060$

Gercek Etiket

QQQ ,2&.0 6(3

00“%

Sekil 6. VVG-16 modelinin CovCT Bulgulari Veri Seti egitim validasyon grafigi ve ilgili karmasiklik matrisi.

Cizelge 2. CovCT Bulgulari Veri Setinin VGG-16 ile egitiminden elde edilen performans metrik degerleri.

Ao . o Genel
Oznitelik Siniflandirici Siniflar Duyarhlik  Ozgiilliik (%) Hassasiyet F-Skor  Dogruluk Dogruluk
Sayisi (%) (%) (%)
(%) (%)
ccp 82.35 100 100 90.32 98.72
Konsolidasyon 95.35 96.88 87.23 91.11 96.60
1000 Softmax GGO 94.06 96.18 95 94.53 95.26 92.34
GGoc 80 99.55 92.31 85.71 98.30
GGON 93.22 96.59 90.16 91.67 95.74

VGG-16 modeli fc8 katmanindan her bir goriinti icin elde
edilen 6znitelikler tam baglantill katmana ileterek yapilan
egitim sonunda elde edilen genel dogruluk degeri %92,34
olarak elde edilmistir. Calismanin ikinci adiminda VGG-16
modelinin fc8 katmanindan elde edilen 6zniteliklerden
sistem performansina katkisi az olan ilgisiz 6znitelikleri
belirleyip en verimli oznitelikleri segmek icin Gglincl
adimda Boruta Oznitelik segme algoritmasi rastgele
orman agaglariyla birlikte kullanilmis olup 100 karar agaci
ve 100 iterasyon degerleri secilmistir. Optimizasyon
sonucunda toplam 1000 6znitelikten 473 adeti algoritma
tarafindan verimli ve faydali oldugu tespit edilmistir. Elde
edilen 473 oznitelik verimlilik 6nem sirasina gore

siralandiktan sonra en verimli 200, 300 ve 400 adeti
secilerek ayri ayn DVM ve DDA siniflandincilarnyla
siniflandinlmistir. Onerilen yaklasimin performans metrik
degerleri ayrintili olarak Cizelge 3'te verilmistir. Yapilan
calisma sonrasinda toplam 1000 6znitelik kullanilarak
elde edilen %92,34 genel dogruluk orani, Boruta segim
algoritmasiyla secilen en degerli 300 6znitelik kullanilarak
DVM siniflandincisiyla  yapilan calisma sonrasinda
%97.02'ye yikseltilmistir. En basanh sonuglarin elde
edildigi 300 o6zniteligin DVM ve DDA siniflandiricilar
kullanilarak elde edilen karisikik matrisleri Sekil 7'de

verilmistir.

583



Derin O§renme Yéntemleri Kullanilarak Covid-19 Hastaliginin Prognozunun Tahmini, Muzoglu vd.

Cizelge 3. Boruta Algoritmasiyla secilen 6zniteliklerin DVM ve LDA ile siniflandiriimasi.

. " Genel
Oznitelik Duyarhlik Ozgiilliik Hassasiyet F-Skor Dogruluk .
Sayisi Siniflandirici Siniflar %) %) (%) %) (%) Dc.;g/r)uluk
0
ccp 100 98.6 84.21 91.43 98.72
Konsolidasyo 88.64 100 100 93.98 97.87
Destek Vektdr GGO 98.02 94.78 93.40 95.65 96.17 94.04
Makineleri :
GGOC 80 100 100 88.89 98.72
GGON 93.32 97.73 93.22 93.22 96.60
200 ccp 87.50 98.17 77.78 82.35 97.45
Dogrusal Konsolidasyo 88.64 97.91 90.7 89.66 96.17 92.34
DISk””;i”a”t GGo 95.05 96.27 95.05 95.05 95.74
Analizi
6GOC 93.33 99.55 93.33 93.33 99.15
GGON 91.53 97.73 93.1 92.31 96.17
cep 93.75 99.54 93.75 93.75 99.15
Konsolidasyo 95.35 99.48 97.62 96.47 98.72
Destek Vektor 6Go 99.01 98.51 98.04 98.52 98.72 97.02
Makineleri
GGoC 100 99.54 94.12 99.97 99.57
GGON 94.92 98.86 96.55 95.73 97.87
300 ccp 93.75 99.54 93.75 93.75 99.15
Dogrusal Konsolidasyo 95.35 99.48 97.62 96.47 98.72 96.17
Dis/':””;f”?“t GGO 100 97.76 97.12 98.54 98.72
nalizi
GGoC 87.5 99.54 93.33 90.32 98.72
GGON 93.22 98.3 94.83 94.02 97.02
ccp 100 99.54 94.12 96.97 99.57
Konsolidasyo 95.35 100 100 97.62 99.15 96.59
Destek Vektor n
Makineleri GGo 100 94.74 93.58 96.68 97.02
GGoC 93.33 100 100 96.55 99.57
400 GGON 91.53 100 100 95.58 97.87
ccp 100 99.54 94.12 96.97 99.57
Dogrusal Konsolidasyo 95.35 100 100 97.62 99.15 95.74
Dis/':””;f“.a"t GGo 99.02 93.98 92.66 95.73 96.17
nalizi
GGoC 93.33 100 100 96.55 99.57
GGON 89.83 99.43 98.15 93.81 97.02
~ Tahmin Etiket Tahmin Etiket
cpp| 15 1 E CPP 15 1 <
=t
. . = . . -
Consolidation 41 1|1 = Consolidation 41 1|1 =
gcso M 1 x Géo | Ml @
©n o
GGOC| 16 e GGOC 14 2 £
12 56/C | 3 BBl
NIRRT O PR R o™ 0.0 o
CY Aaa© OO OO0
RS C A O el
S
Co® co®

Sekil 7. Boruta 6znitelik secim algoritmasiyla secilen 300 6zniteligin DVM ve LDA siniflandirmasi sonucunda elde edilen karmasiklik
matrisleri.
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4. Tartisma

Covid-19 hastaliginin akcigerlerdeki seyrinin hastaligin
prognozu ile ilgili bilgiler icerdigi ve bu bilgilerin Covid-19
ve benzer pandemilerde ilgili hekimler igin yol gosterici
oldugu ayrica hasta saghg acisindan etkin kullaniminda
ise 6Gnemli bir rol oynayabilecegi konuyla ilgili birgok tip
makalesinde ortaya konmustur (Cau et al., 2021). Ancak
bildigimiz ve arastirdigimiz kadariyla derin 6grenme
calismalarinda kullanilmak (izere Covid-19 Akciger BT
Bulgularinin incelendigi bir veri seti, CovCT Bulgular Veri
Seti disinda heniiz sunulmadigindan bu ¢alismanin
sonuglari bu anlamda degerlidir. Bu galisma ile CovCT
Bulgulari Veri Seti kullanilarak Covid-19 hastaliginin
akcigerlerdeki seyri bes farkl sinifta (GGO, GGON, GOOC,
CPP ve Konsolidasyon) siniflandirilmis bdylece hem
hastaligin prognozunun tahmin edilmesi hem de
gerektiginde hastanin yogun bakim ve/veya ventilasyon
stirecinin  baslatimasina  karar verilmesinde ilgili
hekimlere yardimc bir uygulama olarak onerilmistir.
CovCT Bulgulari Veri Setini kullanarak Togacar vd., (2022)
tarafindan yapilan 6nceki calismada ResNet modelleri
ozellik gikarici olarak kullanilmis ve SoftMax'tan dnce her
modelden baskin aktivasyonlari segen bir yaklasim
onerilmistir. 5 sinifll bir siniflandirma problemi igin
%99,15'lik bir genel dogruluk elde etmislerdir. Togacar et
al., (2022) tarafindan onerilen yaklasimda 6zniteliklerin
G¢ farklh ResNet modelinden alinmasinda yasanan
manuel islem fazlaligi g6z 6niinde bulundurularak birgok
Covid-19 derin 6grenme ¢alismasinda kullanilan VGG-16
Onceki
Ozniteliklerden baskin olanlarin  segilme islemi bu

modeli  kullanilmistir. calismada  segcilen

calismada ise secilen 6zniteliklerden daha verimli olanlar
kullanilarak en basarili siniflandirma dogrulugu elde
edilmistir. Togacar et al., (2022) tarafindan Onerilen
yaklasimda ResNet modellerinden elde edilen en dstik
siniflandirma genel dogrulugu olan %96,80 Onerilen
yaklasimla yaklasik %2,5'lik bir artis saglanarak %99,15" e
yiikseltilmistir. Onerilen yaklasimda VGG-16 modelinden
elde edilen %92,34 genel dogruluk orani ise Gnerilen
yaklasimla 97,02°ye yikseltilerek yaklasik %5 artis
saglanmistir.  Dolayisiyla Boruta Oznitelik  secim
algoritmasiyla elde edilen en etkin OGzniteliklerle
birbirinden farkli modellerin ve uygulamalarin birlikte
kullanilmasina gerek kalmadan basarili bir sonug elde
edilmistir. Her ne kadar Covid-19 akciger bulgulari ile ilgili
siniflandirma ¢alismasi hentiz bu ¢alismalar disinda tespit
edebildigimiz kadaryla yapilmamis olsa da farkli akciger
hastaliklarinin BT bulgularyla ilgili nadir de olsa bazi
calismalar ile karsilasilmistir. Hashimoto et al. (2018)
diffiiz akciger hastaliginin BT bulgularini ayirt etmek icin
konsolidasyon, GGO ve normal opasiteli dokudan olusan
bir BT veri seti olusturmuslardir. BT gorintilerini
siniflandirmak icin iki konvollsyonel sinir agini birliktelik
yontemiyle kullanarak %93,3 siniflandirma dogrulugu
elde etmislerdir. Gauss filtre kullanilarak opakliklarin
sinirlarinin yumusatildigi calismada toplam 50 goriinti
dilimi  kullanilmistir.  Onceki calismalar ve ©6nerilen
yaklasima ait veriler Cizelge 4’te 6zetlenmistir.

Bu calismada elde edilen basarili sonuglara ragmen
sistemin manuel islemlere gerek duymasi Onerilen
yaklasimin bir dezavantajidir. Ancak Covid-19 BT
Bulgularinin  6nerilen yaklasimla yiksek dogruluktaki

tespiti bu alanda 6nemli bir yenilik olmustur.

Cizelge 4. Covid-19 Akciger BT Bulgulariyla ilgili yapilan derin 6grenme calismalari.

Egtim/ P
. N Goriintii Genel
Onceki Calisma Model/Metot Veri Seti Validasyon il
Orani Kaynagi Dogruluk (%)
Derin Konvoliisyonel 50 GGO
Hashimoto et al. Sinir Ag1, 50Konsolidasyon 80:20 BT 2018 93.3
Gauss Filtreleme, 50 Normal Opasiteli Doku
436 GGO
Transfer Ogrenme, 144 Konsolidasyon
Togacar et.al. Oznitelik Secimi, 198 GGON 70:30 BT 2022 99.15
LIME 50 GGOC
56 CCP
337 GGO
Transfer Ogrenme, 144 Konsolidasyon
Onerilen Yaklagim Oznitelik Secimi, 198 GGON 70:30 BT 2022 97.02
Boruta 50 GGOC
56 CCP
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5. Sonug

Covid-19 hastaliginin  derin  6grenme modelleriyle
tespitiyle ilgili birgok basarili galisma yapilmistir. Hastaligin
prognozunun BT bulgulariyla tahmin edilebileceginin ise
alaninda birgok tibbi ¢alisma ile ortaya konmasina
ragmen akciger BT bulgularinin siniflandirlmasi ve
tespitiyle ilgili ¢alismalar CovCT Bulgularn Veri Seti
olusturulana kadar heniiz yapilamamistir. Covid-19
Bulgularinin tespitinin hastaligin prognozundaki énemi
galisma igerisinde belirtilmis olup elde edilen sonuglar
transfer O6grenme ve Oznitelik segilmesi yontemiyle
yapilan c¢alismalarin bu alanda da olduk¢a basarili
sonuglar verebilecegini géstermistir. Onerilen calismada
olusturulan CovCT Bulgular Veri Seti, VGG-16 modeli ile
egitildikten sonra Boruta 6znitelik se¢im algoritmasi ve
DVM siniflandirici kullanilarak en basarili genel dogruluk
basarisi %97,02 olarak elde edilmistir. Yapilan ¢alismaiile
derin 6grenme yapilariyla Covid-19 tespiti yapildiktan
sonra hastaligin akcigerlerdeki tutulumunun seyrinin de
basarila tespit edilecegi gosterilmistir. Elde edilen basarili
sonuglar ile dnerilen ¢alismanin bilgisayar destekli yazilim
olarak radyoloji departmanlarinda yardimci bir uygulama
olarak onerilebilecegini boylece Covid-19 ve benzer
pandemilerde saglik tesislerinde hastaligin hizli tespiti ve
de ayrica

etkin yonetimi icin  kullanilabilecegini

gostermistir.
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