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Ozet

Yumurta, beslenmedeki en 6nemli protein kaynaklari arasinda yer alir ve bu nedenle yumurta tretim

. endistrisi bircok Ulkedeki en biylk endustrilerden biridir. Yumurtalarin otomatik olarak
Anahtar kelimeler
siniflandiriimasi yumurta tretim sirecini gelistirmek ve hizlandirmak igin nemlidir. Bu hijyenik Gretim

Cevrimigi 6grenme; Esli
ortami agisindan da 6nemlidir. Bu galisma, yumurtalarin derecelerine gore siniflandirilmasi igin farkli bir

O0grenme; Destek

vektsr makineleri: yaklasim onermektedir. Bir ¢evrimigi destek vektor makinesi yumurta ciftleriyle g¢alisacak sekilde

uyarlanmigtir. Bu esli model, bir giftin pozitif bir ¢ift olup olmadigini belirleyebilir; burada, ayni siniftaki

Cekirdek yontemleri;
iki yumurta tarafindan olusturulan gift pozitif bir ¢ift ve farkh siniflardan gelen iki yumurta tarafindan

Cok sinifli siniflandirma
olusturulan cift ise negatif bir gifttir. Bu yaklasimin ve klasik DVM'nin siniflandirma performanslari

karsilastirilmis ve sonuglar esli yaklasimin klasik DVM'den anlamli 6lgide daha iyi oldugunu
gostermektedir.

Eggs’ Grade Classification using an Online Pairwise Support Vector
Machine

Abstract

Egg is among the most important sources of protein in nutrition, thus egg production industry is one of
the largest industries in many countries. Accurate automatic grading of eggs from poultry is critical for
improving and speeding up the egg production process. This is also important in terms of hygienic
production environment. This paper proposes a different approach for classification of eggs into grades.

Keywords
Online learning;
Pairwise learning;
Support vector
machines; Kernel
methods; Multi-class

An online support vector machine is adapted to work with pairs of eggs. This pairwise model is able to
identify whether a pair is a positive pair or not, where a positive pair formed by two eggs from the same
classification grade and a negative pair formed by two eggs from different grades. Classification performances of this
approach and classical SVM are compared and results indicate that the pairwise setting outperforms

the classical SVM significantly.
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1. Giris

Eski yumurta isleme tesislerinde, yumurta genellikle
yumurta isleme Unitelerini gozlemleyen insanlar
tarafindan elle derecelendirilir. Bir {retim
bandindan akan yumurtalar insanlar tarafindan
elektro-mekanik  kayit  tutucular  kullanilarak
etiketlenir ve daha sonra tasnif makineleri

tarafindan ayrilir. Yumurta ayirma siireci kayit
tutucularda ¢alisan gozlemciler nedeniyle yavaslar.
Bunun yaninda,bir giftlikte tiim kiimeslerden gelen
yumurtalar, yumurta tasnif makineleri ile toplu bir
sekilde siniflandirilir.
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Bu durum, kiimeslerin performanslarinin élglimiine
imkan vermemektedir.Bu nedenle, kimeslerin
Uretim performanslarinin Olgllmesi icin
yumurtalarin kalite bakimindan boyutlarina goére

Onceden derecelendiriimesine ihtiyac
duyulmaktadir. Bu calismada, banttan akan
yumurtalar, ozelliklerine gore, yumurta

siniflandirma makinesinden 6nce gercek zamanh
olarak, gorinti isleme teknikleri ve gevrimigi bir
destek vektor makinesi kullanilarak
siniflandirilacaktir. Bu sekilde, kiimeslerin
verimliligini ve kalite oranlarini eszamanl olarak
belirlemek de mimkandir.

Literatlirdeki farkh calismalarda gorinti isleme
teknikleri ve c¢esitli siniflandirma  yontemleri
kullanilmistir. Patel vd. (1998) gerceklestirdikleri
calismada gri (gray) renk uzayi yerine (RGB) kirmizi,
yesil ve mavi renk uzayinin renk histogramini ¢cikarak
(YSA) yapay sinir aglarini egitmek amaci ile veriler
girilmistir. Yaptiklari calismada 180 - 255 renk deger
araligina sahip yumurtalarin farkli renk piksellerine
sahip olmadigi ve bu sebeple saglam yumurta olarak
belirlendigi gorilmistir. Yine baska bir calismada
kahverengi yumurtalardaki kirlerin ve lekelerin
belirlenmesi icin RGB renk uzayinda imge ¢ikarma
islemi yapilmis ve daha sonra imgeyi (binary) ikili
resim formatina donustirerek kirli bolgelerdeki
gorintin piksel degerleri farkli oldugundan
belirlenen esik degere goére yumurtanin kirli olup
olmadigina karar verilmistir. Bunun yaninda kirik ve
catlak yumurtalar icin farkli bir uygulama
yapilmadigi gortlmistir (Mertens et al. 2005). Lin
vd. (2009) gerceklestirdikleri bir calismada dijital
gorintl isleme yontemlerinden farkli bir yaklasim
gelistirerek ses dalgalarinin akustik rezonans frekans
yontemi ile bir sistem gelistirmislerdir. Ses
dalgalarinin yumurta kabugu lizerinde sadece kabuk
catlak ve kiriklarin tespiti amaci ile kullanilabildigi
gorllmus ancak kirli ve lekeli yumurtalarin tespit
edilmesinin mimkiin olmadigi gérilmustar.

Dehrouyeh vd. (2010) gerceklestirdikleri bir
¢alismada yumurtalarda olusan kan lekelerinin
belirlenmesii¢in halojen lamba kullanmistir. Halojen
lambamin  yaymis oldugu sari 1sigin  kanda
olusturdugu renk farkliiginin HSV renk uzayindaki
degeri kullanilarak bir siniflandirma yapilmistir. Elde
edilen gbrintl 6nce grirenk uzayina dontstirilmus
ve Canny kenar cikarma algoritmasi kullanilarak
imge arka plandan cikarilmis ve ikili (binary)
gorlntiye donusturilerek kabuk Gzerindeki kir ve
lekelerin tespiti yapiimistir. Mansoory vd. (2011)
gerceklestirdikleri bir ¢alismada Susan kenar

yakalama yontemi ve yerel bulanik esik belirleme
metodu kullanarak yumurta kabugunda olusan kirik
ve c¢atlaklari  tespit eden bir algoritma
gelistirmislerdir.

Lunadei vd. (2011) gergeklestirdikleri bir ¢calismada
tek renkli (monochrome) kamera ile yumurta
gorintulerini almislari ve daha sonra bu gorintiler
referans gorintiler ile karsilastirarak arka plan
¢ikarma islemi yapmislardir. Arka plan ¢ikarmadan
elde edilen gorintiler Uzerinde kir ve lekeleri
belirlemek icin bir algoritma gelistirilmistir. Lekeler
tespit edildikten sonra lekelerin boyutsal ve
geometrik sekilsel siniflandirilmasi yapilmis ve
lekelerin tirlerinin tespiti yapilmistir.

Ibrahim vd. (2012) gergeklestirdikleri bir calismada
yumurtalari belirlenen biyiklik durumlarina gore
siniflandirma yapmislardir. Siniflandirma sonrasinda
yumurta lzerinde leke ve kirlerin tespiti icinde bir
¢aisma  yapimistir.  Yumurtalarin  buydkluk
durumlarina goére siniflandirmasi igin yumurta
goruntlsl icerisindeki piksellerin alan yogunlugu
(piksel sayisi) kullaniimistir. Yumurtadan elde edilen
goruntller gri seviyeye donustlrip belirli esik
degerler kullanilarak ikili (binary) gorintiye
donlsturilmustar. Bu ikili goriintl Uzerinde kir ve
leke tespit calismalari yapilmistir.

Arivazhagan vd. (2013) gergeklestirdikleri bir
calismada ¢atlak ve kirik yumurtalari tespit etmek
amaci ile elde edilen goriintl gorlntliyl RGB renk
uzayindan YIQ renk uzayina doéndstlrilmastiir. Bu
donisim  sonrasinda Bottomhat donlsimi
uygulanmis ve yumurta Gzerindeki catlak ve
kiriklarin tespiti yapilmis. Yumurtalardaki kir ve
lekelerin tespitiicin ise elde edilen gérinti HSV renk
uzayina donistirilmis ve bilesenlerine ayrilmistir.
H katmanindaki renk degerini kullanarak kir ve
lekelerin tespiti yapilmistir. Daha yumurta icinde
olusan kan lekelerinin tespiti icin ise halojen lamba
kullanilmis ve Candling metodu kullanilmistir. Elde
edilen ikili (binary) goriintl isleme teknigi ile leke
tespiti yapilmistir. Yapilan ¢alismada (g farkh leke
veya kusur icin farkli yontemler uygulanmis ancak
¢alisma siniflandirma konusunda basarili olmustur.

Destek Vektor Makinesi'nin (DVM) temel fikri,
dogrusal olarak ayrilabilen veriler tizerinden optimal

bir ayirma hiperdiizlemi olusturmaktir. Ayni
zamanda  cekirdekleri ve  yumusak  marj
formilasyonlarini  kullanarak  dogrusal olarak

ayrilamayan verilerde genis marijli bir hiperdizlemi
de 6grenebilir. Bununla birlikte, DVM baslangicta
ikili siniflandirma igin tasarlanmistir ve DVM'yi cok
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sinifli senaryoya genisletmek icin iki ana yaklasim
vardir. Bir yaklasim ikili algoritmayr ¢ok sinifa
genellestirmektir, baska bir yaklasim ise ¢ok sinifli
siniflandirma problemini bir dizi ikili problem haline
donigtirmektir. En eski ve en yaygin kullanilan
uygulamalardan biri, her biri her sinifi digerlerinden
ayiran M ikili DVM siniflandiricilarini olusturan,
tiimune karsi tek yaklasimidir. i.DVM, i sinifinin tim
orneklerini pozitif etiketlerle ve diger tiim ornekleri
negatif etiketlerle ele alarak egitilir. Esli
siniflandirma ise, iki sinifli problemlerin her birinden
elde edilen egsli karsilastirmalar g6z 6nline alinarak,
cok sinifli problemleri ¢ézmek icin alternatif bir
tekniktir. Test kiimesinden bir ornek
siniflandirilirken, en ¢ok esli karsilastirmayi kazanan
sinifa atanir. Bu calismada, ciftleri siniflandirmada
kullanilmak Gzere her bir sinif icin esli bir DVM
modeli olusturduk. Burada ayni siniftan gelen iki
yumurta pozitif bir cifti, farkli siniftan gelen iki
yumurta negatif bir ¢ifti olusturur. Bu esli DVM
modeli, herhangi bir giftin pozitif bir ¢ift olup
olmadigini belirleyebilir. Diger taraftan, esli bir
diizenlemede n 6rnek n? esli 6rnege karsilik gelir ve
bliyik olcekli bir veri kiimesi ile birlikte bir destek
vektor makinesinin egitilmesi ¢cogu durumda ciddi
hesaplama maliyetleri getirir. Veriler toplu olarak
islendiginde, DVM'ler her adimda amag fonksiyonun
hesaplanmasini gerektirir, ve bu temel olarak
Onceden tanimlanmis bir kayip fonksiyonunun
egitilecek bir veri seti lzerinden hesaplanmasini
gerektirir. Gradyana dayali ybntemler, amag
fonksiyonunun her bir degerlendirmesinde sirasiyla
gradyani hesaplarken, Newton yontemi ve eslenik
gradyan algoritmasi  gibi standart sayisal
optimizasyon teknikleri, amag fonksiyonunun ikinci
dereceden bilgisine ihtiyac duyar. Mevcut veri
setleri gittikce buyldikce, bu tir klasik ikinci
dereceden yontemler neredeyse tim durumlarda
uygulamasi pratik degildir.

Buna karsin, algilayici (perceptron) ve varyantlari
gibi ¢evrimici gradyan tabanli yontemler, biyiik ve
tekrarl veri kimelerinde bliylk bir avantaja sahiptir.
Aslinda, basit ¢evrimici gradyan dislimi yontemleri
genelde sofistike ikinci derece toplu algoritmalardan
daha iyi performans sergiler, c¢linkii c¢evrimigi
yontemlerin hesaplama gereksinimleri, egitim
verilerini tek tek ornekler veya kiiglik alt érnekler
seklinde isledikleri igin oldukga diistiktir. Dolayisiyla
bu calisma, problemi farkli tanimlayarak ve buna
uygun bir yontemin secimi ile ilgili iki temel fikre
dayanir. ilk olarak, herhangi bir ikili veya cok sinifli
siniflandirma  probleminin  esli  siniflandirma
problemine donustirilebilecegini biliyoruz. Bu,
daha zengin bir veri kimesinden 0Ogrenmenin

avantajini getirir ve esli model, o6rneklerden
ogrendigimizden daha fazla 6grenebilir. Geleneksel
O0grenme algoritmalari bu kapsamda daha verimsiz
hale geldiginden ve bazi durumlarda
uygulanamadigi icin (6r. Toplu yontemler), cevrimigi
DVM algoritmasini 6rnek ciftlerle ¢alisacak sekilde
degistirilmesini dneriyoruz. Bu yaklasim, giftleri tek
tek isleme avantajini getirir ve daha biyik boyutlara
sahip blylk Olcekli verilerden kaynaklanan
zorluklarin Gstesinden gelir.

2. Materyal ve Metot

X = (%1, %5,..
kiimemiz

. Xm), Vx; € R™ seklinde bir 6rnek

olsun. Iki 6rnegin herhangi bir
kombinasyonu p = (x;,x;) € P < X2 cifti olarak
dusundlebilir. Bu ciftlerden olusan T = {(p, ¥,):p €
Pldizisini Z =P X {+1,—1} olasilik dagiliminina
sahip bir kitleden cekilmis bir egitim 6rneklemi
oldugunu disinelim. T'den gelen bir 6rnek, n-
boyutlu bir stitiin vektori cifti ve bu iki 6rnegin ayni
siniftan gelip gelmedigini belirleyen bir y, (+1, —1)
etiketinden olusan bir Gglidir. Amag egitim
f:P - {+1,-1}
fonksiyonunu 6grenmektir. Karar fonksiyonunun,
f(p) = (w,®(p)) seklinde temsil edildigi dogrusal

durumu ele alalim, buradaw € R™ egitim 6rneklemi

ornekleminden  uygun  bir

T'ye dayanarak tahmin edilmesi gereken parametre
vektoriudir ve @ ise ciftleri daha buyik bir uzaya
gonderen bir 6zellik fonksiyonudur.

Optimal bir karar fonksiyonu (en biyik marja sahip
optimal hiperdizlem) 6zellik uzayinda asagidaki
amag fonksiyonunu minimize ederek bulunur:

n
min 24 CZ ;
1i Itwll ' & (1)
N =1
with {ViYiJ/(Pi) 21-¢;
ViE, > 0

&E=¢&.,&,, ..., &, gevsek degiskenleri bazi ciftlerin
marjinin yanhs tarafinda yer almasina izin verir.
Diizeltme parametresi C'nin blylik degerleri igin,
ayrilamayan ciftlere buylk bir ceza verilir ve daha
fazla sayida destek cifti olusur. C'nin kigik degerleri
bu cezanin etkisini yumusatir ve glrultalu
problemlerde daha iy sonuclar elde etmemizi saglar
ama yetersiz uyuma sahip bir destek cifti modeli

olusturabilir.
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Bu konveks optimizasyon probleminin esini (dual)
maksimize etmek esas problemden daha basit bir
konveks kuadratik programlama problemidir. DVM
cekirdek genislemesinin «a; katsayilari asagidaki es
amag fonksiyonunu

1
W(a) = Z oYi — Ez o; oK (pj, pj) (2)
]

i

tanimlayarak ve

(
maxW(oc)with{ A <a;<B 3)
a
A;
\B

; = max(0, Cy;).

DVM kuadratik programlama problemini ¢ozerek
bulunabilir.

Orta buydklikteki veri kiimelerinde bile esli
ogrenme gerceklestirdigimizde cok buylk sayida
ornek ciftlerini islememiz gerekir, bu nedenle etkin
ve hizli bir DVM siniflandiricisina ihtiya¢ duyariz. Bu
zorluklarin Ustesinden gelebilmek igin ¢evrimici ve
aktif 6grenme 6zellikleriyle cekirdeklerle ¢alisan hizh
LASVM

kullanilmistir (Bottou and LeCun 2004). Cevrimigi

bir  siniflandirici  olan algoritmasi

yapisindan dolayl esli 6grenme kapsaminda bu
LASVM
ornekleri tek tek isleyerek ve en cok bilgilendirici

algoritma c¢esitli avantajlara sahiptir.

olan destek vektorlerini acilminda tutarak
hesaplama karmasikhgi ve maliyetiyle basa ¢ikabilir.
Bu gerekli olan hesaplama miktarini ciddi anlamda
duslrtr. LASVM algoritmasinin baska bir avantaji da
seyrek veri kimelerinde kullanilmasina uygun
olmasidir zira veri boyutunun biylk oldugu cogu
veri kiimesinde 6rnekler 6nemli derecede seyrek bir
yaplya

elemanlari deger almaz. LASVM bu problemi bu

sahiptir yani 0Ornek vektérinin baz
orneklere uygun hizli seyrek vektér carpimlari
kullanarak bir avantaja donistlrir. Bu sayede
orneklerin ikili kombinasyonlarindan olusan ciftler
tek tek islenerek daha zengin bir veri kiimesinden
0grenmenin avantajlari  degerlendirilmis olur.
LASVM ayrica herhangi bir zamanda c¢ekirdek
acihminda toplanan vektorlerin gevrimici slrecte

actimdan c¢ikarildigi bir destek vektorli ¢ikarma

adimina da sahiptir. Bu da o anda cekirdek
destek

anlamina gelir. Bu

actlimindaki  etkinligini  yitirmis olan
vektorlerinin  temizlenmesi
sayede cekirdek acilimi en etkin ve kompakt sekilde
sire¢ boyunca korunmus olur. LASVM algoritmasi
ayni zamanda sirali minimal optimizasyon (SMO)
iliskilidir ~ ve  SVM  kuadratik
programlama probleminin ¢éziimiine yakinsar (Platt
1999).

Diger yandan, LASVM esli 6grenme icin uygun

algoritmasiyla

degildir. Clinkd, bu haliyle, cekirdek bellegi esler igin
hesaplanan cekirdek degerlerini tutar ve bu da hem
bellek kapasitesi hem de hesaplama ylku olarak
olduk¢a ciddi maliyetler olusturur. Bu durum,
algoritmayi blyuk veri kiimeleri icin elverissiz hale
getirir. Ayrica esler icin cekirdek degerlerini
saklamak anlamsizdir, zira 6rnekler icin cekirdek
degerleri bir kez hesaplandiginda herhangi bir gift
icin cekirdek degerleri hesaplamak daha sonra
gbrecegimiz lGzere 3 basit aritmetik islemden olusur.
Bu nedenle, bu galismada LASVM algoritmasini egli
O0grenme durumunda calistirabilmek icin
algoritmanin yapisinda ciddi degisiklikler yapilmistir.
Olusan algoritma Esli-DVM olarak adlandiriimigtir.
Bu calismanin birinci ana katkisi, asagida maddeler
halinde  6zetlenen,  Esli-DVM
olusturabilmek  igin  LASVM

gerceklestirilen temel degisikliklerdir.

algoritmasini
algoritmasinda

e Destek ciftlerinin indislerini ve karsilik gelen
orneklerin indislerini tutmak icin sirasiyla P
ve S kimeleri tanimlanmistir. Esli-DVM
cekirdek acilimina bir ¢ift eklediginde

(isleme), ciftin indisi P kiimesine eklenir ve

ayni zamanda bu cifti olusturan iki 6rnegin

indisleri de S kiimesine eklenir. P kiimesi
sadece ciftlerin indislerini tutmak icin
kullanilir, herhangi bir cekirdek oOnbellegi
kullanilmaz. Cekirdek degerleri sadece ilgili
cifti olusturan ornekler icin hesaplanir ve

cekirdek 6nbelleginde tutulur. Dolayisiyla, S

kiimesiyle beraber oOrneklerin c¢ekirdek
degerlerini tutan bir cekirdek onbellegi
kullanilir.

e LASVM algoritmasinda bir ornegi islemek
icin gerekli olan tim yordamlar, bir cifti
isleyecek sekilde yeniden diizenlenmistir.

Bu bir cift icin ilgili gradyanin hesaplanmasi,
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maksimum  gradyana sahip 1-bozan
dortlinan (iki ¢ift tarafinda olusturulan)
belirlenmesi ve uygun adim yonlerinin
belirlenmesini igerir.

e Yeniden isleme baz giftleri P'den ¢ikartir.
Buna karsilik S kiimesinden bu ciftle ilgili
olarak iki ornek cikartilir. Sonug¢ olarak
sapma terimi b ve P kiimesindeki en ¢ok -
bozan doértlinin gradyanid degerlerinin
tiimu hesaplanir.

LASVM oncelikle ¢ekirdek agillimina en az bir gift
ekleyerek siirece baslar ve daha sonra o anki
¢ekirdek acilimindaki var olan gereksiz destek
giftlerini arar. Cevrimici durumda bu, t aninda yeni
bir cifti Cekirdek
aciliminda herhangi bir t aninda o; # 0 katsayisina

islemek icin  kullanilabilir.
sahip ciftler destek ¢iftleri olarak tanimlanir. Destek

ciftlerine karsilik gelen ciftlerin indisleri P
kiimesinde tutulurken, bu ciftlere karsilik gelen
orneklerin indisleri S kiimesinde tutulur. Egeri € S
ise karsilik gelen «;'lerin deger almadigi varsayilir.

Eslerden 6grenme durumunda, Esli-DVM'Iin yapisi
daha fazla 6nem arzeder, ¢linkii (isleme) ve (yeniden
isleme) adimlari daha fazla bilgiye sahip esleri elinde
tutarken, gerek duyulmayan énemini yitirmis ciftleri
de c¢ekirdek

kurtulur. Bu ciftlerin sayisinin kuadratik olarak

acihminda ¢ikartarak bunlardan
blyldigu esli 6grenme durumunda en kullanisgh
durumdur. Diger taraftan, ciftlerden bir model
o0grenmek icin, ortak bir 6zellik alaninda bir cifti
temsil edecek ek bir yapi tirline ihtiya¢ duyariz.
(2004),
derecelendirmelerini ve 6ge o6zelliklerini ortak bir

Basilico ve Hofmann kullanici
0grenme mimarisinde birlestirmis, farkh 6rnek
ciftleri icin uygun cekirdeklerin tasariminda iyi
ornekler vermistir ve ¢ekirdeklerin tek bir ¢cekirdege
birlestirilmesinin  birka¢  yolunu
farkl

birlestirmek icin tensér ¢carpimlarini kullanmislardir.

gostermistir.

Birbirinden ozellik haritalarini  basitce
Oyama ve Manning (2004) esli siniflandiricilari
ogrenmede Ornek ciftleri arasindaki 6zelliklerin
kombinasyonlarini  kullanmak icin bir c¢ekirdek
Oonermistir. Bu kapsamda, Ben-Hur ve Noble (2005)
tek proteinler arasindaki bir cekirdegi protein ciftleri
arasindaki bir cekirdege ceviren tensor carpim esli
cekirdegini (TCEC) onermistir. Vert vd. (2007)

biyolojik aglarin yeniden insasi icin metrik 6grenme

esli cekirdegini (MOEC) gelistirmistir. Kashima vd.
(2009) gevrimici 6grenme sirecini hizlandirmak igin
genel
cercevenin Ozel bir durumunu énermistir. Kartezyen
cekirdek TCEC ve MOEC' den daha seyrek bir yapiya
sahiptir. Ayrica c¢ekirdek matrislerinin 6zdeger

Kartezyen c¢ekirdegini  kullanarak  bu

analizine dayanarak iki farkh esli cekirdek igin
genellestirme sinirlari verilmistir.

Bu c¢alismada, esleri temsil etmek igin TCEC
kullanilmistir.  p; = (x1,x3) ve py = (x3,%4)

seklinde 2 cift icin TCEC

KTPPK((xp x2), (x3, x4))
= K(xq, x3)K (x2,x4) (4)
+ K (%1, x4) K (%2, x3).

seklinde verilir. Bunun yaninda 6rnekler arasi RBF
cekirdegi gibi bir cekirdek kullanarak, TCEC cekirdegi
giftler arasindaki herhangi bir iliskiyi 0grenen,
evrensel olarak yaklasan bir fonksiyonlar sinifi H
Uretir. Tim denemelerimizde MOEC' nin de
performansini degerlendirmemize ragmen TCEC'
den anlamli bir farklihk gérilmemistir. Bu nedenle,
esas amagtan uzaklasmamak icin uygulamada

sadece TCEC kullaniimistir.

3. Bulgular ve Tartisma

Cok buiyuk (XL), Bayilk (L), Orta (M) ve Kugik (S)
olmak Uzere 4 agirhk sinifindan toplanmis 200
yumurtadan olusan bir veri kimesi kullaniimistir. Bu
siniflar, Tirk Gida Kodeksi (TGK) tarafindan
belirlenmis yumurta agirhg araliklari kullanilarak
olusturulmustur (Cizelge 1).

Cizelge 1. TGK'ya gore yumurtalarin agirlik siniflari

Agirlik sinifi Agirlik arahgi (gr.) (a)
XL a=>73
L 63>2a<73
M 53>a<63
S a <53

Bu calismada, siniflandirma sadece yumurtalarin
cesitli oryantasyonlardaki dikey ve yatay goruntdleri
kullanilarak gerceklestirilmeye calisilmistir.  Bu
gorlntiler yumurta isleme Unitelerine uygun basit
bir kurulumun Uzerine yerlestirilmis bir Microsoft
Kinect kamera ile elde edilmistir (Sekil 1).
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Sekil 1. Microsoft Kinect sensor ile goriintii alma sistemi.

GOrlintl toplama sirecinin ardindan elde edilmis
olan goriintller 6nce belirli bir esik degerine gore
ikili bir gorintiye donustlrilmis, daha sonra
yumurtalarin 6bek goriintisi (blob) elde edilerek bu
Obeklere ait ana istatistiksel ozellikleri goriintl
isleme teknikleri kullanilarak gikartilmistir. Sonug
olarak, bir yumurta 0Obek gorintisiinden alan,
derinlik, major eksen blylkligl, minér eksen
blytkligu, dis merkezlilik, oryantasyon, esit-cap,
katilik, kapsam ve gevre 6lcimi olarak toplamda 10
ozellik elde edilmistir.

Burada amac daha 6nce gorilmemis bir yumurtanin
hangi sinifa ait oldugunu yine kamera goériintisiine
dayanarak belirlemektir. Tim slreci egitim ve test
olmak Uzere dlsinebiliriz. Egitim asamasinda ilk
adim veriyi isleyerek esli 6grenmeye uygun hale
getirmektir. Bu nedenle, veri egitim (%60),
gecerlilik(%20) ve test (%20) seklinde 3 kimeye
bolinmastir. Belirli bir hedeflenmis sinif igin esli bir
egitim kiimesi olusturmak igin, egitim kiimesinden
rassal olarak 2 6rnek segilir. Bunlardan bir tanesi
hedef siniftan secilir digeri ise egitim kiimesinde
bulunan herhangi bir siniftan herhangi bir 6rnek
olabilir. Eger bu 2 6rnek ayni siniftan (hedef sinif)
geliyorsa pozitif bir egitim ciftine, aksi halde negatif
bir egitim ciftine sahip oluruz. Bu arada, dengeli bir
esli egitim kiimesi olusturmak icin bu siire¢ boyunca
pozitif ve negatif ciftlerin sayisini kontrol ederiz. Bu

durum bu slire¢ boyunca dikkat edilmesi gereken
onemli bir noktadir, ¢link{i pozitif ve negatif ciftlerin
dengeli dagilmadigi bir egitim kiimesi olusursa esli
modelin tahminleri baskin sinif yoniinde bir sapma
gosterir. Baska bir ifadeyle, belirli bir hedef sinif icin
pozitif ve negatif ciftler olusturma sirecinde adil
davranmaya calisiriz.

Diger taraftan, esli gecerlilik veri kiimesi bu sekilde
olusturulmaz. Esli gegerlilik verisiicin, gecerlilik veri
kiimesinde bulunan her bir érnek igin egitim veri
kiimesinden rassal bir 6rnek secilir. Benzer sekilde
bu iki 6rnek ayni siniftan geliyorsa pozitif bir ¢ifte,
aksi halde negatif bir cifte sahip oluruz. Onceki
slrecten farkh olarak bu sefer pozitif veya negatif
ciftlerin sayisini takip etmeyiz. Boylece, esli gecerlilik
kiimesini olustururken belirli bir onsel bilgiyi
kullanmis oluruz. Yani, veri kiimesindeki baskin
siniflarin 6rneklerine daha yiksek secilme sansi
vermis oluruz.

Sonugcta, yumurta siniflandirma problemdeki her bir
sinif igcin toplamda 4 farkh esli egitim ve gecerlilik
kiimeleri elde edilir. Esli-DVM  algoritmasi
kullanilarak her bir sinif icin esli DVM modelleri bu
esli egitim veri kiimeleri Gizerinde egitilir. Modellerin
hiper-parametreleri esli gegerlilik veri kimeleri
Uzerindeki egli  siniflandirma  performanslari
degerlendirilerek  ayarlanir.  Optimal  hiper-
parametreler bir kez belirlendiginde her bir sinif igin
optimal bir ikili siniflandirici elde edilmis olur ve test
asamasina gegilir.

Test asamasinda, daha 6nce hi¢ gormedigimiz bir
test 6rnegi dislinelim, yine bu test 6rnegi 6nceden
belirlenmis sayida egitim Ornegi ile rassal olarak
eslestirilir. Bu sekilde devam ederek esli bir test
kiimesi olusturulur. Daha sonra bu esli test
kiimesinde bulunan esler bir 6nceki asamada
belirlenmis olan optimal esli DVM modellerine girdi
olarak verilir ve her bir test 6rnegi icin tim esli
tahminler toplanir. Bu  tahminlere  sahip
oldugumuzda ilgili test 6rnegi icin belirli sayida
egitim orneginin oylarini almis oluruz. Bu bize test
orneginin karsilik gelen egitim 6rnegiyle ayni siniftan
olup olmadigina dair olasiliksal bilgiyi saglar. Diger
bir ifadeyle, herhangi bir test 6rnegiyle eslestirilmis
egitim orneklerinin tim{ test oOrneginin kendi
sinifindan gelip gelmedigine dair bir oy verir. Bu
slirecin sonunda, ilgili test 6rnegini kazana sinifa
atamak icin ¢ogunluk oyunu kullaniriz, yani test
ornegini en fazla pozitif oy aldigi sinifa atariz.
Ornekler arasi cekirdek olarak ilk énce dogrusal ve
Gausyan RBF cekirdekler kullaniimistir ve RBF
cekirdekleri bu problemde ¢ok daha iyi performans
gosterdigi  gorlilmistir. Bu  nedenle  esli
cekirdeklerin icinde RBF cekirdekler kullaniimistir.
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Esli-DVM algoritmasinda ¢ekirdek dnbellegi 256 MB
olarak ayarlanmigtir. Tim deneylerde Esli-DVM
yumusak marjli  bir kayip fonksiyonuyla ve
gradyanlar lzerinde kiglik bir tolerans € = 0.001
ile ¢cahstirilmistir. Cezalandirma parametresi C igin
[1e —5,1e + 5] arahiginda ve RBF cekirdeginin o
parametresi igin de [le —6,1] araliginda grid-
aramasi gergeklestirilmistir. Her bir esli-DVM modeli
icin grid-aramasi  sonucu elde edilen hiper-
parametre degerleri Cizelge 2'de verilmistir. Bu
hiper-parametre degerleri tim tekrarl
denemelerde kullaniimistir. Klasik DVM modeli igin,
R programindaki kernlab paketindeki ksvm yordami
kullanilmistir. DVM i¢in hiper-parametreler bu
pakette otomatik olarak belirlenir. Her bir tekrar
icin, ksvm egitim ve gecerlilik kiimelerine gore farkli
hiper-parametreler secebilir. (daha fazla ayrinti igin
okuyucular R dokiimanlarina basvurabilir).

Cizelge 2. Grid-aramasi sonucu her bir sinif i¢in elde
edilen en iyi hiper-parametre degerleri

Cezalandirma
Sinif parametresi(C)

RBF gekirdek
parametresi(o)

S 1000 le-5
M 1000 le-5
L 1000 5e-6
XL 1000 le-6

Orijinal veri kiimesi daha 6nce normallestirilmedigi
icin, ornekler arasindaki c¢ekirdek degerleri esli
¢ekirdegin hesaplanmasi sirasinda g¢evrimigi olarak
normallestirilir. Her bir sinif icin 1000 adet egitim
cifti ve bir test Orneginin ¢ogunluk oyu ile
siniflandiriimasi  icin de 10 adet oy veren
olusturulmustur.

ilk olarak, her bir sinif icin esli modellerin dogru
siniflandirma oranlarinin ortalamalari ve standart
sapmalari Cizelge 3'de verilmistir. Bu esli modeller
ciftleri pozitif veya negatif olarak siniflandirmada
Gstlin bir performans gerceklestirmistir. Bu sonugclar
gosterir ki yumurta gorintilerinin esler halinde
islenmesi yumurtalarin siniflandiriimasi i¢in ¢ok
uygun bir model olusturur.

Cizelge 3. 10 tekrar sonucu her sinif icin esli modellerin
siniflandirma dogruluk orani ortalamalari

Sinif Esli siniflandirma dogrulugu ortalamasi (std.dev.)
S 100 (0.00)

M 98.58 (2.00)

L 99.18 (0.84)

XL 98.55 (1.91)

ikincil olarak, en son siniflandirma dogruluk
oranlarina gore esli durum ile klasik durumun
siniflandirma performanslari  karsilastiriimistir.
Sonuglar Cizelge 4'de 0Ozetlenmistir, her bir
siniflandirma 10 kez tekrar edilerek siniflandirma
dogruluk  oranlari  ve standart sapmalari
hesaplanmistir. Esli-DVM algoritmasinin  6nerilen
siniflandirma semasiyla birlikte klasik siniflandirma
algoritmasinda istatistiksel olarak anlamli derecede
daha iyi sonuglar verdigi goriilmustir. Bir kez daha
vurgulamak gerekirse, bu siniflandirma glclini
onerilen ¢ok sinifh siniflandirma yaklasimindan ve
esli siniflandirma icin gelistirilen iyi bir sekilde
ayarlanmis cevrimici DVM' den almaktadir.

Cizelge 4. Esli-DVM ve klasik DVM'nin 10 tekrar sonucu
elde edilen en son siniflandirma dogruluk orani

ortalamalari
En son siniflandirma
Algoritma dogruluk orani ortalamasi (std.sap.)
Klasik DVM 85.88 (3.34)
Esli-DVM 96.57 (0.02)

*Koyu degerler klasik DVM sonuglarindan istatistiksel olarak anlaml

farkliig gostermektedir (anlamhlik diizeyi: 0.01).

4. Sonug

Yumurta (dretim  endistrisinde  yumurtalarin

siniflandiriimasi ve c¢atlak ve(ya) kirli  olarak
belirlenmesi lzerine bircok ¢alisma bulunmaktadir.
Bu calismalar genel olarak altta yatan siniflandirma
veya tespit etme metodunda ziyade goriintii isleme
tekniklerine dayanir. Ama, iyi bir sekilde tasarlanmis
ve ayarlanmis bir siniflandirma algoritmasi belirli bir
gorev icin daha iyi performans gosterebilir. Bu
cahsmada bu alandaki 6nceki
farkh

siniflandirma problemini ikili esli

nedenle, bu

calismalardan olarak  cok-sinifli  bir
siniflandirma
problemlerine ceviren bir genel siniflandirma
Cok-sinifh

problemindeki her bir sinif icin esli bir model

cercevesi Onerilmistir. siniflandirma
olusturulmustur. Bir cift verildiginde, bu esli model
bu cifti olusturan ogelerin ayni siniftan gelip
belirleme sahiptir.

gelmedigini yetenegine

Dolayisiyla, esli modellerden elde edilen esli
tahminler birlestirilerek, c¢ok-sinifli siniflandirma
problemi etkin bir sekilde ¢dziilmis olur. Onerilen
siniflandirma  slirecinde girdi olarak sadece
yumurtalarin dikey ve yatay goriintllerinin basit

gorintd isleme teknikleriyle islenerek elde edildigi
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ana ozellikler kullanilmistir. Yumurta goriinti 6rnegi
ciftiyle calisacak sekilde bir ¢cevrimici destek vektor
makinesi gelistirilmistir (Esli-DVM). Onerilen ve
standart yaklasimin performanslari yumurtalarin
siniflandirmasi probleminde karsilastiriimistir. En
son siniflandirma dogruluk oran oranlarina gore,
onerilen yaklasim klasik yaklasimdan daha Gstiin bir
performans gostermistir. Son olarak, bu yaklasim
ayni zamanda daha biyik boyutsalliga ve daha genis
caph veri kiimesine sahip herhangi bir cok-sinifli
siniflandirma problemlerine uyarlanabilir.
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