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OZET

Beyaz kan hiicreleri, insanlarin bagisiklik sisteminin en énemli yapisi olup, kan ve lenf dokularinda kemik iligi
tarafindan iiretilmektedir. Bu hiicreler insan viicudunu hastalik ve yabanci organizmalara karsi koruyan savunma
mekanizmalaridir ve kandaki orani diistigiinde Lokopeni ile karsilagilabilir. Bu hiicrelerin insan viicudundaki
oraninin belirlenmesi ve hastaligin tespit ve tedavisi i¢in yogun emek harcamasi gerekmektedir. Bu ¢aligmada,
derin O6grenme modellerini kullanarak beyaz kan hiicreleri smiflandirma performansinin iyilestirilmesi
amaglanmistir.  Siniflandirma islemini daha verimli gergeklestirmek igin evrisimli sinir agr modelleri
kullanilmustir. Beyaz kan hiicresi ¢esitleri olan eozinofil, lenfosit, monosit ve nétrofil arasinda ayrim yapmak i¢in
Densenet201, ResNet50 ve Alexnet birlestirilmistir. Elde edilen 6zellik haritalarinin siniflandirilmasi i¢in K-En
yakin komsuluk, Destek Vektor Makinesi ve Naive Bayes olmak iizere ii¢ farkli makine 6grenmesi siniflandiricisi
kullamilmustir. Derin Ogrenme (DO) ile egitilen Kaggle veri kiimesi gériintiilerine CLAHE ve Gauss filtreleri
uygulanarak bu goriintiiler ii¢ ESA ag ile yeniden siniflandirilmistir. Bu filtreler uygulandiktan sonra elde edilen
sonuglarm, orijinal verilerle elde edilen siniflandirma sonuglardan daha yiiksek oldugu ortaya konmustur.

Anahtar Kelimeler: Beyaz kan hiicreleri, Derin 6grenme, ESA, Goriintii isleme, Smiflandirma

CLASSIFICATION OF WHITE BLOOD CELLS USING CNN FOR THE
DETECTION OF LEUCOCYTE

ABSTRACT

White blood cells are the most important structure of the human immune system and are produced by the bone
marrow in the blood and lymph tissues. These cells are the defense mechanisms that protect the human body
against diseases and foreign organisms, and Leukopenia may be encountered when the rate in the blood decreases.
Intensive effort is required to determine the ratio of these cells in the human body and to detect and treat the
disease. In this study, it is aimed to improve the white blood cell classification performance by using deep learning
models. Convolutional neural network models are used to perform the classification process more efficiently.
Densenet201, ResNet50, and Alexnet were combined to distinguish between the white blood cell variants,
eosinophils, lymphocytes, monocytes, and neutrophils. Three different machine learning classifiers, namely K-
Nearest Neighborhood, Support Vector Machine and Naive Bayes, were used to classify the obtained feature maps.
By applying CLAHE and Gaussian filters to Kaggle dataset images trained with Deep Learning (DL), these images
were reclassified with three CNN networks. It has been revealed that the results obtained after applying these
filters are higher than the classification results obtained with the original data.
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1. Giris

Beyaz Kan Hiicreleri (BKH) insan viicudunu yabanci maddelere ve bulasici hastaliklara karsi
koruyan ve bunlarin neden oldugu enfeksiyonlara karsi savasmasina yardimei olan en 6nemli bagisiklik
sistemi elemanlaridir. Lokosit veya akyuvarlar olarak da bilinen beyaz kan hiicreleri insan viicudunda
bulunan bir kan bilsenidir [1]. Saglikli bir bireyin kaninda ortalama 4000 ile 10000 arasinda BKH
bulunmaktadir. Kanin kiigiik bir bolimiinii olusturan ve bakteri, viriis ve mikroplara kargi savagan
lokositler, viicuda yabanci bir madde girdiginde hizla ¢ogalir ve daha sonra damardan ayrilarak ilgili
dokuya ulasirlar [2]. Bu dokulardaki 16kosit sayisi, saglikli bir kan érnegindekinden ¢ok daha fazla
olmaktadir. Tipta kan hiicreleri igerisinde beyaz kan hiicrelerinin varligi cesitli hastalik tiirlerinin
gostergesi olarak kabul edilmektedir [3]. Beyaz kan hiicreleri, 6zellikle 16semi, kanser, hemoliz, hormon
bozukluklar1 ve baz1 enfeksiyon hastaliklar1 gibi hastaliklarin tanisinda bir parametre haline gelmistir
[4]. Insan viicudundaki BKH ne bagli bozuklugunun bazi belirtileri sunlardir; hizli kilo kaybs, halsizlik,
yorgunluk ve buna bagli olarak kronik enfeksiyonlar olusabilmekte veya bu durum farkli hastaliklari
tetikleyebilmektedir [5]. Bu gibi durumlarda her hastalikta oldugu gibi BKH’ne bagli bozukluklarin da
erken teshisi hayati 6nem tagimaktadir. Bu olgularin klinik muayenesinde kullanilan en yaygin tani
yontemi hastalarin mikroskobik goriintiilerini alarak uzman doktorlar tarafindan bu goriintiilerin
incelenmesidir [6]. Sekil 1°de gosterildigi tizere BKH Eozinofil, Lenfosit, Monosit ve Notrofil olmak
tizere dort farkli siifa ayrilmistir. Farkli tipte BKH mikroskobik goriintiileme kullanilarak tespit
edilebilmektedir. Ancak bu durum, BKH nin tipi ve kandaki oranina bagl olarak izlenecek prosediir,
doktorun tecriibe ve bilgisine baghdir [7].

Eozinofil Lenfosit
)
Monosit Notrofil

)

Pl .

Sekil 1. BKH veri kiimesi tiirleri

Derin 6grenme (DO), yapay zekdnimn en popiiler alt dallarindan biri haline gelmistir. DO’de
kullanilan ¢ok sayida mimari bulunmaktadir. Biiyiik veri setlerinin kullaniminda 6zellikle siniflandirma
isleminde basarili olan DO aglar1 incelenmistir [8]. Bu calismada farkli 16kosit tiirleri olan Eozinofil,
Lenfosit, Monosit, Notrofil siiflandirilmasi i¢cin ESA modelleri kullanilmistir. Bu bakimdan, farkli
tiirdeki BKH tiplerinin mikroskobik goriintiilerini kullanarak dogru bir sekilde hizlica tespit edilmesi
amagclanmustir [9]. Bu yaklasimda, 6zellik segimi énemlidir. DO modellerinden elde edilen dznitelik
setleri lizerinden Oznitelik se¢cim yontemleri kullanilarak daha verimli Ozniteliklerin segilmesi
saglanmistir [10]. Ozellik ¢ikarim islemi igin Densenet201, ResNet50 ve Alexnet mimarileri
kullanilmigtir. Bu li¢ mimarinin ¢ikarmis olduklar1 6zellik haritalar1 birbirlerinden farklidir. Bundan
dolay1 bu 3 mimarinin deneyiminden faydalanilarak elde edilen 6zellik haritalar1 birlestirilmigtir. Elde
edilen bu o6zellik haritalar1 Komsuluk Bilesen Analizi (KBA) boyut indirgeme yontemi kullanilarak
optimize edildikten sonra K-En Yakin Komsuluk (KEK), Destek Vektor Makinesi (DVM) ve Naive
Bayes (NB) olmak {izere ii¢ farkli klasik makine Ogrenmesi siniflandiricisinda siniflandirilmstir.
Kullanilan veri setindeki her bir siifin icerdigi 6rnek sayilari Eozinofil i¢in 3120, Lenfosit i¢in 3103,
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Monosit i¢in 3098 ve Notrofil igin 3123°tiir. Bu ¢aligmada kullanilan veri seti Kaggle platformundan
elde edilmistir ve igerdigi veri sayis1 Sekil 2°de grafiksel olarak gosterilmistir [11].

Ornek say1lart

3140

3120 ‘ I
3100 ‘

3080
Eozinofil ®m Lenfosit ® Monosit = Notrofil

Sekil 2. BKH veri setinin her bir siniftaki 6rnek sayisi

Bu makalenin geri kalani agagidaki gibi organize edilmistir. Boliim 2°de BKH ¢aligmalart ile ilgili
literatiir taramasina yer verilmistir. B6liim 3’te veri seti ve Onerilen yontemler sunulmustur. Boliim 4°te
deneysel sonuglar agiklanmistir. Boliim 5°te sonuglara yer verilmistir.

2. llgili Cahsmalar

Bu boliimde, veri seti, yontemler ve performans Olgiitleri dikkate alimarak BKH
siiflandirilmasina iligkin literatiiriin bir 6zeti sunulmaktadir. Literatiirde BKH tipini siniflandirmak
amaciyla yapilmig bir¢cok yaklasima rastlanmaktadir. Bu yaklagimlar arasinda en popiiler olanlari
Makine Ogrenmesi (MO), DO, Bulanik Mantik ya da hepsinin bir karisim seklindedir.

Singh vd., BKH siniflandirmasi i¢in bir ESA modeli 6nermistir [12]. ESA modeli 200 iterasyon
kullanilarak egitilmistir. Ma vd., dogruluk degerini arttirmak amaciyla ResNet ve DC-GAN"1
birlestirerek bir siiflandirici olusturmustur [13]. Sengiir vd., beyaz kan hiicrelerini siniflandirmak igin
ESA yonteminin uygulandig1 bir calismasinda HSV uzayindaki kan hiicresi goriintiilerinden “ilk ilgi
Bolgesinin” (IIB) ¢ikarildigi bir BKH siniflandirma yaklasimmi onermis ve ardindan ResNet50
kullanarak 6zellik ¢ikarimi yapmustir [14]. Calismada 6zellik ¢ikarimi, Temel Bilesen Analizi (TBA)
yontemiyle, siniflandirma ise UKSB siniflandiricisi kullanilarak gerceklestirilmistir. Bu yaklasimla, %
85,7'lik bir dogruluga ulasilmistir. Ayni1 veri setini kullanan Patil vd., ise dogruluk degerini artirmak igin
Kanonik Korelasyon Analizi (KKA) yontemini kullanmustir [15, 16]. Calismada goriintli igeriginin
anlagilmasini zenginlestirmek icin ESA ve TSA modelleri birlestirilerek kullanilmustir.

Cmar vd., bir calismasinda BKH’lerin siniflandirilmas: i¢in DO tabanli Hibrit ESA modeli
onerilmistir. Sunulan model, 6nceden egitilmis Alexnet ve Googlenet mimarilerine dayanmaktadir. Her
iki CNN mimarisinin son havuzlama katmanindaki 6zellik vektorii birlestirilmis ve elde edilen 6zellik
vektorii, Destek Vektor Makinesi tarafindan siniflandirilmistir. [17]. Bir diger ¢aligmada Sharma vd.,
BKH smiflandirmak igin DenseNet121 modelini kullanan bir derin 6grenme DO modeli uygulamustir.
Bu model 9%98.84 dogruluk, 9%99.33 kesinlik, %98.85 hassasiyet ve %99.61 6zgiilliik vermistir [18].

Ayrica Girdhar vd., tarafindan yapilan bir galismada da BKH tipini diger yaklagimlardan ¢ok daha
az iterasyonla siniflandirabildigi belirtilen bir ESA yaklasimi 6nerilmistir [19]. Yu vd., yilinda yaptiklar
caligmada BKH siniflandirmasi i¢in ResNet50, Inception V3, VGG16, VGG19, Xception yazilimlarini
kullanmis ve diger siniflandirma ydntemleri arasindan % 88.5’lik dogruluk oraniyla en yiiksek degerin
ESA yontemiyle elde edildigini belirtmistir [20]. Macawile vd. ise ESA tekniklerinden GoogleNet,
Alexnet ve ResNet-101 yazilimlarin1 yine BKH simiflandirmasi igin kullanmis ve %96.63 degerinde bir
ortalama dogruluk degeri elde etmistir [21].

Zhao vd., BKH verileri i¢in otomatik bir algilama ve siniflandirma yontemi sunmustur [22].
Calismada mikroskop goriintiileri incelenmis, kirmizi, yesil, mavi (RGB) ve bu renklerin ara renkleri
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arasinda baglanti kurularak BKH tipleri belirlenmistir. Oznitelik iiretmek igin ESA modelinin
kullanildig1 ¢calismada siniflandirma dogrulugu % 92,6 ile sinirlt kalmisgtir.

Razzak vd., BKH veri setini kullanarak segmentasyon ve smiflandirma yapmis, siniflandirma
basamaginda Extreme Machine Learning (EML) yontemini [23] ESA ile birlikte kullanmigtir [24].
Parcali hiicre goriintiileri, 6zellik ¢ikarma asamasindan dnce maskelenmistir. Oznitelikler daha sonra
her pargali hiicreden ¢ikarilmig ve %95.1 basar1 orani ile siniflandirma yapilmistir.

Hegde vd., yaptiklar caligmada hem geleneksel goriintii siniflandirmasini hem de ESA kullanmig
ve bu iki yaklasimin sonuglarini karsilastirmistir [25]. Elde edilen sonuglar benzer olmakla birlikte;
geleneksel yontemin, bilyiik dl¢lide segmentasyona ve 6zellik ¢ikarimima dayandigi, ESA’nin ise bu
parametrelere bagli olmadig1 ifade edilmistir. Bununla birlikte, ESA yaklagiminin biiyiik miktarda
etiketlenmis veri gerektirdigi ve geleneksel goriintii islemenin bu tiir zorunluluklart olmadigina da
deginilmistir. {lgili calismalar dikkate alindiginda énceden egitilmis ESA modelleri, farkli BKH tiirlerini
ayirmak icin kullanigl bir arag olarak gdsterilmistir.

3. Materyal ve Metot

Bu boéliimde 6nerilen yontemin deneysel sonuglar i¢in kullanilan veri seti, verilerin 6zellikleri,
DO, ESA ve ESA modelleri anlatilmaktadir. Uygulanan veri 6n isleme adimlar1 ve filtreler hakkinda
bilgi verilmektedir. Bu ¢aliymanin gerceklestirilmesinde DO aglar1 ve DO modellerinden
yararlanilmaktadir.

3.1. BKH Veri Kiimesi

Bu calismada kullanilan BKH veri kiimesi agik erisimle genel olarak paylagima sunulmaktadir ve
bu veri seti Eozinofil, Lenfosit, Monosit ve Notrofil olmak {izere dort ayr kategoriye ayrilmistir. Sekil
2’de grafiksel olarak gdsterildigi tizere bu veri kiimesi 3.120 Eozinofil, 3.103 Lenfosit, 3.098 Monosit
ve 3.123 Notrofil mikroskobik goriintii 6rneklerinden olugmaktadir.

BKH veri kiimesi toplamda 12.444 adet .Jpeg formatinda kaydedilmis 6rnek kan hiicresi
goriintiilerinden olusmaktadir. Her bir goriintii 6rnegi 24 bit derinlige sahip olmakla birlikte piksel
¢Oziiniirligi 320x240 boyutlarindadir. Bu veri kiimesine ait her bir 6rnek deneyimli uzmanlar tarafindan
incelenerek etiketlenmistir [11]. Veri kiimesindeki 6rneklerinin etkili ve verimli kullanimi igin her bir
smiftaki veri sayisi rastgele secilerek ve esit tutularak 3000 goriintiiye ayarlanmistir. Bu bakimdan
deneysel sonuglar igin dort ayr1 sinifta toplamda kullanilan veri sayis1 12000 olmustur. Bunun yaninda
veri kiimesi egitim ve test kiimesi olarak sirasiyla %70 ve %30 oranlarinda iki kisma ayrilmistir.

3.2. Evrigsimli Sinir Ag1 (ESA) ve Modelleri

DO, insan beyninin yapisi ve ¢alisma seklinden esinlenerek Yapay Sinir Aglari (YSA) olarak
adlandirilan algoritmalarin modellendigi makine dgreniminin bir alt dalidir [26]. DO, gériintii, video,
sinyal ve dogal dil isleme, robotik, kimya, reklam, arama motorlari, finans gibi bir¢ok alanda yapilan
siniflandirma iglemlerinde yaygin olarak kullanilmaktadir. Derin 6grenmeyi geleneksel YSA’lardan
ayiran en onemli Ozelliklerden bir tanesi birden ¢ok katmanla ¢alisabilmesidir. YSA‘lara ait her bir
hiicre, 6nceki ve sonraki katmanlardaki tiim hiicrelere bagl olarak galigmaktadir ve her bir katmanda
cok sayida matematiksel islem yerine getirilmektedir. Bu nedenle bu yaklasimda veri miktar1 ve katman
sayisinin artmasiyla yiiksek miktarda CPU giiciine ihtiya¢ duyulmaktadir. Ozellikle son birkag yildir
DO i¢in GPU tabanli ve yiiksek bellekli islemciler tercih edilmektedir. DO igin kullanilan birden ¢ok ag
tiri bulunmaktadir. Bu aglar, ESA, Uzun-Kisa Siireli Bellek aglar1 (UKSB), Smirli Boltzman
Makineleri (SBM), Tekrarlayan Sinir Aglar1 (TSA) ve Derin Otomatik Kodlayicilar (DOK) olarak
siniflandirilabilir [27].
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Son yillarda adindan sikga sz ettiren ESA, goriintii smiflandirma gibi en yaygin kullanilan DO
aglarindan biridir ve bu c¢alismada ESA kullanilmistir. ESA aglarmin kokeni yapay sinir aglarina
dayanmaktadir. Yapay sinir aglarinda gizli katman sayis1 arttikca agm karmasiklig1 da artmakta ve
agdan daha iyi sonuclar almabilmektedir. ESA aglarinda kullanilan katman sayis1 oldukca fazladir.
Bunlardan Konviilsiyonel, Havuzlama, Tam Bagintili, Rectified Linear Unit (Relu), Seyreltme
(Dropout), Normallestirme ve Softmax katmanlar1 genellikle kullanilmaktadir [28].

DO’de yaygim olarak kullanilan birgok model bulunmaktadir. Bu ¢aligmada ESA’da yaygm
olarak kullanilan Densenet201, ResNet50 ve Alexnet modelleri kullanilmistir. Elde edilen sonuglar
birbirleriyle karsilastirilarak yorumlanmaktadir.

DenseNet-201, ImageNet veritabanindan bir milyondan fazla goriintii tizerinde egitilmis bir ESA
modelidir. Cesitli goriintiiler i¢in zengin 6zellik temsillerini 6grenebilen katman derinligine sahiptir.
Modelin 6nemli bir avantaji, gelismis bilgi akis1 ve daha iyi parametre verimliligi ile birlikte onlar1 ag
tizerinden egitmeyi kolaylastiran bir gradyana sahip olmasidir [29].

ResNet50 son yillarda gelistirilen en basarili ESA’lardan biridir. Bu model gelistirdigi yeni bir
yaklasim ile 1000 katman sinirin1 asan ilk ESA modeli olarak 2015 yilinda siniflandirma, segmentasyon
ve tespit gibi ¢esitli alanlarinda ILSVRC yarigmasini kazanmustir. Siniflandirma hata oran1 ortalama bir
insanda %35 olmasina karsin modelde ortalama %3,6 olarak test edilmistir. Bu durum modelin basarisini
net olarak ortaya koymaktadir. Bununla birlikte birgok ardigik modele oOnciiliik etmis ve ¢esitli
uygulamalarda, 6zellikle siniflandirmada bu model kullanilmistir [30].

AlexNet modeli ILSVRC yarismasinin 2012 yil1 galibidir ve DO yaklasimini yeniden popiiler
hale getiren bir modeldir. Bu model 6riintii tanimadaki hata oranim1 %26 civarindan yaklasik %15
seviyelerine diigmiistiir. Bu model LeNet mimarisine ¢ok benzemektedir ve her iki mimaride de ardigik
konviilsiyonel ve havuzlama katmanlarimin varligindan dolayi, lineer olmayan fonksiyonlar i¢in Relu
aktivasyon fonksiyonu kullanilmaktadir [31].

CLAHE yo6ntemi, tibbi goriintii iyilestirme sistemleri i¢in gelistirilmis, homojen alanlarda iiretilen
gliriiltiiyii azaltmaya caligan bir filtreleme ve histogram esitleme yontemidir [32]. Elde edilen dogruluk
sonuglar1 ile kullanilan bu sayisal goriintii 6n-igleme tekniginin, daha dnce ESA tarafindan tespit
edilemeyen evrigimsel filtreler araciligryla hassas nokta 6zniteliklerinin daha iyi algilanmasini sagladig:
goriilmiigtir. Daha sonra, fundoskopik goriintiilerdeki giiriiltiileri yumusatmak i¢in Gauss
cekirdeklerine dayali morfolojik filtreleme kullanilmistir. Morfolojik filtreleme, geometrilerini deforme
etmeden vurgulamak i¢in kan hiicrelerinin rengini iyilestirmeyi amaglamaktadir.

Gauss filtresi, belirli bir goriintiiyli yumusatmak i¢in kullanilmaktadir. Yani resimdeki giirtiltiiyii
ortadan kaldirmakta ve resmi daha anlamli hale getirmektedir. Gauss filtresine sahip bir resimde 6nce
komsuluk matrisi olusturulmaktadir. Bu matrisin boyutu, Gauss filtre islevindeki komsuluk degerine
baghdir. Ozetle, Gauss filtresi resimdeki sert ton degisikliklerini azaltarak goriintiiyii daha yumusak hale
getirmektedir [33].

Veri Kiimesi ~ On-isleme DO Modelleri
CLAHE + Gauss

“f"l

( 7 ™ Densenet201 j' e
=t | LN + + —
Resnet50 na P \
'&fn a L Alexnet |]°°°

r

@
=]
B
=]
(]
=

o T,

.
Sekil 3. Verilerin 6n-islemli mimariler ile siniflandiriimasi
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BKH veri setine ait goriintiiller MatlabR2019b ortami kullanilarak smiflandirilmistir ve elde
edilen deneysel sonuglar karsilastiriimaktadir. Bu asamada hem Densenet201, ResNet50 ve Alexnet DO
modellerinden yararlanilmig hem de islenen verilerden elde edilen sonuglar orijinal sonuglarla
karsilagtirilmistir. Orijinal verilerle birlikte CLAHE ve Gauss filtreleri uygulanarak on-islenen bu
gorlintiiler yine bu ii¢ ESA ag1 ile yeniden smiflandirilmistir. Geleneksel ESA modelleriyle
simiflandirma yaklagiminin akis semasi Sekil 3’°te verilmistir. Uygulamanin CLAHE ve Gauss filtreleri
ile 6n-isleme yapildiktan sonraki akis semasi Sekil 4’te gosterildigi gibidir.

Komsuluk Bilesenleri Analizi (KBA), siniflandirma performansini en iist diizeye ¢ikarmak i¢in
girdi verilerinin dogrusal doniisiimiinii kullanan bir uzaklik metrigini 6grenme yontemidir. Bu analizin
amaci, gelecekteki test verileri iizerindeki performansi optimize etmektir, ancak gercek veri dagilimi
bilinmediginden, bunun yerine egitim verilerindeki performansi optimize edilmeye calisilir. Bu yontem
rastgele bir uzaklik metrigi belirlemek yerine lineer doniisiimii bulmakta ve KBA algoritmasi bu metrigi
kendisi 6grenmektedir. Temel Bilesen Analizinin (TBA) aksine, KBA denetimsiz bir 6grenme yontemi
degildir. Tahmin islemini yaparken “7” yani hedef degerlere ihtiyag duymaktadir [34].

Veri Kiimesi DO Modelleri Ozellik Haritalar1  Fiizyon Smiflandiricr Simf
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Elde edilen 6zellik haritalarimin smiflandirilmasi igin KEK, DVM ve NB olmak iizere ii¢ farkli
klasik makine 6grenmesi siniflandiricisi kullanilmistir. DO ile egitilen Kaggle veri kiimesi goriintiilerine
CLAHE ve Gauss filtreleri uygulanarak bu goriintiiler ii¢c ESA ag1 ile yeniden siiflandirilmastir.

4. Deneysel Sonuclar ve Tartisma

Bu calismada deneysel sonuglardan elde edilen sonuglarin karsilastirilmasi i¢in Kaggle veri
kiimesinden almman BKH veri seti kullanilmistir. Veri kiimesi 4 farkli 16kosit hiicresi smifindan
olugmaktadir. Her sinifta 3000 adet veri 6rnegi bulunmaktadir. Toplamda deneyler sirasinda 12000
ornekten olusan bir veri kiimesi kullanilmistir.

Bu boliimde sirasiyla Densenet201, ResNet50 ve Alexnet mimarilerinden dogruluk metrigi
bakimindan elde edilen deneysel sonuglara yer verilmistir. Bu bakimdan Densenet201 mimarisiyle elde
edilen hem dogrudan orijinal veriler iizerinden hem de dn-isleme (CLAHE, Gauss Filtresi) yapilan
verilere ait sonuglar Cizelge 1°de gosterilmistir.

Cizelge 1. Densenet201 mimarisinin test sonuglari.

Densenet201 Karisikhik Matrisi
Orijinal Veri Kiimesi
1 2 3 4
1 0,4890 0,3006 0,0718 0,1884
2 0,0045 1 0,0045 0
3 0 0,1077 0,9243 0,0179
4 0,0313 0,1750 0,0268 0,8166
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Dogruluk: %80,75

CLAHE ve Gauss Filtreli Veri Kiimesi
1 2 3 4
1 0,8212 0,0268 0,0089 0,1929
2 0,0673 0,9333 0,0134 0,0359
3 0,0897 0,0089 0,9199 0,0313
4 0,1794 0,0359 0,0045 0,8301

M. O. Karakus, E. Ozbay

Dogruluk: %87,61

ResNet50 mimarisiyle elde edilen hem dogrudan orijinal veriler iizerinden hem de 6n-isleme
(CLAHE, Gauss Filtresi) yapilan verilere ait sonuglar Cizelge 2°de gosterilmistir.

Cizelge 2. Resnet50 mimarisinin test sonuclart.

ResNet50 Kanisikhik Matrisi
Orijinal Veri Kiimesi
1 2 3 4
1 0,7852 0,0089 0,0045 0,2512
2 0,0941 0,8121 0,0134 0,1300
3 0,1256 0,0134 0,8032 0,1166
4 0,1121 0,0224 0,0089 0,9063
Dogruluk: %82,67
CLAHE ve Gauss Filtreli Veri Kiimesi
1 2 3 4
1 0,7179 0,1480 0,1032 0,0807
2 0,0268 0,9872 0,0268 0,0089
3 0,0045 0,0359 1 0
4 0,1346 0,1211 0,1705 0,6237
Dogruluk: %83,22

Alexnet mimarisiyle elde edilen hem dogrudan orijinal veriler iizerinden hem de On-igleme
(CLAHE, Gauss Filtresi) yapilan verilere ait sonuglar Cizelge 3’te gosterilmistir.

Cizelge 3. Alexnet mimarisinin test sonuglari.

Alexnet Karisikhik Matrisi
Orijinal Veri Kiimesi
1 2 3 4
1 0,7224 0,1391 0,1436 0,0448
2 0,1256 0,7987 0,0045 0
3 0,0179 0,0359 0,9961 0
4 0,1660 0,1480 0,1705 0,5654
Dogruluk: %77,06
CLAHE ve Gauss Filtreli Veri Kiimesi
1 2 3 4
1 0,7269 0,0359 0,1660 0,1211
2 0,0179 0,9737 0,0404 0,0179
3 0 0 1 0
4 0,1525 0,0313 0,1660 0,7000
Dogruluk: %85,01

Densenet201 mimarisinde orijinal veriler kullanilarak BKH’i siniflandirmada %80,75 dogruluk
sonucuna ulasilmistir. Goriintiilere CLAHE ve Gauss filtresi uygulandiktan sonra dogruluk orani ayni
mimaride %87,61’e yiikselmistir. ResNet50 mimarisinde orijinal veriler kullanilarak BKH’i
smiflandirmada %82,67 dogruluk sonucuna ulagilmigtir. Gorlintilere CLAHE ve Gauss filtresi
uygulandiktan sonra dogruluk orani ayni mimaride %83,22’e yiikselmistir. Alexnet mimarisinde orijinal
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veriler kullanilarak BKH’i siniflandirmada %77,06 dogruluk sonucuna ulagilmistir. Goriintiilere
CLAHE ve Gauss filtresi uygulandiktan sonra dogruluk orani ayni mimaride %85,01’¢ yiikselmistir. Bu
bakimdan kullanilan bu morfolojik filtrelemelerin smniflandirmanin dogruluk sonuglarina olumlu
katkida bulundugu gosterilmistir.

Deneysel sonuglarin bu ii¢ DO modelleriyle elde edilen dogruluk degerleri Cizelge 4’te
Ozetlenmigtir.

Cizelge 4. Mimarilerin dogruluk sonuglari.

Orijinal CLAHE+Gauss
Densenet201 %380,75 %87,61
ResNet50 %82,67 %83,22
Alexnet %77,06 %385,01

ResNet50 mimarisi, orijinal verilerin kullanildigi siniflandirmada en yiiksek dogrulugu %82,67
ile elde etmistir. Bunu %80,75 ile Densenet201 mimarisi ve %77,06 ile Alexnet mimarisi izlemistir.

Morfolojik filtreler uygulandiktan sonra DenseNet201 mimarisi %87,61 ile en yiiksek dogrulugu
elde etmistir. DenseNet201°1 sirastyla %85,01 ile AlexNet ve %83,22 ile ResNet50 izlemistir.

4.1. Onerilen Ozellik Cikarict ESA Modeli

Onerilen modelin siiflandirma performansi, dogruluk performans &lgiitii araciliiyla test
edilmistir. Bu performans 6l¢iitiiniin matematiksel formiilasyonu denklem (1)’de verilmistir.

Dogruluk = PPN 100 (1)
DP+YP+DN+YN
i Dogru Negatif (DN) | Yanls Negatif (YN)
v\\w%o ’

5 Yanlis Pozitif (YP) | Dogru Pozitif (DP)

A : -

o A p G‘“ o '\\.\J!
" Hedef Suf °
Sekil 5. Karisiklik matrisi

Denklem (1)’de verilen Dogru Pozitif (DP), Dogru Negatif (DN), Yanlig Pozitif (YP) ve Yanlis
Negatif (YN) gibi degerler karigiklik matrisi kullanilarak hesaplanmaktadir. Karigiklik matrisi Sekil 5’°te
verilmistir. Deneysel sonuglar Intel Core i7 islemci, 8 Gb Ram ve NVidia GeForce GTX 1060 ekran
kartina sahip bir donanim {izerinden simiile edilmistir.

Cikt1 Stmf

Bu ¢aligmada 0&znitelik ¢ikarici olarak birer ESA mimarileri kullanilmigtir. Bu ¢aligsmada
kullanilan ESA modellerinde tercih edilen 6nemli parametre bilgileri su sekildedir; AlexNet'in filtre
boyutu 3x3 piksele ayarlanmistir, adim sayist 2 ve maksimum havuzlama tercih edilmistir. ResNet50
modelinin filtre boyutu 7x7 piksel olarak ayarlanmistir, adim sayis1 2 ve se¢ilen havuzlama tiiri
maksimum olmustur. Ayrica ResNet50 i¢in girdi katmanlarmin boyutlar1 224x224 piksel olarak
ayarlanmistir. Ayrica egitim sirasinda ESA’lar transfer 6grenme yaklasimi olmadan egitilmistir.

Onceden egitilmis, literatiirde kabiil gdren 3 mimari kullanilarak veri setindeki goriintiilerin
ozellik haritalar1 ¢ikartilmistir. Ozellik ¢ikarim islemi icin Densenet201, ResNet50 ve Alexnet
mimarileri kullanilmigtir. Bu li¢ mimarinin ¢ikarmig olduklart 6zellik haritalari birbirlerinden farklidir.
Bundan dolayr bu 3 mimarinin deneyiminden faydalanilarak elde edilen o6zellik haritalar
birlestirilmistir. Ozellik ¢ikarimi yapilirken Densenet201 ile ResNet50’nin FC-1000 katmani ve
AlexNet modelinin FC-8 katmani kullanilmistir. Her bir mimaride elde edilen 6zellik haritasinin boyutu
21000x1000°dir. Ozellik birlestirme isleminden sonra elde edilen yeni 6zellik haritasinin boyutu
21000x3000 olmustur. Birlestirme isleminden sonra elde edilen 6zellik haritasi KBA boyut indirgeme
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yontemi kullanilarak optimize edildikten sonra elde edilen yeni 6zellik haritasinin boyutu 21000x250
olmugtur. Son olarak elde edilen yeni 6zellik haritas1 3 farkli makine 6grenmesinde siniflandirilmistir.
Onerilen hibrit model Sekil 4’te kabaca gosterilmistir. Bilinen ESA modellerinin ve énerilen hibrit
modelin elde ettigi dogruluk degerlerine ait sonuclar Cizelge 5’te gosterilmistir.

BKH dort tiiriine ait siniflandirmanin karigiklik matrisi Sekil 6’da gosterilmektedir. Karisiklik
matrisinin satirlari tahmin edilen ¢ikt1 sinifin1 ve siitunlar gergek ¢ikti sinifin1 gostermektedir. Kirmizi
renkli stitunlar uyumsuzluklari, yesil renkli kutular ise dogru eslesen etiketleri gostermektedir. Kan
yayma gorintiilerinin temel gercegi, hedef sinif olarak etiketlenirken, tahmin edilen ¢ikt1 sinifi,
karigiklik matrisinde etiket ¢ikti sinifi ile gosterilmigtir. Notrofillerin 12 goriintiisii hatali sekilde
Eozinofil olarak etiketlendiginden, Notrofillerin etiketlenmesi durumunda maksimum uyumsuzluklar
bulunmaktadir.

Kansikhk Matrisi

Eozinofil 288 0 0 12 %96.0

. %24.0 %0.0 %0.0 %1.0 %4.0
£ Lenfosit 10 290 0 0 %96.7
Z %08 | %242 | %00 | %00 | %33
=% Monosit 0 6 294 0 %98.0
o %0.0 %05 | %245 | %00 | %20
Notrofil 2 0 5 293 %97.7
%0.2 %0.0 %0.4 %24.4 %2.3

%96.0 %98.0 %98.3 %96.0 %97.1

%4.0 %2.0 %1.7 %4.0 %2.9

Eozinofil Lenfosit Monosit Notrofil
Hedef Sumf

Sekil 6. BKH dort sinifi i¢in karisiklik matrisi

Cizelge 5. Modellerin siiflandirma dogruluk sonuglari.

ESA Mimarisi Simf Ozellik Dogoruluk
sayisi sayis1 Yo
Densenet201 4 1000 95,43
ResNet50 4 1000 94,83
Alexnet 4 1000 92,40
Densenet201, ResNet50, Alexnet 4 3000 95,45
Onerilen Model 4 250 97,10

Onerilen yaklasimda, BKH smiflandirmasi igin &znitelik secim ydntemleri bilinen ESA
modelleriyle kombinasyonu degerlendirilmistir. Onerilen yaklagimla Densenet201, ResNet50 ve
AlexNet mimarilerinin 1000 0&zellikli katmanlarindan elde edilen Oznitelikler birlestirilmistir.
Birlestirilmis 6znitelik kiimesindeki 6znitelikler KBA fiizyon yontemi ile indirgenmistir. Birlestirilen
Oznitelik setlerinin simiflandirma sonuglarina katki sagladigi goriilmiistiir. Burada birlestirilen
Ozniteliklerinin tek Oznitelik segcme yoOnteminden daha basarili oldugu kanitlanmistir. Birlestirilen
Ozniteliklerin elde ettigi dogruluk degeri %95,45 degeri ile en yiiksek tek Oznitelik yontemi olan
Densenet201’in elde ettigi %95,43 dogruluk degerinden daha yiiksektir. Deneysel sonuglar, 6znitelik
se¢iminde kullamlan KEK, DVM ve NB, MO yéntemleri ile yapilan siiflandirma sonucunda 250
Oznitelik ile elde edilen genel dogruluk oraninin %97,10 oldugunu goéstermektedir.

Cizelge 5, onerilen ESA modelinin, mevcut ESA teknikleri ve birlesimlerinden elde edilen
smiflandirma dogruluk oranlarin1 gostermektedir. Tasarlanan ESA modelinin dogruluk agisindan diger
yaklagimlardan daha iyi performans gosterdigi goriilmektedir.
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5. Sonuclar

Bu calismada, son yillarda adindan cok séz ettiren DO, DO katmanlar1 ve DO modelleri
siniflandirma agisindan incelenmektedir. Oncelikle 16kosit kan hiicresini olusturan Eozinofil, Lenfosit,
Monosit ve Notrofil hiicreleri Matlab uygulama ortaminda Densenet201, Resnet50 ve Alexnet
mimarileri kullanilarak smiflandirilmistir. Daha sonra veri tabanindaki 6rneklere CLAHE ve Gauss
filtreleri uygulanmistir. Yeni goriintiiler aynm1 mimariler kullanilarak yeniden siniflandirilmstir.
Gorlintiilere filtreler uygulandiktan sonra elde edilen sonuglarin, orijinal verilerle elde edilen
sonuglardan daha iyi oldugu goézlemlenmistir. Densenet201 bu ¢alismada kullanilan ESA modelleri
arasinda %95,43 dogruluk degeri ile en yilksek tek Oznitelik yaklasimi olmustur. Birlestirilen
ozniteliklerin elde ettigi dogruluk degerinin %95,45 ile daha iyi sonuc verdigi goriilmiistiir. Onerilen
hibrit yéntemin ise elde ettigi genel dogruluk orami %97,10 ile en yiiksek sonuca ulasmistir. DO
modelleri biiylik veri tabanlariyla ¢alistigi igin aglar1 egitmek ve test etmek uzun zaman almaktadir.
Gelecekte bu hiz sorununu agmak igin GPU tarzi kartlar tercih edilerek hiz sorunu en aza indirilebilir.
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