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Oz: Nesnelerin Interneti (IoT) tabanl endiistriyel uygulamalardan toplanan veriler her gecen giin giderek
artmaktadir. Bununla birlikte, IoT cihazlarindaki ariza ve iletisim kopuklugu sebebi ile toplanan veriler
giiriiltiild, belirsiz ve eksik olabilmektedir. Bu problemler, veri tiretimi, kalitesi, islenmesi ve analizleri i¢in kritik
bir konu haline gelmistir. Bu ¢alisma kapsaminda kullanilan veri setleri, Sivas Numune Hastanesi tibbi atiklari
evsel atiga doniistiiren su notralizatoér sisteminden ger¢ek zamanli toplanarak olusturulmustur. Hastanelerde
bulunan tibbi sivi atiklar kanalizasyona aktarilmadan once nétralizasyon cihazlan ile pH degisikligi yoluyla
kimyasal nétralizasyon islemine maruz birakilmaktadir. Bu anlamda, tibbi atik nétralizasyon sistemindeki pH
degerlerinin goézlemlenmesi ¢evrenin korunmasi adina olduk¢a 6nemlidir. Bu kapsamda, farkli miktarlarda
eksiltilerek olusturulan iki veri seti ile kayip pH verilerinin tahmini i¢in Lineer Regresyon (LR), Destek Vektor
Makineleri (DVM), K-En Yakin Komsuluk (KNN), Rastgele Orman (RO), Karar Agaci (KA) ve Adaboost
olmak iizere alt1 farkli makine Ogrenmesi algoritmasi kullanilmistir. Makine 6grenmesi algoritmalarinin
degerlendirilmesinde ortalama mutlak hata (Mean Absolute Error, MAE), ortalama karesel hata (Mean Squared
Error, MSE) ve kok ortalama kare hata (Root Mean Square Error, RMSE) performans metrikleri kullanilmistir.
Gergeklestirilen ¢alisma sonucunda iki farkli veri seti iginde DVM algoritmasinin daha basarili oldugu
gozlemlenmistir. Yapilan degerlendirme sonucu, makine 6grenmesi algoritmalarmin kayip pH verilerinin
tahmininde oldukga basarili oldugunu gostermektedir.

Anahtar Kelimeler: Kayip veri tahmini, kayip veri doldurma, nesnelerin interneti, makine 6grenmesi, tibbi atik.

Missing 1oT Data Prediction with Machine Learning Techniques

Abstract: Every day, the amount of data generated by industrial applications based on the Internet of Things

(1oT) grows. However, data acquired because of failures and communication disconnections in 10T devices
might be noisy, inaccurate, and incomplete. These issues have become crucial for data production, quality,
processing, and analysis. The datasets used in the scope of this study were collected in real-time from the water
neutralizer system of Sivas Numune Hospital, which converts medical waste into household waste. Medical
liquid wastes in hospitals are exposed to chemical neutralization process by means of pH change with
neutralization devices before being transferred to the sewer. In this regard, the monitoring of pH levels in the
medical waste neutralization system is crucial for environmental protection. In this aspect, two datasets with
varying quantities of missing data were evaluated for the prediction of the PH using the linear regression (LR),
support vector machines (SVM), k-nearest neighbor (KNN), random forest (RF), and decision tree (DT) machine
learning algorithms. Mean absolute error (MAE), mean squared error (MSE), and root mean square error
(RMSE) performance metrics were used to evaluate machine learning algorithms. Because of the analysis, it was
determined that the SVM algorithm performed better performance on the two distinct datasets. The result of the
evaluation indicates that machine learning algorithms are remarkably efficient at predicting missing pH data.

Keywords: Missing data prediction, missing data imputation, Internet of Things (IoT), machine learning,
medical waste.
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1. Giris

Son zamanlarda, birgok endiistriyel IoT uygulamasi tarafindan iiretilen veri ¢cok biiyiik miktarlara
ulagsmistir ve bu veri miktar1 her gecen giin artmaya devam etmektedir. Fakat bu uygulamalarin
bircogu, zayif veri giris siiregleri, yanlis hesaplamalar, veri toplayan cihazlarin arizalanmasi veya
iletisimin kopmas1 gibi c¢esitli sebepler ile eksik olarak toplanan veri problemlerinden
etkilenmektedir [1]. Buna bagli olarak, tibbi, arastirma ve sensor gibi gesitli gergek zamanl
toplanan veri kiimelerindeki kayip veri miktarlar1 da her gegen giin artmaktadir. Kayip verilerdeki
bu artisin veri kiimeleri iizerinde yapilan analizlerin kalitesine etkisi yiliksek olmaktir. Bu yiizden,
bahsi gecen problemin ¢6ziilmesi dnemli bir arastirma konusudur. Kayip veri tahmini, bu problemi
¢ozmeye yonelik uygulanan ve veri kalitesini arttiran kullanighi tekniklerden biridir [2]. Veri
analizinde, kayip verilerin etkisini azaltmak ig¢in verilerin silinmesi (data deletion) ve verilerin
uygun bir sekilde doldurulmasi (data imputation) yaygin olarak kullanilan iki yontemdir [3].

Kayip veriler tizerinde analiz yapilirken, satir ve siitun igerisinde eksik olan verilerin tamamen
silinmesi veya bu verilerin goz ardi edilmesi yaklasimlari izlenmektedir. Eksik verilerin veri
setinden tamamen silinmesi tekniginde bilgi kayb1 olusur ve bu durum yapilan analizlerin hatali
sonuglar vermesine yol agabilir [4]. Buna ek olarak eksik degerler i¢in siklikla kullanilan bir bagka
yaklagim verilerin ortalamasi gibi sabit bir degerle bosluklarin doldurulmasidir. Ancak bu durumda
da veriler arasindaki dagilim ve iligkiler g6z ardi edildiginden hatali veya yanli sonuglarin elde
edilebilecegi dikkate alinmalidir [5]. Kayip verilerin doldurulmasinda kullanilan diger yaklagimlar
ise, istatiksel, optimizasyon, makine 6grenmesi ve derin 6grenme yontemleridir [6].

Toplanan veriler igerisindeki kayip degerler, tek degiskenli ve ¢ok degiskenli olmak tiizere iki
kategoriye ayrilabilir [5]. Bu caligmada, Sivas Numune Hastanesi tibbi atik su nétralizator
cihazindan toplanan veriler icerisinden tek degiskenli kayip pH degerlerinin tahmini iizerine
odaklanilmistir. Calismamizda, literatiirde bilinen alti farkli makine 6grenme algoritmasi (LR,
DVM, KNN, RO, KA) kayip degerleri tahmin etmek igin kullanilmistir. Elde edilen sonuglar, kayip
verilerin gercege yakin bir sekilde tahmin edilebildigini géstermistir.

2. Literatiir Ozeti

Son yillarda, literatiirde kayip verilerin tahminine yonelik yapilmis bir¢cok ¢alisma bulunmaktadir.
Giizel ve ark. [6], eksik sensor verisi sorununu ¢ozmek igin, derin 6grenme (Deep Learning, DL) ve
Uyarlamali-Ag Tabanli Bulanik Cikarim Sistemine (Adaptive-Network Based Fuzzy Inference
System, ANFIS) dayali iki tahmin modelini kullanmigtir. Bu modellerin performansi, kok ortalama
karesel hata (Root Mean Square Error, RMSE) metrigi ile degerlendirilmistir. Elde ettikleri
sonuclara gére hem DL hem de ANFIS yontemlerinin, segilen dogrusal olmayan regresyon
modellerine kiyasla RMSE metrigi agisindan daha iyi oldugu goriilmistiir. Abidin ve ark. [7], t¢
makine 6grenmesi (Machine Learning, ML) algoritmalarindan, K-En Yakin Komsuluk (K-Nearest
Neighbor, KNN), Karar Agaci (Desicion Tree, DT) ve Bayes Aglar1 (Bayesian Networks, BN)
kullanarak, diinya saglik orgiitii tarafindan paylasilan bazi veri kiimeleri [8] tizerinde kayip verileri
tahmin ederek bu algoritmalarin performansini degerlendirmistir. Yaptiklar1 bu caligmanin
performans degerlendirmesinde, ortalama mutlak hata (MAE), MSE ve RMSE olmak iizere ii¢
performans metrigi kullanmiglardir. Tiim veri gruplarinda, BN algoritmas1 kayip verilerin
tahmininde ti¢ metrik igin tutarli bir sekilde en diisiik hatay1 tiretmistir. Raja ve Thangavel [9], UCI
veri havuzundan [10] aldiklart Dermatology, Pima, Wisconsin ve Yeast veri kiimelerini kullanarak
kayip verileri doldurmak i¢in Kaba (Rough) k-means algoritmasini1 kullanmiglardir. Kullandiklar
bu yontemi, klasik K-means algoritmasi, K-means parametre tabanli veri doldurma yontemi ve
bulanik C-means parametre tabanl veri doldurma yontemi ile RMSE performans metrigi agisindan
kiyaslamiglardir. Elde ettikleri sonuglara gore Kaba K-means algoritmasinin, kayip degerlerin
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doldurulmasinda diger algoritmalara kiyasla daha basarili oldugu goriilmistiir. Liu ve ark. [11],
Avustralya’daki gercek liretim tesislerinden 24 giin boyunca topladiklart sicaklik, hiz, titresim,
basing gibi ¢esitli parametrelerden olusan sensor verilerini kullanarak, kayip verilerin doldurulmasi
icin Coklu Segmentli Bosluk Yineleme (Itr-MS-STLecImp) yontemini kullanmiglardir. Bu modeli,
kayip verileri doldurma agisindan yedi farkli zaman serileri yontemi ile RMSE performans
metrigini kullanarak karsilagtirmig ve Itr-MS-STLecImp modelinin diger tiim yontemlere kiyasla
daha basarili oldugunu gostermislerdir. Lee ve ark. [5] IoT tabanli biiyiik veri uygulamalarindaki
tek degiskenli eksik degerleri tahmin etmek i¢in zaman serilerine dayali Eksik Veri Takas (MP-
BMDI) algoritmasini 6nermislerdir. Calismalarinda, Giiney Kore’de bulunan bir ofise sicaklik, nem
ve CO2 degerlerini 10 saniyede bir kaydeden IoT izleme sistemi kurmuslardir. Olusturulan sistem
ile 10 aylik veri toplanmis ve 3 haftalik veri eksik degerlerin tahmini i¢in veri setinden ¢ikarilmistir.
Algoritmanin performans degerlendirmesinde RMSE ve MAPE metrikleri kullanilarak yedi farkli
zaman serisi yontemi ile karsilastirilmis ve daha basarili sonuglar elde ettigi goriilmiistiir. Qin ve
ark. [12] kuyu sularini izlemek i¢in Cin’in Zhejiang kiyisinda 16 farkli bolgeye samandira izleme
sistemi ve karadan 4 farkli izleme merkezi kurarak veri toplamislardir. Her samandira sistemine
ayni anda sicaklik, tuzluluk, pH ve ¢6ziinmiis oksijen gibi parametreleri 6l¢en birden fazla sensor
eklemislerdir. Yazarlar toplanan verilerdeki, eksik degerleri tahmin etmek i¢in matris tamamlama
tabanli ¢oklu goriintili 6grenme yontemini (MC-MVL) oOnermislerdir. Yapmis olduklari bu
calismayi, ortalama bagil hata (Mean Relative Error, MRE) ve MAE performans metriklerini
kullanarak degerlendirmislerdir. Onerdikleri modeli, 8 farkl1 alt model ile karsilastirmis ve daha iyi
sonugclar elde etmislerdir. Ma ve ark. [13], Cornell Universitesi'ndeki Tesis ve Kampiis icerisinde
bulunan laboratuvar, 6grenci salonlar1 ve kiitiiphane binalarinda tiiketilen enerji verilerini
toplamislardir. Yapmis olduklar1 ¢calismada kayip veri tahmini i¢in Uzun Kisa Siireli Bellek modeli,
Cift Yonlii veri doldurma ve Transfer Ogrenme yontemlerini kullanarak LSTM-BIT’i
onermislerdir. Onerdikleri bu modeli RMSE performans 6l¢iim metrigini kullanarak istatistik,
makine 0grenmesi ve derin 6grenme modelleri ile karsilagtirmiglardir. Elde ettikleri sonuglara gore
onerdikleri LSTM-BIT modelin diger modellerin tamamindan daha basarili oldugunu
gozlemlemislerdir.

Literatiirde kayip verilerin tahminine yonelik, makine 6grenmesi, derin 6grenme ve farkli birgok
yontem bulunmaktadir. Bu yontemler, enerji, sicaklik, nem, hiz, basing ve CO> gibi farkl tiirde veri
setlerini igeren problemlerin ¢dziimiine yonelik uygulanmaktadir. Onerdigimiz ¢alisma,
literatiirdeki ¢aligmalardan farkli olarak, tibbi atik nétralizasyon sistemindeki kayip pH verilerinin
tahminini saglamaktadir. Calismamizin temel katkisi, tahmin edilen kayip degerler ile pH
degerlerinin gézlemlenmesi ve ¢evrenin korunmasini desteklemesidir.

3. Materyal ve Yontem

Diinya Saglik Orgiitii’niin paylastig1 verilere gére 13 Mayis 2022 tarihine kadar diinya genelinde
COVID-19 kaynakli toplam 6.261.708 6liim ve 517.648.631 onaylanmis vaka oldugu belirtilmistir
[14]. Tiim Diinya’y1 etkileyen COVID-19 pandemisiyle birlikte hastanelerdeki tibbi atik iiretimi her
gecen giin artmaktadir. Bu atiklarin yonetimi ve igerisindeki zararli mikroorganizmalarin bertaraf
edilmesi dogru bir sekilde yapilmadiginda bitki, hayvan ve insan sagligini 6nemli Olciide tehdit
etmektedir.

Hastanelerde bulunan tibbi sivi atiklar kan atiklari, diyaliz sivi atiklari, lire ve sivi patoloji
numuneleri gibi atiklardan olusmaktadir. Bu atiklar kanalizasyona aktarilmadan 6nce ndtralizasyon
sistemleri ile sivi soliisyonlar basilarak pH degisikligi yoluyla kimyasal notralizasyon islemine
maruz birakilmaktadir. Sivas ilinin yerel yonetiminin 28/11/2014 tarihli toplantisinda aldig1 karara
gore kanalizasyona desarj edilecek siv1 atiklarin pH araliginin 6.5 ile 10 araliginda olmasi gerektigi
kararlastirilmigtir [15]. Bu anlamda, tibbi atik nétralizasyon sistemindeki pH degerlerinin
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gozlemlenmesi ve bu veriler igerisinden toplanan eksik verilerin tahmin edilmesi ¢evrenin
korunmasi adina olduk¢a dnemlidir.

Bu calismada, Sivas Numune Hastanesinde bulunan tibbi atiklari evsel atiga doniistiiren su
notralizatér cihazindan toplanan veriler igerisindeki kayip pH degerlerinin tahmini igin makine
ogrenmesi algoritmalarindan; Dogrusal Regresyon (DR), Destek Vektor Makineleri (DVM), KNN,
Rastgele Orman (RO), Adaboost ve Karar Agaci (KA) kullanilmistir. Yapilan ¢alismaya ait islem
adimlart Sekil 1°de gosterilmistir.

VYERI TOPLAMA VERi ON ISLEME

Tibbi atiklari evsel atiga doniistiiren :‘1> Toplanan verilerden kullanimayan
su nétralizator cihazindan verilerin T T — [

toplanmasi
re ~ X i
KAYIP VERI TAHMIiNi YERI EKSILTME

Kayp verilerin tahmini igin makine pH se'nsﬁtrﬂ i‘{i'r" rastgel_e segilen
dgrenmesi algoritmalarinin verilerin orijinal verilerden
kullanilmasi ¢ikarilmasi

SONUCLARIN YORUMIANMASI
Makine 6grenmesi algoritmalarinin

I|> performanslarinin degerlendirilmesi ve
sonuclarin yorumlanmasi

Sekil 1. Kayip verilerin makine 6grenmesi algoritmalari ile tahminine ait islem adimlari

“VERI TOPLAMA” asamasinda, tibbi atiklar1 evsel atiga doniistiirerek kanalizasyona desarj eden
ndtralizatdr cihazindan veriler toplanarak MySQL veri tabanina kaydedilmesi saglanmistir.

“VERI ON ISLEME” asamasinda toplanan verilerden her bir sensore ait veri okuma zamani
nitelikleri veri setinden ¢ikarilmstir.

“VERI EKSILTME” asamasinda pH sensdrii igin Python programlama dilinde bir yazilim
gelistirilmis ve rastgele segilen veriler %30 ve %40 oraninda ayr1 ayr eksiltilerek ayr1 bir dosyaya
kaydedilmesi saglanmistir. Orijinal veriden c¢ikarilan bu veriler modelin tahmin degerlerinin
dogrulugunun test edilmesinde kullanilmistir.

“KAYIP VERI TAHMINI” asamasinda alti farkli makine 6grenmesi algoritmasi Python dilinde
kodlanmis ve kayip pH degerlerinin tahmin edilmesi saglanmistir.

“SONUCLARIN YORUMLANMASI” asamasinda makine 6grenmesi algoritmalarinin performansi
RMSE, MSE ve MAE metrikleri kullanilarak karsilastirilmistir.
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3.1. Veri Seti

Bu ¢alismada, Sivas Numune Hastanesinde bulunan tibbi atiklar1 evsel atiga doniistiiren tibbi atik su
notralizator cihazindan toplanan veriler; pH degeri, birbirine bagli iki ayr1 tibbi atik deposuna ait
doluluk seviyesi ve kirmizi, sari, yesil olmak iizere ti¢ farkli alarm durumu verilerinden
olusmaktadir. Bu g¢alismada, on dakika araliklarla cihazda bulunan alt1 adet sensdrden alinan bir
aylik veri (4320 kayit) kullanilmistir. Makine Ogrenmesi algoritmalarinin performansini
degerlendirebilmek icin Tablo 1’de gdsterildigi gibi iki farkli veri seti olusturulmustur. Bu veriler
tibbi atik s1v1 nétralizasyon izleme sisteminden MySQL veri tabanina kayipsiz olarak kaydedilen bir
aylik veriden olusmaktadir.

Calismamizda, eksik verinin tahmini i¢in pH sensoriiniin okudugu degerlerin doldurulmasi tizerinde
calistlmistir. Veri setinin hazirlik asamasinda, Numpy (Numerical Python) ve Sklearn kiitiiphaneleri
kullanilarak Python programlama dili ile bir yazilim gelistirilmistir. Gelistirilen bu yazilim
sayesinde kayip olmayan (ger¢ek pH degerlerinin) verilerin rastgele se¢imi yapilmis ve ¢ikarilmasi
saglanmistir. Cikarilan bu degerler farkli bir dosyada saklanarak, daha sonra makine dgrenmesi
algoritmasmin yapmis oldugu tahminlerin test edilmesinde kullamlmistir. flk olarak veri seti 1 i¢in
pH verilerinin %30’u (1296) secilerek kayip degerler farkli bir dosyaya kaydedilmis ve makine
ogrenmesi algoritmasinin tahmin ettigi degerlerin test edilmesi i¢in kullanilmistir. Kalan verilerin
%70’1 (3024) ise egitim i¢in ayrilmistir. Daha sonra ayni islem tekrar uygulanmis ve verilerin %40°1
(1728) ¢ikarilarak test i¢in, kalan %60°1 da (2592) egitim igin ayrilarak 2. veri seti olusturulmustur.

Tablo 1. Veri Setleri Bilgisi

Veri Setleri Kayip Veri Yiizdesi Egitim Test
Veri Seti 1 %30 3024 1296
Veri Seti 2 %40 2592 1728

3.2. Metot

Glinlimiizde, makine 6grenmesi yontemlerinin kayip veri tahmininde kullanimi popiiler bir hale
gelmistir [6]. Kayip veri tahmini konusunda kullanilacak algoritmalari secerken literatiirde bu
konuda yapilan caligmalar ve kullanilan makine o6grenmesi algoritmalarinin yaygmhg: etkili
olmustur. Tercih edilen makine 6grenmesi algoritmalar1 sunlardir:

3.2.1. Dogrusal regresyon (DR):

DR yontemi, bagimli bir degiskenin bir veya birden fazla bagimsiz degisken arasindaki iliskisini
incelemek igin kullanilmaktadir. Tek degiskenli ve ¢ok degiskenli olmak tizere iki tip regresyon
bulunmaktadir. Tek degiskenli regresyonda, bir bagimli degisken ile bir bagimsiz degisken
arasindaki iliski incelenir. Cok degiskenli regresyonda ise birden fazla bagimsiz degisken ile
bagimli degisken arasindaki iligki incelenmektedir [16].

3.2.2. K-En yakin komsuluk (KNN):

En yakin komsu veri noktalarina dayanan KNN yo6ntemi, tanimlanamayan veri noktalarin1 bularak
oylama sistemine gore siniflandirmaktadir. Uygulanmasi oldukca kolay olan KNN ydnteminin,
genis depolama alani ihtiyaci, giiriiltiiye duyarlhiligi ve yavas test prosediirii gibi dezavantajlari
bulunmaktadir [17]. Komsu verilerin sayisim1 ifade eden K parametresinin degeri kullanic
tarafindan belirlenmektedir. Bu ¢alismada, farkli K parametreleri denenerek en uygun sonucu veren
K=5 tercih edilmistir. Tahmin i¢in kullanilan agirlik fonksiyonu “uniform” olarak tercih edilmistir.

1392



Azizoglu F., Unsal E. ECJSE 2022 (4) 1388-1397

Bu fonksiyona gére komsu noktalarin agirligi esit olarak alnmaktadir. Algoritmanin mesafe
olgtimiinde, Oklid mesafesi (Euclidean distance) tercih edilmistir.

3.2.3. Destek vektor makineleri (DVM):

Bir diger makine 6grenmesi algoritmasi olan DVM yontemi, veri noktalar1 arasindaki ayrimi en {ist
diizeye ¢ikaran yiiksek boyutlu uzayda biiyiik hiper diizlemler olusturmaktadir. Bu hiper diizlemleri
olusturmak igin destek vektorleri kullanmaktadir. DVM daha iyi dogruluk saglamasina ragmen
hesaplama siiresi bakimimdan maliyetlidir [17]. Bu algoritmanin g¢ekirdek (kernel) tiirii i¢in Radial
Basis Function (RBF), ¢ekirdek katsayisi (gamma) olarak ise ‘“scale” kullanilmistir. Cekirdek
onbellek boyutu (cache size) 200 Megabayt (MB) olarak tercih edilmistir.

3.2.4. Rastgele orman (RO):

Siniflandirma ve regresyon analizleri i¢in kullanilan RO algoritmasi, 2001 yilinda Breiman
tarafindan gelistirilen bir topluluk O6grenme yontemidir [18]. RO, en iyi tahmin sonucuna
ulasabilmek i¢in karar agaglarindan olusan bir orman olusturmaktadir. Tiim veri kiimesi belirli
sayida karar agaclarindan olusan alt kiimelere boliinmektedir. RO algoritmasi, tim karar
agaclarindan elde edilen sonuglari birlestirerek nihai bir sonuca ulagsmaktadir [19]. Bu algoritma ile
model egitilirken ormandaki aga¢ sayisi (n_estimators) 100 olarak belirlenmistir.

3.2.5. Karar agact (KA):

Karar agact regresyonu, hedef degiskenler siirekli oldugunda kullanilabilen karar agaci
siniflandiricisinin - bir  ¢esididir. KA, karar ve yaprak diiglimlerinden olusmaktadir. KA
regresyonunun diigiim hesaplamalarinda, bilgi kazanim1 yerine standart sapma kullanilmaktadir. Bir
karar agacinin temel amaci, karmasik bir karar1 daha kolay yorumlanabilir bir ¢oziim saglayacak
basit kararlara bolmektedir [20]. Bu algoritma ile model egitilirken minimum derinlik degeri 2
olarak belirlenmistir.

3.2.6. Adaboost:

Adaboost, daha gii¢lii bir 6grenici (strong learner) olusturmak i¢in zay1f 6grenicileri (weak learner)
bir araya getiren bir topluluk Ogrenme yoOntemidir. Topluluk yontemleri, daha iyi tahmin
performans1 elde etmek icin kendi igerisinde birden ¢ok makine Ogrenme algoritmasini
kullanmaktadir. Adaboost yonteminde, giiclii bir 68renici olusturmak i¢in her iterasyonda kendi
hatalarindan 6grenerek elde edilen zayif 6greniciler belirli bir kural ¢ergevesinde birlestirilir [21].
Bu algoritma ile model egitilirken yiikseltmenin sonlandirildigi maksimum tahmin edici sayist 50
olarak belirlenmistir.

4. Bulgular ve Tartisma

Bu boliimde, kayip verilerin tahmininde kullanilan alti farkli makine 6grenme algoritmasinin
performans1 degerlendirilmis ve elde edilen sonuglar paylasilmistir. Makine Ogrenmesi
algoritmalarmin egitiminde Tablo 1’de gosterilen %30 ve %40 oraninda kayip verilere sahip veri
setleri kullanilmistir. Daha sonra egitimi gerceklestirilmis olan modellerin performanslart MAE,
MSE ve RMSE metrikleri kullanilarak degerlendirilmistir. Bu metrikleri hesaplamak i¢in kullanilan
denklemlerde yer alan, y; degeri i. elemanin tahmin edilen degerini, y; degeri ise i. elemanin ger¢ek
degerini ve n kayip verilerin sayisini ifade etmektedir.
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Ortalama mutlak hata (MAE), tahmin edilen deger ile ger¢ek deger arasindaki ortalama farki
olgmektedir. MAE, tahmin edilen her bir deger ile her bir gercek deger arasindaki farkin mutlak
degerinin ortalamasi alinarak hesaplanmaktadir [7].

MAE = (7) Ziilyf - i €

Ortalama karesel hata (MSE), tahmin edilen her bir deger ile gercek deger arasindaki farklarin
karesinin ortalamasi alinarak hesaplanmaktadir [7].

1 ’
MSE = (3) Ty (v — y)? @
Ortalama karekok hatasi (RMSE) tahmin edilen deger ile gercek deger arasindaki mesafeyi Olger.

Yani modelin elde ettigi RMSE degeri, sifira ne kadar yakin olursa modelin tahmin ettigi degerler
gercek degerlere o kadar yaklagmis olacaktir [7].

RMSE = \/(%) n = y)? 3)

Makine 6grenmesi algoritmalar1 kullanilarak Tablo 1’de verilen veri setlerinde bulunan kayip pH
degerleri doldurulmus ve MAE, MSE, RMSE metrikleri kullanilarak tahmin edilen degerler ile
gercek degerler arasindaki hata oranlart hesaplanmistir. Makine Ogrenmesi algoritmalari
kullanilarak yapilan tahminler sonucu elde edilen metrik degerleri Tablo 2’de gosterilmistir.

Tablo 2. Algoritmalarin performans metrikleri

Veri Setleri ML Algoritmalari MAE MSE RMSE
DR 0.0930 0.0160 0.1274

Veri Seti 1 (%30) DVM 0.0827 0.0135 0.1160
KNN 0.1194 0.0240 0.1548

RO 0.0957 0.0168 0.1295

Adabost 0.0952 0.0167 0.1293

KA 0.1259 0.0271 0.1646

DR 0.0929 0.0166 0.1291

Veri Seti 2 (%40) DVM 0.0843 0.0142 0.1193
KNN 0.1193 0.0242 0.1567

RO 0.0945 0.0167 0.1294

Adabost 0.0941 0.0166 0.1287

KA 0.1236 0.0273 0.1651

Elde edilen sonuglara gore, her iki veri seti i¢in ii¢ metrikte de en diisiik hata degeri DVM
algoritmasi daha sonra DR algoritmasi ile elde edilmistir. Ayrica, KA algoritmasinin her iki veri seti
icin en diisiik performansa sahip oldugu goriilmiistiir. Algoritmalarin performans karsilastirmasi
grafiksel olarak, Sekil 2 ve Sekil 3’te gosterilmistir.
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0,18
0,16
0,14
0,12
0,1
0,08
0,06
0,04
0,02

0 DR DVM RO Adabost KA

m MAE 0,093 0,0827 0,1194 0,0957 0,0952

B MSE 0,016 0,0135 0,024 0,0168 0,0167

RMSE  0,1274 0,116 0,1548 0,1295 0,1293

Sekil 2. Veri Seti 1 i¢in algoritmalarin performans karsilagtirmasi

0,18
0,16
0,14
0,12
0,1
0,08
0,06
0,04
0,02

0 DR DVM RO Adabost KA

= MAE 0,0929 0,0843 0,1193 0,0945 0,0941

m MSE 0,0166 0,0142 0,0242 0,0167 0,0166

RMSE  0,1291 0,1193 0,1567 0,1294 0,1287

Sekil 3. Veri Seti 2 i¢in algoritmalarin performans karsilagtirmasi
5. Sonug¢

Son yillarda, IoT tabanli uygulamalar akilli {iretimin ve dijital doniisiimiin 6ne ¢ikan ¢oziimlerinden
biri haline gelmistir. Bununla birlikte, bu uygulamalardan toplanan veriler her gecen giin daha fazla
artis gostermektedir. Kayip veriler, [oT mimarilerinde 6n isleme asamasmin en biiylik
problemlerinden biridir [11]. Bu yiizden, kayip verilerin doldurulmasi veri analizlerinin kalitesi ve
veri takibinin giivenirliginin saglanmasi agisindan olduk¢a onemli bir konudur. Bu ¢alismada,
literatiirde yaygin olarak kullanilan makine 6grenmesi algoritmalarindan, DR, DVM, KNN, RO,
Adaboost ve KA algoritmalart kullanilarak kayip IoT verilerin doldurulmasi basarili bir sekilde
gerceklestirilmistir. Algoritmalarin basarilar karsilagtirilmis ve en yiiksek basariya sahip olan
algoritmanin her iki veri seti icin MAE, MSE ve RMSE performans metriklerinin tiimiinde DVM
oldugu goriilmiistiir.
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Yapilan ¢alismada, verilerin %40 orani gibi biiyiik miktar1 kaybolmasina ragmen makine 6grenmesi
yontemlerinin bu verileri yiliksek dogrulukta doldurabildigi goriilmiistiir. Ayrica, makine dgrenmesi
algoritmalarinin ¢ok diisiik hata oranlar ile kayip verilerin doldurulmasinda kullanilabilecegi
gosterilmistir.

Gelecek calismalarda, bulanik mantik, optimizasyon ve derin 6grenme algoritmalar1 kullanilarak
elde edilen sonuglar makine 6grenmesi algoritmalar ile karsilastirilabilir. Bu yontemlerin kayip
verileri tamamlanmasindaki performanslari incelenerek yeni yontemlerin gelistirilmesi {izerine
calismalar yapilabilir.

Yazarlarin Katkilar

FA, literatiir arastirmasi, problemin ve yontemin tanimlanmasi, makine 6grenmesi yontemlerinin
modellenmesi, modellerin test edilmesi ve makalenin yazilmasinda; EU, verilerin toplanmasinda,
problemin ve yontemin tanimlanmasi, gelistirilmesi ve makalenin yazilmasinda katki saglamstir.
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