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Oz

Oneri sistemleri son yillarda e-ticaret, turizm, film, miizik ve restoran gibi gesitli alanlarda popiiler olarak uygulanmaya baslanmistir.
Aragtirmacilar gesitli algoritmalar gelistirmelerine ragmen isbirlik¢i filtreleme Oneri sistemlerinde en yaygin kullanilan algoritmalardan
biridir. Isbirlik¢i filtreleme ile kullanicilarin gegmis tercihleri géz oniinde bulundurularak gelecekte kullanicilarin begenebilecegi
tirtinleri 6nermesi hedeflenir. Mevcut tek kriterli sistemlerde kullanicilarin {iriinler hakkinda tek bir derecelendirme vermesi beklenir.
Fakat tek bir kriter kullanicinin {irlinler hakkinda fikrini yansitmayabilir. Bu nedenle ¢ok kriterli isbirlik¢i filtreleme sistemleri
gelistirilmistir. Ozellikle film, otel ve restoran gibi alanlarda kullanicilar tek bir kritere gore derecelendirme vermek yerine birden ¢ok
kritere gdre begenilerini sunmalar1 onlara gelecekte yeni iiriinler 6nermekteki basariyt arttirabilir. Cok kriterli isbirlik¢i filtreleme
sistemlerindeki ilk agsama Oneri isteyen bir kullaniciya benzer en yakin kullanicilar1 veya iiriinleri bulmaktir. Literatiirde benzerlik
hesaplamak i¢in yaygin kullanilan benzerlik-tabanli metotlar mevcuttur. Bu metotlarda benzerlik hesaplanirken kullanicilar / iiriinler
arasinda ortak derecelendirilen iiriinlerin / kullanicilarin verileri kullanilir. Fakat ortak derecelendirilen iiriinlerin / kullanicilarin sayisi
¢ok az olmasina ragmen aralarindaki korelasyon ¢ok yiiksek hesaplanabilir. Yiiksek korelasyon degerleri her zaman en iyi komsular
oldugunu garanti etmeyebilir. Bu dezavantajlar géz oniine alindiginda yiiksek korelasyon degerleri her zaman giivenilir ve dogru
tahminler elde edilmesini engelleyebilir. Makalemizde ¢ok kriterli tiriin-tabanli isbirlik¢i filtrelemede benzerlik tabanli yaklasimlardaki
performans artisini saglamak i¢in mevcut benzerlik hesaplamalarini iyilestirmeyi hedefliyoruz. Iki iiriinii oylayan ortak kullanici sayis
arttikga, iki {Uiriin arasinda hesaplanan benzerlikte daha giivenilir olacaktir. Bu nedenle, geleneksel isbirlik¢i filtrelemede kullanilan
Jaccard ve 6nem agirliklandirma yontemlerini ¢ok kriterli sistemlerde benzerlik hesaplama siirecinde agirliklandirma yontemleri olarak
kullanilmas1 6nerilir. Onerilen agirliklandirma yontemleri ile amag, her iki iiriinii de derecelendirme veren kullanici sayisi azaldikca
hesaplanan benzerligi azaltmaktir. Agirliklandirma yontemleri, mevcut benzerlik hesaplama islemlerine entegre edilerek komsu se¢imi
ve tahmin performansi arttirilmasi hedeflenir. Onerilen yontemler Yahoo!Movies veri setinin ii¢ farkli versiyonu kullamlarak test
edilmigstir. Yapilan deneyler gosteriyor ki, 6nerilen metotlar mevcut metotlara gére tahmin performansini ve kapsam degerlerini biiyiik
oranda arttirmigtir.

Anahtar Kelimeler: Cok kriterli, Isbirliki filtreleme, Onem-agirliklandirma, Jaccard benzerligi, Uriin-tabanl.

Increasing Prediction Performance Using Weighting Methods in
Multi-Criteria Item-Based Collaborative Filtering

Abstract

Recommender systems have been popularly applied in various domains such as e-commerce, tourism, movie, music, and restaurants in
recent years. Although researchers have introduced various algorithms, collaborative filtering is one of the most widely used algorithms
in recommender systems. Collaborative filtering aims to recommend items that users might like in the future by taking into consideration
the past preferences of users. In existing single criteria systems, users are expected to give a single rating about the items. However, a
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single criterion may not reflect the user's opinion. Thus, multi-criteria collaborative filtering systems have been introduced. Multiple
criteria rating instead of a single criterion can increase the accuracy of future recommendations especially in domains such as movies,
hotels, and restaurants. The first step in multi-criteria collaborative filtering systems is to find users or items similar to a user who asks
for a recommendation. There are similarity-based methods commonly used in the literature to calculate similarity. While calculating
the similarity in these methods, the ones that are co-rated between users / items are used. Although the number of co-rated items / users
is very small, the correlation between them might be calculated very high. High correlation values may not always guarantee the best
neighbors. Given these disadvantages, high correlation values might prevent reliable and accurate predictions. We propose to improve
existing similarity calculations in order to increase performance in similarity-based approaches in multi-criteria item-based collaborative
filtering. As the number of common users rating two items increases, the similarity calculated between them becomes more reliable.
Therefore, it is recommended to use Jaccard and significance-weighting methods used in traditional collaborative filtering as weighting
methods in the similarity calculation process in multi-criteria systems. With the proposed weighting methods, the aim is to decrease the
calculated similarity as the number of users who rated both items decreases. Weighting methods are integrated into existing similarity
calculation processes and it is aimed to increase neighbor selection and prediction performance. The proposed methods have been tested
using three different versions of the Yahoo!Movies dataset. Experiments show that the proposed methods have greatly improved the
prediction performance and coverage values compared to existing methods.

Keywords: Multi-criteria, Collaborative filtering, Significance-weighting, Jaccard similarity, [tem-based.

1. Giris

Gelisen teknoloji ile birlikte Internet kullanicilar1 artik c¢ogu ihtiyaci ve isini ¢evrimigi olarak internet {izerinden
gerceklestirmektedir. Kullanicilar interneti kullandikca internet {izerindeki veri de devasa boyutlara ulagmig ve artmaya devam
etmektedir. Artan bu veri karsisinda kullanicilar ¢ogu zaman neyi tercih edecegine karar veremez héle gelmekte ve bilgi bombardimani
denilen sorun karsimiza ¢ikmaktadir (Schick, Gordon, ve Haka, 1990). Arastirmacilar bilgi bombardimani karsisinda garesiz kalan
kullanicilar i¢in yeni yontemler gelistirmeye baslamislar ve dneri sistemleri ortaya ¢ikmistir (Goldberg, Nichols, Oki, ve Terry, 1992;
Adomavicius ve Tuzhilin, 2005). Oneri sistemleri, kullanicilarin tercihlerini alan ve kullanicilarin muhtemelen tercih edecegi iiriinleri
tahmin edebilen bir sistem olusturarak kullanicilarin bilgi bombardimani problemini ¢dzmelerini saglarlar. Oneri sistemleri son yillarda
popiiler hale gelmistir. Giintimiizde kitap (Linden, Smith, ve York, 2003), film (Gomez-Uribe ve Hunt, 2016), miizik (Perez-Marcos ve
Batista, 2018) gibi e-ticaret iiriinleri ve sosyal medya platformlarinda (Arazy, Kumar ve Shapira, 2009) siklikla kullanilan &neri
sistemleri, kullanicinin ge¢mis verilerini analiz ederek gelecekte hangi {iriin veya hizmeti tercih edebilecegini tahmin etmektedir (Kaleli,
2014). Oneri sistemlerinde ¢esitli algoritmalar kullanilmasina ragmen, isbirlikgi filtreleme oneri sistemlerinde kullanilan en yaygin
algoritmalardan biridir (Shi, Larson, ve Hanjalic, 2014). Isbirlikgi filtreleme sistemleri, bir kullanici-iiriin matrisi {izerinden benzerlikler
hesaplayarak birbirine benzeyen kullanicilari veya {iriinleri tespit etmekte ve daha sonra kullaniciya begenebilecegi tiriinii 6nermektedir
(Herlocker, Konstan, Borchers ve Riedl, 1999). isbirlikci filtreleme algoritmalari iki ana grupta siniflandirilabilirler. {lk grup hafiza-
tabanli igbirlikgi filtreleme, ikinci grup ise model-tabanli isbirlik¢i filtreleme olarak adlandirilirlar. Hafiza-tabanli isbirlik¢i filtrelemede
bir kullaniciya bir Oneri iiretebilmek igin tiim matris {izerinde hesaplama yapilmaktadir (Adomavicius ve Tuzhilin, 2005; Ning,
Desrosiers, ve Karypis, 2015). Model-tabanli igbirlik¢i filtrelemede ise eldeki matris kullanilarak bir makine 6grenmesi modeli
araciligiyla bir model tiretilmekte ve kullaniciya bir 6neri iiretilirken tiim matris yerine bu model kullanilarak hesaplama yapilmaktadir
(Koren, Bell ve Volinsky, 2009; Aggarwall, 2016).

Isbirlik¢i filtreleme sistemlerinde hafiza tabanli yaklasimlar, iki ayri smifta incelenmektedir. ik simf, kullanici-tabanl
yaklagimlardir (Herlocker, Konstan, ve Riedl, 2002). Kullanici-tabanli yaklagimlarda, 6neri iiretilecek olan hedef kullanicinin komsulari
yani hedef kullaniciya benzeyen diger kullanicilar hesaba katilarak &neri iiretilmektedir. Ikinci sinif ise iiriin-tabanli yaklagimlardir
(Linden, Smith, ve York, 2003). Uriin-tabanli yaklasimlarda ise kullanicinin degil hedef iiriine benzeyen diger iiriinler komsu segilerek
bir dneri iiretilmektedir. Uriin-tabanli isbirlikci filtrelemedeki temel yaklasim, iiriinler arasinda korelasyon saptamak ve bu korelasyona
gore kullanicilara Oneri Uretmektir (Sarwar, Karypis, Konstan ve Reidl, 2001). Kullanicilar tarafindan iiriinlere verilmis olan
derecelendirmeler kullanilarak bir benzerlik hesaplama metoduna gére tiim iiriinlerin birbiri ile arasindaki benzerlikler hesaplanmakta
ve birbirine benzeyen iirlinler saptanmaktadir. Daha sonra bu benzer iiriinler {izerinden kullanicinin daha 6nce deneyimlemedigi ve
begenebilme olasilig1 en yiiksek iiriinler, kullaniciya éneri olarak sunulmaktadir. Ornegin A {iriinii ile B iiriiniiniin benzerlikleri en yiiksek
olsun. Buna gdre A {irlinline yiiksek bir derecelendirme verip, B {riinlinii heniiz oylamayan X kullanicisina oneri olarak B iiriinii
sunulmaktadir. Literatiirde, hafiza-tabanl isbirlikg¢i filtreleme igin birgok yaklagim Onerilmistir. Bununla birlikte, & en yakin komsu
algoritmasi kullanici-tabanli ve iiriin-tabanl igbirlik¢i filtrelemede en dominant ve yaygin kullanilan algoritmadir (Adomavicius ve
Tuzhilin, 2005; Chae ve ark., 2018).

Geleneksel triin-tabanli igbirlik¢i filtreleme sistemlerinde benzerlik hesaplamak ve Oneri liretmek igin iirinlere verilen
derecelendirmelerin yer aldig1 iki boyutlu kullanici-liriin matrisi kullanilmaktadir. Bu matris tizerinde bir kullanici bir {irline sadece tek
bir derecelendirme verebilmektedir. Ozetle bu sistemler, tek bir kritere dayali sistemlerdir. Oysa bir iiriin igin birden fazla kritere
derecelendirmelerin verilmesi, iiriinlerin ve kullanicilarin karakteristigini daha iyi ortaya ¢ikarabilmektedir. Bu ag1g1 goren Adomavicius
ve Kwon (2007), tek kriterli sistemler yerine ¢ok kriterli sistemlerin kullanilmasiyla daha iyi sonuglar elde edilebilecegini gozler 6niine
sermistir. Ornegin bir film igin tek bir derecelendirme vermek yerine; senaryo, oyunculuk, ydnetmenlik ve gorsel efektler icin ayr1 ayri
derecelendirmeler filmin karakteristik 6zelligini tek bir kritere gore daha iyi gostermektedir. Adomavicius ve Kwon (2007) geleneksel
hafiza tabanli yaklagimlari ¢ok kriterli isbirlik¢i filtreleme sistemlerine gore uyarlamiglardir. Geleneksel hafiza tabanli igbirlikei
filtreleme yontemlerinden farkli olarak birden ¢ok kriter oldugundan benzerlik hesaplamalar1 icin yeni metotlar Oonermislerdir.
Geleneksel benzerlik tabanli yaklagimlar kullanilabilecegi gibi ¢ok kriterli veriler ¢ok boyutlu uzaydaki veriler olarak ele alinarak
uzaklik metrikleri sayesinde aralarindaki benzerliklerin hesaplanabilecegini gostermislerdir.
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Makalemizde ¢ok kriterli {irlin-tabanli isbirlikgi filtrelemede benzerlik tabanli yaklagimlardaki performans artigini saglamak igin
mevcut benzerlik hesaplamalarim iyilestirmeyi hedefliyoruz. Kullanilan benzerlik fonksiyonlari iki {irlinii de ortak oylamis kullanicilar
iizerinden hesaplama yapmaktadir. Oneri sistemlerinin yapisi diisiiniildiigiinde, iki iiriinii ortak oylayan kullanicilarin sayisi ¢ok az
olabilmektedir. Diger yandan, sadece ortak kullanicilara gére benzerlikler hesaplandigindan, bazi durumlarda ortak kullanict sayisi ok
az olmasina ragmen iki iiriin arasindaki korelasyon cok yiiksek olmaktadir. Bu durumda bir tahmin tiretecegimiz hedef iiriine secilen en
iyi komsular aslinda hedef iiriine en benzeyen iiriinler olmayabilir. Iki iiriin arasinda hesaplanan yiiksek korelasyon degeri her zaman
iki lirlinlin birbirine benzedigi sonucunu giivenilir kilmayabilir. Bu sorunlarin iistesinden gelmek icin geleneksel isbirlik¢i filtreleme
sistemlerinde, ortak kullanicilarin sayilart kullamilarak farkli agirliklandirma ydntemleri mevcuttur. Kullanilan agirliklandirma
yontemlerini cok kriterli isbirlikgi filtreleme sistemlerine uyarlayarak, komsu segimini iyilestirmeyi hedefliyoruz. iki {iriinii ortak
oylayan kullanicilarin sayis1 ne kadar fazla ise mevcut benzerlik degerleri pozitif yonde etkilenirken, bu sayinin ¢ok az olmasi
durumunda hesaplamalar negatif yonde etkilenir. Diger bir deyisle, hesaplanan benzerlik degeri diisiiriilii. Mevcut veri setleri ile
agirliklandirma yontemlerinin ¢ok kriterli {irtin-tabanli igbirlik¢i filtreleme tizerindeki etkisi incelenmistir.

Makalenin sonraki bolimleri su sekilde ilerlemektedir. Bir sonraki bdliim olan ikinci boliimde, literatiirde daha once
gerceklestirilmis olan ilgili calismalarm neler oldugu ve bu ¢alismalarda neler yapildigindan kisaca bahsedilmektedir. Ugiincii boliimde,
kullanilan veri setleri, geleneksel {iriin-tabanlt isbirlik¢i filtreleme sistemleri, kullanilan benzerlik hesaplama metotlart, 6neri iiretme
islemi, ¢ok kriterli iiriin-tabanli isbirlik¢i filtreleme sistemleri ve tarafimizca onerilen metotlarin igerigi ve hesaplama yontemleri yer
almaktadir. Dordiincii boliimde ise performans metrikleri, deney yontem ve sonuglart yer almaktadir. Son bdliimde ise sonuglar
bulunmaktadir.

2. Ilgili Calismalar

Cok kriterli dneri sistemlerinin uygulanmaya baslanmas1 2000°li yillarin baslara dayanir. ilk olarak Plantié¢, Montmain, ve Dray
(2005) metin madenciligi teknikleri ile ¢ok kriterli analiz tekniklerini birlestiren bir karar verme destek sistemini film tabanlt dneri
sistemleri gelistirmek i¢in kullanilmasini dnermistir. Adomavicius ve Kwon (2007) geleneksel 6neri sistemleri yerine ¢ok kriterli 6neri
sistemlerinin kullanilmasinin kullanicilar arasinda hesaplanan korelasyonlarin daha gergekei olma olasiligini arttirdigini belirtmislerdir.
Kullanicilar iiriinler hakkinda tek bir derecelendirme vermek yerine daha ¢ok kriter ile 6rnegin bir film veri setinde gorsel efektler veya
senaryo gibi, Uriinleri derecelendirmenin ayni zamanda tavsiye dogrulugunu arttiracagini savunmuslardir. Geleneksel hafiza tabanli
isbirlikgi filtreleme algoritmalarim nasil ¢ok kriterli isbirlik¢i filtreleme sistemlerine uyarlanabilecegini gdstermislerdir. Ilk olarak
geleneksel benzerlik tabanli yaklagimlari kullanarak 6neriler tiretmislerdir. Kullanicilar arasinda benzerlikleri hesaplarken her bir kriter
icin ayr1 ayri hesapladiktan sonra tiim kriter degerlerinin ortalamasi veya en diisiik degerlerin se¢ilmesini veya ¢ok boyutlu uzaklik
metrikleri kullanilarak benzerlik hesaplamalariin yapilabilecegini agiklamiglardir. Bu yaklasim ile sadece geleneksel benzerlik
hesaplama siirecinin degistigini geriye kalan siirecin ayni geleneksel isbirlik¢i filtreleme algoritmalarinda oldugu gibi siirdiiriilerek
tahminler elde edilecegi gosterilmistir. Ayrica, hafiza tabanl igbirlik¢i filtreleme algoritmalarinin yani sira tek kriterli veya geleneksel
oOneri sistemlerinde kullanilan diger tiim yontemlerin de kullanilabileceginden bahsetmislerdir. Bilge ve Kaleli (2014) ¢ok kriterli iiriin
tabanli igbirlikgi filtreleme algoritmalarinin geleneksel iiriin-tabanli igbirlikgi filtreleme sistemlerine gore performanslarinin daha iyi
oldugunu gostermislerdir. Arastirmacilar, Adomavicius ve Kwon (2007) tarafindan 6nerilen ¢aligmalart ¢ok kriterli iirtin-tabanli
igbirlik¢i filtreleme sistemlerine uyarlamiglardir. Nilashi, Ibrahim, Ithnin, ve Sarmi (2015) tek kriterli sistemlerde gerceklestirilen otel
oneri sistemlerinin ¢ok kriterli sistemlere uyarlandiginda kullanicilarin birden ¢ok agidan taninabildigini ve daha dogru Oneriler
yapildigini belirtmis, yaptiklar: deneylerde de yiiksek dogruluk degerlerine ulagsmislardir. Bilge ve Yargi¢ (2017) ¢ok kriterli isbirlikgi
filtreleme sistemlerinde sayisal verileri oldugu gibi degil normalizasyon isleminden gecirerek kullanmislardir. Normalize edilmis
verilerin korelasyonu daha iyi saptadigini tespit etmisler ve yaptiklar1 deneylerle normalize edilmis veriler kullanildiginda daha tutarli
sonuglara ulasildigini gostermislerdir. Nilashi ve ark. (2016) ¢ok kriterli igbirlikgi filtreleme sistemleri ile siniflandirma ve regresyon
agact (CART) yontemlerini uygulamiglardir. Beklenti maksimizasyonu (EM) ve Temel Bilesen Analizi (PCA) metotlar1 ile veri
boyutunu da indirgeyerek verileri daha diizenli hale getirmislerdir. Yaptiklart deneyler ile yiliksek dogruluk oranlarina ulagmisglardir.
Batmaz ve Kaleli (2019) ¢ok kriterli igbirlik¢i filtreleme ile noéral aglarinin bir tiirii olan oto-kodlayicilari (AE) kullanmislardir.
Gelistirdikleri sistemde (AE-MCCF) katman sayisinin artmasiyla dogruluk degerlerinin arttigimi gérmiislerdir. Arastirmacilar
onerdikleri sistemi, temel ¢ok kriterli isbirlik¢i filtreleme algoritmalart ile karsilastirmiglar ve gelistirdikleri sistemin dogruluk
degerlerinin daha yiiksek oldugunu gostermislerdir. Ayrica kapsam degerleri onerilen bu sistem ile oylanmamis iiriinlerin timii i¢in
tahminler iiretmenin olas1 oldugunu gostermistir.

Isbirlikei filtreleme sistemlerinde benzerlik tabanli yaklasimlar kullanilirken, kullanicilar / iiriinler arasinda ortak derecelendirilen
iiriinlerin / kullanicilarin sayis1 énemli bir faktordiir. Oneri sistemlerinin yapisi diisiiniildiigiinde, cogu iiriiniin derecelendirilmedigi
goriiliir. Bu durum ise, 6rnegin iki kullanici arasinda bir benzerlik hesaplamasi yaparken ¢ok az sayida ortak derecelendirilmis iiriin
iizerinden bu hesaplamalarin yapilmasina sebep olur. Cok az sayida ortak iiriin {izerinden hesaplanan degerler ise gercek korelasyonu
yansitmayabilir. Bu nedenle Herlocker ve ark. (2002) benzerlik hesaplamasi yaparken tek kriterli neri sistemlerinde bir agirliklandirma
yontemi kullanilmasim dnermislerdir. Onem-agirliklandirma olarak adlandirilan ydntemde, bir esik degeri belirlenir ve eger iki
kullanicinin ortak oylamis olduklar tiriinlerin sayist bu degerden kiigiik ise benzerlik degeri hesaplanan agirliklandirma ile garpilir ve
boylece iki kullanict arasindaki benzerlik belli oranda disiiriiliir. Amag iki kullanici arasinda ne kadar ¢ok ortak derecelendirilmis {iriin
varsa, bu iki kullanic1 arasindaki benzerligin giivenilirligini o kadar ¢ok arttirmaktir. Ma, King, ve Lyu (2007) 6nem-agirliklandirma
yontemini (Herlocker ve ark., 2002) degistirerek hem kullanicilar arasinda benzerligi hem de tiriinler arasinda benzerligi hesaplarken
kullanilmasin1 6nerirler. Polatidis ve Georgiadis (2016) benzerlik hesaplama siirecini Herlocker ve ark. (2002)’nin ¢aligmalarindan
esinlenerek ¢oklu seviyeye bélerler. Onerilen ¢alismada dort seviye vardir. Her seviyede belirtilen kosullarin gergeklesmesi durumunda
hesaplanan benzerlik degerlerine aragtirmacilar tarafindan belirlenmis bir deger eklenir. Arastirmacilarin amaci iki kullanic1 arasinda ne
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kadar ¢ok ortak oylanmus iiriin varsa bu kullanicilarin benzerlik degerlerinin arttirilmasidir. Benzer sekilde aragtirmacilarin yapmis
oldugu bir diger ¢aligmada ise yine dinamik ¢ok seviyeli bir isgbirlik¢i filtreleme sistemi Onerilir (Polatidis ve Georgiadis, 2017). Bu
caligmada belirtilen kriterlerin saglanmasi durumunda farkli seviyeler i¢in benzerlik hesabina farkli sayilar eklenerek korelasyonun
pozitif yonde etkilenmesi hedeflenir. En son seviyede ise diger bir deyisle tanimlanan higbir kriter saglanmiyorsa, benzerlik hesabina
negatif yonde bir etki eder. Negatif yondeki etkiyi saglamak i¢in benzerlik degeri belirtilen deger ile ¢arpilarak degerin diigiiriilmesi
saglanir. Candillier, Meyer, ve Fessant (2008) Jaccard benzerligini bir agirliklandirma ydntemi olarak mevcut benzerlik yontemleri ile
carparak kullanilmasini dnermiglerdir. Yapilan ¢aligmalarda onerilen metodun geleneksel metotlara gore daha iyi sonuclar verdigi
gosterilmistir. Baska bir calismada Jaccard benzerlik hesaplamak i¢in kullanilmistir (Bag, Kumar, ve Tiwari, 2019). Arastirmacilar yeni
onermis olduklar1 Jaccard benzerlik modeli ile hedef kullanicinin minimum ortak oylanmamuig iiriinlerinin sayisina ve en yakin
komsularinin ise maksimum ortak oylanmig ve oylanmamus iiriinlerinin sayisina 6ncelik vermislerdir. Shambour ve Lu (2011) Jaccard
benzerligini bir agirliklandirma ydntemi olarak ¢ok kriterli iiriin-tabanl1 isbirlikgi filtrelemede kullanilmasim énermislerdir. Tlk olarak
ayarlanabilir kosiniis benzerligi ile her bir kriter i¢in {iriinler arasinda benzerlikler bulunmustur. Son benzerlik degeri ise agirlikli
ortalama yontemi ile hesaplanmistir. Jaccard ile son hesaplamis benzerlik degeri ¢arpilarak yeni bir benzerlik hesabi 6nerilmistir.
Shambour, Hourani, ve Fraihat (2016) Dice metrigini bir agirliklandirma ydntemi olarak ¢ok kriterli iiriin-tabanli isbirlik¢i filtreleme
icin dnermislerdir. Dice metrigi, Jaccard benzerligi gibi iki {irlin arasindaki ortak kullanicilara gore bir benzerlik hesaplar. Her bir kriter
icin {iriinler arasindaki benzerlikler hesaplanirken ¢ok boyutlu uzaklik metrigi olarak Oklid uzakligi kullanilmistir. Son benzerlik igin
ise uzaklik metrigi kullanildigindan toplama fonksiyonu olarak en diisiik degere sahip benzerlik son benzerlik olarak se¢ilmistir. Daha
sonra Dice metrigi son benzerlik degeri ile carpilarak ¢ok kriterli {iriin-tabanli sistemlerde benzerlik hesaplama islemini gelistirmislerdir.
Son iki calismaya benzer bir ¢alismada ¢ok kriterli kullanici-tabanli isbirlik¢i filtreleme sistemleri i¢in 6nerilmistir (Shambour, 2016).
Aragtirmacilar, Dice metrigini diger ¢alismalarda oldugu gibi bir agirliklandirma yontemi olarak ayarlanabilir kosiniis benzerligine
entegre etmislerdir.

3. Materyal ve Metot

3.1. Veri Setleri

Cok kriterli isbirlik¢i filtreleme sistemlerinde en yaygin kullanilan veri seti, Yahoo!Movies, ii¢ farkli versiyonu ile 6nerdigimiz
yaklagimlart test etmek i¢in kullanilmigtir. Veri seti film alaninda 4 alt kriter ve bir tane de genel kriter olmak iizere ¢ok kriterli tercihleri
icerir. Kullanicilarin yonetmenlik, oyunculuk, senaryo ve gorsel efektler gibi kriterleri derecelendirmeleri istenir. Ayrica 4 alt kritere
verilen derecelendirmelerin ortalamasi da genel derecelendirme olarak sistemde kaydedilir. Derecelendirme araligi A+ ile F araliginda
olup 13 farkli derecelendirme igerir. A+ en yiiksek derecelendirmeyi ifade ederken F ise en diisiik derecelendirmeyi gosterir. Oneri
sistemlerinde ¢ogu veri seti 5 yildiz derecelendirme dl¢egi kullandigindan dolayi, veri setindeki harfler (A+, A, A-) sayisal degeri 5,
(B+, B, B-) sayisal degeri 4, digerleri 3, 2 ve F harfinin degeri 1 olacak sekilde doniistiiriiliir (Jannach, Karakaya, ve Gedikli, 2012).
Tablo 1°de ¢ok kriterli kullanici-iiriin matrisine ait kiigiik bir 6rnek verilmistir.

Tablo 1. Cok Kriterli Kullanici x Uriin Matrisi Ornegi

urin, urin, uring uring urinsg uring
kullaniciy 43553 - 32433 43535 - 44453
kullanici, - 11111 23122 - 2222, -
kullanici 555,55 32,244 - 555,55 3433, -
kullanici, 44543 - - 54555 - 43553

Veri setinin asir1 seyrek olmasi sebebiyle, baz1 kisitlamalar altinda 3 veri seti olusturulmustur. {lk olarak en az 5 derecelendirmeye
sahip kullanicilarin ve {irinlerin bulundugu bir alt kiime olusturulmustur ve Tablo 2°de YMS5 olarak adlandirilmistir. Benzer sekilde
YMI10 ve YM20 veri setleri de elde edilmistir.

Tablo 2. Kullanilan Veri Setleri

YM5 YM10 YM?20
# kullanicilar 4377 1293 202
# tiriinler 2565 1164 247
# derecelendirmeler 63027 34846 8157

3.2. Geleneksel Uriin-Tabanh Isbirlik¢i Filtreleme

Geleneksel iirlin-tabanli igbirlikgi filtrelemede iirlinler arasindaki benzerlik hesabi tek bir kriter iizerinden gergeklestirilmektedir
(Sarwar ve ark., 2001). Ornegin bir film &nerisi igin benzerlikler hesaplanirken her filme sadece tek bir derecelendirme verilmis olan
kullanici-lirlin matrisi kullanilmaktadir. Bu kullanici verileri, kullanicinin iiriine verebilecegi derecelendirmeyi tahmin etmek igin
asagidaki formiilde kullanilmaktadir.

R: kullanicilar x Grinler - R, 1)
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Denklem 1°de R, geleneksel iiriin-tabanli isbirlikg¢i filtrelemede sistem tarafindan iiretilen, kullanicinin ilgili {irline verebilecegi tahmin
degeridir.
3.2.1. Benzerlik Hesaplama

Geleneksel iiriin-tabanl igbirlik¢i filtrelemede, tiim iiriinlerin birbiri ile arasindaki benzerlik degerleri hesaplanmaktadir. Bu
hesaplama islemi i¢in literatiirde farkli hesaplama metotlart kullanilmistir. Bu hesaplama metotlarindan biri Pearson Korelasyon
Katsayisi (PCC) metotudur (Resnick ve ark., 1994). PCC’de iki iiriin arasindaki benzerlik degeri [-1,1] aralifinda yer almaktadir.
Birbirine en ¢ok benzeyen iki iiriin arasindaki benzerlik degeri 1 iken, birbirine hi¢ benzemeyen iki {irlin arasindaki benzerlik degeri ise
-1 olmaktadir. PCC’de iki iiriin olan i ile j arasindaki benzerlik hesab1 Denklem 2’de gosterilmistir:

ZueU(Ru,i - R_i)(Ru,j - R_])

(e Rui =T SucoRuy ~ R’

sim(i,j) =

O]

burada R, ;, u kullanicisinin i lirtintine verdigi derecelendirmeyi gosterirken, R,, ; ise u kullanicisinin j iirtiniine verdigi derecelendirmeyi

ifade eder. Uise i ve j iiriinlerini oylayan ortak kullanicilar1 gosterir. R; ve R;, i Ve iiriinlerine verilen derecelendirmelerin ortalamasini
ifade eder.

Diger bir benzerlik hesaplama metodu ise Ayarlanabilir Kosiniis Benzerligi (ACS) ’dir (Sarwar ve ark., 2001). ACS’de ise
derecelendirmeler n- boyutlu uzayda vektor olarak goriilmektedir. Benzerlik degeri de bu vektorler arasindaki agi aracilify ile
hesaplanmaktadir. Kosiniis benzerligi metodundan farkli olarak ortalama kullanict derecelendirme degerleri de kullanilmaktadir.
ACS’de iki {irlin arasindaki benzerlik degeri de PCC’de oldugu gibi [-1,1] araliginda yer almaktadir. ACS’de iki {iriin olan i ile j
arasindaki benzerlik hesab1 Denklem 3 kullanilarak gergeklestirilmektedir:

ZueU(Ru,i - R_u)(Ru,j - R_u)

(et Ru =) Sy~ T’

sim(i,j) =

®)

Denklem 3°te, R,,; ve Ry, u kullanicisimin i ve j {irlinlerine verdigi derecelendirmeyi, R,, ise u kullamcisinin derecelendirmelerinin
ortalamasini gostermektedir. U ise i ve j liriinlerini oylayan ortak kullanicilar gosterir.

3.2.2. Komsu Secimi

Uriinler arasindaki benzerlik degerleri hesaplandiktan sonra dneri iiretmek i¢in komsu secimi islemi yapilmalidir. Komsu segimi
islemi icin literatiirde iki farkl1 metot kullanilmaktadar. Ik metotta nceden hesaplanan benzerlik degerleri siralanarak bunlar igerisinden
en biiyiik benzerlik degerlerine sahip & tanesi en yakin k komsu olarak segilmektedir (Konstan ve ark., 1997). Ikinci metotta ise dnceden
belirlenen bir esik degeri ile komsu se¢imi yapilmaktadir. Eger hesaplanan benzerlik degeri, belirlenen esik degerinden biiyiik ise komsu
olarak segilir, aksi durumlarda komsu olarak degerlendirilmezler (Kim ve Yang, 2007). Bu ¢alisma kapsaminda k& en yakin komsu
metodu kullanilarak hedef {irline benzer komsular segilmistir.

3.2.3. Oneri Uretme

Uriinler arasindaki benzerlik degerleri hesaplandiktan sonra kullanicilara begenebilecekleri iiriinleri énerebilmek icin benzerlik
degerlerinin kullanildig: bir formiille 6neri iiretme islemi yapilmaktadir. ¢ kullanicisinin p {iriiniine verecegi muhtemel derecelendirme
degeri Denklem 4°te gosterildigi gibi hesaplanmaktadir (Adomavicius ve Kwon, 2007).
Zieratedltem(a) Sim(i» p) X Ta,i

Zieratedltem(a) Sim(i' p)

pred(a,p) = 4)

Burada sim(i, p), i iirlinii ile p {iriinii arasindaki benzerlik degerini, 7, ; ise a kullanicisinin i {iriiniine vermis oldugu derecelendirme
degerini gostermektedir. Secilen komsu iiriinlerden @ kullanicinin oylamis oldugu iiriinler bu hesaplamaya katilir. Komguluk se¢im
iglemi de 6nceden belirlenen k sayisina gore p iiriiniine en gok benzeyen iiriinler kiimesinin olusturulmasi islemidir. Bu k degerinin tek
kriterli isbirlikg¢i filtreleme sistemlerinde 20 ile 50 arasinda segilmesinin daha tutarli sonuglar sagladigi daha onceki ¢aligmalarda
bildirilmistir (Herlocker ve ark., 2002).

3.3. Cok Kriterli Uriin-Tabanh Isbirlikci Filtreleme

Geleneksel {irlin-tabanli igbirlikgi filtrelemede benzerlik hesaplama islemleri tek bir kriter {izerinden yapilmaktaydi. Daha sonra
arastirmacilar tarafindan ortaya atilan fikirle ¢ok kriterli sistemlerin, kullanicilarin karakteristigini daha iyi yansitabilecegi diistiniilerek
¢ok kriterli igbirlikgi filtreleme kavrami ortaya ¢ikmustir (Plantié ve ark., 2005; Adomavicius, Manouselis, ve Kwon, 2011). Bir {irlinii
degerlendirirken tek bir kriter yerine daha gok kriter iizerinden derecelendirmek kullaniciya da esneklik saglamaktadir. Ornegin bir
kullanici bir filmin senaryosunu begenirken, gorsel efektlerini begenmeyebilir. Bu durumda ¢ok kriterli igbirlikgi filtrelemede, bu iki
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kriteri ayr1 ayn derecelendirme sansina sahip olabilmekte ve kisisel egilimlerini daha iyi yansitabilmektedir. Boylece kullanicilara
begenebilecegi tiriinleri dnerirken daha tutarli sonuglar elde edilebilmektedir.

Tek kriterli igbirlik¢i filtrelemede kullanilan tahmin formilii de ¢ok kriterli isbirlik¢i filtreleme icin asagidaki sekilde
giincellestirilmistir:

R: kullanicilar x Grinler —» Ry X Ry X ... X Ry, (5)

Denklem 5°te, R, ¢ok kriterli irlin-tabanli igbirlikg¢i filtrelemede sistem tarafindan iiretilen, kullanicinin ilgili {irline verebilecegi genel
derecelendirme tahmin degeridir. R;, kullanicinin ilgili tiriiniin ;. kriterine verecegi derecelendirme tahmin degeridir ve buradaki j kriter
degerij =1,2, ..., k degerlerini alir.

Cok kriterli lirlin-tabanlt igbirlik¢i filtrelemede, tirlinler arasindaki benzerlik degerleri her bir kriter igin geleneksel {iriin-tabanlt
igbirlik¢i filtrelemede oldugu gibi PCC, ACS vb. benzerlik metotlarindan biri kullanilarak hesaplanmaktadir. Tiim kriterler bitene kadar
bu hesaplama islemi devam etmektedir. Benzerlik hesaplama islemi tamamlandiktan sonra, tahmin etme asamasina gecilmektedir.
Tahmin islemi i¢in benzerliklerin nasil kullanilacagi belirlenmelidir. Bu belirleme islemi i¢in literatiirde iki yaklagim kullanilmistir
(Adomavicius ve Kwon, 2007). Bu yaklagimlardan ilkinde tiim kriterlerin benzerlik degerlerinin ortalamasi alinarak tahmin isleminde
Denklem 6°da gosterildigi gibi kullanilmaktadir:

k_ sim ., .
Simayy (1) = 20t (®)

Denklem 6°da, k, kriter sayisini tanimlarken, sim, (i, ) ise c. kriter i¢in i ve j tiriinleri arasindaki benzerlik degerini gosterir.

Ikinci yaklasimda ise en kotii-durum goz Oniine alinmaktadir, diger bir ifadeyle en diisiik benzerlik degerleri secilerek tahmin
isleminde kullanilmaktadir. Bu se¢im islemi i¢in Denklem 7 kullanilmaktadir:

Simmin(i:j) = C:rg'lli'ljl..'kSimc(i:j) (7)

Denklem 6 veya Denklem 7 kullanilarak iki {iriin arasindaki son benzerlik degeri hesaplanir. Komsu se¢imi ve tahmin {iretme
islemleri ise ayn1 geleneksel iirlin-tabanli igbirlikgi filtrelemede oldugu gibi hesaplanir.

3.4. Onerilen Metotlar

PCC ve ACS iiriin-tabanli igbirlikgi filtrelemede benzerlik hesaplamak i¢in en yaygin kullanilan metotlarin basinda gelirler. Her iki
metottaki temel isleyis her iki iiriinii de oylamis ortak kullanicilar iizerinden benzerlikleri hesaplamaktir. Iki {iriiniin ortak bir kullanici
veya birden ¢ok kullanici tarafindan oylanmasi benzerlik hesaplamasi i¢in bir problem degildir. Diger yandan birkag¢ kullanici tarafindan
oylanmus iki iiriiniin (a, b) benzerlik degerinin, 50 kullanici tarafindan oylanmis iki {iriiniin (a, c) benzerlik degerinden fazla olmasi b
iriiniiniin ¢ Uriiniine gore a’ya daha benzer oldugu sonucunu ¢ikarmak dogru olmayabilir. Ne kadar ¢ok bu iki tiriinii oylayan ortak
kullanicilar varsa, o kadar ¢ok benzerlik hesabinin giivenilirliginden bahsedilir. (Herlocker ve ark., 2002).

Uriin-tabanli isbirlikgi filtrelemelerde aktif kullanic1 oneri istedigi hedef iiriinii sisteme génderdikten sonra, sistem hedef iiriin ile
diger iiriinler arasindaki benzerligi hesaplar. En yiiksek benzerlige sahip iirlinleri de komsu olarak seger. Aktif kullanicinin istekte
bulundugu hedef {iriin ile yiiksek korelasyona sahip komsulari incelendiginde bazi 6rneklerde iki iiriinii de ortak oylayan kullanict
sayisinin diisiik olmasina ragmen korelasyonlarmin c¢ok yiiksek oldugu goriilebilir. Uriinler arasinda birka¢ ortak kullanici gercek
korelasyonu yansitmayabilir. Bu nedenle hesaplanmig benzerlik degerlerinin agirliklandirilmast iki {iriin arasindaki benzerligi
hesaplarken daha giivenilir sonuglarin elde edilmesini saglayabilir.

Bahsedilen bu sorunun iistesinden gelmek i¢in ilk olarak agirliklandirma yéntemi olarak, kullanici-tabanli igbirlik¢i filtrelemelerde,
Herlocker ve ark. (2002) tarafindan &nerilen iki kullanici arasindaki benzerligi hesaplarken kullanilan onem-agwliklandirma yontemini,
iiriin-tabanl igbirlik¢i filtrelemelerde iki iiriin arasinda benzerlik hesaplamasinda kullanilmasini dneriyoruz. Buradaki amag iki {irtinii
oylayan ortak kullanict sayisinin onceden belirlenmis bir esik degerinden kiiclik olmasi durumunda aralarindaki benzerlik degerini
agirliklandirma yontemiyle diisiirmektir. Denklem 8, agirliklandirma yonetimini gosterir.

U n U
LT xsim(i,j),  Eger|U; n U] <Sw
sim'(i,j) = Sw o N | ' ]| (8)
sim(i, j), diger durumlarda

Denklem 8’de, sim(i, j), i ve j tiriinleri arasindaki benzerligi verir. |Ui n Uj|, i ve j tiriinlerini ortak oylayan kullanicilarin sayisini
gosterir. SW ise esik degerini gosterir. Eger i ve j liriinlerini ortak oylayan kullanicilarin sayisi, SW degerinden kiigiikse, hesaplanan
benzerlik degeri belli bir oranda agirliklandirilir veya bagka bir deyisle benzerlik degerleri disiiriiliir. Diger durumlarda ise hesaplanmig
benzerlik degeri degistirilmeden kalir. Bu durum her iki iiriinii de esik degerinden yiiksek, ortak oylayan kullanicilarin var oldugunu
gosterir.

Iki {iriin arasinda ortak kullanicilarmn sayisin1 bulmak igin secilen diger yontem ise Jaccard metrigidir. Jaccard iki iiriin arasindaki
ortak kullanicilarin sayist ile ilgilenir. Oylamalarin gercek degerleri ile ilgilenmez. Ortak olarak oylayan ne kadar ¢ok kullanici varsa,
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bu iki tiriin o kadar ¢ok birbirine benzer sonucunu gikarir. Jaccard metrigi Denklem 9’da verilmistir. Denklem 9°da |UL~ N U]-| ivej

iiriinlerini ortak oylayan kullanicilarin sayisin1 gosterirken, |Ul- U Uj| ise i ve/veya j triinlerini oylayan kullanicilarin toplam sayisini
verir.

|U; n U

=t 7 9
|U; v U ©

Jaccard(i,j) =

Jaccard metrigini tek basina benzerlik 6l¢iitii olarak kullanmak gercek korelasyonu bulmak icin yeterli degildir. Ornegin iki {iriinii
de oylayan 50 kullanici oldugunu varsayalim. Birinci iiriine yiiksek derecelendirme yapildiginm1 ama ikinci iiriine ise en diisiik
derecelendirmelerin verildigini kabul edelim. Verilen 6rnege gore Jaccard benzerliginin de yiiksek ¢iktigini kabul edelim. Bu durumda
bu iki irtin birbirine benzerdir sonucunu ¢ikarmak yaniltici olabilir. Bu nedenle, sadece Jaccard metrigi benzerlik hesaplamasinda yeterli
degilken, agirliklandirma ydntemi olarak kullanmak ise korelasyonlar1 hesaplarken az sayida bulunan ortak kullanicilarin benzerlik
degerini diigiirebilir.

Bu c¢alismamizda yukarida bahsedilen agirliklandirma yontemlerini mevcut ¢ok kriterli iiriin-tabanli isbirlik¢i filtrelemedeki
benzerlik metriklerine ekleyerek, benzerlik hesaplamalarmin iyilestirilmesini hedefliyoruz. Ilk olarak Jaccard metrigini bir
agirliklandirma yontemi olarak kullaniyoruz ve onu geleneksel ¢ok kriterli isbirlik¢i filtreleme ile birlestiriyoruz. Daha dnce de
bahsedildigi gibi ¢ok kriterli sistemlerde korelasyon hesaplamak igin benzerlik-tabanli yaklasimlar kullanilabilir. Her bir kriter igin iki
iiriin arasindaki benzerlikler geleneksel isbirlik¢i filtrelemede oldugu gibi mevcut yontemler kullanilarak hesaplanir. Son benzerlik
degerini bulmak i¢inde ya tiim hesaplanmig degerin ortalamasi alinir ya da en kii¢iik hesaplanmis deger benzerlik degeri olarak segilir
(Adomavicius ve Kwon, 2007). Biz Jaccard metrigini agirliklandirma metrigi olarak her bir kriterde {iriinler arasinda benzerlikler
hesaplanirken kullanilmasini dneriyoruz. Boylece iki iirlinii ortak oylayan kullanicilarin sayisi diistiikge onlarin benzerlik degerlerini de
diistiriiyoruz ve bu sayede daha giivenilir benzerliklerin hesaplanmasini amagliyoruz. Denklem 10 6nermis oldugumuz benzerlik
hesaplamasini gosterir.

Zl(f:OSimC(i!j) X ]accardc(i!j) (10)
k+1

Sim:wg @) =

Denklem 10°da sim.(i, j), ¢ kriteri i¢in i ve j tiriinleri arasindaki benzerligi gosterir. Jaccard, (i, ) ise ¢ kriteri igin i ve j triinleri
arasindaki ortak oylayan kullanicilarin toplam bu {iriinler i¢in oylayanlara sayisini verir. Her bir kriter i¢in hesaplanmis benzerlik degeri
ile Jaccard metrigi ¢arpilir. Son olarak, tiim kriter degerlerinin ortalamasi alinir.

Cok kriterli igbirlik¢i filtreleme sistemlerinde son benzerlik degerini hesaplamak icin bir diger yontem ise, hesaplanmis benzerlik
degerlerinden en kiigiigiinii almaktir. Burada da benzerlikler hesaplanirken yine Jaccard metrigi agirliklandirma metrigi olarak kullanilir.
Denklem 11 dnermis oldugumuz benzerlik hesaplamasini gosterir.

SiMpin(i,) = _min | sim(i,j) x Jaccard,(i, ) (12)

Geleneksel tek kriterli kullanici-tabanli isbirlik¢i filtreleme sistemlerinde kullanilmasi dnerilen 6nem-agirliklandirma yontemini
(Herlocker ve ark., 2002) iiriinler arasinda benzerlikleri hesaplamak icin uyarlayarak (Denklem 8) ikinci yontem olarak ¢ok kriterli
isbirlikgi filtreleme sistemlerine entegre ettik. Denklem 6 ve Denklem 7’de verilen formiillerde sim.(i,j) yerine her bir kriter i¢in
Denklem 8’de verilen formiil kullanilarak sim (i, j) degerleri elde edilerek son benzerlik degerleri tiim kriter sonuglarinin ortalamasi
veya en kiigligii alinarak hesaplanir.

4. Arastirma Sonuclar1 ve Tartisma

4.1. Deney Metodolojisi ve Degerlendirme Metrikleri

Makalede onerilen yaklasimlari test etmek igin segilen {i¢ veri seti (YM20, YM10 ve YMS) ile deneyler gergeklestirilmistir.
Deneylerde her veri seti i¢in k-kat ¢apraz dogrulama metodolojisi uygulanmistir. k-kat capraz dogrulama ile, her veri seti & esit pargaya
boliinmiis olup her seferinde farkli bir parga test verisi olarak secilmistir. Geri kalan veriler ise egitim verilerini olusturmustur. Test
verisindeki her bir test kullanicinin (6neri sistemlerinde aktif kullanici olarak adlandirilir) oylamis oldugu tiim {iriinler i¢in 6neriler
iretilmistir. Burada kullandigimiz metodoloji ise birini disarida birak c¢apraz dogrulamadir. Her seferinde test kullanicisinin
derecelendirmis oldugu bir iirlin secilip onun degeri silinip sistemden tahmin etmesi istenir.

Ortalama mutlak hata (MAE), dneri sistemlerinde dogrulugu 6l¢mek i¢in kullanilan en yaygin degerlendirme metriklerinden biridir.
Tahmin edilen degerler ile gergek degerler arasindaki hatalarin mutlak degerlerinin toplaminin ortalamasidir. Denklem 12°de, t; tahmin
edilen degeri, g; ise gercek degeri gostermektedir. R ise tahmin edilen test verilerinin sayisidir. Unutulmamalidir ki, diisik MAE
sonuglar1 daha iyi sonuglar1 gosterir.

1 R
=1
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Kapsam, kullandigimiz diger degerlendirme metrigidir ve Denklem 13’te gosterilmistir. Kapsam, oneri sisteminin bir tahmin
iiretebilecegi iiriinlerin yiizdesi olarak tanimlanir. Bagka bir ifadeyle, tahmin istenen iiriinlerin yiizde kagina bir tahmin yapildigini 6lger.

bir tahmin tretilebilen Uriinlerin sayist
Kapsam = — — , (13)
tahmin i¢in tim istekte bulunulan Urinlerin sayist

4.2. Deney Sonuglari

Onermis oldugumuz iki yaklasimi geleneksel ¢ok kriterli iiriin-tabanli isbirlik¢i filtreleme metodunun sonuglar ile karsilagtirdik.
Daha 6nce de bahsettigimiz gibi veri setlerine k-kat ¢apraz dogrulama metodolojisi uygulanmistir. k£ degerimiz 10 olarak segilmistir.
Tablo 3’te, Geleneksel olarak tanimlanan adindan da anlasilacagi iizere geleneksel ¢ok kriterli iiriin-tabanl igbirlik¢i filtreleme
metotlarinin sonuglarini ifade ederken, Jaccard benzerligini agirliklandirma yontemi olarak ¢ok kriterli iiriin-tabanli sistemlere entegre
ettigimiz birinci yontem ise YOntem,ccqrq Olarak tabloda gosterilmektedir. Son olarak tabloda yer alan Yontemsnem—agirukiandirma
ise ikinci 6nermis oldugumuz yaklagimi temsil eder. Bu yontemdeki Denklem 8’deki esik degeri (SW) 50 olarak segilmistir. Komsu
sayisi ise Bilge ve Kaleli (2014) nin ¢alismasinda oldugu gibi 40 olarak tanimlanmustir. {1k olarak YM20 veri seti kullanilarak, énerilen
yaklasimlarin MAE sonuglari gelencksel metot ile karsilagtirilmistir.

Tablo 3. Cok Kriterli Uriin-Tabanl: Isbirlikci Filtrelemede Onerilen Yontemler icin MAE Sonuclari - YM20

Geleneksel Ybntemlaccard Ybnteménem—a,élrllklandlrma
PCC avg 0.6567 0.6123 0.6106
min 0.6621 0.6290 0.6304
avg 0.5846 0.5514 0.5555
ACS
min 0.5863 0.5643 0.5650

Makalede, isbirlikei filtrelemede en yaygin kullanilan iki benzerlik hesaplama metrigi (PCC ve ACS) i¢in sonuglar hesaplanmustir.
Tablo 3’te goriildiigii gibi Onerilen yaklagimlar klasik metottan daha iyi sonuglar vermistir. Sonuglar degerlendirildiginde, geleneksel
yontemde en iyi sonucun ACS kullanilarak ve son benzerlik degeri i¢in tiim kriterler i¢in hesaplanan benzerlik degerlerinin ortalamasi
(avg) en iyi sonucu vermistir. Benzer sekilde onerilen her iki yontemde de en iyi sonucun bu se¢imlerde elde edildigi gdsterilmistir.

Oneri sistemlerinde dogruluk kadar kapsam da 6nemli bir metriktir. Bu nedenle Tablo 4, YM20 veri seti icin geleneksel ve dnerilen
iki yontem i¢in kapsam degerlerini gostermektedir. Veri setinin, YM10 ve YMS5 veri setlerine gére yogun olmasi nedeniyle kapsam
degerlerinin yiiksek oldugu goriilmiistiir. Diger yandan, sonuglar dikkatlice incelendiginde, 6nerilen yontemlerin ufakta olsa kapsam
degerlerini arttirdig1 gorillmiistiir.

Tablo 4. Cok Kriterli Uriin-Tabanli Isbirlik¢i Filtrelemede Onerilen Yontemler i¢in Kapsam Degerleri - YM20

Geleneksel Yﬁntem]uccard Ybnteménem—a;‘ztrhklandlrma
PCC avg 0.9695 0.9730 0.9739
min 0.9687 0.9695 0.9705
avg 0.9898 0.9948 0.9963
ACS
min 0.9916 0.9930 0.9928

Deneylerimizi YM10 veri seti kullanarak tekrarladik. Tablo 5, ii¢ yontemin MAE sonuglarini gosterir. Buradaki sonuglar
incelendiginde, geleneksel yontem ile 6nerilen yontemler arasindaki farklarin Tablo 3’ten daha belirgin oldugu gériiliiyor. En iyi MAE
sonucunu veren yontem, Yontem;gecarq, 0.6012, diger yontemimizin, Y ontemspem—agiruikiandirmar 0-6142, ve geleneksel yontemde
ise en iyi sonug olarak 0.7609 MAE degeri hesaplamistir. Buradaki deneyler gdsteriyor ki, onerilen yontemler ile dogruluk sonuglar
mevcut klasik yonteme gore oldukca arttirilmistir. MAE degerlerinin kiiclik olmasi daha iyi dogruluk sonuglar1 oldugunu gosterir.

Tablo 5. Cok Kriterli Uriin-Tabanl Isbirlik¢i Filtrelemede Onerilen Yontemler icin MAE Sonuclari — YM10

Geleneksel Yéntem]accard Ybnteménem—a;‘zlrllklandlrma
PCC avg 0.7609 0.6701 0.6780
min 0.7731 0.7107 0.7094
avg 0.7757 0.6012 0.6142
ACS
min 0.7773 0.6188 0.6210

Tablo 6, YMI10 veri seti i¢in kapsam degerlerini gosterir. Tablodaki degerler incelendiginde, onerilen yontemlerdeki kapsam
degerleri klasik yonteme gore muazzam bir artig gostermektedir. Geleneksel yontemde kapsam degeri en iyi yaklasik %64 iken, 6nerilen
ikinci yontemde (Y0ntemgpem—agirukiandirma) %091’°¢ kadar bu deger yiikselmektedir. [k 6nerdigimiz yontemde ise bu deger %82
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olarak hesaplanmuistir. Geleneksel yontemde (ACS-AVG) %55 olarak hesaplanan kapsam degerinin dnerilen yontemler ile sirasiyla %82
ve %91 degerlerine ulagsmasi, dnerilen yaklagimlarin basarisini gosterir.

Tablo 6. Cok Kriterli Uriin-Tabanli Isbirlik¢i Filtrelemede Onerilen Yontemler i¢in Kapsam Degerleri — YM10

Geleneksel Yéntemlaccard Yénteménem—a,t“erllklandera
PCC avg 0.6139 0.7456 0.7934
min 0.6355 0.7277 0.7594
avg 0.5514 0.8230 0.9061
ACS
min 0.5473 0.7854 0.8614

Tablo 3 ve Tablo 5’teki, MAE degerleri incelendiginde ilk yontemin (Y6ntem;qccqrq) daha iyi sonuglar verdigi goriiliir. Fakat 6neri
sistemlerinde, istekte bulunulan iiriinlerin ne kadarina bir tahmin tirettigimiz de biiyiik bir 6nem tasir. Bu nedenle, kapsamin degerli
oldugu durumlarda Tablo 6’da goriildiigii gibi ikinci yontemin kullanilmasi tavsiye edilir.

Veri setlerimiz arasinda en seyrek olan YMS veri setinde de deneylerimizi gergeklestirdik. Tablo 7, MAE degerlerini gdsterirken,
Tablo 8 kapsam degerlerini igerir. Diger iki veri setinde oldugu gibi 6nerilen yontemlerin daha iyi sonuglar verdigi goriilmektedir. Veri
setinin ¢ok seyrek olmasi geleneksel yontemdeki kapsam degerlerinin diisiik olmasina neden olmustur. Onerdigimiz hipoteze gore
benzerlik degerinin yiiksek olmast her zaman gergek korelasyonu gostermez. iki iiriin arasindaki benzerligi hesaplarken ¢ok az sayida
kullanicilar tarafindan oylanmalar1 ve benzerlik degerlerinin yiiksek olmasi onlarin ger¢ekte benzer olduklarini giivenilir kilmaz. Bu
nedenle onerilen yaklasimlar ile iki {irlin arasinda ne kadar ¢ok oylayan kullanici varsa onlarin benzerlik degerlerini olumlu yonde
arttirmaya calisirken, ¢ok az ortak kullanicilarin olmast durumunda ise benzerlik degerlerini belirli bir oranda azaltmaya calistyoruz.
Boylelikle hem tahminlerin dogruluk degerini arttirmay1 hedeflerken hem de {irtinlere bir tahmin iiretebilmek i¢in yeterli ve giivenilir
komsular segebiliyoruz.

Tablo 7’de goriildiigii gibi en iyi sonuglart veren durum ACS ile birlikte tiim kriterlerin ortalama benzerliklerinin kullanilmasidir.
Geleneksel metotlarda en iyi MAE sonucu 0.7733 iken, Onerilen ilk metot ile sonug¢ 0.5920’ye kadar diiser. Ayrica ikinci metottaki
sonuglarinda yine geleneksel metotlardan ¢ok daha iyi oldugu goriiliir.

Tablo 7. Cok Kriterli Uriin-Tabanl: Isbirlikci Filtrelemede Onerilen Yontemler icin MAE Sonuclari — YMS

Geleneksel Yﬁntem]uccard Yénteménem—a;‘ztrhklandlrma
PCC avg 0.7761 0.6666 0.6780
min 0.7851 0.7014 0.7046
avg 0.7733 0.5920 0.6132
ACS
min 0.7857 0.5958 0.6138

Tablo 7’deki degerler Tablo 5’e benzerlik gostermesine ragmen, iki veri seti arasindaki en bilylik degisim kapsam degerlerinde
goriilmiistiir. Tablo 6 ve Tablo 8 karsilastirildiginda, geleneksel metotlardaki kapsam degerlerinin neredeyse yar1 yartya diistiigii goriiliir.
Tablo 8’de geleneksel metotlardaki kapsam degerleri %34-38 araliginda iken onerilen yaklagimlar ile %62-76’lara kadar yiikseldigi
goriiliir.

Tablo 8. Cok Kriterli Uriin-Tabanli Isbirlik¢i Filtrelemede Onerilen Yontemler icin Kapsam Degerleri — YMS5

Geleneksel Yﬁntem]uccard Ybnteménem—a;‘ztrhklandlrma
PCC avg 0.3656 0.5289 0.5938
min 0.3761 0.5016 0.5489
avg 0.3520 0.6179 0.7580
ACS
min 0.3415 0.5666 0.6954

Onermis oldugumuz ikinci yontemde esik degeri (SW) 50 olarak segilmisti. Farkli esik degerlerine gére 6nermis oldugumuz
yontemin sonuglarini karsilagtirmak i¢in yeni bir deney tasarladik. Secilen esik degerleri 50, 40, 30, 20, 10 ve 5’tir. Bu deneyimizde
YM10 veri setini kullandik ve 5-kat ¢apraz dogrulama yontemini uyguladik. Unutulmamalidir ki, iki iiriinii ortak oylayan kullanicilarin
sayist esik degeri ile karsilagtirilir. Eger bu say1 esik degerinden kiiciikse benzerlik degerleri Denklem 8’deki gibi yeniden hesaplanir.
Diger durumlarda ise benzerlik degerleri degistirilmez. Sekil 1, YM10 veri seti i¢in MAE ve kapsam degerlerini gosterir.

Sekil 1’ de goriildiigii gibi esik degerleri azaldikga, MAE degerlerinin yiikseldigi goriilmektir. MAE ile dogruluk arasinda ters oranti
oldugu unutulmamalidir. Daha 6nceki deneylerimizde en iyi sonuglari veren ACS-AVG metodunun esik degeri 30 secildiginde tiim
metotlarin iginde en iyi sonuglar1 verdigi sekilde gosterilmektedir. Genel olarak degerlendirildiginde ¢ok ufak degisimler géz oniine
alinmadiginda, bundan 6nceki deneylerde segilen esik degerinin (50) optimum bir deger oldugu sonucu ¢ikarilabilir. Benzer sekilde esik
degerleri diistiikge kapsam degerlerinin de diistiigiinii ve kiiciik esik degerlerinin sistemin performansi i¢in se¢ilmemesi Onerilir.
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Sekil 1. Onem-agirliklandirma Yonteminde Farkl Esik Degerleri

5. Sonuc¢

Cok kriterli igbirlik¢i filtreleme algoritmalarinda kullanicilar veya iirinler arasindaki benzerlik hesaplamasinda yaygin olarak
kullanilan PCC ve ACS metotlarinin dezavantajlarint gidermek i¢in benzerlik hesaplamalarina mevcut agirliklandirma yéntemlerinin
eklenmesi dnerilmistir. PCC ve ACS benzerlik hesaplarken ortak kullanicilar veya iiriinler iizerinden hesaplar. Ortak kullanicilarin veya
{irlinlerin toplamda kac tane olduguyla ilgilenmezler. Ister bir tane isterse yiizlerce ortak kullanici veya iiriin olmasi benzerlik
hesaplamasina engel degildir. Diger yandan az sayida ortak kullanici veya iriinle hesaplanan korelasyonlar ise ger¢ek degerleri
yansitmayabilirler ve bu durumda komsu se¢imini ve tahmin performansini etkiler. Bahsedilen sorunlari hafifletmek igin, mevcut
agirliklandirma yontemlerini ¢ok kriterli iiriin-tabanli igbirlikgi filtreleme algoritmalarinin benzerlik hesaplama siirecine entegre ettik.
Agrirliklandirma yontemleri olarak Jaccard ve Onem-agirliklandirma ydntemlerini segerek mevcut benzerlik hesaplamalarinin
iyilestirilmesini hedefledik.

Onerdigimiz yaklasimlar1 test etmek icin ii¢ veri setini kullandik. Yapilan deneyler gosteriyor ki, geleneksel yontemlerde ve dnerilen
yaklagimlarda en iyi sonucu veren ACS ile birlikte tiim kriter degerlerinin ortalamasin1 veren metottur (ACS-avg). YM20 veri setinde
degisimler az olmasina ragmen YM10 ve YMS veri setlerindeki sonuglar 6nerilen yontemlerin basarisint gostermektedir. YMS5 veri seti
kullanilarak yapilan deneylerde, geleneksel metotlarda en iyi MAE sonucu 0.7733 iken, onerilen ilk metot (Yontem gccqrq) ile sonug
0.5920’ye kadar diisiir. Yine benzer sekilde YM10 igin MAE degerleri, geleneksel ACS-avg 0.7757 iken, Yontem,,ccqrq 0.6012 olarak
hesaplanmistir. Sadece dogrulugun artmasi degil ayni sekilde kapsam degerlerinin artmasi da onerilen yontemlerin basarisint gosterir.
YMI0 veri setinde geleneksel ACS-avg’nin kapsam degerleri %55 olarak hesaplanmustir. Yontem;qccqrq ile kapsam degerleri %82
iken Yontemsnem —agirukiandairma 1€ bu deger %91°e kadar yiikselmektedir. YMS igin sirasiyla %335, %62 ve %76 olarak hesaplanmistir.
Ozetle, YM10 ve YMS veri setleri ile yapilan deneyler incelendiginde kapsam olarak yaklasik olarak %36-41 bir yiikselisten bahsedilir.

Makalemiz ¢ok kriterli iiriin-tabanli isbirlikg¢i filtreleme algoritmalarini incelemis ve onlar tizerinde performans arttirimi tizerinde
durmustur. Fakat onerilen yaklasimlar kolaylikla ¢ok kriterli kullanici-tabanli igbirlik¢i filtreleme algoritmalarina da uyarlanabilirler.
Ayrica bundan sonraki ¢alismalarimizda ¢ok kriterli igbirlikgi filtreleme algoritmalarinda benzerlik hesaplamak i¢in kullanilan mevcut
uzaklik metriklerinin tahmin performansini arttirmay1 hedefliyoruz.
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