Avrupa Bilim ve Teknoloji Dergisi European Journal of Science and Technology
Ozel Say1, S. 370-375, Nisan 2020 P, Special Issue, pp. 370-375, April 2020

© Telif hakki EJOSAT a aittir - v | Copyright © 2020 EJOSAT
Arastirma Makalesi www.ejosat.com ISSN:2148-2683 Research Article

a
“ 4

Bilimsel Makalelerin Atif Sayis1 Tahmini”

Hakan Ezgi Ki1z116z
Tiirk Hava Kurumu Universitesi, Miihendislik Fakiiltesi, Bilgisayar Mithendisligi Béliimii, Ankara, Tiirkiye (ORCID: 0000-0002-4815-9024)

(Konferans Tarihi: 5-7 Mart 2020)
(DOI: 10.31590/ejosat.araconf48)

ATIF/REFERENCE: Kiziléz, H. E. (2020). Bilimsel Makalelerin Atif Sayis1 Tahmini. Avrupa Bilim ve Teknoloji Dergisi, (Ozel
Say1), 370-375.

Oz

Bilimsel makalelerin etkisini dl¢mek kolay ya da tekdiize bir siire¢ degildir. Makalelerin atif sayilari, etkilerinin dl¢iimiinde dnemli bir
rol oynamaktadir. Ote yandan, bir makalenin atif sayisi, makale yayinlandig1 anda elde edilebilen bir veri degildir. Atif sayisinin elde
edilebilmesi i¢in makalenin yaymlanmasi ve toplulukta fark edilerek atif(lar) almasi, yani uzun sayilabilecek bir siire gegmesi
gerekmektedir. Bu ¢alismada, atif sayisinin erisilebilir olmamasi problemini basitlestirdik ve bir makalenin yayinlanmasindan sonraki
bir yil icerisinde en az bir atif alip almayacagimi tahmin eden bir derin 6grenme modeli olusturduk. Modelimizde kelime dizileri
arasindaki iligkiyi bulabilmek adina Uzun Kisa Siireli Bellek (UKSB) kullanilmaktadir. Bunun yani sira, bu ¢alismada modelimizin
makale tam metni yerine sadece Ozetini kullandigimizda bu durumun performans iizerindeki etkisini de analiz ediyoruz.
Deneylerimizde herkese agik veri kiimelerini kullanilmistir. Makalelerin tam metni Kaggle’da bulunan bir veri kiimesinde mevcuttur.
Ozet, iistveri dznitelikleri ve ilk yil atif sayilar1 ise Microsoft Academic Graph’tan ¢ikarilmistir. Elde edilen sonuglar, tam metin
kullaniminin daha yiiksek dogrulukla sonuglandigini gostermektedir. Fakat tam metin kullanildiginda modelin egitim siiresi, dzet
kullanildigindaki egitim siiresine gore ¢ok yiiksek ¢ikmaktadir. Ayrica, tam metinlere kiyasla makale 6zetleri daha kolay erisilebilir

durumdadir. Son olarak, egittigimiz model bu makalenin ilk yayin yilinda en az bir atif alacagin1 6ngérmektedir.

Anahtar Kelimeler: Derin Ogrenme, Uzun Kisa Siireli Bellek, Metin Madenciligi, Denetimli Ogrenme, Atif Tahmini

Citation Count Prediction of Academic Papers

Abstract

Even though measuring the impact of scientific papers is not a straightforward process, their citation counts play a significant role in
this determination. Citation count of a paper, however, is not available until the paper gets published and a substantial amount of time
passes until it spreads through the community. To overcome this issue, we relax the problem by building a deep learning model that
predicts whether a paper will receive at least one citation in a one-year interval after its publication. Our model employs Long Short-
Term Memory (LSTM) to capture the relationship between word sequences. In our study, we also analyze the effect of using the
abstract versus full-text of papers over performance. We utilize publicly available datasets in our experiments: Kaggle for the full-text
of papers, and Microsoft Academic Graph for extracting the abstract, metadata features and the initial year citation counts of papers.
Our obtained results show that the use of full-text leads to higher accuracy, yet with an enormous trade-off on training time.
Additionally, paper abstracts are easier to access as compared to the full-text. Finally, our model predicts that this paper will receive at
least one citation during its initial year of publication.
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1. Giris

Bilimsel bir makalenin atif sayisi, o makalenin diger makaleler tarafindan kag¢ kere alintilandigin1 gostermektedir. Dolayisiyla, bir
makale dikkat cektiktge atif sayisi da artmaktadir. Atif sayilari, akademik arama motorlarinin siralama algoritmalarinda da
kullanilmaktadir [1]. Kullanicilarin arama sonuglarinda sadece ilk sayfadaki sonuglar1 inceledigi, daha sonraki sayfalarda yer alan
sonuglart géz ardi ettigi gozlemlenmistir [2]. Bu durum, akademide Matthew Etkisi’nin olugsmasina yol agmaktadir [3]. Matthew
Etkisi, atif sayis1 yiiksek olan makalelerin arama motorlarinda daha iist siralarda ¢ikmasi, dolayisiyla daha da fazla atif almalar1 olarak
tanimlanabilir. Sonug¢ olarak, atif sayisi, makalelerin yarattigi etkiyi 6l¢mekte kullanilan 6nemli metriklerden birisi olarak kabul
edilmektedir.

Bir makalenin atif sayisi, erisimi kolay olmasi sebebiyle aragtirmacilar, dergiler, kurumlar, vb. tarafindan siklikla metrik olarak
kullanilmaktadir. Benzer sekilde, atif sayisi yardimiyla hesaplanan etki faktorleri ve h-indeksi degerleri, sirasiyla dergiler ve
arastirmacilar hakkinda bize bilgi vermektedir. Ancak bir makalenin atif sayisi, makale yayinlandigi anda elde edilebilen bir bilgi
degildir. Atif sayis1 yardimiyla bir makalenin etkisi 6lgebilmek i¢in makale yayinlandiktan sonra uzun bir siire ge¢gmesi gerekmektedir.
Bu sebeple, alaninda uzman kisiler muazzam bir efor sarf ederek yayinlanmak {izere gonderilen her bir makale metnini
degerlendirmekte ve editorlere ilgili makalenin degeri hakkinda bir geri bildirimde bulundurmaktadir.

Bilimsel makalelerin atif sayis1 tahmini konusu uzun yillar boyu calisilmis bir konudur. Baz1 arastirmacilar bu problemi bir
smiflandirma problemi olarak goriirken, bazilari probleme regresyon problemi olarak yaklagmaktadir. Benzer sekilde, bazi
aragtirmacilar sadece makalelerin iistverisi tizerinde g¢alisirken, bazilari makalenin tam metnini kullanmistir. Bu ¢aligmada, biz de
probleme bir simiflandirma problemi olarak yaklastik. Cozmesi zor olan bu problemi basitlestirerek bilimsel makalelerin
yayimlanmalarindan sonraki bir yil i¢erisinde atif alip almayacaklarini tahmin eden bir model gelistirdik. Gelistirdigimiz model girdi
olarak yalnizca makalelerin basligin1 ve tam metnini almaktadir. Sonrasinda arastirmamizi gelistirerek makale tam metni yerine
ozetini kullandigimizda modelin performansinin nasil degistigini analiz ettik. Ozetlemek gerekirse, bu calismanin motivasyonu, yeni
bir makalenin etkisini daha yayinlanmadan 6l¢gmemize yardimeci olabilecek bir sistemi tasarlamaktir.

Makalenin devami su sekilde diizenlenmistir: Bilimsel makalelerde atif sayist tahmini yapan c¢aligmalar Bolim 2’de
verilmektedir. B6lim 3’te veri 6nisleme adimlar1 ve bu ¢aligmada 6nerilen model detaylica agiklanmaktadir. Deney ortamu ve elde
edilen sonuglar Boliim 4’te verilmektedir. Son olarak, deneylerin sonucu, makale sonucunda elde edilen bulgular ve gelecekte
yapilacak ¢aligsmalar son boliimde verilmektedir.

2. Literatiir Taramasi

Bilimsel makalelerin atif sayis1 tahmini ile ilgili ¢ok ¢esitli ¢alismalar vardir. Bu konuda umut verici deneysel ¢alismalar
olmasina karsin, makalelerin aldig1 atif sayis1 makalelerin etkisini belirleyebilmek adina oldukga 6nemli bir etken oldugundan bu
problem heniiz tam anlamiyla ¢6ziilebilmis degildir.

ACM’in her yil diizenledigi Knowledge Discovery and Data Mining (KDD)? konferansi, veri madenciligi ve analizi alaninda en
onemli konferanslardan biridir. 1997 yilindan bu yana KDD konferanst ile birlikte bir veri madenciligi yarismasi diizenlenmektedir
[4]. 2003 yilinda yapilan yarigmanin konusu arXiv e-baski arsivi® iizerine 6zellesmis ve dért farkli gérevde yarisma imkani sunan bir
ag madenciligi problemiydi. Bu gorevlerden ilki, se¢ilmis makalelerin gelecek ii¢ ay boyunca alacaklari atif sayilarinin degisimlerinin
tahmin edilmesiydi. Yarigma veri kiimesinde 30119 adet makalenin LaTeX kaynak dosyalari (dolayisiyla tam metinleri) ve bu
makaleler ile iligskilendirilmis 719109 adet atif bilgisi vardi. Bu yarigsmaya 57 yarismaci katildi. Yarigmay1 kazanan grup, probleme bir
zaman serisi yaklagimli algoritma uyguladi ve yarismayi toplam 1329 L1 mesafesi ile kazandi. Hi¢bir makalenin atif sayisinda
degisiklik olmayacagini, yani biitiin makaleler i¢in 0 degisiklik olacagini tahmin eden grubun yarismada 11. siray1 almasi ilging bir
anekdot olarak kargimiza ¢ikti.

Bilimsel yayinlar1 inceledigimizde, McKeown vd. [5] bilimsel makalelerin tam metninden gesitli dznitelikler ¢ikaran ve bu
oznitelikleri kullanarak bu makalenin gelecekteki etkisini tahmin eden bir sistem ortaya koymuslardir. Onerdikleri sistemin
performansini 3,8 milyon dokiiman iizerinde Olgmiislerdir. Caligmalarinin 6grenme siirecinde Once baslik, yazarlarla iliskili
Oznitelikler, atif verilen makaleler hakkinda bazi oznitelikler gibi yalnizca iistveri Oznitelikleri kullanmuslardir. Daha sonra,
makalelerin tam metinleri lizerinde varliklar ve iligkiler (entities and relations), argiiman bolimlemesi (argumentative zoning) ve atif
duygusu (citation sentiment) yontemlerini kullanarak c¢ikardiklari yeni Oznitelikleri eklemislerdir. Sonu¢ olarak, tam metin
Oznitelikleri ile Gistveri 6zniteliklerinin birlestirilmesinin daha iyi sonuglar verdigi gézlemlenmistir. Yan vd. [6] makalelerin igerik,
yazar ve yayin yeri hakkinda birgok Oznitelik kullanarak atif sayilarini tahmin etmek iizere benzer bir metot Onermislerdir.
Calismalarinda, Bilgisayar Bilimi alaninda 1,5 milyon yayin igeren ArnetMiner’in atif ag1 veri kiimesini kullanmislardir. Modellerini
dort farkli makine 6grenmesi teknigi ile test etmislerdir. Degerlendirme metrigi olarak kararlilik katsayist (R?) kullanmislar ve
testlerde en yiiksek 0,786 degerine ulasmislardir. Bir sonraki y1l modellerine yeni 6znitelikler ve yeni bir makine 6grenmesi teknigi
ekleyerek en yiiksek R? degerini 0.927’ye yiikseltmislerdir [7].

2 https://www.kdd.org

% https://www.arxiv.org
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Chen ve Zhang [8] atif sayis1 tahmini problemine bir regresyon problemi olarak yaklasmaktadir. Caligmalarinda tahmin siirecinde
Rastgele Orman (Random Forest) ile Gradyan Artirilmis Regresyon Agaclar1 (Gradient Boosted Regression Trees) tekniklerini
kullanmiglardir. Bunun i¢in dncelikle Gizli Dirichlet Ayrimi (Latent Dirichlet Allocation) ve IBM Model 1 kullanarak yazar ve igerik
tabanli dznitelikler ¢ikarmislardir. Sonrasinda deneylerini gercek bir veri kiimesi olan KDD’nin 2003 yilindaki yarigsmada kullandig
veri kiimesi lizerinde yapmislardir. Cikarmis olduklari biitiin 6znitelikleri inceledikten sonra igerik tabanli &zniteliklerin tahmin
stirecinde daha etkili olduklarini belirtmislerdir. Castillo vd. [9] yazarlarin 6nceki yayimlarinin bilgisini kullanarak yeni yayinlarinin
ilk yillarinda kag atif alacagini tahmin eden bir metot dnermektedir. Calismalarinda yazar-tabanli, baglanti-tabanli ve soncul-tabanl
olmak tizere ii¢ tip Oznitelik ¢ikarmiglardir. CiteSeer’dan elde ettikleri veri kiimesi tizerinde WEKA kullanarak dogrusal regresyon
(linear regression) ve C4.5 tekniklerini uygulamislardir. Deney sonuglarina gore atif sayisi tahmininde makale yazarlarinin itibari
oldukga etkilidir. Weihs ve Etzioni [10], yazarlarin gelecek 10 yil i¢indeki h-indeksi degeleri ile makale atif sayilarini tahmin etmek
iizere bir gradyan artirilmis regresyon agaglari modeli 6nermistir. Calismalarinda makale iistverileri, atif ¢izgesi ve es-yazar ¢izgesi
kullanarak 44 adet yazar ve 63 adet makale Ozniteligi ¢ikarmuslardir. Algoritmalarinin ancak belirli kosullar altinda var olan
algoritmalardan daha iyi performans gosterdigini belirtmislerdir.

Ibafiez vd. [11] atif sayis1 tahminini biyoenformatik alaninda yapmislardir. Bunun igin &zet, dergi ve yayin tarihi bilgilerinden
sectikleri anahtar kelimelere gore 6znitelikler ¢ikarmiglardir. Atif sayilarimi “gok az”, “biraz” ve “cok” olmak iizere ii¢ sinifa ayirarak
probleme bir smiflandirma problemi olarak yaklagsmis ve deneylerinde WEKA’nin sagladigi birgok siniflandiriciyr test etmislerdir.
Belirli kelimelerin makale 6zetinde yer almasinin atif sayisini etkiledigini bildirmislerdir. Livne vd. [12] yazar, kurum, yaym yeri,
kaynakca ag1 ve icerik benzerliginden olugmak iizere bes grup 6znitelik ¢ikarmislardir. Bilgisayar Bilimleri, Biyoloji, Kimya, Tip,
Miihendislik, Matematik ve Fizik alanlarindaki makaleler iizerine var olan ve yeni 6znitelikleri kullanarak Destek Vektor Regresyon
(Support Vector Regression) teknigi uygulamislardir. Calismalarinda 2000 yilinda yayinlanan makalelerin 2005 yilinda almis
olacaklar1 atif sayisim tahmin etmeye calismislardir. Ozellikle Biyoloji ve Tip alaminda iinlii yazarlarin yaymlarinin daha ¢ok ilgi
cektigini bildirmislerdir.

Pobiedina ve Ichise [13] bir atif ag1 olusturmus ve 6znitelik yaratmak igin gelen baglantilar (in-degree) ile giden baglantilarin
(out-degree) sayilarm kullanmslardir. Tki adet gergek veri kiimesi iizerinde Lojistik Regresyon (Logistic Regression), Destek Vektor
Makineleri (Support Vector Machines) ve Agaglar (Trees) tekniklerini uygulayarak bir yillik tahmin yapmiglardir. Probleme hem bir
smiflandirma problemi hem de bir regresyon problemi olarak yaklagmislardir. Deney sonuglarina gore, iiretilmis olan 6zniteliklerin
tahmin dogrulugu yoniinden yazar ve yayin yeri ile ilgili 6zniteliklerden daha iyi performans gosterdigini; fakat regresyon igin yazar
ile ilgili 6zniteliklerin daha ¢ok katki verdigini belirtmislerdir. Stegehuis vd. [14] derginin etki faktdrii ile makalenin bir yil sonunda
almig oldugu atif sayist bilgisini kullanarak yayinin uzun donemde alacagi atif sayisim tahmin etmeye g¢aligmaktadir. Olasilik
dagilimin1 tahmin etmek i¢in kantil regresyon (quantile regression) yaklagimini kullanmiglardir. Her iki tahmincinin de tahmin
sonucuna pozitif katki sagladigini ifade etmislerdir.

3. Materyal ve Metot

Bu c¢alismada bilimsel makalelerin atif sayilarini tahmin etmek i¢in derin 6grenme metotlar1 kullanilmaktadir. Bu sebeple
herkesin kullanimina agik olan iki veri kiimesi kullamlmistir. Bunlardan ilki, Open Academic Society? internet sitesinde bulunan
Microsoft Academic Graph (MAG) veri kiimesidir. MAG veri kiimesi 166 milyon bilimsel makaleye ait baslik, 6zet, yayn yili,
yazarlari, anahtar kelimeleri, referanslari, atif sayisi, yayin yeri, vb. birgok faydali bilgiyi igermektedir. ikinci veri kiimesi ise Kaggle®
internet sitesinde yaymlanmis olan Neural Information Processing Systems (NIPS)® konferansinda yaymlanmis olan makalelere ait
bilgileri i¢eren bir veritabanidir. Bu veritaban1 NIPS konferansinda 1987 ile 2017 yillar1 arasinda yayilanmis olan makalelerin baglik,
yazarlari, 6zet ve tam metnini igermektedir. Bu ¢alismada MAG veri kiimesi, makalelerin {istverileri ile atif bilgilerini elde etmek igin
kullanilirken, diger veri kiimesi ise makalelerin tam metnine erisebilmek igin kullanilmustir.

Bu boliimiin devaminda ilk 6nce iki veri kiimesindeki makaleleri eslemek ve veriyi ¢alismaya hazirlamak igin gereken veri
onisleme adimlarindan bahsedilecek, daha sonra makalelerin baglig1 ve tam metnini kullanarak ilk yil igerisinde atif alip almayacagini
tahmin edecek olan derin 6grenme modeli tanitilacaktir.

3.1. Veri Onisleme

Kullanilan iki veri kiimesini birlestirebilmek icin once her iki veri kiimesinde bulunan makaleleri dogru bir sekilde
eslestirebilmemiz gerekmekteydi. Ancak, bu esleme islemi kolaylikla ¢oziilebilecek bir problem degildi. Bunun igin, baslangi¢ olarak
MAG veri kiimesinde yaym yeri “neural information processing systems” olan makaleleri bulduk. Bu sorgunun sonucunda 7442
makale elde ettik. Diger veri kiimesinde makale sayis1 7241 idi. Her ne kadar ikinci veri kiimesi NIPS konferansinin 2017 yilina ait
makaleleri igeriyor olsa da, MAG veri kiimesi 2017 yilinin ortalarinda hazirlanmis oldugundan konferansin 2017 yilina ait verileri
icermiyordu. Bu sebeple esleyebilecegimiz makale sayist 6562°ye diistii. Bu makalelerden 6058 tanesini baglik {izerinden birebir
eslestirebildik. Geriye kalan 504 makaleyi teker teker inceleyip, elle islememiz gerekti. Bunun igin ilk 6nce basliklarin ilk iig
kelimesini heniiz eslenememis makalelerde aratip sonuglari teker teker inceledik. Bu yontemle 326 makaleyi daha eslestirebildik.

4 https://www.openacademic.ai/
® https://www.kaggle.com/benhamner/nips-papers

® https://www.nips.cc/

e-1SSN: 2148-2683 372



European Journal of Science and Technology

Kalan 178 makalenin 172 tanesini ise baslklarda gecen ayristirici anahtar kelimeleri aratarak tespit ettik. Geriye kalan 6 makale
eslestirilemedigi i¢in ¢alismadan ¢ikarildu.

Makaleler eslestirildikten sonra her bir makalenin ilk yil igerisinde atif alip almadig: bilgisine ihtiyacimiz vardi. Bu sebeple MAG
veri kiimesinde yer alan atif agini1 detaylica tarayarak bu bilgiyi ortaya ¢ikardik. Bunun i¢in MAG veri kiimesinde bulunan biitiin
makaleleri teker teker inceleyerek eslestirilmis olan makalelerimizden herhangi birisine atifta bulunup bulunmadigini tespit ettik.
Atifta bulunan makaleleri biitlin bilgileriyle birlikte filtreledikten sonra, bu makalelerin yayinlandiklar1 yillar1 inceledik. Eger atifta
bulunan makale, NIPS konferansinda bulunan ve eslestirilmis olan makalenin yaym yilindan itibaren 1 yil icerisinde yayilanmigsa
gegerli bir atif olarak iglenmisgtir.

Son olarak, her ne kadar MAG veri kiimesinde 2016 yilinda diizenlenen NIPS konferansinda yayinlanmis olan makalelerin
bilgileri yer alsa dahi, veri kiimesi 2017 yilinin ortalarinda yedeklenmis oldugundan, yani 2016 makaleleri yayinlandiktan sonra hentiz
bir yillik siire tamamlanmamis oldugundan, bu yildaki veriler de ¢alismadan ¢ikarilmistir. Sonug olarak ¢aligmadaki deneyler 6001
makalenin verisi lizerinde test edilmistir.

3.2. Model

Bu caligmada, bilimsel bir makalenin ilk yil igerisinde atif alip almayacagimi tahmin eden bir derin 6grenme modeli
Onerilmektedir. Bu model, {i¢ adet girdi almaktadir: makalenin bashigi, tam metni ve yayin yili. Makale bashg ile tam metni, metin
bazli 6znitelikler olduklarindan modelimizde kullanilabilmeri i¢in sayisal bir gosterime doniistiiriilmeleri gerekmektedir. Bu doniisiim,
bahsedilecek olan birkag asamadan meydana gelmektedir. Oncelikle biitiin noktalama isaretleri metinlerden kaldirilmistir. Daha sonra
metinlerde gecen biitiin sayilar ile etkisiz kelimeler (stop words) 6zel atanmis birer kelimeye doniistiiriilmiigtiir. Biitiin makalelerde
kullanilan biitiin kelimelerin incelenmesi gerektiginden, toplamda ii¢ kereden az gecen kelimelerin 6grenmeye bir faydasi olmayacagi
disiiniilmektedir. Bu sebeple, nadir goriinen kelimeler de tespit edilerek 6zel atanmis bir kelimeye doniistiiriilmiistiir. Bu agamalar
sonunda geriye kalan her bir kelime, bir say1 ile eslestirilmistir ve sonrasinda makaleler kelime dizilerinden say1 dizilerine
doniistiiriilmiislerdir. Kelimelerin sayiya doniistiiriilmesi islemi makalelerin tam metinleri igin ayri, bashklart i¢in ayr1 sekilde
yapilmistir. Yani ayni kelimenin baslikta ve metin icerisindeki sayisal karsilifi farkli olabilir. Biitiin makalelerin say1 dizilerine
doniistiiriilmesi islemi tamamlandiktan sonra makaleler ve bagliklar ortalama uzunluk degerlerine kisaltilmis ya da uzatilmislardir.
Ortalama uzunluk degeri bagliklar i¢in 8 kelime, tam metinler i¢in ise 4335 kelimedir.

Bu calismada kelime dizileri arasindaki iligkiyi yakalayabilmek icin iki adet Uzun Kisa Siireli Bellek (UKSB) agi1 egitilmistir. Bu
aglardan birisi makale bagsliklarini, digeri ise makale tam metinlerini egitmek i¢in kullanilmistir. Bu iki agin ¢iktilari, makalenin yayin
yili ile birlestirilir ve iizerine toplu normallestirme (batch normalization) islemi uygulanir. Model, iki tam-bagh ag katmani (fully-
connected networks), asir1 uyum problemini engellemek icin bir seyreltme (dropout) katmani ve yine iki tam-bagli ag katmani
sonucunda tahminde bulunmaktadir. Bahsedilen modelin ¢alismasi, Sekil 1 ile verilen akis diyagraminda gosterilmistir.

4. Arastirma Sonuclari ve Tartisma

Calismamizda kullanilan veriler hakkinda daha fazla bilgi verebilmek adina, konferansta yayinlanan makale sayisi ile ilk yilinda
atif alan ve almayan makalelerin yillik olarak dagilim oranlarimi Sekil 2°de paylasiyoruz.

Bu c¢aligmanin amaci, yeni bir makalenin ilk yilinda atif alip alamayacagini tahmin etmek oldugundan veri kiimesi iizerinde
capraz gecerleme (cross validation) teknigi uygulanmamustir. Bunun yerine, konferansin 1987 ile 2013 yillart arasint igeren ilk 26
yilinda yayinlanan makaleler modelin egitilmesi (training) icin, 2014 yilinda yapilan konferansta yaymlanan makaleler modelin
dogrulanmasi i¢in (validation) ve son olarak 2015 yilinda yapilan konferansta yayinlanan makaleler modelin test edilmesi icin
kullanilmstir. Sonug olarak, bu ¢alismada kullanilan egitim, dogrulama ve test kiimelerinin 6zellikleri Tablo 1’de detaylandirilmigtir.

Tablo 1. Calismada Kullanilan Egitim, Dogrulama ve Test Kiimelerinin Detaylari.

Yillar Makale sayisi
Egitim kiimesi [1987, 2013] 5167
Dogrulama kiimesi 2014 415
Test kiimesi 2015 419
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baslk (InputLayer) yil (InputLayer) tam_metin (Inputlayer)
kelime_temsili_1 kelime_temsili_2
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Sekil 1. Bilimsel Makalelerin Atif Sayilarini Tahmin Etmek i¢in Kullanilan Model.
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Sekil 2. NIPS Konferansi'nda Yayinlanan Makale Sayilarinin ve Bu Makalelerin Ilk Yillarinda Atif Alma Oranlarimin Yillara Gore
Dagilim.

Calismalarimiz Google’in Colaboratory servisi’ iizerinde, ekran karti (GPU) destegi aktiflestirilmis sekilde calistirilmigtir. Bu
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ayarlamalar neticesinde her bir 6grenme iterasyonunun yaklasik 400 saniye siirdiigii gdzlemlenmistir. Test sonuglari incelendiginde
onerilen modelin bir makalenin ilk yilinda atif alabilip alamayacagini %83,15 dogrulukla tahmin edebildigi tespit edilmistir.

Bu noktada incelemelerimizi biraz daha derinlestirerek, makalenin tam metni yerine 0zetini girdi olarak verdigimizde modelin
nasil performans verecegini gézlemlemek istiyoruz. Bunun i¢in makale tam metni i¢in uygulanan veri 6nisleme adimlar1 makale 6zeti
icin aynen uygulanmaktadir. Bir makalenin 6zeti, makalenin tam metnine gore oldukc¢a kisa oldugundan kullanilan veri miktar1 epey
diismektedir. Bu diisiis, her bir 6grenme iterasyonu siiresinin yaklasik 15 saniye civarina diismesine yol agmaktadir. Ote yandan,
egitim i¢in kullanilan veri miktarinin azalmasi egitim siirecini kotii etkilemis ve modelin tahmin performansint %82,47’ye
diigtirmiistiir.

5. Sonug¢

Bu calismada bilimsel bir makalenin yayinlanmasinin ilk yilinda atif alip almayacagini tahmin eden bir derin 6grenme modeli
gelistirilmistir. Bunun i¢in herkese ag¢ik olan iki veri kiimesi birlestirilmis ve igerisinden gerekli bilgiler ¢ikarilmistir. Gelistirilen
modelde makalelerin yalmzca bashgi ile tam metni girdi olarak kullanilmaktadir. Daha sonra aragtirmalarimiz genislemis ve tahmin
etme isini sadece baslik ve Ozet bilgisi, yani daha az veriyle yaptigimiz durumun performansi incelenmistir. Deney sonuglari,
modelimizde tam metin kullanildig1 durumdaki tahmin performansinin 6zet kullanildigi durumdaki tahmin performansindan bir parca
daha iyi oldugunu gostermektedir. Ote yandan, dzet kullanildiginda egitim siiresinin bir hayli azaldig1 goézlemlenmistir. Buna ek
olarak, bir makalenin 6zetine ulagsmak, o makalenin tam metnine ulasmaktan daha kolaydir. Makalelerin 6zetleri Microsoft Academic
Graph veri kiimesinde halihazirda bulunmaktadir.

Elde edilen test sonuclar1, bu konuda bir 151k oldugunu gostermektedir. Bu sebeple, bu kadar az bilgiyle dahi makalelerin ilk
yillarinda atif alabilip alamayacaklarini tahmin eden bdyle bir sistemin insa edilebilecegini diisiinmekteyiz.

Gelecekte modele metin 6znitelikleri yani sira bagka tipte 6znitelikler de eklemeyi diisiiniiyoruz. Ayrica, modelimizi kullanarak
yapmis oldugumuz testleri baska konferanslarda ve dergilerde yayimnlanmig makaleler {izerinde tekrarlamayi planliyoruz.
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