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ÖZ 
Endüstride dijital dönüşümün başlamasıyla fiziksel sistemlerin dijital ortamda modellenerek üretim 
verimliliğinin artması için çok sayıda çalışma yapılmıştır. Bu çalışamalar mevcut yöntemlere kıyasla daha 
karmaşık sorunları çözmek, maliyet ve kalite açısından daha etkin üretim yapmak amacıyla 
gerçekleştirilmektedir. Dijitalleşme çalışmalarında yapay zekâ ve makine öğreniminin endüstriyel 
operasyonlara dahil edilmesi oldukça önemli bir adım olmuştur. IoT ile entegre yapay zekâ ve makine 
öğrenimi, veri toplama, işleme ve bilgi çıkarımın tek bir yerde yapılmasına izin verdiği için büyük bir 
potansiyele sahip olduğu görülmüştür. Bu teknolojilerin kullanıldığı alanlardan biri ise Dijital İkiz (Dİ) 
uygulamalarıdır. Dİ ile, gerçek dünyanın sanal ortamda birebir modeli oluşturularak sistemlerin gerçek 
zamanlı kontrolü sağlanmaktadır. Endüstriyel kontrolde Dİ teknolojisinin uygulanabileceği en etkin 
bileşenler ise 3 boyutlu yazıcılar, robotlar ve CNC tezgâhlarıdır. Bu çalışmada, öncelikle üretim 
sistemlerinin Dİ modelinin geliştirilmesi hedeflenmiştir. Çalışmanın ikinci aşamasında ise geliştirilen Dİ 
modeli ile esnek imalat sistemi tezgahlarında doğrusal hareket komutlarının tamamlanma süresi tahmin 
edilmiştir. Tahmin aşamasında birden çok makine öğrenmesi algoritmaları kullanılmış ve performansları 
karşılaştırılmıştır. 0.995745 R2ve 0.991615 doğruluk değerleri ile Yapay sinir ağları modeli en iyi yöntem 
olduğu görülmektedir. 
 
Anahtar Kelimeler: Dijital İkiz, Zeki İmalat Sistemleri, CNC tezgâhları. 
 

 
THE DIGITAL TWIN MODEL OF CNC MACHINES TO ESTIMATE 

OPERATION COMPLETION TIMES   
 

ABSTRACT 
As digital transformation takes hold in the industry, studies are exploring how modeling physical systems 
in digital environments can boost production efficiency. The objective is to tackle more complex issues than 
traditional methods and achieve more cost-effective and higher-quality production. The integration of 
artificial intelligence and machine learning into industrial processes is a very important step in digitalization 
studies. Integrating artificial intelligence and machine learning using the Internet of Things (IoT) has shown 
great potential, as data collection, processing, and extraction can be done through a single platform. One of 
the areas where these technologies are being used is in the Digital Twin (DT) applications. Digital 
transformation enables real-time control of systems by creating a virtual environment that mirrors the real 
world. The most effective targets for applying DT technology in industrial control are 3D printers, robots, 
and CNC benches. In this study, the main objective is to develop a DT model for manufacturing systems. 
In the second phase of the study, the execution time of linear motion commands on machines of flexible 
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manufacturing systems was estimated using the developed DT model. In the estimation phase, different 
machine learning algorithms were used and their performances were compared. 
 
Keywords: Digital Twin, İntelligent Manufacturing Systems, CNC Workbench. 
 
 
1. GİRİŞ 
Dijital dönüşüm endüstride otonom 
teknolojilerin geliştirilmesini ve veri odaklı 
planlamaya yönelik çok sayıda çalışma 
yapılmasını sağlamıştır [1-5]. Özellikle bilgi ve 
iletişim teknolojilerinin yaygınlaşması ve 
gelişimi otomasyonda yapay zekâ ve makine 
öğrenimi kullanımını yaygınlaştırmış ve daha 
karmaşık kontrol sistemlerinin gelişimine 
olanak sağlamıştır. Zeki kontrol sistemlerinin 
endüstriyel operasyonlara dahil edilmesi de 
oldukça önemlidir. Bu alanların endüstride 
kullanımının artmasıyla birlikte sağladıkları 
faydalar rekabeti daha da artırmaktadır. 
İşletmeler rekabette yer edinebilmek için yapay 
zekaya odaklanacağından, yapay zekâ ve 
makine öğrenimi ile en az ilgilenen işlerin 
sektörden ilk ayrılan işler olacağı 
düşünülmektedir [6]. Yapay zekanın gelişimi 
nesnelerin interneti (IoT) teknolojisi ile 
desteklendiğinde çevrelerinin farkına varan 
nesnelerin üretimi mümkün hale gelmektedir 
[7]. Özellikle günümüzde internete insanlardan 
daha fazla cihaz bağlı [8] olduğu 
düşünüldüğünde dijital dönüşümün çok hızlı 
gerçekleştiği anlaşılmaktadır.  
 
Dijital dönüşümün ana bileşenlerinden biri olan 
Dİ teknolojisi, fiziksel bir varlığın sanal 
ortamda tüm davranışlarının modellenmesi ve 
fiziksel varlığın kontrolünde kullanılmasını 
kapsamaktadır [9]. Dİ, gelişmiş sensör 
teknolojileriyle bir maddenin, sürecin veya bir 
öğenin gerçek zamanlı izlenimini yapabilir. 
Bununla birlikte görsel olarak da modellenmesi 
sağlanır. Eksiksiz olarak geliştirilen ve 
gerçekleştirilen bir Dİ modeli ile, sistemlerin 
güvenliği artırabilmektedir [10]. Aynı zamanda 
üretim maliyetlerini azaltırken sürecin 
yönetimine de katkıda bulunabilmektedir. Dİ’in 
ilerleyen zamanlarda geleneksel üretim 
süreçlerinin değişiminde yadsınamaz bir rolü 
olacağı düşünülmektedir. Dijital dönüşümün 
hızı ve dijital alt yapıdaki gelişim 
düşünüldüğünde Dİ teknolojisindeki gelişimin 

bu dönüşümün tamamlanmasına katkı 
sağlayacağı yadsınamaz bir gerçektir.  
 
Firmaların üretim maliyetlerini düşürme, 
ürünlerini daha kısa sürede üretme, taleplere 
daha çabuk karşılık verme, aynı zamanda 
bunları gerçekleştirirken üretimde yaşanan 
aksamaları kaldırma isteği güncel bir konu 
olarak tartışılmaktadır. Endüstri 4.0’la bu 
ihtiyaçlara çözüm olarak gerçek zamanlı karar 
verebilme yetisine sahip nesnelerin arayışı ön 
plana çıkmıştır. Bu doğrultuda akıllı üretim, 
simülasyon modelleri, tahminlere odaklı 
yazılımlar, gerçek zamanlı izleme ile 
verimliliğin ve esnekliğin artırılması 
amaçlanmıştır [11-12]. Endüstrinin günümüz 
ihtiyaçları ve amaçları doğrultusunda Dİ yeni 
bir trend olarak baş göstermiştir. Literatürdeki 
çalışmalar dikkate alındığında, özellikle son beş 
yılda gelişme süreci oldukça hızlanmıştır. Bu 
süreçte akıllı üretim sistemlerin hassas 
simülasyon, kendini algılama, kendinden 
ayarlama, kendini tahmin etme, öz 
değerlendirme şeklinde nitelikler kazandığı 
ifade edilebilir [13].  
 
Makine Öğrenimi (ML), endüstride en yaygın 
kullanılan uygulamalardan biridir. ML, 
verilerden öğrenebilen ve tahminler yapabilen 
yapay zekanın (AI) bir alt kümesidir ve 
algoritmalara odaklanır. Destek Vektör 
Makinesi, Rastgele Orman, Naive Bayes, KNN 
ve Lojistik Regresyon gibi algoritmalar makine 
öğrenimi algoritmalarıdır. Makine öğrenme 
algoritmaları Dİ oluşturmak için de ayrıca 
kullanılan araçlardan biridir. Dİ çalışmalarında 
veri karakteristiklerine göre algoritmalar 
kullanır ve arka planda çeşitli parametrelerle 
ML algoritmalarını deneyerek en iyi modeli ve 
en iyi parametreyi çıktı olarak döndürür. 
 
Bu çalışmada üretim sistemlerinin Dİ 
modelinin geliştirilmesi hedeflenmektedir. 
Esnek imalat sistemini oluşturan tezgahlarda 
(CNC, 3B yazıcılar, robotlar) doğrusal hareket 
komutlarının yürütme süresini tahmin eden bir 
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Dİ modeli geliştirilir. Dİ modeli, önerilen 
aşamalar ile herhangi bir CNC tezgahı simüle 
etmeyi amaçlar. İlk aşama veri toplamadır. 
İkinci aşama, yapay zekâ modelini eğitmek için 
veri ön işleme adımlarının 
gerçekleştirilmesidir. Çalışmanın bir sonraki 
aşamasında ise makine öğrenmesi algoritmaları 
ile modellenmek istenen komutların 
tamamlanma sürelerinin tahmini yapılacaktır.  
 
Bölüm 2 Dİ ve kullanım alanlarına yönelik 
literatür taramasını, Bölüm 3 bu alana yönelik 
teorik arka planı sunmaktadır. Bölüm 4 
yöntemler hakkında bilgi sağlamaktadır. Bölüm 
5 konunun uygulama kısmını içermektedir. 
Burada örnek veri üzerinden yapılan vaka 
çalışmaları ve analizler bulunmaktadır. 
 
2. DİJİTAL İKİZ KAVRAMI VE 
GELİŞİMİ 
Dİ teknolojisi son zamanlarda yüksek ilgi 
görmüştür. Dünyanın en yetkili bilişim ve 
teknoloji araştırma ve danışmanlık firması 
Gartner, 2016'dan bu yana ilk on stratejik 
teknoloji trendinden biri olarak Dİ’i seçmiştir. 
Dünyanın en büyük silah üreticisi Lockheed 
Martin, Dİ dünyadaki en iyi altı teknolojiden 
ilki olarak sıralamıştır. 2017'de savunma ve 
havacılık endüstrisi, Çin Bilim ve Akıllı Üretim 
Derneği akademik konsorsiyumu, Dİ akıllı 
üretim montajını 2017'de akıllı üretimdeki ilk 
10 bilimsel ve teknolojik ilerlemeden biri olarak 
seçmiştir. NASA'nın Apollo uzay programı, 
'ikiz' konseptini kullanan ilk programdır. 
Program, dünyadaki uzay aracının uzaydaki 
diğerinin koşullarını yansıtabilmesi, simüle 
edebilmesi ve tahmin edebilmesi için iki özdeş 
uzay aracı inşa etmiştir. Dünyada kalan araç, 
uzayda görev yapan aracın ikizidir [14]. Dİ 
terminolojisinin ilk kullanımı kentsel yol 
ağlarının tasarımında yinelemeli değişiklikler 
için Dİ kullanımı ile ortaya çıkmıştır. Bununla 
birlikte, terminolojinin ilk olarak 2003 yılında 
Michigan Üniversitesi'nde Michael Grieves 
tarafından “fiziksel bir ürüne dijital eşdeğer” 
olarak tanıtıldığı yaygın olarak kabul 
edilmektedir [15]. “Ürün avatarı” kavramı 2006 
yılında tanıtılmıştır [16], Dİ’e benzer bir 
kavramdır. Ürün avatar konsepti, ürün merkezli 
perspektiften iki yönlü bir bilgi akışını 
destekleyen bilgi yönetimi mimarisini 

oluşturmayı amaçlamıştır. Ürün avatarıyla ilgili 
araştırmalar 2015'ten önce bulunabilir [17-19]. 
Ancak o zamandan beri ürün avatar konseptinin 
yerini Dİ’in aldığı görülmektedir. Dİ’in ilk 
ayrıntılı tanımı NASA tarafından verilmiştir 
[20]. Dr. Grieves kavramı sunduğundan ve 
NASA ilk spesifik tanımı verdiğinden beri, Dİ 
ile ilgili çok sayıda literatür yayınlanmıştır. 
 
2.1. Dİ Uygulama Alanları 
Montaj görevlerini gerçekleştirmek üzere 
robotla veya insan gücü ile koordine edilebilen 
esnek bir üretim hücresinin Dİ’ni oluşturmak ve 
nesne yönelimli bir simülasyon oluşturmak 
arasındaki farklılıklar tartışılmaktadır. Dİ, bir 
üretim sisteminin tasarım aşamasında 
geliştirilen sanal simülasyon modellerinin 
kullanımını gerçek zamanlı kontrol 
operasyonlarına, insan ve robot arasında 
dinamik beceriye dayalı görev dağılımına, 
görevlerin sıralanmasına ve buna göre robot 
programı geliştirmeye kadar genişletir. 
Metodoloji, esnek insan-robot çalışma 
ekiplerine giden yolda insan-robot iş birliğinde 
yalın manuel montaj yöntemlerini birleştirir. 
Bilberg vd. arkadaşlarının [21] kullandığı, 
insan-robot iş birliğinin 3 boyutlu sanal 
simülasyon modelidir. Tecnomatix Process 
Simulate yazılımı seçilir ve deney sırasında 
simülasyon aracı olarak kullanılır. Sonuçlar, 
yaklaşımın montaj esnekliğini korurken 
otomasyon kavramını desteklediğini 
göstermektedir. 
 
Meng vd. arkadaşları [22], Robotik montaj 
sistemi için sanal simülasyon modeli, davranış 
modeli ve bilgi modelini içeren dijital bir ikiz 
modeli sunar. Dİ modele dayalı olarak, 
endüstriyel robotun bileşeni ilk konumundan 
hedef konuma hareket ettirmesi için 
çarpışmasız bir yol oluşturmak üzere olasılıksal 
yol haritası yöntem (PRM) planlayıcısı 
gerçekleştirir. Planlanan yol, robot çevrimdışı 
programcısı tarafından hareket dizilerine 
çevirir. Deney sonuçları, önerilen yöntemin 
hızlı bir şekilde çarpışmasız bir montaj yolu 
planlayabildiğini ve ardından endüstriyel 
robotu otomatik, güvenli ve verimli bir şekilde 
büyük ölçekli bileşenlerin kurulumunu 
tamamlamak için kontrol edebildiğini gösterir. 
Liu vd. arkadaşları [23], otomatikleştirilmiş akış 
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atölyesi üretim sisteminin hızlı 
bireyselleştirilmiş tasarımı için Dİ güdümlü bir 
metodoloji sunar. Dİ’in sistem davranışını 
tanımlamada ve optimize etmede nasıl 
uygulanacağını tartışır. Konfigürasyondaki 
tasarım değişkenlerinin analizinin yanı sıra 
süreç kısıtlamalarını ve karmaşık bağlantı 
ilişkilerini karşılamak için gereken dinamik 
yürütme mekanizması aracılığıyla, bu makale 
'statik konfigürasyon ve dinamik yürütme 
arasında yinelemeli tasarım optimizasyonu' 
fikrini önermektedir. Amaç, konfigürasyon 
maliyeti minimizasyonu ve sistem performans 
maksimizasyonu arasında ortak bir 
optimizasyon olarak tanımlanır. Botkina vd. 
arkadaşları [24], bir kesici takımın Di’ni anlatır. 
Kesici takım verileri gösterimi ve değişimi ISO 
13399 ve hat bilgi sistemi mimarisi LISA için 
uluslararası standardı temel alır. 
Standartlaştırılmış verileri otomatik olarak 
toplayan ve dijital modelin sürekli 
ayarlanmasını sağlayan bir bilgi modeli 
geliştirilir. Ayarlama, bir tweet makinesi 
aracılığıyla yapılır. Ayarlanan model, kesici 
takımın özelliklerini doğru bir şekilde temsil 
eder ve hassas süreç simülasyonu, kontrolü ve 
analizine uygulanabilir ve nihayetinde üretim 
sürecinin sürekli iyileştirilmesine yol açar. 
Üretim atölyesinde Dİ uygulaması 
uygulandığında, atölyedeki makine ve ürünlerin 
durumu gerçek zamanlı olarak sanal modele 
yansıtılmakta ve bu sayede ürünün imalatı daha 
akıllı hale getirilmektedir. 
 
2.2. CNC, 3D Yazıcılar ve Dİ  
Şu anda, CNC takım tezgâhları üzerine yapılan 
araştırmalar, esas olarak arıza tespiti, hata 
kompanzasyonu, parametre optimizasyonu vb. 
üzerine odaklanmaktadır ve bunlar, arıza tespit 
verimliliğini ve CNC takım tezgahlarının 
işleme hassasiyetini büyük ölçüde 
geliştirmektedir. CNC takım tezgâhları üzerine 
yapılan araştırma, ürünlerin, akıllı takım 
tezgahlarının ve yeşil imalatın çevrimiçi gerçek 
zamanlı izlenmesini de genişletilecektir. Birçok 
araştırmacı, CNC takım tezgâhları üzerinde 
akıllı imalatla ilgili araştırmalar yapmıştır.  
 
Bozdemı̇r [25], yapay zekâ destekli bir 
kavramsal tasarım modelini takım tezgahlarına 
uygulamıştır. Bu model için bir yapay zekâ 

programı uygulaması geliştirmiştir. Bu program 
kullanarak sistematik tasarımın şartname ve 
kavramsal tasarım aşamaları arasında hızlı bir 
bilgi akışı sağlanmaktadır. Bu sayede tasarım 
işlem süresinin kısalması ve tezgâhın tasarım 
maliyetlerinde bir düşüş sağlanacaktır.  
 
Sevli [26] , 3D yazıcılara ait çeşitli ayar 
parametreleri ve üretilecek ürünün niteliklerini 
ifade eden bir veri seti üzerinde çalışmıştır. Bu 
verilerle basım için kullanılacak malzemenin 
tahminlemesine yönelik makine öğrenmesi 
temelli sınıflandırmalar gerçekleştirmiştir. Bu 
çalışmayla 3D imalat sektöründe isabetli 
öngörülerde bulunmak, üretim sürecini daha 
etkin hale getirip ideal maliyetlerle kaliteli 
ürünler oluşturma konusunda yol gösterici 
sonuçlar ortaya koymak amaçlanmaktadır.  
 
Altunkaynak vd. arkadaşları [27], 5 eksen 3D 
yazıcının tasarımı ve prototip üretimini 
gerçekleştirmiştir. Prototip üretilen 3D yazıcıda 
geleneksel Kartezyen tip hareket eksenleri (X, 
Y ve Z) ile yazıcı tablasının dönüş hareketini 
sağlayan (A ve C) eksenler eklenerek 5 eksenli 
3D yazıcı elde edilmiştir. Geleneksel 3D yazıcı 
ile kıyaslandığında, destek malzemesinin 5 
eksen 3D yazıcıda kullanılmamasından dolayı 
zamandan tasarruf ve daha az hasarlı bölgelere 
sahip bir ürün elde edilmiştir. 
 
Wanga vd. arkadaşları [28], birleştirilmiş çok 
gövdeli besleme tahrik sistemlerinin aslına 
uygun dinamik modellerini oluşturmak için 
yeni bir yaklaşımı tanıtır. Yaklaşım oldukça 
geneldir ve seri kinematikli geniş birtakım 
tezgâhlara ve robotlar sınıfına uygulanabilir. 
Model tahmini, doğrusal olmayan ve doğrusal 
dinamiklerin önerilen ayrıştırması nedeniyle 
oldukça verimlidir. Yeni yaklaşım, kısa proses 
içi CNC veri paketleri aracılığıyla 5 eksenli 
lazer delme makinesi için Dİ tahmininde 
gösterilmiştir. Liu vd. arkadaşları [29], CNC 
takım tezgahının hareket ekseni için zamanla 
değişen hata tahminini incelemiş ve fiziksel 
varlık için değişen trendi tahmin etmede Dİ’i 
uygulamıştır. Isı transfer teorisi ve görsel 
modele dayalı zamanla değişen bir hata modeli 
içeren hareket ekseninin Dİ’i, zamanla değişen 
hatayı tahmin etmek ve telafi etmek için 
kullanıma hazır bir yazılım olarak 
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oluşturulmuştur. Bir iş parçası için delik aralığı 
zamanla değişen hatanın tahmin deneyi 
gerçekleştirilmiştir. Deneysel sonuçlar, Dİ’e 
dayalı zamanla değişen hata tahmini ve telafi 
yönteminin etkili ve uygulanabilir bir şema 
olduğunu göstermektedir. Dİ’e dayalı hareket 
ekseninin termal deformasyonu için 3 boyutlu 
gerçek zamanlı Dİ ilk kez oluşturulmuştur. 
 
Kabaldin vd. arkadaşları [30], CNC 
makinelerinde ark kaynağı ile 3D baskı için bir 
sistem geliştirmiştir. Yüksek hızlı hesaplama ve 
sinir ağlarının eğitimi (geri bildirim ile) için 
modüller, kaynak işlemini optimize etmek ve 
ürün kalitesini iyileştirmek için bu 3D baskı 
sistemine bağlanabilir. Dİ, CNC makineleri için 
kontrol programları ve ekipman hazırlamada 
CAM sistemlerinin yeteneklerini genişletir. 
Paripooranan vd. arkadaşları [31],  bir 
kullanıcının iki yönlü bilgi alışverişini 
destekleyen etkileşimli bir arayüz oluşturmasını 
sağlayarak veri görselleştirmesini ve 
kontrolünü geliştirmeye yardımcı olan 3D baskı 
için artırılmış gerçeklik özellikli Dİ’in bir 
uygulamasını önermiştir. Bu uygulama 
metodolojisi, fiziksel nesnenin 3-D CAD 
modeline ve 3-D CAD modelini artıran bir 
arayüze sahip olarak, çoklu kullanım 
durumlarına genişletilebilir. Özel olarak 
oluşturulmuş bir uygulama, kullanıcının 
özellikleri görüntülemesine ve fiziksel nesneyi 
kontrol etmesine olanak tanır. 
 
Luo vd. arkadaşları [13], Dİ tarafından 
yönlendirilen CNC takım tezgâhı (CNCMT) 
için hibrit bir kestirimci bakım yöntemi 
önermiştir. Bu yöntem, Dİ modeline dayalı 
parçacık filtreleme algoritması ile kaynaştırılır 
ve Dİ verileriyle çalıştırılır. Bu yöntem ile Dİ 
modeli çoklu alan üzerine kurulur ve gerçek 
çalışma koşullarını yansıtır. Dİ verileri farklı 
tipte sensörler tarafından toplanır ve veriye 
dayalı Kalan Faydalı Ömür (RUL) tahmin 
modeli için kullanılır. Daha sonra sistem 
gözlem değeri ile teorik türetme değeri parçacık 
filtreleme algoritması ile birleştirilir. Bu 
yöntem, Dİ modelinin ve verilerin daha iyi 
entegre edilmesini ve uygulanmasını sağlar. Bu 
sayede tek stratejili yönteme göre daha doğru 
bir sonuç verebilir. Önerilen yaklaşımın 
geçerliliği ve doğruluğu, CNCMT kesici takım 

ömrü tahmininin bir vaka çalışması ile 
doğrulanmıştır. Zhang vd. arkadaşları [32], 
CNC makinelerinin güvenli çalışmasını 
sağlamak için, kademeli arızaya dayalı bir arıza 
teşhis stratejisi önermiştir. Arıza mekanizması 
analizine göre, takım tezgâhı sistemlerindeki 
bileşenler arasında arıza yayılımının 
yönlendirilmiş bir grafik modeli kurulur. Bu 
çalışmada, fay yayılma modelinin hiyerarşik 
yapısını matris dönüşümü ve ayrıştırma yoluyla 
gerçekleştirmek için yorumlayıcı yapısal model 
yöntemi kullanılmıştır. Ardından, takım tezgâhı 
sistem bileşenlerinin arıza etkilerini 
değerlendirmek için PageRank algoritması 
tanıtılır. Johnson yöntemi daha sonra bileşen 
arıza sırasını düzeltmek ve zaman 
korelasyonuna dayalı arızaların meydana gelme 
oranı modelini oluşturmak için uygulanır. 
Sonunda, yöntemin geçerliliğini doğrulamak 
için bir uygulama örneği olarak bir takım 
tezgâhı ekipmanı kullanılır. Bu yöntem, bakım 
süresinin azaltılmasında, sistemin 
güvenilirliğinin artırılmasında ve takım tezgâhı 
sisteminin güvenli çalışmasının sağlanmasında 
önem arz etmektedir. 
 
Villalonga vd. arkadaşları [33], CNC takım 
tezgâhları için koşul tabanlı izleme mimarisinin 
genel tasarımını ve uygulamasını tanıtır. Öneri, 
CNC takım tezgahlarındaki alarmları ve 
olayları yönetmek için çok sayıda yerel gömülü 
işleme modülü için bilgi toplamak üzere bir 
hizmet olarak buluta dayalı küresel bir modül 
çözümünü entegre ediyor. Çözüm, bileşenleri, 
öğeleri ve grup davranışlarını izlemek ve takım 
tezgâhı yaşam döngüsü boyunca arıza 
modellerini tahmin etmek için sinyal işleme, 
modelleme, optimizasyon ve karar verme 
tekniklerini birleştirir. Son olarak, her durumda 
kullanıcı, diğerlerinin yanı sıra geçmiş verilere, 
gerçek makine göstergelerine, bileşen 
durumuna erişim, duruma dayalı izleme sistemi 
üzerinde tam kontrol elde etmek için yerel 
modülde uygulanan yerel işlevlere 
erişebilecektir. Ayrıca, bir grup mesaj, uyarı ve 
alarm, kullanıcıya, tüm makine durumu tabanlı 
izleme sistemi için basit bir tahmin eyleminden 
bulut sistemi tarafından sağlanan yeni bir 
kararlı güncellemeye kadar her durumda 
dikkate alınması gereken prosedürü sağlar. Luo 
vd. arkadaşları [34], CNC takım tezgâhı 



Cesur vd., /INTERNATIONAL JOURNAL OF 3D PRINTING TECHNOLOGIES AND DIGITAL INDUSTRY  7:2 (2023) 303-321 

 

308 
 

(CNCMT) için bir modelleme yöntemi ve Dİ 
kullanım stratejisi önermiştir. CNC takım 
tezgâhı çağında Dİ konseptinin bir gösterimi 
sunulmaktadır. İlk olarak, CNCMT için bir Dİ 
modelleme ve uygulama çerçevesi önerilir. 
İkinci olarak, birleşik modelleme dili ve 
haritalama stratejisini kullanan çok alanlı bir 
modelleme yöntemi sunulmaktadır. Üçüncüsü, 
Dİ'in kullanım stratejisi, arıza teşhisi ve tahmini 
incelenmiştir. Önerinin doğrulanması için 
yukarıdaki yöntem ve stratejiye dayalı bir vaka 
çalışması araştırılmıştır.  
 
3. LİTERATÜR TARAMASI 
Son yıllarda, Dİ üzerine yapılan bilimsel 
tartışma büyük ilgi görmektedir. Liu ve 
diğerleri (2021) Dİ konusunda büyük bir artış 
olduğunu, bu durumun Google'da 90.200'den 
fazla aramaya ve Google Scholar, WOS ve 
Scopus'ta 3000'den fazla akademik arama 
sonucuna yol açtığını göstermiştir. 2017 
yılından önce yayın sayısı oldukça düşüktü. 
2018'den sonra akademik dünyada hızlı bir 
ilerleme kaydedilmeye başlandı. Makalelerin 
yanı sıra, Dİ üzerine sekiz derleme yayın da 
yayımlanmıştır [35-39]. 
 
Dİ kavramının karmaşıklığından dolayı, 
literatürde çeşitli tanımlar bulunmaktadır [40-
43]. Bu akademik ilerlemelere rağmen, erken 
çalışmalar neredeyse sadece kavramı 
tanımlamaya, çerçeve ve paradigmaları 
oluşturmaya ve endüstride entegrasyon 
seviyelerini belirlemeye odaklanmıştır. 
Semeraro ve diğerleri (2021) çalışmayı 
içeriklerine göre beş gruba ayırarak bu 
çalışmaları sınıflandırmıştır: 
 
1) Uygulama- Bir Dİ ne zaman kullanılmalıdır? 

[40, 45-46] 
2) Yaşam döngüsü- Bir Dİ ne zaman 

oluşturulmalıdır? [47], 
3) Fonksiyonlar- Bir Dİ’in faydaları nelerdir? 

[48-49] 
4) Mimarlık- Bir Dİ nasıl oluşturulur? [49-50],  
5) Bileşenler/Teknolojiler- Bir Dİ nasıl 

uygulanır? [36,51]. 
 

Dİ ile ilgili makaleler araştırma odaklarına göre 
düzenlendiğinde, havacılık [38], [52] otomotiv 
[53-55], enerji [56-57] imalat [36,51,58,59] ve 

sağlık [60-61] gibi başlıklarla 
karşılaşılmaktadır. 
 
Dİ'in geliştirilmesi ve uygulanmasında, bazı 
kritik teknolojiler ve aynı zamanda bu 
teknolojilerin entegrasyonu gereklidir. Bu 
teknolojiler altı kategoride toplanabilir: 
 
1) Simülasyon yöntemleri: Simülasyon 

modeli, bir Dİ'in oluşturulması ve 
çalıştırılması için temel teknolojidir, ancak 
Dİ yaklaşımı ile geleneksel simülasyon 
yaklaşımları arasındaki temel fark, gerçek 
zamanlı sanal-fiziksel entegrasyondur [38 
,62-63]. 

2) Fiziksel sistem modelleme [64-65].   
3) Endüstriyel Nesnelerin İnterneti (IIoT): 

IIoT, dinamik ve sanal fiziksel bir sistem 
oluşturmak için birçok farklı sensörden 
oluşan bir verici olup, gerçek bir fiziksel ve 
sanal model oluşturmak için veri akışlarını 
Dİ’e sağlar [66-68]. 

4) Büyük Veri analitiği: Veri akışlarının artan 
kullanılabilirliği ve geçmiş verilerin 
genişlemesiyle birlikte, veri analitiği 
giderek daha önemli hale gelmektedir [69-
70]. 

5) Yapay Zeka (YZ): Yapay zeka 
algoritmalarının Dİ modelleriyle 
entegrasyonu, Dİ’in uygulama alanını 
genişletmesi beklenmektedir. Derin 
öğrenme, yapay zeka alanındaki en heyecan 
verici gelişmelerden biridir [53,71-73]. 

6) Görselleştirme teknikleri: Son araştırmalar, 
tasarım verimliliğini artırmak için Dİ 
sistemini sanal gerçeklik (VR), artırılmış 
gerçeklik (AR) veya karma gerçeklik (MR) 
teknolojilerini kullanarak geliştirmeye 
odaklanmıştır [74-75]. 
 

Hareket süresi tahminleri üzerine yapılan 
çalışmalara bakıldığında, interpolasyon 
yaklaşımı kullanılarak tahminlerin yapıldığını 
görülmektedir [76-77]. Bu çalışma, tahmin 
değerlerini hesaplamasında makine öğrenmesi 
algoritmalarını kullanarak önceki çalışmalardan 
farklılık göstermektedir. Öte yandan, hareket 
hızı ile zaman arasındaki ilişkinin tahmini için 
farklı yapay sinir ağı teknikleri oluşturulmuş 
olsalar da, genellikle tek bir gizli katmana sahip 
mimariler kullanılmıştır [78-79]. Çalışmamızın 
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temel katkısı, komut tamamlama süresinin 
tahmininde birçok makine öğrenmesi 
algoritması kullanılmış ve performanslarının 
karşılaştırılmış olmasıdır. Öte yandan Dİ'i 
araştıran bilim insanlarının ve uygulayıcıların 
sayısı zamanla büyük ölçüde artmasına rağmen 
ve Dİ üzerine birçok makale imalat ortamından 
örnekler sunmasına rağmen [80-81], üretim 
planlama yeteneğini açısından Dİ'in nasıl 
kullanılabileceğini anlamak adına yeterli sayıda 
çalışma henüz yoktur. Kapsamlı bir literatür 
taramasından sonra, bu çalışmada önerilen 
model, işleme süresi tahmini ile planlama süreci 
için de ayrıca veriler sağlamayı 
hedeflemektedir. 
 
4. TEORİK ARKAPLAN 
Dİ, canlı veya cansız bir fiziksel varlığın dijital 
kopyasıdır. Fiziksel ve sanal dünyaları [82] 
birbirine bağlamaktadır. Bu alanlar arasında 
sorunsuz bir veri aktarımı sağlar. Bu sayede 
sanal varlıkların fiziksel varlıklarla aynı anda 
bulunmasına izin verir. Dİ teknolojisi, ürün 
yaşam döngüsünün farklı mertebelerinde yer 
almakta ve her mertebede birbirinden farklı 
unsurlar tanıtılmaktadır. Bu sebeple Dİ’in ayrı 
performans biçimleri vardır. Dİ uygulamasını 
üç farklı açıdan tanımlamak mümkündür. 
Bunlar 1) ürün tasarımı, 2) imalat ve 3) ürün 
servisidir.  
 
Ürün tasarımındaki Dİ uygulamasına dijital 
tasarım ve dijital simülasyon da dahildir. Dijital 
tasarım, modelleme araçları, fiziksel 
parametrelerini görsel olarak ifade etmek için 
ürünlerin sanal modellerini oluşturmakta 
kullanılır. Dİ güdümlü ürün tasarım yöntemi, 
araştırmacıların ürünleri tasarlarken tasarım 
kusurlarını hızla bulmasını ve tasarım 
verimliliğini artırmasını sağlar.  
 
Dijital simülasyonda uyum kabiliyeti, ürün 
performansını doğrulamak için bir dizi 
simülasyon deneyi yoluyla tasarım aşamasında 
doğrulanabilir. Yerleşik esnek Dİ’i kullanmak, 
tasarımcıların farklı tasarımları hızla 
değerlendirmesine ve tasarım kusurlarını 
bulmasına yardımcı olur. 
 
Üretimdeki Dİ uygulaması, kesin üretim 
kontrolü elde etmek için ürün işleme ve montaja 

uygulanan katı bir model oluşturmak için Dİ’i 
sanal simülasyon modeline dayanır. Bu konu, 
üretim süreci simülasyonunu, dijital üretim 
hattını ve ekipman durumu izlemeyi içerir.  
Üretim süreci simülasyonu, ürün üretiminden 
önce, üretim sürecini sanal üretim aracılığıyla 
simüle edilebilir. Üretkenlik ve verimlilik 
kapsamlı bir şekilde analiz edilebilir.  
 
Dijital üretim hattı, üretim aşamasının tüm 
unsurları, otomatikleştirilmiş bir üretim süreci 
elde etmek için dijital yöntemlerle yakından 
koordine edilmiş bir üretim sürecine entegre 
edilmiştir. Ekipman durum izleme, üretim 
ekipmanının gerçek zamanlı çalışma verileri 
toplanarak üretim süreci görsel olarak 
izlenebilir. Anormal ekipman, üretim sürecini 
optimize etmek için zamanında ele alınmalı ve 
ayarlanmalıdır.  
 
Dİ ile birden fazla mühendislik disiplininin 
gereksinimleri entegre edilir ve tüm yaşam 
döngüsü boyunca gerçek zamanlı haritalama 
verilerine dayalı olarak sistem düzeyinde 
simülasyon ile kendi kendine karar verebilir. 
Endüstride Dİ’in uygulanabileceği araçlardan 
biri de CNC tezgâhlarıdır. Endüstrinin ana 
makinesi olan CNC takım tezgâhı, akıllı 
imalatta önemli bir ekipmandır. Akıllı üretim 
modunda, karmaşık işleme görevini ve 
özelleştirilmiş üretim gereksinimlerini yerine 
getirmek için bazı niteliklere sahip olmalıdır. 
Bu nitelikler; 1) hassas simülasyon, 2) kendini 
algılama, 3) kendinden ayarlama, 4) kendini 
tahmin etme, 5) öz değerlendirme şeklinde ifade 
edilebilir. 
 
Hassas simülasyon ile CNC takım tezgâhında 
(CNCMT) tasarım parametresi ve fiili çalışma 
koşulları farklıdır. CNCMT modelinin 
simülasyonu, fiziksel ekipmandan toplanan veri 
ve bilgileri dikkate almalıdır. Hassas 
simülasyon, çok alanlı modelleme ve 
simülasyonu CNCMT’den alınan doğru ve 
güvenilir verilerle entegre edecektir. 
 
Kendini algılama, CNCMT için bir siber 
fiziksel sistem geliştirmenin ilk adımıdır. Kendi 
kendine algılama, CNCMT ve bileşenlerinden 
doğru ve güvenilir veriler elde edebilir ve 
ardından verilerden anlamlı bilgiler çıkarabilir. 



Cesur vd., /INTERNATIONAL JOURNAL OF 3D PRINTING TECHNOLOGIES AND DIGITAL INDUSTRY  7:2 (2023) 303-321 

 

310 
 

Kendinden ayarlama yeteneğine sahip 
CNCMT, üretim görevine göre daha az zaman, 
daha az fire ve daha iyi kalite için kendini 
ayarlayabilir. Ayrıca, üretimin minimum 
kullanıcı endişesi yaratmasını sağlamak için 
kendini ayarlayabilir. 
 
Kendini tahmin etme; CNCMT, düzensiz olarak 
farklı hatalara neden olabilir, bu da hatalı 
hassasiyete neden olur ve üretimi etkiler. Kendi 
kendini tahmin etme yeteneğine sahip CNCMT, 
arızayı ciddi arızalar oluşmadan önce çevreye 
ve kendi koşullarına göre zamanında izleyebilir 
ve tahmin edebilir. 
 
Öz değerlendirme; kendi kendini değerlendirme 
yeteneğine sahip CNCMT, çalışma durumunu 
değerlendirebilir, çalışma parametrelerini 
optimize edebilir ve makine öğrenimine dayalı 
kararlar verebilir. 
 
CNCMT'yi bahsedilen yetenekleri elde edecek 
kadar akıllı hale getirmek için CNCMT'nin Dİ 
(DTMT) üzerine bir araştırma yapılmıştır. Bu 
araştırmada, birçok alan için birleşik bir Dİ 
modelleme yöntemi kurulmuş, fiziksel alan ve 
dijital alan arasında bir haritalama stratejisi 
tasarlanmıştır. Buna dayalı bir Dİ kullanma 
stratejisi araştırılmıştır. DTMT, CNCMT'nin 
gerçek zamanlı dijital kopyasıdır. Dİ, son 
derece gelişmiş bilgi işlem, yüksek hassasiyetli 
simülasyon ve hızlı gelişen yapay zekâ 
teknolojisi ile sağlanır. Ultra yüksek sadakat 
modeli tarafından yönlendirilen ve doğru 
verilere dayalı makine öğrenimi, uzmanlık ve 
alan bilgisi algoritma modeli ile ifade edilebilir. 
Bu nedenle DTMT, bir uzman gibi hassas 
simülasyon, kendini algılama, kendini 
ayarlama, kendini tahmin etme ve kendi kendini 
değerlendirme yeteneğine sahiptir. CNCMT'nin 
tasarım, imalat, kullanım, bakım ve geri 
dönüşüm aşamalarında kullanılabilir. DTMT 
ile, CNCMT'nin tüm yaşam döngüsünde 
birleşik bir model kullanılır. Karmaşık işleme 
görevini yerine getirmek, plansız bakımın 
kesinti süresini azaltmak, işleme verimliliğini 
artırmak ve maksimum yeniden kullanım 
sağlamak amacıyla birleşik ve gerçek zamanlı 
algılanan veriler ile çalıştırılmaktadır. Bir 
DTMT oluşturmak için birleşik model, gerçek 

zamanlı algılanan veri desteği ve akıllı kullanım 
stratejisi çok önemlidir [15]. 
 
5. MAKİNE ÖĞRENMESİ 
ALGORİTMALARI 
Yapay zekâ (AI), karmaşık problemleri çözmek 
için yapay bir varlık tarafından sergilenen zekâ 
olarak tanımlanır ve böyle bir sistemin 
genellikle bir bilgisayar veya makine olduğu 
varsayılır [83]. Yapay zekâ, bilgisayar bilimi ve 
fizyolojinin bir entegrasyonudur. Basit dilde 
zekâ, dünyadaki hedeflere ulaşma yeteneğinin 
hesaplamalı kısmıdır. Zekâ, ezberleme ve 
anlama yaratmayı, kalıpları tanımayı, değişime 
uyum sağlayarak seçimler yapmayı ve 
deneyimlerden öğrenmeyi hayal etme 
yeteneğidir. Yapay zekâ, bilgisayarların 
insanlar gibi davranmasını sağlamakla ilgilenir. 
Yapay zekâ, daha çok insan gibi moda olan ve 
bir insanın aldığından çok daha kısa sürede 
karmaşık sorunları çözmeye çalışır. Bu nedenle 
Yapay Zekâ olarak adlandırılır [84]. AI 
araştırmasının önemli bir amacı, normalde 
insan zekâsı gerektiren çeşitli görevleri yerine 
getirmek için makineler tasarlamaktır. 
Makine öğrenimi yapay zekanın bir alt kümesi 
olarak kabul edilir. Makine öğrenimi, insan 
zekâsı ile ilişkili deneyimsel “öğrenmeyi” 
sergilerken, aynı zamanda hesaplama 
algoritmalarının kullanımı yoluyla analizlerini 
öğrenme ve geliştirme kapasitesine sahiptir. Bu 
algoritmalar, kalıpları tanımak ve makineyi 
otonom öneriler veya kararlar vermek üzere 
eğitmek için etkin bir şekilde "öğrenmek" için 
büyük veri girdileri ve çıktıları kullanır. 
Algoritmanın yeterli tekrarı ve 
modifikasyonundan sonra, makine bir girdi 
alabilir ve bir çıktı tahmin edebilir [85-86].  
 
Bu çalışmada, farklı karakteriktik özelliklere 
sahip makine öğrenmesi algoritmaları 
kullanılmak istenmiştir. Bellek tabanlı 
sınıflandırıcı olarak K en yakın komşu 
algoritması ile optimizasyon tabanlı 
sınıflandırma algortimalarından DVM 
seçilmiştir. Yapay sinir ağları modelleri çoklu 
regresyon tabanlı çalıştığından dolayı doğrusal 
regresyon yöntemi ile birlikte çalışmaya dahil 
edilmiştir. 
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5.1. Destek Vektör Makineleri (DVM) 
Destek Vektör Makinesi popüler bir 
sınıflandırma tekniğidir. Genellikle verileri 
eğitim ve test setlerine ayırmayı kapsar. Eğitim 
setindeki her model, bir “hedef değer” ve birkaç 
“nitelik” içerir. DVM'nin amacı, yalnızca test 
verisi öznitelikleri verilen test verilerinin hedef 
değerlerini tahmin eden bir model 
oluşturmaktır. Algoritma, her veri örneğinin 
gerçek sayıların bir vektörü olarak temsil 
edilmesini gerektirir. Bu nedenle, kategorik 
öznitelikler varsa, önce sayısal verilere 
dönüştürülmesi gerekir. DVM uygulamadan 
önce yapılması gereken bir diğer şey de 
ölçekleme yapmaktır. Ölçeklemenin ana 
avantajı, daha küçük sayısal aralıklardaki 
niteliklere hâkim olan daha büyük sayısal 
aralıklardaki özniteliklerden kaçınmaktır. Diğer 
bir avantaj, hesaplama sırasında sayısal 
zorluklardan kaçınmaktır [87]. Şekil 1’ de farklı 
özellikte iki kümenin çizilen birden fazla 
vektörler ile nasıl ayrıldığı gösterilmiştir. 
 
Aşağıdakiler dört temel çekirdek 
fonksiyonlarıdır: 
 

1) Doğrusal: 
 

K�xj, xj� =  xiT xj.   (1) 
 

2) Polinom: 
 

K�xj, xj� =  (γxiT xj + r)d, γ > 0.   (2) 
 

3) Radyal Tabanlı Fonksiyon: 
 

K�xj, xj� = exp(−γ ||xi −  xj||2), γ > 0.(3) 
 

4) Sigmoid: 
 

K�xj, xj� =  tanh(γxiT xj + r). (4) 
 

 
Şekil 1: Destek vektör makinesi şekilsel gösterimi. 
 
5.2. K-en Yakın Komşu (KNN) 
K-En Yakın Komşu, var olan tüm durumları 
saklayan ve bir benzerlik ölçütüne göre 
sınıflandıran bir algoritmadır. KNN, 
istatistiksel tahmin ve örüntü tanımada 
parametrik olmayan bir yöntem olarak 
kullanılmıştır [88]. Şekil 2’de farklı gözlem 
değerlerinin arasında uzaklıklar hesaplanarak 
diğer bir ifade ile K-en yakın komşu algoritması 
kullanılarak farklı gözlem değerlerinin nasıl 
ayrıldığı gösterilmektedir. 
 
Algoritmada bir olay, komşularının çoğunluk 
oyu ile sınıflandırılır. Bu olay, bir mesafe 
fonksiyonu ile ölçülen K en yakın komşusu 
arasında en geniş kitleye sahip olan sınıfa 
atanır. K = 1 ise, durum basitçe en yakın 
komşusunun sınıfına atanır. Sürekli değişkenler 
için kullanılan üç uzaklık vardır: Öklid (5), 
Manhattan (6), Minkowski (7). Kategorik 
değişkenlerde Hamming mesafesi (8) 
kullanılmalıdır.  
 

�∑ (xi −  yi)2k
i=1    (5) 

 
∑ |xi −  yi|k
i=1     (6) 

 
(∑ (|xi −  yi|)qk

i=1 )1/q   (7) 
 
DH =  ∑ |xi −  yi|k

i=1    (8) 
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Şekil 2: K-En yakın komşu şekilsel gösterimi. 

 
5.3. Yapay Sinir Ağları 
Yapay Sinir Ağı (YSA) bilgisayar bilimleri 
alanlarında yeni bir bilgi işlem teknolojisi 
olarak kabul edilmiştir. YSA, biyolojik sinir 
sistemlerinin matematiksel modellerinin 
genellemeleri olarak geliştirilmiştir. Şekil 3’de 
biyolojik sinir sistemlerine ait nöron 
görülmektedir. Bir YSA, her biri muhtemelen 
(küçük miktarda) yerel belleğe sahip olan çok 
basit işlemcilerin (nöronlar) koleksiyonlarından 
oluşan bir ağdır. Birimler yalnızca kendi yerel 
verileri üzerinde ve tek yönlü bağlantılar veya 
bağlantılar aracılığıyla aldıkları girişler 
üzerinde çalışır [89]. Bir ağ biriminin gelen 
sinyalleri toplamak ve bir çıkış sinyalini 
hesaplamak için bir kuralı vardır. Devamında 
diğer ağ birimlerine gönderilir. Callen'e göre 
çıktıyı hesaplama kuralları aktivasyon 
fonksiyonu olarak bilinir [90]. Bir sinir ağının 
yapısında üç katman vardır. Birinci katman, dış 
dünyalarla doğrudan etkileşime giren girdi 
katmanıdır. İkinci katman, sağlanan fonksiyona 
göre hesaplamanın yapıldığı gizli birimdir. Son 
katman ise çıktı aldığımız çıktı katmanıdır. 
Sinir ağlarındaki bilgi, nöronlar arasında 
sinaptik ağırlıklar olarak depolanır. Ağ, çıktı 
verileri oluşturulana kadar girdi verilerini 
katmandan katmana yayar. Eğer ağlar, Geri 
Yayılım Algoritması ile çok katmanlı algılayıcı 
ve çıktı istenen çıktıdan farklı ise, bir hata 
hesaplanır. Sonrasında ağ üzerinden geriye 
doğru yayılır. Hata yayıldıkça sinaptik 
ağırlıklar değiştirilir [91]. Genelleştirme, 
YSA'ları bu kadar güçlü bir araç yapan tek 
yetenektir. 
 

Uygun bir gösterim kuralı verildiğinde, 
beklenen yanıtın, vk'nın,  𝑣𝑣𝑣𝑣 = ∑ wkjxj𝑝𝑝

𝑗𝑗=1  ‘ye 
göre ortak değişkenlerin x = (x0, ..., xp) 
değerleriyle ilişkili olduğu bir çoklu doğrusal 
regresyon modelinin şematik bir temsilini 
vermektedir.  Notasyon kuralı, dairenin, içine 
xj'lerin beslendiği ve ilgili wkj'ler ile çarpıldığı 
bir hesaplama birimini temsil etmesidir. Şekil 
3'de (wk0, wk1, ..., wkp), Xn vektörlerinin girdi 
vektörlerinin kuvvetlerini belirlemek için 
ağırlıklardır. Her girdi ağırlık vektörleri ile 
çarpılır. Nöron yk'nın çıktısı, vk değeri 
üzerindeki bazı aktivasyon fonksiyonlarının 
sonucudur.  
 

 
Şekil 3: Sinir ağının matematiksel modeli. 

 
Genel olarak, sinir ağları (temsil edilen 
matematiksel modeller), bir bağlantı sistemiyle 
birbirine bağlanan basit hesaplama birimlerinin 
bir koleksiyonudur. Birimlerin sayısı çok büyük 
olabilir ve bağlantılar karmaşık olabilir.  
 
Sinir ağları, örüntü sınıflandırma ve örüntü 
tanımanın birçok uygulaması için kullanılır: 
Döviz kurları gibi finansal endekslerin tahmini, 
radar nokta kaynaklarının konumu, hedef 
tanıma ve mayın tespiti, uzay aracının yeniden 
giriş yörüngelerinin tahmini, el yazısı 
karakterlerin otomatik olarak tanınması, 
yüzlerin cinsiyetlerinin belirlenmesi, gezgin 
satıcı problemi gibi optimal yönlendirme 
problemlerinin çözümü, zaman serilerinin 
tahmininde düzensizliğin gürültüden ayırt 
edilmesi [92]. 
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6. VAKA ÇALIŞMASI 
6.1. Veri Analizi 
Bu çalışmada kalite kontrol yapan bir cihaza ait 
veri seti ile çalışılmıştır. Bu cihaz kartezyen 
eksenli kalite kontrol cihazıdır. Bu veri setiyle 
kalite kontrol cihazına ait operasyon sürelerinin 
tahmin edilmesi amaçlanmaktadır. Hız 
faktörünün dinamikliği ile gerçeğe 
yaklaşılmaya çalışılmış ve olası bütün hız 
parametreleri denenmiştir. Bu doğrultuda 
hareket ve hız sütunları,  ℎ𝚤𝚤𝚤𝚤 = 𝑦𝑦𝑦𝑦𝑦𝑦/𝚤𝚤𝑧𝑧𝑧𝑧𝑧𝑧𝑧𝑧 
formülü dikkate alınarak tek sütuna düşürülür. 
Amaç, verilen süreyi hareket/hız ile 
karşılaştırarak tahminleme yöntemlerini bu 
veriler üzerinden yürütmektir. Yani yeni veri 
seti iki sütundan oluşmuş olur. Birinci sütun 
“süre”, ikinci sütun ise “hareket/hız” 
değerlerinden meydana gelir. Hız parametre 
değerleri (mm/dakika) 125, 250, 500, 750 ve 
1000 ve hareket miktarları değerleri (mm) 10, 
15, 25, 35, 50, 65, 75, 85, 100, 115, 125, 135, 
150, 165, 175, 185, 200, 215, 225, 235, 250, 
285, 300 olarak belirlemiş ve toplamda 115 
operasyon süresi ölçülmüştür. Verinin %80’I 
eğitim verisi olarak ele alınmıştır.  Kullanılan 
veri setinin başlangıç kısmı Çizelge 1 ‘de 
verilmiştir. Literatüre katkı sağlaması açısından 
verinin tamamı da github üzerinden 
paylaşılmıştır. [93] 
 

Çizelge 1: Veri setinin ilk on değeri 
# Süre (sn) Hız (mm/dk) Hareket (mm) 
1 12870.5 1000 100 
2 6868.3 1000 50 
3 3266.2 1000 20 
4 2066 1000 10 
5 21302.9 500 100 
6 10904.7 500 50 
7 4669.4 500 20 
8 2592.1 500 10 
9 41839.7 250 100 

10 21058.7 250 50 
 

 
Şekil 4: Düzeltme çizgisi ile beraber dağılım 

grafiği. 
 
Şekil 4’te dağılım grafiği çizilerek üstüne 
düzeltme çizgisi eklenmiştir. Sadece noktalarla 
trendleri görmek zor olabilir. Trendlerin nasıl 
göründüğünü görmek için çoğu zaman bir 
düzeltme çizgisi eklenir. Özellikle gerilemeleri 
anlamaya çalışırken yardımcı olabilir. Ggplot 
nesnesinden geom_smooth, method=lm 
kullanılarak çizimi yapılmıştır. Verilerin 0 ile 
50000 süre değerleri arasında yoğunlaştığı 
görülür. 
 

 
Şekil 5: Kutu grafiği. 

 
Şekil 5 verilerin kutu grafiği verilmiştir. 
Verilerin 0-0,5 aralığında yığıldığını söylemek 
mümkündür. Üst ve alt "menteşeler" birinci ve 
üçüncü çeyreklere karşılık gelir. Kutunun 
içindeki çizgi ise medyanı temsil eder. Üst 
tarafta kalan nokta olarak gözüken değerler de 
aykırı olarak kabul edilir. 
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Şekil 6: Histogram grafiği üzerine çizilmiş olan 

yoğunluk grafiği. 
 
Şekil 6’da öncelikle verilerin histogram grafiği 
çizilmiştir. Bu çizilen grafiğin üzerine yoğunluk 
grafiği de eklenmiştir. Histogramlar, verileri 
gruplandırarak ve her bir kutudaki gözlemlerin 
sayısını sayarak oluşturulur. Amaç genellikle 
dağılımın şeklini görselleştirmektir. Yoğunluk 
grafikleri, düzleştirilmiş histogramların 
grafikleri olarak düşünülebilir. 
 
Normalizasyon sonucunda elde edilen verilerle 
R’da makine öğrenmesi algoritmaları ile 
tahminlemeler yapılacaktır. Burada asıl amaç, 
süre (arızaya kalan süre) tahmini yapmaktır. 
Ayrıca çalışmanın sonucunda elde edilen 
değerler ile süre (duration) sütun verileri 
karşılaştırılarak hata hesaplamaları yapılacaktır.  
 
6.2. Komutların İcra Süresinin Tahmini  
Bir robot, 3B yazıcının veya CNC tezgahının Di 
modeli tezgahın gerçek üretim ortamındaki 
davranışlarını (enerji tüketimi, işlem süresi, 
arıza durumu v.b.) hesaplamaktadır. Bundan 
dolayı Dİ modeli üretim süreçlerinin 
kontrolünde ve optimizasyonunda 
faydalanılacak bir araçtır. Çalışmada G-Code 
komutlarının icra sürelerini doğru tahmin 
edebilen bir model önerilmiştir. Bu model 
tezgâhın çeşitli fonksiyonlarının oluşturduğu 
etkileri hesaplayacak diğer modellerle birlikte 
tezgâh Dİ’ini oluşturduğunda bütüleşik üretim 
ve proses planlama, proses optimizasyonu, 
gerçek zamanlı üretim planlama ve kontrol 
alanlarında katkı sağlayan bir model ortaya 
çıkmış olacaktır. Dolayısıyla önerilen süre 
tahmin 3 boyutlu yazıcıların ve CNC 
tezgahların Dİ’lerinin tasarımı için referans 
nitliğinde olacaktır.  

Bu çalışmada kalite kontrol yapan bir cihaza ait 
veri seti kullanılmıştır. Veri odaklı olarak 
geliştirilen Dİ modelinde icra süresinin tahmini 
için makine öğrenmesi yöntemlerinden 
yararlanılmıştır. Modelin tasarımı için 
kullanılan veri seti doğrusal ve eliptik 
hareketlerin verilerinden oluşmaktadır.  
Hareket süresinin ölçümü için harekete başlama 
ve hareketin bitiş anı akım sensörü ile ölçülen 
değerin bir eşiği geçip geçmemesine bağlı 
olarak tespit edilmiştir. Makine öğrenmesi 
modelleriyle de haraket süresi ile G-Code 
parametreleri arasında korelasyon kurulmuştur.  
 
6.2.1. Doğrusal Regresyon  
Regresyon, tek katmanlı varyans analizi ve 
kovaryans analizi yapmak için kullanılabilir. 
Formül olarak ‘Süre~Harket/Hız’ olarak 
alınmış veri olarak da normalizasyon 
sonucundaki verilerden yararlanılmıştır.  
 

Çizelge 2: Regresyon istatistiği. 
Parametreler Değerler 

Çoklu R 0,99927871 
R Kare 0,99855794 
Düzeltilmiş R Kare 0,99854518 
Standart Hata 181780209 
Gözlemler 115 

 
Çizelge 2’de regresyon istatistik değerleri 
görülmektedir. R2 değerine bakıldığında 0,99 
olduğu görülür. Bu durum modeli %99 başarı 
ile açıkladığı anlamına gelmektedir. 1 değerine 
yaklaştıkça daha iyi olan regresyon çizgisi 
verilere uyar. P değerinin 0.05’ten düşük olması 
da modelin doğruluğunu gösterir. Regresyon 
katsayıları yardımıyla tahminlemeler yapılmış 
ve %8 hata oranına ulaşılmıştır. 
 
6.2.2. Destek Vektör Makineleri (DVM)  
DVM bir destek vektör makinesini eğitmek için 
kullanılır. Yoğunluk tahmininin yanı sıra genel 
regresyon ve sınıflandırma yapmak için 
kullanılabilir. İlk parametrede, uygun modelin 
sembolik bir açıklaması olarak süre sütunu 
alınır. İkinci parametre olarak da modeldeki 
değişkenleri içeren isteğe bağlı bir veri 
çerçevesi, yani test seti kullanılır. Burada 
normalize edilmiş verilerin %80’i eğitim seti, 
%20’si test seti olarak alınır. Kernel için 4 farklı 
yöntem baz alınır. Her biri için de denenerek 
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tahminlemeler yapılır. Buradaki yöntemler; 
linear, polynomial, radial basis, sigmoid olarak 
sıralanmaktadır.  
 

Çizelge 3: DVM matrisi çıktısı. 
Genel İstatistik  

(linear, polynamial, 
radial) 

Değerler 

Doğruluk: 0.9565 Doğruluk: 0.6957 
95% CI: (0.7805, 
0.9989) 

95% CI: (0.4708, 
0.8679) 

Bilgi Oranı Yok: 
0.0435 

Bilgi Oranı Yok: 
0.0435 

P-Değeri: < 2.2e-16 P-Değeri: < 2.2e-16 
Kappa: 0.9545 Kappa: 0.6818 

 
Çizelge 3’de DVM matrisi sonuçları verilmiştir. 
Sonuçlara göre linear, polynamial ve radial 
basis fonksiyonları %96 doğrulukla çalışmıştır. 
Bununla birlikte p-değerlerine bakıldığında 
0.05’ten küçük olduğu için tüm fonksiyonların 
geçerliliği kabul edilir. 
 
6.2.3. K-en Yakın Komşular (KNN)  
KNN, sınıflandırma ve regresyon problemleri 
için tercih edilen denetimli bir makine öğrenme 
algoritmasıdır. Verileri sınıflandırmak için 
hayali bir sınır oluşturur. Tahmin için yeni veri 
noktaları eklendiğinde, algoritma bu noktayı 
sınır çizgisinin en yakınına ekler. Bu 
algoritmada k, kullanıcı tarafından tanımlanan 
bir sabittir ve en yakın komşuluklar vektörü 
kullanılarak hesaplanır. 'caret’ paketi, regresyon 
sorunları için KNN'yi uygulamak için 'knnreg' 
işlevi sağlar. Komşu sayısı 5, 7, 9 şeklinde 
mimariler oluşturularak tahminlemeler 
gerçekleştirilmiş ve min hatayı veren komşu 
sayısı 5olarak seçilmiştir.  
 
6.2.4. Yapay Sinir Ağları 
Normalize edilmiş verilerin %80’i eğitim seti, 
%20’si test seti olarak alınır. Hidden= c (9, 7), 
threshold= 0.01, act.fct= “tanh” verilmesiyle 
minimum hata bulunmuştur (tekli hidden için 6, 
ikili için (9, 7) şeklindedir). Act.fct için ise 
“logistic” ve “tanh” seçenekleri mevcuttur. 
Bunlardan en iyi sonucu da “tanh” fonksiyonu 
vermiştir. Burada en küçük hatayı bulmaya 
çalışırken hidden belirlemede önce ikinci değer 
sabit tutularak birinci değer 1’den 10’a kadar 
denenmiştir, sonrasında en iyi çıkan birinci 
değer seçilip sabit tutularak ikinci değer 1’den 

10’a kadar denenmiştir. Aynı değerler ile kod 
tekrardan çalıştırıldığında hata oranları düşük 
seviyede değişiklik gösterse de minimum hata 
(9, 7) için elde edilmiştir. Şekil 7 ve Şekil 8’de 
bu mimarilere ait yapay sinir ağı modelleri 
bulunmaktadır. 
 

 
Şekil 7: 1. Mimari için yapay sinir ağı modeli. 

 

 
Şekil 8: 2. Mimari için yapay sinir ağı modeli. 

 
Yukarıda verilen mimarilerle birlikte R 
programı üzerinden yapay sinir ağlarıyla farklı 
kombinasyonlar deneyerek olabilecek en iyi 
mimari bulunmaya çalışılmıştır. Burada 
Tensorflow ve Keras kütüphanelerinden 
yararlanılmıştır. R’daki yapay sinir ağlarının 
yanında Python’la bağlantı kurarak Keras’ı 
direkt kullanmak denenmiştir. Yinelemeli yerel 
arama algoritması ile en iyi mimariyi elde 
etmeye çalışarak bu kodun parametreleri 
oluşturulmuştur. Bu mimari Çizelge 3’de 
görülmektedir. 
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Çizelge 4: Olası optimum yapay sinir ağı mimarisi. 
 Düğüm 

Sayısı 
Aktivasyon  
Fonksiyonu 

Girdi Sayısı 3  
Katman 1 30 ‘Relu’ 
Katman 2 80 ‘Relu’ 
Katman 3 40 ‘Relu’ 
Katman 4  30 ‘Relu’ 
Çıktı Sayısı 1 "Softplus" 

 

 

 
 

Şekil 9: Yapay sinir ağları için hata ölçümleri 
grafiği. 

 

Şekil 9’da 200 periyot için (epochs) ‘adam 
optimize” ile, ‘mse’ kayıp fonksiyonu ve ‘mse’, 
‘mae’, ‘mape’ metrikleri için ‘compile’ metodu 
ile bu şekil çizdirilmiştir. Burada en az 
dalgalanma ‘mse’ hesaplanmasında 
gerçekleşmiştir.  
 
6.3. Yöntemlerin Karşılaştırılması 
Kartezyen eksenli tezgahlarda farklı hız 
parametreleri kullanılarak ölçümler yapılmıştır. 
Bu işlemlerin cihaz üzerinde gerçekte ne kadar 
sürdüğü veri setinde mevcuttur. Örneğin bir 
işlem 21.321 ms olarak tahmin edilirken cihaz 
üzerinde yapılan ölçüm sonrasında 21.303 sn 
gerçekleştirilmiştir.  
 
Çizelge 5’te çalışmada uygulanan makine 
öğrenmesi algortimalarının ortalama kareli hata 
(MSE), ortalama mutlak hata (MAE) , R Kare 
(R2) ve Doğruluk yöntemleri kullanılarak 
perfromansları ölçülmüştür. Z-score 
normalizasyonu ile normalize edilmiş veri seti 
ile yapılan tahmin çalışmasında en düşük 
ortalama mutlak sapmaya sahip olan YSA 3. 
mimari MSE ve MAE açısından da en iyi 
performansı sergilemiştir.  Bundan dolayı hata 
miktarı en düşük model YSA 3. mimari olarak 
değerlendirilmiştir. Diğer tarafatan R2 ve 
doğruluk değerlerine bakıldığında YSA 3. 
Mimarinin diğer methotlara oranla en yüksek 
değerlere sahip olduğu görülmektedir. 
 

Çizelge 5: Hata oranlarına göre performans çizelgesi. 
Yöntemler MSE MAE R2 Doğruluk 

Regresyon 1.32E-36 0,0161802 0.985579 0.91722299 
DVM-Lineer 0.00603773 0.06689249 0.995651 0.853849 
DVM-Radyal 0.07171921 0.1321959 0.9483404 0.8104526 
DVM-Polinom 0.4670129 0.471527 0.6636087 0.2650645 
DVM-Sigmoid 1.887.448 0.8229177 0.3595363 0.0252 
YSA 1. Mimari 0.2917583 0.1407296 0.654525 0.8823262 
YSA 2. Mimari 0.2916694 0.1360941 0.6545329 0.8827776 
YSA 3. Mimari 0.00015435 0.008385 0.995745 0.991615 
KNN 1.Mimari 0.0199952 0.05727025 0.1414044 0.93481055 
KNN 2.Mimari 0.03570575 0.06796121 0.1889597 0.93612222 
KNN 3.Mimari 0.0598606 0.09467588 0.2446643 0.91496762 

7. SONUÇ 
Bu çalışmada, dinamik hız ve haraket 
parametreleri ile çalıştırılan 3 boyutlu yazıcı ve 
CNC tezgâhları gibi kartezyen eksenli 

tezgahların işlem sürelerinin çalışma 
parametrelerine bağlı olarak tahmini için bir 
model önerilmiştir. Önerilen model üretim 
planlama açısından kaba kapasite planlama ile 
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çizelgelemede ve ürün tasarımı aşamasında da 
maliyet kestiriminde katkı sağlayacaktır. 
Modelin ön görülen katkıyı sağlayabilmesi için 
üretim sisteminde kullanılan tezgahlara adapte 
olması kaçınılmaz bir zorunluluk olduğundan 
zaman tahmin işleminde makine öğrenmesi 
modelleri değerlendirilmiştir. Endüstriyel CNC 
üreticisi DMG MORI’nin Dİ’leri iteratif 
optimizasyonda, üretim planlama ve kontrolde 
ve performans öngörülerinde kullandığını 
açıklaması bu durumu desteklemektedir.[94] 
Makinelere entegre edilen Dİ üretim sürecinin 
sanal ortamda detaylı bir simülasyonunun 
yapılmasını ve optimize edilmesini mümkün 
hale getirmektedirler. 
 
Dİ oluşturan makine öğrenmesi modellerinin 
oluşturulma aşamasında kullanılan veriler kalite 
kontrol yapan kartezyen eksenli bir cihazdan 
alınmıştır. Örnek veri seti üzerinde veriler ön 
işlemeden geçirilmiş ve sonrasında işlem 
sürelerini tahmin etmek için makine öğrenmesi 
algoritmaları kullanılmıştır. Hata miktarları en 
düşük olan modeller YSA 3. mimari, doğrusal 
regresyon, k-en yakın komşu modelleri ve 
doğrusal DVM modelidir.  Buradan, kartezyen 
eksenli (doğrusal veya eliptik) hareketlerin 
doğrusal yöntemlerle iyi modellenebildiği 
görülmektedir. Fakat en iyi yöntem olarak hem 
doğrusal hem de doğrusal olmayan ilişkileri 
modelleyebilen YSA modeli en iyi model 
olarak seçilmiştir. Bunun nedeni 0.00015435 
MAE ve 0.008385 MSE değeri ile hata oranları 
açısında en düşük olan yöntemindir. Diğer 
yandan 995745 R2 değeri ve 0.991615 doğruluk 
oranıyla ile de diğer modellerden daha yüksek 
değerlere sahiptir. Ayrıca lineer yöntemlerin 
daha başarılı olması varyansın ’da düşük olduğu 
konusunda fikir vermektedir. 
 
Çalışmanın bir sonraki aşamasında birçok 
makine öğrenmesi algoritmasını çalıştırabilen 
ve bu algoritmalara ait parametreleri optimize 
ederek yöntemlerin performanslarını en 
iyilemeye çalışan AutoML ve hiper-parametre 
optimizasyonları yapılacaktır. 
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