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Ozet

Bu makalede, diizgiin gegis otoregresif (STAR) modellerin belirlenmesi siireci bir optimizasyon problemi
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sahip modeller elde edilmistir.
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Diizgiin Gegis Otoregresif Modellerin Belirlenmesine Yonelik Melez Kodlamali Genetik Algoritma
1.GIRIS

[Ik defa Chan ve Tong (1986) tarafindan 6nerilen daha sonra Terésvirta (1994)
tarafindan gelistirilen diizgiin gegis otoregresif modellerinde, dogrusal otoregresif
modeller verinin dinamik o&zelliklerine goére tanimlanan bir smirlandirilmis gegis
fonksiyonu ile baglanmistir (Chen, 2003). Siirekli bir fonksiyon olan ge¢is fonksiyonu
sayesinde  rejim  degisiklikleri  diizgiin  bir  bi¢gimde  meydana  gelir.
t=1-p,1—(p—1),...,—1,01,...,T — 1, T zamaninda gdzlenen bir ¥. zaman serisi
icin p gecikmeli STAR modeli agagidaki gibi tanimlanabilir (van Dijk, Terdsvirta &
Franses, 2002):

Ve = (@10 + PraVemytoo 40,7, )(1 — G (557, 6)) 0
+[¢2 O + ¢2_.1}Ft—1+" . +¢2 ,-p}rt—-p)G [:Et:'}'rr C:] + £y

veya
y, = f}"ix:[l —G(s:7, c]) +¢ix,G(s5y.¢) +e,t=1,...,T )

Burada = = [}Fr_l,...,}rr_,p)’ olmak iizere x,=(1,%), i=1,2 icin
b = (Di00 Piareer D) Ve £, ~nid(0,07)dir. s, gecis degiskeni, G(siv,¢) aldig
degerler sifir ve bir arasinda degisen gecis fonksiyonu ve c esik degeridir. ¥ ise geg¢is
hizin1 belirleyen parametredir. Gegis degiskeni sabit esik degeri c'den saptikga
diizgiinliigli ¥ parametresi tarafindan belirlenen rejimler aras1 gegis gerceklesecektir. Bu
noktada rejim degisikligi davranisi segilen gecis fonksiyonuna gore farklilasacaktir.
Lojistik ve tstel gecis fonksiyonu yaygin olarak kullanilan iki gecis fonksiyonudur.
STAR modellerinde gegis fonksiyonu olarak bunlardan ilki kullanilirsa lojistik STAR
(LSTAR), ikincisi kullanilirsa iistel STAR (ESTAR) olarak adlandirilan modeller elde
edilir. LSTAR ve ESTAR modelleri ¢ok farkli dinamik ekonomik davranisi tasvir
edebilirler ancak hangi modelin kullanilacagina iliskin bir ekonomik teori

bulunmamaktadir bu yiizden se¢im veriye dayali olarak yapilmalidir (Terasvirta &
Anderson, 1992).



STAR modelleri olusturulurken; yapisal parametreler (esik degeri, gecikme
parametresi ve ¥ parametresi) ve rejimlerin otoregresif dereceleri olmak tizere tahmin
edilmesi gereken birgok serbest parametre bulunmaktadir. Dahasi, bazilari kesikli
(gecikme parametresi ve otoregresif dereceler), bazilari siirekli (esik degeri ve ¥
parametresi) olan yapisal parametreleri tahmin etmek i¢in mevcut bir analitik
optimizasyon metodu yoktur (Battaglia & Protopapas, 2011a). Ote yandan, STAR
modelleri yapisal parametrelerin bilinen sabit degerleri i¢in otoregresif parametrelerde
dogrusaldir, dolayisiyla en kiiciik kareler yontemi ile kolaylikla tahmin edilebilirler.
Prensipte STAR modelleri, yapisal parametrelerin alabilecekleri degerlerinin tiim olasi
kombinasyonlar1 dikkate alinarak bunlar igerisinden bilgi kriterine gore en iyi olanin
secilmesi yoluyla belirlenebilirler. Ancak, pratikte yapisal parametrelerin alabilecegi
degerlerin sayisina bagli olarak ¢ok fazla aday model bulunabilir ki bu durumda ortaya
¢ikan arama uzaymin biliylikliigi tim aday c¢oziimlerin teker teker belirlenmesini ve
makul siirelerde kontrol edilmesini olanaksiz kilar (Baragona, Battaglia & Cucina,
2004). Ornegin; iki rejimli bir STAR modeli i¢in bilinmeyen yapisal parametrelerden
rejimlerin otoregresif dereceleri (pyve p»), gecikme parametresi (d) igin {ist sinirin
p,™e* = p, ™ = 10 ve d™** =5 geklinde oldugu, esik degiskeni igin olasi 50
degerin ve ¥ parametresi i¢in olasit 100 degerin bulundugu varsayilirsa, tam gecikme
yapisinda uygun modeli bulmak i¢in toplamda 2500000 modelin denenmesi
gerekecektir. Dahas1 eger dogru gecikme yapist otomatik olarak belirlenmek istenirse

bu durumda 104755225000 tane STAR model denenmek zorundadir. Bdyle bir
durumda genel olarak degerlendirmemiz gereken d™@* {E?Tm — 1) (Eﬂnm — 1)::}:

tane STAR modeli vardir.

Geleneksel yontemler ile uygun STAR modeli segilirken, belirlenmesi gereken
parametrelerden biri ya da ikisi sabitken digerleri belirlenmekte yani ardigik bir se¢im
yontemi izlenmektedir. Soyle ki; ilk adimda, eldeki veriye uygun bir dogrusal
otoregresif model Akaike bilgi kriteri (AIC), Bayesian bilgi kriteri (BIC) veya Ljung-
Box istatistigi kullanilarak tahmin edilir. Bu otoregresif model i¢in segilen gecikme
derecesi dogrultusunda, istatistiksel testler yardimiyla diger parametreler ardisik olarak
tahmin edilerek STAR modelleri belirlenir. Burada secilen gecikme derecesinin farkli

degerleri icin en uygun model tamamen farklilasacaktir. En 6nemlisi regresyona ilgisiz
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gecikmelerin dahil edilmesi veya modele yanlis kisitlarin getirilmesi, se¢ilen gecikme
derecesi takip eden testlerin sonuglarmin belirlenmesinde esas oldugundan siirecin

devami agisindan biiyiik 6l¢iide yanlis yonlendirici olacaktir (Balcombe, 2005).

Son adimda ise segilen gecikme derecesi, gegis degiskeni ve gecis fonksiyonuna
gore diger parametreler bir dogrusal olmayan optimizasyon yontemi kullanilarak tahmin
edilir. Bu asamada, esik degeri (serinin kestigi bir degerden segilerek) ve ¥ parametresi
icin kapsamli 1zgara aramasi gergeklestirilerek ulasilan parametre c¢ifti, dogrusal
olmayan optimizasyon i¢in baslangic degeri olarak secilmektedir. STAR modellerinde
arama uzay1 ¢ok fazla yerel optimuma sahip olma egilimindedir (Maringer & Meyer,
2008). Bu ylizden dogrusal olmayan optimizasyon ile elde edilen katsay1 tahminleri
onemli Ol¢iide baslangic degerlerine dolayisiyla gergeklestirilen 1zgara aragtirmasinin

kapsamina bagli olacaktir.

Genel olarak STAR modellerinde ilgilenilen degiskenin hangi gecikmelerinin
modele dahil edilecegi agik degildir. Nihai modele ulagmak i¢in izlenen genel yol; tam
gecikme yapist ile baglayip daha sonra parametreleri tahmin etmeye devam ederek,
tahminleri bir en diisiik anlamlilik seviyesine ulasamayan gecikmeleri ¢ikarmaktir.
Fakat bu yaklagimin iki ciddi eksikligi bulunmaktadir; (i) uygun gecikmeler
zamanindan once diglanabilirler ve (i1) dislama siireci bir ya da daha fazla gecici
parametre tahminleri yerel optimumu isaret ettiginde yanlis yonlendirilmis olabilir
(Maringer & Meyer, 2008).

Yapisal parametrelerin verilen degerleri icin otoregresif katsayilarin
tahminlerinin etkin bir sekilde gerceklestirebilmesi nedeniyle, bir optimizasyon
problemi olarak ele alindiginda STAR modellerini belirleme siirecinde en énemli adim
yapisal parametrelerin belirlenmesidir. Bu parametrelerin belirlenmesi siireci kesikli
arglimanlardan olusan bir amag¢ fonksiyonunun optimum degerinin bulunmasinm
gerektirecektir ki (Baragona & Cucina, 2009) arama uzayindaki siireksizlikler nedeniyle
bu optimizasyon problemine geleneksel sayisal metotlar uygulanamaz (Maringer &
Meyer, 2008; Gilli & Winker, 2009). Eger yapisal parametrelere bagli olarak

olusturulan tiim aday modelleri denemek miimkiin ise bu adimi ge¢mek cok zor



olmayacaktir. Ancak aday model sayisi arttikca basitce ¢ok fazla zaman alacagi ve asir
hesaplama maliyeti gerektirecegi icin tim modelleri denemek artik uygun olmaz. Bu
nedenledir ki geleneksel yontemler kullanilirken ¢ogunlukla yapisal parametrelerin
ornegin esik degerinin belirlenen sayida degeri aramaya dahil edilmekte dolayisiyla en
iyi model bazi kisitlamalar c¢ergevesinde belirlenmektedir. Bu yiizden yapisal
parametrelerin verilen maksimum degerleri dogrultusunda, 6nemli gecikmeleri iceren
alt modeli belirlemek icin etkili bir yola ihtiyacimiz vardir; yani en uygun modeli
bulmak icin genetik algoritmalar gibi daha spesifik bir teknik kullanmak gerekir.
Genetik algoritmalar burada oldugu gibi amag¢ fonksiyonu diisiim tabanli optimizasyon
metotlarint uygulamak i¢in gerekli siireklilik, tiirevlenebilirlik ve i¢biikeylik gibi olagan

matematiksel Ozeliklere sahip degilse bilhassa kullamighdirlar (Baragona & Cucina,

2009).

Maringer ve Meyer (2008), STAR modellerinin tahmin siirecini sezgisel
algoritmalar kapsaminda degerlendirmislerdir. Ozellikle STAR modellerindeki gereksiz
parametreler konusunu incelemislerdir. Calismalar1 sonucunda, hesaplama yoniinden
deterministik algoritmalardan daha pahali olmayan sezgisel tekniklerin, 6zellikle ¢ok
fazla aday varken uygun STAR modelinin se¢iminde dikkate alinmasi gereken bir
yaklasim oldugu goriilmiistiir. Battaglia ve Protopapas (2011a), cogu zaman serisinde
gbzlenen dogrusal disilik ve duragan olmama durumlarini es zamanli olarak ele aldiklar
caligmalarinda, zaman serileri i¢in uygun iki rejimli kendinden uyarimli otoregresif
(SETAR), STAR veya parcali dogrusal esik otoregresif (PLTAR) modellerinin
parametrelerini model tiiri de dahil olmak iizere genetik algoritma kullanarak
belirlemislerdir. Onerdikleri yontemin performansini alt1 simiilasyon modeli ve gergek
veriler kullanarak Sl¢miisler ve incelenen karmagsik modellerin genetik algoritma ile
basaril1 ve nispeten kolay bir sekilde belirlenebilecegi sonucuna varmislardir. Ayrica,
yazarlar s6z konusu caligmalarint STAR ve PLTAR modelleri i¢in ikiden fazla rejimi
(en fazla dort) igerecek sekilde genisletmislerdir (Battaglia & Protopapas, 2011b).
Bunlarin disinda rejim degisikligi modellerinin genetik algoritmalar ile ele alindigr (Wu
& Chang, 2002; Baragona, Battaglia & Cucina, 2004; Baragona & Cucina, 2008), rejim
degisikligi modellerinde bilgi kriterleri kullanilarak her bir rejimin otoregresif derecesi

ve/veya gecikme parametresinin belirlendigi (Wong & Li, 1998; De Gooijer, 2001),
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uygun rejim sayisinin bulundugu (Gonzalo & Pitarakis, 2002; Strikholm & Terasvirta,
2006; Pena & Rodriguez, 2005; Hamaker, 2009) cesitli caligmalarda mevcuttur.

Bu calismada, amag¢ gozlenen zaman serisine belirli kriterler dahilinde bir dizi
STAR modeli i¢cinden sadece en iyi uyan modeli segmektir. Bu cercevede, genetik
algoritma temelli yaklasim ile yapisal parametreler, gerekli otoregresif parametreler ve
uygun STAR modelinin tiirii birlikte belirlenecektir. Boylece model kuranin sahsi
yargilarina dayanan ayrintili ve zaman alici model belirleme siireci otomatik olarak

gergeklestirilecektir.

2. STAR MODELLERINIiN TAHMINi

Gegis degiskeni ve gecis fonksiyonu segildikten sonra STAR modelinin
parametreleri dogrusal olmayan en kiiciik kareler metodu ile tahmin edilebilir. Bu
siiregte uygun herhangi bir iteratif dogrusal olmayan optimizasyon algoritmasi
kullanilabilir. Fakat model tahmin edilirken gec¢is degiskeni optimizasyonda sayisal
problemlere sebep olacak kadar biiylik degerlere ulasabilir (Zivot & Wang, 2006). S6z
konusu problemleri azaltmak ve yakinsamayi hizlandirmak amaciyla modelde
standartlastirilmis gegis fonksiyonu kullanilir. Standartlagtirmadan sonra ESTAR ve
LSTAR modellerinde gecis fonksiyonlar1 sirasiyla asagidaki gibidir:

G(S::Tr: C:] =1 —exp{ . (Sr_ cjzfcrjr } (3)

-1
G(s;y.c)= [1 + exp{—vy (s, — C:]"fﬂ-"'r }) (@)
Fonksiyonlarda o, , gecis degiskeni s,'nin drnek standart sapmasidir.

STAR modeli gecis parametresi ve esik degerinin bilinen sabit degerleri i¢in
otoregresif parametrelerde dogrusaldir (Leybourne, Newbold & Vougas, 1998). Bu
yiizden ¥ ve c'ye bagh olarak ¢ = (¢;.¢:)" en kiigiik kareler yontemi ile
x,.(y. c) =(x;[1—6(sr;y, c]),xé(?(sr;y, c]) olmak tizere asagidaki gibi tahmin
edilebilir (Franses & Dijk, 2000):



¢[Tl ':'] = [Egzlxr [Tr cjxr[rrcjf]_l[zgzlxr [Tr cj}’rj (5)

Mgili kalintilar &=y, —dlyc)xyc) ve kalint1 varyanst
¢*(y,c) =TT XI_, # (y,c) seklinde hesaplanabilir.

STAR modelinin kosullu dogrusalligi kullanilarak takip eden ¢, ve ¢,
parametrelerine gore kalintt kareler fonksiyonu yazilarak tahmin problemi

basitlestirilebilir (van Dijk vd., 2002):
QI‘(T! C‘j = g-zl(_}r: - qb(}'rr cjfxr(}'rrcj)‘ (6)

Bu noktada Q(y.c) fonksiyonu ¥ ve c parametrelerine gére en kiigiiklenerek

parametre tahminlerine ulagilir.

Dogrusal olmayan optimizasyon i¢in uygun baslangic degerleri gecis
parametresi ve esik degeri icin iki boyutlu 1zgara aramasi gerceklestirilmesi suretiyle
elde edilebilir. Optimizasyon algoritmalar1 genel olarak parametrelerin baslangig
degerlerine ¢ok duyarlidirlar. Bu nedenle; aramada kullanilacak degerler dizisi, esik
degeri ve gecis parametresinin secilen her degeri i¢in gec¢is fonksiyonunun aldigi
degerlerin yeterli degiskenlige sahip olmasi1 saglanacak sekilde belirlenmelidir (Franses
& Dijk, 2000). Dolayisiyla, olasi esik degerleri dizisi gecis degiskeninin godzlenen
degerleri arasindan belirlenir. Devaminda kalinti varyansimn (6%(y,¢))en kiigik
tahminini veren ¥ ve c ¢ifti uygun baslangi¢c degerleri olarak segilir ve dogrusal

olmayan optimizasyona gecilir.

3. STAR MODELLERININ GENETIK ALGORITMALAR IiLE
BELIiRLENMESI

Davranislarin1 dogadaki evrim siirecinden tiireten genetik algoritmalar; arama
uzaylarinda siireksizliklerin s6z konusu oldugu hem stirekli hem de kesikli degiskenlere
sahip optimizasyon problemlerinin ¢oziimiinde, béyle problemler i¢in etkin olmadiklar
gibi hesaplama yoniinden de pahali olan geleneksel dogrusal olmayan programlama

tekniklerine iyi bir alternatiftir (Bingiil, Sekmen, Palaniappan & Zein-Sabatto, 2000).
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Alan bilgisi ve teorisinin saglanmasinin zor veya imkansiz oldugu uygulamalar igin

ideal olmalarma karsin bir ¢ok stokastik metotta oldugu gibi optimum ¢6zimii

bulmalari kesin degildir. Bu ylizden ele alinan soruna iligkin en iyi ¢6ziimiin kesinlikle

ne olabileceginin bilinmedigi durumlarda kullanilmasi daha uygundur (Sen, 2004).

Genetik algoritmalar; en iyi ¢6ziime ulasmak i¢in bir popiilasyondaki, her biri olas1 bir

¢Ozlimii gosteren kromozomlara bir dizi tekrar boyunca genetik operatorleri uygular.

Standart bir genetik algoritma takip eden adimlardan olusur (Nabiyev, 2005;
Sivanandam & Deepa, 2007):

Olasi1 ¢oziimlerin kodlanarak ifade edildigi kromozomlardan bir popiilasyon
olusturulur. Popiilasyon sabit biiyiikliikte ya da nesilden nesle degisen
biiyiikliikte olabilir. Biiylik popiilasyonlarda genetik algoritmalar global
optimuma ulagsma hususunda daha etkinken artan popiilasyon biiylkIigi

genetik algoritmanin ¢alisma siiresini de artirmaktadir.

Popiilasyondaki her kromozomun uygunluk degeri bulunur. Bu degerler
coziilecek problemin dogasina bagli olarak belirlenen bir uygunluk
fonksiyonu kullanilarak  hesaplanir. Uygunluk fonksiyonu genetik
algoritmalarda probleme 6zel ¢alisan tek kisimdir ve algoritmanin basarisi

¢ogu zaman bu fonksiyonun verimli ve hassas olmasina baglhdir.

Rulet tekerlegi secilimi veya turnuva segilimi gibi yontemlerle secilen
kromozomlar eslenerek, c¢aprazlama ve mutasyon operatdrlerinin
uygulanmasi suretiyle yeni popiilasyon olusturulur.

Popiilasyonda yeni kromozomlar eski kromozomlar ile yer degistirir ve bu

sayede sabit biiyiikliikte bir popiilasyon saglanir.

Yeni popiilasyondaki kromozomlarin uygunluk degerleri hesaplanarak yeni

popiilasyonun basarisi bulunur.

Bu noktaya kadar olan islemler belirli sayida tekrarlanarak daha iyi nesiller

elde edilir.

Coziim popiilasyonlar hesaplanirken bulunan en iyi kromozomdur.

STAR modelleri genetik algoritmalar yardimiyla belirlenirken rejim sayisinin

bilindigi varsayilacaktir. STAR modellerinde kromozom formunda temsil edilmesi



gercken degiskenler; esik degeri, gecikme parametresi, ¥ parametresi, rejimlerin
otoregresif dereceleri ve model tiiriidiir. LSTAR ve ESTAR olmak iizere dikkate alinan
iki tiir model oldugu i¢in kromozomda model tiirii bir bit yardimiyla kodlanmistir. S6z
konusu bit LSTAR modeli i¢in bir degerini alirken ESTAR modeli i¢in sifir degerini
almaktadir. Gerek ¥ gerekse esik degeri stirekli degiskenler olmalar itibariyle, her iki
parametre icin en dogal kodlama deger kodlamasidir. Dolayisiyla bu parametreler hig
bir donilisiime tabii tutulmadan dogrudan reel sayr olarak kromozomlarda yer
almiglardir. Diger taraftan bagimli degiskenin gecikmeli degerlerinin hangisinin
modelde yer alip almayacagi iki segenekli bir durumdur; dolayisiyla otoregresif
parametreler i¢cin en dogal kodlama ikili kodlamadir. Her bir rejim ig¢in ilk bit sabit
terimi gosterirken, ikinci bitten itibaren (i+1). bit o rejimdeki i. otoregresif parametreyi
temsil etmektedir. Bitlerin bir degeri almasi degiskenin modelde yer aldigi, sifir degeri
almas1 modelde yer almadigi anlamima gelmektedir. Gecikme parametresi d ise, tam
saylt olmasi itibariyle ondalik sayir sisteminden ikilik sayr sistemine cevrilerek
kodlanmistir. Agiklamalar g¢ercevesinde iki rejimli STAR modelleri i¢in Ornek bir

kodlama Sekil 1'de gosterilmistir.

1/0(1/1|0| (1j0|1/0/0] |11 2,49 1,13

P2 p2 d1 LSTAR C1 '}"1

Sekil 1: iki Rejimli STAR Modeli i¢in Kromozom Kodlamasi

4. UYGULAMA

Aciklanan kodlama stratejisi kullanilarak genetik algoritmanin STAR
modellerini belirleme noktasindaki basarisi, 1968:06—-1989:12 donemini kapsayan aylik
ABD issizlik oranlar1 verileri kullanilarak sinanmistir. Bu verileri kullanarak van Dijk

vd. (2002) geleneksel modelleme yontemi i¢in Ornek bir analiz gergeklestirmislerdir.
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Yazarlarin onerdikleri LSTAR spesifikasyonu dogrultusunda yayinladiklar1 program

kodlar1 kullanilarak takip eden model tahmin edilmistir:*

Ay, = 0,479 + 0,645D,, — 0,342D,, — 0,680D,, — 0,725D,, — 0,649D;,

(0,064) (0,065) (0,097) (0,081) (0,102) (0,090)
—0,317D,, — 0,410D,, — 0,501D,, — 0,554D;, — 0,306D,,,

(0,081) (0,086) (0,079) (0,086) (0,066)
+[ —0,040y,_;, — 0,146Ay,_; —0,101Ay, _. +0,097Ay, _,
(0,009) (0,078) (0,060) (0,056) )
—0,1234y, ;5 — 0,1294y,_;5 — 01034y, _15][1— G (415, 1; ¥, )]
(0,056) (0,063) (0.059)
+[—0011y,_;, +0,2254y,_; +0,307Ay,._, —0,1194y, _.
(0,008) (0,078) (0,076) (0,067)
—0,1554y,_y3 —0,2154y,_,, — 0,2354y, ]G (415, y;v.c) + &
(0,089) (0,085) (0.085)

-1
G(A13Y:-15¥.€) = [1 +exp{— 23.155(4y,y, -y —0,273)/6, _,, . })

(8
(20.682) (0.054)

o= 0,196,4IC = —3,154,FIC = —-2,763

Esitlikte D;,, i = 1,...,11 olmak lizere t. gozlem 1. aya ait ise bir diger durumda

sifir degerini alan mevsimsel kukla degiskendir.

(7), genetik algoritmanin performansini degerlendirme hususunda referans
olarak kullanilacaktir. Mevcut veri seti i¢in uygun STAR modeli genetik algoritma
yardimiyla tahmin edilecek ve bu model verilen referans model ile karsilagtirilarak
algoritmanin etkinligi arastirilacaktir. STAR tipi dogrusal disiligin varligimin teyit
edildigi varsayimi altinda referans modele ulasma siireci li¢ farkli agidan ele alinacaktir.
[k énce referans modelin gecikme yapisi, kukla degiskenleri, gecikme parametresi ve
model tiirii oldugu gibi korunarak genetik algoritma bir dogrusal olmayan optimizasyon

algoritmast olarak degerlendirilip esik degeri ve ¥ parametresi tahmin edilecektir

1Yazarlarin ¢aligmalarinda raporladiklart degerler ile dagittiklari program kodlari ile ulasilan degerler birbirinden
farkli oldugu icin ¢aligmada programdan elde edilenler kullanilmustir.



(Deney 1). Ciinkii bilindigi lizere tahmin igin yaygin olarak kullanilan bu tiir
algoritmalarin ~ sonuglar1  baglangi¢  degerlerinin  se¢iminden Onemli  Olciide
etkilenmektedirler (Maringer & Meyer, 2008). Devaminda gecikme parametresi,
rejimlerin gecikme yapisi ve kukla degiskenler (Deney 2), son olarak da model tiirii
(Deney 3) aramaya dahil edilecektir. Birinci deneyde kalint1 kareler toplami1 (KKT) en
kiiciiklenecek sonraki deneylerde ise & ile AIC ve BIC kriterlerine goére ayr1 ayr1 en
uygun modeller belirlenecektir. KKT (6) kullanilarak, & ise k modeldeki parametre

sayist ve & (5)'den elde edilen kalintilar olmak {izere asagidaki gibi hesaplanmistir:
1
6= iz & ©)

AIC ve BIC hesaplanirken asagida verilen genel formiil kullanilmigtir

(Balcombe, 2005):
c(k) = Ind?+ f(k,T) (10)

Esitlikte, f(k,T) gdzlem ve tahmin edilen parametre sayisina gore belirlenen
ceza faktoriidiir. Bu faktor AIC kriteri icin f(k.T) = 2k/T ve BIC icin
f(k,T) = In(T) k/Tdir.

Uygunluk degeri olarak kullanilmadan 6nce bir s kromozomu ile belirlenen x
modelinden hesaplanan &, AIC ve BIC takip eden sekilde doniistiiriilmiistiir:

N Cmrz e C(.’Ij ,eger C[:xj = Emﬂ £ 11
f("’"j‘{ - 0,d.d. : 4y

Burada C,,..;. ilgili kriterinin mevcut popiilasyona kadar ki en biiyiik degeridir.

1,005

Devaminda doniistiiriilen uygunluk degeri, f(s seklinde olgeklendirilmistir.

[k deneyde esik degeri ve ¥ parametresi i¢in deger kodlamasi kullanilmustir.

Parametrelerin alt ve ist smurlari, ¥ igin 1 = ¥ = 1000 geklinde, esik degeri igin ise
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gozlenen gecis degiskeninin ilk ve son %10'luk kisimlar1 diglanarak belirlenmistir. 100

kez calistirilan genetik algoritmadan elde edilen sonuglar Tablo 1'de verilmistir.

Tablo 1: Birinci Deneye iliskin Sonuclar

KKT AIC BIC ¥ c

Referans 8,178316 -3,154153 -2,762581 23,154887 0,273692

En iyi 8,178316 -3.154153 -2.762581 23,154895 0,273692

GA
Enkotii  8,178316 -3.154153 -2.762581 23,154824 0,273693

Algoritma tiim denemelerde virgiilden sonra onikinci haneye kadar birbirlerine
esit KKT degerleri hesaplamistir ki bu degerde ayni hassasiyet diizeyinde referans
modelden elde edilen KKT degerine esittir. Ayn1 sekilde ¥ ve ¢ i¢in sirasiyla virgiilden
sonra dordiincii ve besinci haneye kadar esit degerler hesaplanmistir. Tahmin edilen
parametreler virglilden sonra dort basamak dikkate alindiginda referans degerlerine
esittirler. Zaten bu parametrelerin yliksek hassasiyette tahmin edilmesine gerek yoktur,
clinkii bunlardan birinde gergeklesecek biiyiik bir degisimin gegis fonksiyonu
tizerindeki etkisi ¢ok kiiciik olacaktir (van Dijk vd., 2002). Dolayisiyla genetik
algoritma, otoregresif parametreleri tahmin etmek amaciyla kullanilan dogrusal
olmayan optimizasyon algoritmalari i¢in anlamli baslangi¢ degerleri bulmanin 6tesinde
s0z konusu parametrelerin nihai tahminlerine ulasmak i¢inde etkin bir sekilde

kullanilabilir.

Ikinci ve iiglincii deneyde, gen biiyiikliiklerinin ele alinan probleme gore
yeniden belirlendigi Sekil 1'de verilen kromozom kodlamasi kullanilmistir. Yalniz
ikinci deneyde model tiirlinlin belirlenmesi amaciyla kullanilan gen kromozoma dahil
edilmemistir. Bu sekilde kodlanan kromozomlar ile ¥ ve c belirli bir hassasiyette tahmin
edilirken, diger parametrelerin tahminlerine kesin olarak ulasilabilir. Ciinkii ¥ ve c
disindaki yapisal parametrelerin uygunluk fonksiyonu iizerinde etkisi ¢ok biiyiiktiir.
Bunlardan birinde meydana gelecek bir degisim 6rnegin gecikme yapisina bir degiskeni
eklemek ya da ¢ikarmak tiim mevcut parametre degerlerini bir anda kullanigsiz hale
getirebilir (Maringer & Meyer, 2008). Bu ylizden ikinci ve iiclincii deneylerde, ilk

genetik algoritma igletildikten sonra diger tiim parametreler ilk algoritmadan elde edilen



sonuglara gore sabitlenerek birinci deneydeki tasarima ve kodlamaya sahip ikinci bir
genetik algoritma ile ¥ ve ¢ parametrelerinin nihai tahminleri elde edilmistir. Esik
degerinin smirlar1 ilk deneydeki gibi belirlenirken, ¥ i¢in alt ve ist sirlar
gerceklestirilen bir 6n ¢alisma dogrultusunda ilk genetik algoritmada 1 = y = 500,
ikincisinde ise 1 = y = 4000 olarak secilmistir. Van Dijk vd. (2002)'de oldugu gibi
maksimum gecikme uzunlugu otoregresif parametreler i¢in 15, gecikme parametresi
icin ise 6 olarak alinmistir. Tiim modeller 1970:01 ve 1989:12 donemleri arasini
kapsayan 240 efektif gbzlem kullanilarak tahmin edilmistir. Arama uzayinin ¢ok genis
olmast ve genetik algoritmalarin diger sezgiseller gibi yerel optimum degerlere
yakinsayabilmesi nedeniyle her deney ig¢in tekrarli denemeler yapilmistir. Bu
dogrultuda, mevcut veri setinde algoritma her amag fonksiyonu i¢in on kez ¢alistirilmig

ve ulasilan en iyi modeller Tablo 2'de verilmistir.

Tablo 2 incelendiginde hem ikinci hem de iiclincii deneyde genetik
algoritmanin, kullanilan ti¢ farkli amag¢ fonksiyonu acisindan da farkli modelleri en iyi
model olarak belirledigi goriilmektedir. Oncelikle en iyi LSTAR modelinin arandigi
ikinci deneyde biitiin modeller referans modelle ayn1 mevsimsel kukla degiskenleri
icermektedir. BIC kriteri agisindan referans modelle ayn1 gecikme parametresine sahip
olsa da gecikme yapist bakimindan tamamen farkli bir model secilmistir. Secilen
modelin dogrusal boliimii hi¢ bir gecikme igermemektedir. & ve AIC kriteri dikkate
alindiginda, dogrusal kisimda AIC kriterinin besinci gecikmeyi icermemesi disinda
birbirine benzer, referans modelden tamamen farkli, daha cimri modeller secilmistir.
Ucgiincii deneyle beraber aramaya model tiiriiniin dahil edilmesi ulasilan nihai
modellerin uyumunu 6nemli 6l¢iide artmistir. Ancak tahmin edilen modellerin tiimii
yapisal parametreler ve mevsimsel kukla degiskenler noktasinda referans modelden
tamamen ayrilmaktadir. Bu deneyde tiim kriterler veri setine ESTAR tiirlinde bir
modelinin daha iyi uydurulabilecegini isaret etmektedir ki bu sekilde tahmin edilen
modellerden hesaplanan &, AIC ve BIC degerleri, ikinci deneyde s6z konusu kriterlerin
her biri i¢in elde edilen en iyi modellerden hesaplananlara gore daha diisiiktiir. Ikinci
deneyde oldugu gibi bu deneyde de ¢ ve AIC kriteri kullanilarak tahmin edilen modeller
birbirine benzemektedir, ancak bu kez tahmin edilen modelin sahip oldugu parametre

sayisina bagl olarak cezalandirilmamasinin bir sonucu olarak, & ile belirlenen modelde
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AIC kriterine kullanilarak belirlenene gore daha fazla gecikme yer almistir. BIC kriteri
kullanilarak ise bu modellerden farkli gecikme parametresi olan ve daha az gecikme

igeren bir modele ulasilmistir.

Farkli amag fonksiyonlar1 i¢in farkli modellerin belirlenmesi durumu ilk bakista
bir dezavantaj gibi goriinmektedir. Ancak her iki deneyde de genetik algoritma temelli
yaklasim ile tim amag¢ fonksiyonlar: i¢in referans olarak alinan modelden daha iyi
uyuma sahip modellere ulasildig1 dikkate alindiginda, bu durumun modeli belirleme
amaci dogrultusunda bir tercihe olanak saglamasi acisindan bir avantaj olarak

diisiiniilmesi daha dogrudur.

Genel olarak ilk asamadaki genetik algoritmanin ulastigt modeller referans
modellerden daha iyi olsa da mevcut modeller, ikinci bir genetik algoritma kullanilarak
kayda deger oranda iyilestirilebilmistir. Dolayisiyla daha 6nce bahsedilen nedenlerden
dolayt STAR modellerinin tiim yapisal parametrelerinin genetik algoritma ile es
zamanli belirlenmesi noktasinda Onceligin ¥ ve esik degeri disindaki parametrelere
verilmesi, bu iki parametrenin diger parametrelerin degerlerine gore en iyilenmesi

mantikli ve gecerli bir yaklagimdir.

Stiphesiz genelden 6zele yaklagimi yerine, gercek gecikme yapisinit dogrudan
diger yapisal parametreler ile birlikte belirlemeye yonelik bir yaklasimin kullanilmasi
elde edilen modellerin kalitesini arttirmaktadir. Ancak belirlenen bu modellerin,
herhangi bir kriter acisindan en iyi uyum saglayan modeller oldugundan tiim olasi
modelleri tahmin etmeden emin olamayiz. Nitekim her bir amag¢ fonksiyonu i¢in
gerceklestirilen on tekrarin tamaminda algoritma, aralarinda genellikle kiiciik
farkliliklar da olsa degisik modellere yakinsamistir. Ayrica elde edilen modellerden
bazilar1 referans modelin sahip oldugu uyuma dahi ulagamamistir. Ancak bu genetik
algoritma temelli model belirleme yaklagiminin geleneksel deterministik yaklasimlara,
bir ka¢ tekrardan sonra en az onlarin ulastigi kadar iyi bir modeli belirleyebilmesi

noktasinda bir alternatif olarak diisliniilmesine engel degildir.



Tablo 2: ikinci ve Ugiincii Deney Sonucunda Tahmin Edilen En Iyi Modeller

Model by b D, d c ¥y Model Tiiri & KKT AIC BIC

L

Deney Amag Fonk.

Ref. 1-6-8-10-13-15 1-2-7-13-14-15 1-2-3-4-5-6-7-8-9-10 1 0,273692 23,154887 LSTAR  0,195949 8,178316 -3,154153 -2.762581

GA1 58 0 T90 12345678910 2 0253135 443771830 LSTAR  0,194789 8119785 -3,169667 -2,792509
&
1-2-3-5-7-9-13-
GA.2 5.8 T 1.2.34.567-8.9-10 2 0254674 2986388556 LSTAR  0,194784 8,119321 -3160726 -2,792657
1-2-3-5-7-9-13-
) GA1 8 T 1.2.34.567-89-10 2 0253754 369847836 LSTAR  0,194928 8,160321 -3171920 -2,809353
AIC
1-2-3-5-7-9-13-
GA2 8 TN 12345678910 2 0248667 1411905903 LSTAR 0194921 8168721 -3171993 -2,800427
GA1 - 2-7-14-15  1-2-3-4-5-6-7-8-9-10 1 0616222 239490805 LSTAR  0,200946 8923790 -3,133585 -2,858034
BIC
GA2 - 2.7-14-15  1-2-3-4-5-6-7-8-0-10 1 0623647 3249796840 LSTAR 0200822 8912781 -3134819 -2,859269
GA1 1'2'5'175'9'11' 2-3-6-8-11-15 1'2'3'4'51'17'8'9'10' 5 0475869 80054711 ESTAR 0,193235 7916010 -3,178418 -2772344
&
GA2 1'2'5'175'9'11' 2-3-6-8-11-15 1'2'3'4'51'17'8'9'10' 5 0476583 76183748 ESTAR 0,193219 7014743 -3178578 -2,772504
3 GA1 14713 231115 PIASTENI0 5 046401 100176200 ESTAR 0194283 8,190844 3185055 -2,852304
AIC
GA.?2 1-4-7-13 2-3-11-15 1'2'3'4'51'17'8'9'10' 5 0,477041 77,024985 ESTAR 0,193418 8,118049 -3,194882 -2,861321
GAl 3615 2-3-9-11-14 1-3-4-5-9-11 6 0345520 240985174 ESTAR 0,196425 8526777 -3,179094 -2,903544
BIC
GA2 3615 2-3-9-11-14 1-3-4-5-9-11 6 0345024 258384043 ESTAR 0196400 8524615 -3,179348 -2,903797




Son olarak her bir kriter i¢in ulasilan en 1yi modellere iliskin sonuglari tamamlamasi
acisindan kalintilara dayali bazi temel istatistikler Tablo 3'de verilmistir. Tahmin edilen
modele iliskin s6z konusu istatistiklere gore %5 anlam diizeyinde modelde otokorelasyon ve
degisen varyans sorunlar1 yoktur. Ayrica tiim modeller i¢in normallik testinin sonuglari
referans modelinkinden farkli degildir. Dolayisiyla elde edilen modellerin bu istatistikler

cergevesinde referans modelin yerine tercih edilmemesi i¢in higbir neden bulunmamaktadir.

Tablo 3: En Iyi Modellere Iliskin Yanhs Belirleme Testleri

Deney 2 Deney 3
Ref AIC  BIC & AIC  BIC &
\']-a‘imu”;f:k" 194612 156047 355462 140143 12.2053 6.7575 13.8734
Sorn (0,0000)  (0,0004) (0,0000) (0,0009)  (0,0022) (0,0340) (0,0009)

Carpiklik 0,6379 0,5346 0,6620  0,5026 05372  0,4067  0,5592

Basiklik 3,5643 3,6459  4,3422  3,6250 3,2569  3,1181  3,3693

1,0490 0,5909  0,0919  0,6419 0,3288 0,3031  0,1370

LM@  (03521) (05546) (09121) (05273) (0.7201) (0.,7387) (0,8720)
LM(12) 04733 03464 04581 03979 08323 09647 05833
(0,9284)  (0,9791) (0,9366) (0,9631)  (0,6169) (0,4839) (0,8540)
ARCH() 08628 14762 1,811 18011 14995 04876 16318
(03529)  (0,2243) (0,2771) (0,1795)  (0,2207) (0,4849) (0,2014)
ARCH(@) L3192 39042 18721 40525 82108 38542 63648

(0,8581)  (0,4191) (0,7592) (0,3989)  (0,0841) (0,4260) (0,1735)

Not. p degerleri parantez igerisinde verilmistir.

5. SONUC

Onerilen genetik algoritma temelli yaklasim ile STAR modellerini belirleme siireci
otomatik olarak gerceklestirilmistir. Bu yaklasimin en onemli iki 6zelligi; geleneksel
yontemlerde oldugu gibi herhangi bir parametrenin bir degere sabitlenmesine gerek
duyulmamasi, bu sayede en iyl model aranirken tiim parametrelerin icerdigi belirsizliklerin
dikkate alinabilmesi ve olast model sayis1 ¢ok fazla olsa da basarili bir sekilde
uygulanabilmesidir. Ayrica sunulan yaklagimin nihai modelin yuvalandigi genel model yerine
dogrudan rejimlerin gergek gecikme yapilarimi  belirlemeye yonelik bir arama

gergeklestirmesi, bir diger onemli 6zelligidir. Diger taraftan model belirleme siireci igin

25
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onerilen iki asamali genetik algoritma tasarimi ve kullanilan melez kromozom gdsterimi

genetik algoritma baglaminda onerilen yaklagimin diger 6nemli 6zellikleridir.

Calismada, literatiirden segilen bir referans modele ulasma siireci ti¢ farkli acidan ele
alinmistir. Buna gore ilk deneyde genetik algoritmanin otoregresif parametreleri tahmin etmek
amaciyla etkin bir sekilde kullanilabilecegi sonucuna varilmistir. Sonraki iki deneyin her
ikisinde de secilen kriterler agisindan referans modelden daha iyi modellere ulagilmistir. Bu
deneylerde genetik algoritma temelli bir yaklasimda yapisal parametrelerden onceligin ¥ ve
esik degeri disindakilere verilerek siirecin iki asamali bir genetik algoritma tasarimi ile
degerlendirilmesinin daha uygun olacag: diisiiniilmiistiir. Ger¢ekte de bu diislincenin ulasilan
nihai modellerin uyumu agisindan tek genetik algoritmanin isletildigi siirece gore kayda deger

bir iyilesmeye neden oldugu goriilmiistiir.
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