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Teknolojinin giin gectikce gelismesiyle birlikte hayatimizdaki
yeri ve 6nemi artmaktadir. Gelisen teknoloji, bircok cihazin
birbirleriyle ve insanlarla olan etkilesimini arttirmistir. Bu
etkilesimin ~ sonucunda ortaya biyik miktarda veri
cikmaktadir. Gergcek zamanl liretilen bu veriler, (iretildigi
anda degerlidir. Ozellikleri geredi sirali, dedisik boyutlarda ve
diizensiz periyotlarda elde edilen bu veriler, akan veri olarak
tanimlanmistir. Akan veriler, hemen islenmezse dedgerini
kaybedebilir veya tamamen kaybolabilir. Bu nedenle,
yapilandiriimamis verileri siirekli olarak alip analiz edebilen
6lceklenebilir sistemlerin gelistiriimesi 6nemlidir. Literatiirdeki
calismalarin ¢cogu mevcut sartlarda sistemin nasil ¢calisacagi
konusuna yogunlasmistir. Bu ¢alisma kapsaminda, yukaridaki
problemlerden yola ¢ikarak, akan veriyi makine 6grenme
algoritmalari  kullanilarak anlik olarak analiz edebilen
Olceklenebilir bir sistem tasarimi amaglanmistir. Gelistirilen
sistem ve algoritmalar, gercek veri ve yapay veriler ile
calistirlarak  degerlendirme metrikleriyle sonuglar elde
edilmis, 6lceklenme durumu anlik olarak izlenmistir. Yapilan
simiilasyon ¢alismasi sonucundaki veriler degerlendirilerek
literattire ve gelecek ¢alismalara isik tutmak amaglanmistir.

Anahtar Sozciikler: Akan Veri isleme, Biyik Veri,
Makine Ogrenmesi, CluStream-Kmeans++, Olcekleme.

Abstract

With the development of technology day by day, its place and
importance in our lives is increasing. Developing technology
has increased the interaction of many devices with each other
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and with people. As a result of this interaction, a large
amount of data emerges. This real-time generated data is
valuable as soon as it is produced. These data, which are
sequential due to their characteristics, obtained in different
sizes and irregular periods, are defined as streaming data.
Streaming data can lose value or be lost forever if not
processed immediately. Therefore, it is important to develop
scalable systems that can continuously receive and analyze
unstructured data. Most of the studies in the literature have
focused on how the system will work under current conditions.

Within the scope of this study, it is aimed to design a scalable
system that can instantly analyze the flowing data using
machine learning algorithms based on the above problems.
The developed systems and algorithms were run with real
data and artificial data, and results were obtained with
evaluation metrics, and the scaling status was instantly
monitored. It is aimed to shed light on the literature and
future studies by evaluating the data as a result of the
simulation study.

Keywords: Streaming Data Processing, Big Data,
Machine Learning, CluStream-Kmeans++, Scaling.

1. Giris

Teknolojinin glinden giine gelismesiyle birlikte hayatimizdaki
yeri ve 6nemi artmaktadir. Gelisen teknoloji, bircok cihazin
birbirleriyle ve insanlarla olan etkilesimini arttirmistir. Bu
etkilesimin  sonucunda ortaya blylik miktarda veri
cikmaktadir. Gergek zamanli Uretilen veriler, ulastigl anda
degerlidir ve karar verme asamalarini destekler. Ozellikleri
geregi sirali, degisik boyutlarda ve diizensiz periyotlarda elde
edilen bu veriler, akan veri olarak tanimlanmistir. Akan
veriler, hemen islenmezse degerini kaybedebilir veya
tamamen kaybolabilir. Bu nedenle, yapilandirilmamis verileri
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siirekli olarak alip analiz edebilen 6lgeklenebilir sistemlerin
gelistirilmesi dnemlidir.

Akan veriler, statik verilerden farkl o6zelliklere sahip veri
kiimeleridir. Akan verilerde algoritmanin islem siresi, statik
veri isleyen algoritmanin islem siresine gore daha kritiktir.
Akan veri, sisteme geldigi anda degerlidir ve hizlica islenip
degerlendirilmesi  gerekmektedir. ~ Ornegin;  finansal
uygulamalarin giivenligi konusunda uygulamaya gelen veriler,
islem glvenligi acisindan o an degerlendirilmelidir. Statik
verilerde tasarlanan veri modeli kalicidir, akan veride veriye
gore kendini glincelleyebilen veri modeli kullanilir. Gelecek
veri boyutu ongérilemediginden, kullanilan veri modelinin,
zamanla degisen veri akisina uyumlanmasi gerekmektedir.
Akan verinin islenip degerlendirilmesi icin gerekli olan sire,
statik veriye gore daha sinirlidir. Degerlendirme siiresinin
kisalmasi, akan verinin kullanildigi uygulamada verinin degeri
bakimindan kritik &nem tagimaktadir.

Akan veriyi analiz edip isleyebilen bir sistem kurulumu ve
surekliligi agisindan, kaynak kullanimi 6nemli bir istir. Sistemin
basarisi, sistem kaynaklarinin dogru kullanimina baglidir.
Uretilen veriler ¢ok hizli arttigi icin klasik veri analiz
yontemleri birgok agidan yetersiz kalmaktadir. Bu verileri
kaydetme gereksinimiyle birlikte, bliylik kaynaklara duyulan
ihtiyac yuksek maliyetleri beraberinde getirir. Bu nedenle bu
sistemler mali agidan da verimli olmahdir [1]. Veri miktarinin
artmasiyla birlikte, verilerin strekli olarak depolandig
uygulamalar yerine akan verinin modellenip kullanildigi
uygulamalar 6n plana gikmaktadir. Bu modellemede akan veri
icin hacim, dogruluk, cesitlilik ve hiz kavramlari 6nemlidir.
Hacim, akan verinin toplam buyukluginin bilinmemesini ve
tlim verinin islenmesinin bilyukligind ifade etmektedir.

Blylik hacimdeki akan verinin tamamini depolamak veya
belirli zaman araliklariyla taramak sistem performansina
olumsuz etki etmektedir. Hiz, algoritmanin akan veriyi bir kez
isleyebilecegi bir periyot igin veri Uretilmesi anlamina
gelmektedir. Akan veri zaman iginde degisebileceginden
kullanilan algoritmanin, veriyi birden fazla kez islemesi
durumunda modelin glincellenmesi gerekmektedir. Dogruluk,
verilerin  glvenirliligini ve incelemeye ihtiya¢ duyulup
duyulmamasini ifade eder. Akan veri, genellikle heterojen
yapidadir ve farkh tirlerdeki birgok veri birlikte islenir.
Cesitlilik kavrami, akan verinin bu 6zelligi hakkinda bilgi
vermektedir.

Akan veri kaynagi olarak sosyal medya uygulamalari, e-ticaret,
mobil uygulamalar, nesnelerin interneti, operasyon takip
sistemleri, reklamcilik gibi alanlar 6rnek olabilmektedir [2]. E-
ticaret ve web uygulamalarinin gelismesiyle birlikte, web
analizleri giderek &nemli bir rol kazanmigtir. ilgili web sitesine
gelen ziyaretgi sayisi, incelenen drinler ile kullanici profili
arasindaki iliski gibi verileri analiz edebilmek icin biyik veri
isleme aracglari kullaniimaktadir. Boylece verinin gercek
zamanh olarak toplanip islenmesi miimkiin olmustur. Fiziksel
olarakizlenen operasyon takip sistemleri, akan verilerin temel
veri kaynaklarindan biridir. Temel olarak ayrik bilgisayar
sistemlerinin genel performansina etki eden metrikler izlenir.
Disk strtculerinin durumu, islemci yiki ve performansi, ag
kullanimi, depolama birim performansi ve erisim sireleri gibi

bircok veri islenip kaydedilmektedir. Bu sistemlerin izlenmesi,
hem genel sistem performansi ve olasi problemlerin
tanimlanmasi konusunda 6nem tasimaktadir. Verinin gercek
zamanh olarak Uretilip degerlendirildigi en 6nemli alanlardan
biri de reklam uygulamalaridir. Farkh ortamlarda satin alma
islemleri, reklam tiklanma sayisi gibi metrikler, gercek zamanh
teklif verme sistemleriyle birlikte dogru musteri kitlesine,
dogru zamanda ulasma firsati sunmaktadir. Bunun igin
Uretilen veri, sistemden belirlenen metriklerle toplanip
islenir. Cikti olarak uretilen degerli veri, yeni tekliflerde
kullantlir.

Bu calismada, akan veriyi makine 6grenme algoritmalari
kullanilarak anlik olarak analiz edebilen 6lceklenebilir bir
sistem tasarimi amaglanmistir. Calismanin ilerleyen kisimlari
su sekilde organize edilmistir: ikinci bélimde, literatiirde yer
alan c¢alismalar incelenerek yapilan analizler ve kullanilan
yontemler ele alinmistir. Uglincii bélimde; akan veriyi
islemek icin kullanilacak platformlar, gelistirilen sistem
tasarimi ve kullanilan algoritmalar detaylandiriimistir.
Dordiinci bolimde, 6nerilen sistemin akan veriyi nasil isledigi
ve Olcekleme sonuglari analiz edilmistir. Besinci bélimde ise
sonug ve yapilmasi planlanan gelecekteki ¢alismalar hakkinda
bilgi verilmistir.

2. Literatiir incelemesi

Akan verinin analizi, yeni bir kavram olsa da bu konuda
literatiirde galismalar mevcuttur. ilk calismalarda akan verinin
karakteristigini belirleme, farkh uygulama alanlarinda akan
verinin degerlendirilmesi ve karsilagsilan sorunlara karsi
uygulanan ¢6zim yontemlerinin basarisi degerlendirilmistir.
Krishnaswamy ve ark. ilgili calismalarinda akan verinin
karakteristik tanimlari ve akan verinin ihtiyaglarina yonelik
gelistirilecek calismalar hakkinda bilgi vermistir [3].

Akan veri analiz yontemlerinde karsilasilan en blyuk
problemlerden biri, akan veriyi olusturan verilerin
c¢ogunlugunun etiketsiz olmasidir. Jing ve ark. ilgili

calismalarinda etiketsiz olan veriler icin 6grenim kiimesi
temelinde etiketleme yapilarak ¢alismaya dahil edilmistir. K-
means kiimeleme algoritmasi kullanilarak 6grenim kiimesi
etiketli verilerdeki etiket sayisi kadar kimeye ayrilip, etiketsiz
olan verilere bulunduklari kiimelerde etiketleme yapilmistir.
Calisma sonucunda %11 etiketli, %89 etiketsiz verilerin
bulundugu 6grenim kimesinde %89 oraninda dogruluk
saglanmistir [4].

Akan veri analizi konusunda yapilan énemli c¢alismalardan
birisi de Bifet ve ark. ilgili calismasidir [5]. Bu c¢alismada
siniflandirma, regresyon ve kiimeleme algoritmalari, akan veri
analiz problemleri igin kullanilmistir. Akan verinin anhk
izlenmesi ve ayni veri Uzerinde birden fazla algoritmayla
calisma olanagi saglanmistir. Uygulamada saglanan kullanici
araylzi ile akan veri Gzerinde farkh algoritmalar ile analiz
¢alismasina imkan saglanmistir.

Lindburg ve ark. ilgili calismalarinda gelistirilen yontem veri
toplama, degerlendirme, analiz ve isleme olmak Uzere dort
adimdan olugmaktadir [6]. Veri akisini degerlendirmek lizere
farkh hesaplama islemleri yapilmaktadir. Bu hesaplamalar,
planlama ve degerlendirme adimlarinda kullanilmaktadir. Her

Bilgisayar Bilimleri ve Mihendisligi Dergisi (2022 Cilt:15 - Sayi:1) - 25



bir veri mesaji icin boyut, islem zamani, bant genisligi gibi
veriler 6lgimlenmektedir. Veri kiimesinin hafiza kullanimi ve
islemci tiiketimi degerleri karsilastirilarak mevcut sistemlere
gore tasarlanan yeni sistemin performansi
degerlendirilmektedir.

Meng ve ark. ilgili calismalarinda akan veri kiimesi igin veri,
analiz, operasyon ve genel kiime seviyesi olmak Uzere dort
ozellik gikarimiyla makine 6grenmesi yontemleri kullaniimistir
[7]. Birden fazla sorgu ile, degisken is yuki ve veri kimesiyle
tasarlanan model egitilmistir. Egitilen model icin, yeni gelecek
is yuklerinde tiketilecek kaynak miktari tahminlenmistir.
Yapilan testlerde daha az kaynak tlketimi ve islemci yika
tespit edilmistir.

Liu ve ark. ilgili calismalarinda sisteme gelen akan verinin
dagitimi ele alinmistir. Olusturulan dagitim planlayici bir
modyil ile sisteme gelen akan verinin hizi dinlenerek yapilacak
islemler icin fonksiyonlar olusturulmustur. Bu fonksiyonlar ile
veri yuki ve kaynak tahmini yapilarak élgekleme yapilmistir.
Sistemden alinan giktinin birim zamana goére olgiimlenmesiyle
sistemin verimi degerlendirilmistir [8].

Li ve ark. ilgili ¢alhismalarinda akan verinin istasyonlar
arasindaki trafigini ve istasyonlardaki yuk
dengelerini temel alarak bir zamanlama algoritmasi
gelistirilmistir. Hafiza kullanimi, tahminlenen ve gercekte
kullanilan islemci yika, gecikme ve istasyonlar arasindaki
trafik yogunlugu test edilerek verimlilik degerlendirilmistir

[9].

Akan veri analiziyle ilgili yapilan Hulten ve ark. ilgili
¢alismalarinda karar agaci yonteminin 6grenim asamasinda
degisiklikler ~ yapilarak akan veriye goére calismasi
amaclanmistir  [10]. Ogrenim siirecinde hesaplamada
kullanilan endeks degeri, her bir yeni veri 6rnegi icin yaprak
diglim yaratmadaki etkisiyle baglantili olarak hesaplanmistir.
Bu yontemde endeks degeri, her bir veri 6rnegi icin yeniden
hesaplanmadigindan akan verinin analizi klasik karar agaci
algoritmalarina gére %20 oraninda hizlandigi gorilmastar.

Akan veri isleme calismalarindaki 6nemli noktalardan biri de
kaynak verimliliginin artinlmasidir. Li ve ark. ilgili
calismalarinda hizh ve dagitik akan veriyi isleyen, tahmine
dayali bir model tasarlanmistir. Calisma zamani istatistikleri
kullanilarak belirli bir ¢6zim zamani icin, modelin ortalama
veri demeti isleme siiresini tahminleyen topolojiye duyarli bir
algoritma kullaniimistir [11]. Denetimli 6grenim algoritmasi
kullanilarak bellek, is yukd, islemci kullanimi yikd gibi
metriklerle modelin  6grenim  asamasindan ge¢mesi
saglanmistir. Kelime sayisi is ylklyle yapilan testlerde
olusturulan topolojinin %83,7 oraninda basarili oldugu
degerlendirilmistir.

Merino, ilgili tez calismasinda lider kimeleme ilkelerine
dayanan STREAMLEADER adini verdigi yeni bir akan veri
kiimeleme algoritmasi 6nermistir [17]. Bu algoritma herhangi
bir  geleneksel  ¢evrimdisi kiimeleme  algoritmasi
kullanmayacak sekilde tasarlanmistir. Onerilen algoritma,
Massive Online Analysis (MOA) platformuna entegre edilerek
hem sentetik hem de gercek veri kiimeleri ile test edilmistir.
Elde edilen sonuglar yedi farkli kiimele kalite metrigi

kullanilarak Clustream, Denstream ve Clustree algoritmalari
ile elde edilen sonuglar ile karsilastiriimistir.

3. Analiz Metodu

Akan veri isleyen sistemler, genellikle Apache Kafka, Apache
Spark, Apache Storm, Massive Online Analysis(MOA) lzerinde
gelistiriimektedir. Bu calismada Java programlama diliyle,
MOA kullanilarak akan verinin islenmesi ve Olgeklenmek
Uzere Apache Flink ile birlikte calismasi ele alinmistir.
Kullanilan bu araglarin yapisal 6zellikleri ve isleyisi asagida
aciklanmistir.

3.1 Onerilen Sistem Modeli

Bu calismada kimeleme yontemlerinden CluStream
algoritmasinin  6zellestirilmesiyle elde edilen CluStream-
Kmeans++ algoritmasi kullanilmistir. Akan veri kiimeleme
algoritmalari, akan veri setlerine karsi klasik kiimeleme
yontemlerinin bir

adaptasyonu olarak karsimiza ¢ikmaktadir. CluStream
kiimeleme algoritmasi, cevrimici ve cevrimdisi bilesenler
olarak iki adimda karakterize edilebilir. Cevrimici bilesen
olarak veri soyutlama, c¢evrimdisi bilesen olarak veri
kiimeleme ifade edilebilir. Cevrimici bilesen, daha sonra
cevrimdisi bilesen adiminda kullaniimak Gizere yalnizca belirli
veri yapilarindaki ilgili bilgilerin ¢ikariimasiyla ilgilenir.

CluStream algoritmasi, akan veri setini etkili bir sekilde
kiimelemek icin kullanilabilecek bir algoritmadir. Kimeleme
problemi, veri setini bir mesafe oOlgisi kullanarak bir veya
daha fazla benzer nesne grubuna bélmeyi amaglamaktadir.
Akan veri kiimeleme, bellek sinirlamasi nedeniyle kullanilan
tim bilgileri koruyamadigindan ve geg¢mis bilgileri yeniden
isleyemediginden, algoritma alinan verilerin kii¢lik bir 6zetini
saklamak zorundadir. CluStream, cevrimici ve c¢evrimdisi
bilesenler kullanarak bu sorunu verimli bir sekilde asmaktadir.
Cevrimici bilesen, verileri tek geciste analiz eder ve Ozet
istatistikleri  depolarken, c¢evrimdisi bilesen, kullanici
tarafindan zaman igindeki kiime gelisimini sorgulamak igin
kullanilabilir. Bu 6zet istatistikleri korumak igin CluStream, bir
mikro kiimeleme teknigi kullanir. Bu mikro kiimeler, daha
yuksek seviyeli makro kiimeler olusturmak icin cevrimdisi
bilesen tarafindan daha fazla kullanihr [12].

Her algoritmada calismak icin belirli veri yapilari kullanilir.
CluStream algoritmasinda, c¢evrimi¢i bilesende buyik
miktarda veriyi 6zetlemek icin Kiime Ozellik Vektéri (Cluster
Feature Vector) adi verilen belirli veri yapilari kullanilir. Kime
ozellik vektorleri, veri nesnelerinin sayisi (N), veri nesnelerinin
dogrusal toplami (LS) ve veri nesnelerinin karelerinin
toplamindan (SS) olusur. LS ve SS n boyutlu dizilerdir. Kime
ozellik vektorl, vektére nokta eklemek veya vektorleri
birlestirmek igin artirrm ve toplamsallik 6zelliklerini korur.
CluStream algoritmasinda, kiime 6zellik vektorleri, ek zaman
bilesenine sahip mikro kiimeler olarak adlandirilir. Zaman
bilesenleri, zaman damgalarinin (LST) ve zaman damgalarinin
karelerinin (SST) toplamidir. Yeni gelen bir veri noktasi, kime
ozellik vektoriine vektoriin asagidaki bilgilerini glincelleyerek
eklenebilir.

LS& LS+n
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SS & SS+n?
N&N+1 (1)

Yeni bir kiime ozellik vektord, iki ayrik kime ozellik
vektoriniin asagidaki sekilde birlestirilmesiyle olusturulabilir.

N=N;+N,
LS =1S; + LS,
S5=55,+5SS, (2)

Yukaridaki bilgiler kullanilarak merkez ve yaricap bilgileri
asagidaki esitlik 3 ile hesaplanir.

Merkez = LS/N

SS_ (E)z (3)

Yaricap = m ™

Yukarida belirtilen 6zellikler, CluStream algoritmasinda, mikro
kiimeleri birlestirmek veya olusturmak icin kullanilir.
Olusturma veya birlestirme karari, en yakin kiimeye olan
uzakhgina gore bir sinir faktériine dayanmaktadir. Yeni bir
mikro kiime olusturma durumunda, istenen miktarda kiime
saglamak icin kiime sayisinin bir azaltilmasi gerekir. Bu islem,
bellekten tasarruf etmek icin yapilir ve eski kiimeleri
kaldirarak veya birlestirerek gerceklestirilebilir. Bu sekilde
CluStream, bir zaman kapsami boyunca biyik miktarda
baskin mikro kimelerin istatistiksel bilgilerini koruyabilir.
Ayrica bu mikro kiimeler, daha yiksek seviyeli makro kiimeler
olusturmak igin algoritmanin ¢evrimdisi bir asamasinda
kullantlir.

Algoritmanin c¢evrimdisi asamasi, girdi olarak bir zaman
kapsami olarak h degeri ve bir dizi yliksek seviyeli k tane kiime
alir. K degeri, son kimelerin ayrinti dizeyini, h degeri
algoritma tarafindan ne kadar geg¢misin kapsanmasi
gerektigini belirler. Daha diistik h degerleri, daha yeni bilgileri
alir ve daha ylksek k degeri, daha ayrintili kimeler olusturur.
Bu asamada makro kiimeler, klasik CluStream algoritmasinda
kullanilan K-means algoritmasi yerine, daha hizli ve
performansli  sonu¢ Ureten K-means++ algoritmasinin
kullaniimasiyla belirlenir.

K-means algoritmasi, ¢evrimdisi adimda kimelemeye
baglarken baslangic kiime merkezini rastgele secen bir
yontem kullanmaktadir. Bu yontem, K-means algoritmasinin
en kot durumdaki calisma stiresine olumsuz etki vermektedir
ve sisteme gelen akan veri bliyikliguyle dogrudan ilgilidir. Bu
sebeple, Uretilecek sonuglarin optimum ¢6ziime yakin
olmama riski mevcuttur.

K-means++  algoritmasi,  CluStream  algoritmasindaki
cevrimdisi asamada yukaridaki problemlere ¢6ziim
getirebilecek yeni bir makro kimeleme yodntemi olarak
kullanilmistir [13]. K-means++ algoritmasi, D2 agirlastirma
olarak bilinen bir teknik kullanarak kiime merkezlerini belirler.
Bu yontemde, ilk segilen noktaya gore belirlenecek merkez,
onceki belirlenen en yakin merkeze uzakliginin karesiyle

orantil bir nokta secilerek belirlenir. Gelistirilen algoritmanin
detayli akisi Sekil-1’ de gosterilmistir.

CluStream-Kmeans++ algoritmasi, Massive Online
Analysis(MOA) uygulamasi ile entegre edilerek ¢alismada
kullanilmigtir.  MOA; Java tabanh gelistirmesi yapilan,
akademik calismalarda tercih edilen, agik kaynak kodlu
gelistirmeler igin uygun olan, cevrimici ve ¢evrimdisi olarak
makine 6grenmesi algoritmalari ile verileri isleyebilen bir
programdir. MOA; akan verinin islenmesi, veri Uzerinde
makine 6grenmesi yontemlerinin istatistiksel olarak
degerlendirilmesi, akan verinin ve bu veriden 6grenimle
¢ikarilan modelin gorsel olarak izlenmesi gibi adimlari
desteklemektedir. Sekil 2’"de MOA mimarisinin temel adimlari
gosterilmistir [17].

MOA mimarisi incelendiginde, dis ortamdan alinan veri
baglantilari, veri besleme adiminda islenerek veri akisi
baglantisi olusturulur. ikinci adimda, alinan veri kiimesi
Uzerinde O0grenme algoritmalari entegre edilir. Bu adimda,
MOA’nin sundugu hazir 6grenme algoritmalari olmakla
birlikte, gelistirilen yeni 6grenme algoritmalari da entegre
edilebilmektedir. Calismamizda gelistirilen  CluStream-
Kmeans++ algoritmasinin uygulama kodu, MOA’ ya bu
adimda entegre edilmistir. Degerlendirme adiminda
uygulamada kullanilan yoéntemin, akan veri Uzerindeki
performans degerlendirilmesi yapilir.

Sonu¢ adiminda, ¢calisma ciktilari elde edilip sonug¢ analizi
yapiimaktadir. Clustream-Kmeans++ algoritmasiyla akan
verinin islenmesi sirasinda belirlenen metriklere gére sistemin
durumu belirli periyotlarla izlenmektedir. MOA
uygulamasindaki anlik durum sonuglarini girdiolarak alan
sistem durum izleme ydnteminde, sistem parametrelerinde
meydana gelen degisimler izlenerek bir degerlendirme
yapilmakta ve gerekli durumlarda olcekleme islemi igin
Apache Flink uygulamasina istek gonderilmesi icin analiz
yapilmistir.

Apache Flink; sinirli ve sinirsiz veri isleyebilen, durum bilgisi
olan hesaplamalarda kullanilabilen dagitik islem mimarisidir.
Akan veriler gibi yiksek verimlilik ve duslk gecikme beklenen,
islemci ve bellek problemlerinin ortaya c¢iktigi projelerde
bliyik yarar saglamaktadir. Apache Flink, DataStream API
Gzerinden uygulamalara bir veya daha fazla kaynaktan paralel
sekilde veri isleme imkani sunmaktadir. Flink mimarisinde bir
akisin galismasi sirasinda (¢ operator gorev alir. Kaynak
operatorii, akisa girecek olan veri kaynagini belirler. islem
operatorl, akis sirasinda  islemleri  gergeklestiren
operatordiir. Cikis operatord, Uretilen cikti akislarinin ilgili
aliciya ulastiriimasinda gorevlidir. Bu alici, bu akisi dinleyen bir
kod blogu veya dosya olabilir.

Calisma kapsaminda gelistirilen  CluStream-Kmeans++
algoritmasiyla birlikte literatlirdeki ClusTree, DenStream,
StreamKM++  algoritmalari  dogruluk  degerlendirme
calismalarinda  kullaniimistir.  ClusTree algoritmasi [14]
cevrimici ve cevrimdisi olmak lizere iki asamadan olusan veri
Ozetleme yontemi olarak mikro kiimeleri kullanan akan veri
kiimeleme algoritmalarindan biridir. Cevrimici kisimda
bulunan mikro kimeler, hiyerarsik kiimeleme prensibiyle
birlestirilmektedir. Kime birlesimi ve kiime ayirma islemleri
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sirekli olarak yapilmaktadir. Algoritmanin isledigi bir veri
ornegi, agac bicimindeki veri yapisinda yonlenerek en uygun
yapraga ulastirilmaktadir. Veri 6rnegine uygun bir yaprak
bulunmuyorsa, veri 6rnegi icin yeni bir kiime olusturularak
agac yapisina eklenmektedir. ClusTree algoritmasi, calisma
hizini isledigi akan verinin gelis hizina gore ayarlayip herhangi
bir anda kiimeleme yapabilmektedir. Esnek kiimeleme
ozelligi, herhangi bir anda kiimeleme sonucu lretebilme ve
bu sonuglari gézlemleyip diizeltme imkani da vermektedir.

Baslangig

yakin degilse, bu veri 6rnegi icin yeni bir mikro kiime
olusturulur. Cevrimi¢i kimeleme kisminda belirlenen mikro
kiimeler ile ¢evrimdisi kiimeleme asamasinda gergek
kimeleme islemi yapilmaktadir. DenStream algoritmasi,
hesaplamalarinda akan veri icerisinde en son gelen veriye
daha ¢ok oOnem vermektedir. Bu ayrim esitlik 4’deki
hesaplamayla yapilmaktadir. Esitlik 4’de a degeri, etken
degerini; r ise veri 6rneginin gelis stresini ifade etmektedir.

f(r) = 2-a.r (4)

Calan wen ornedes ol
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DenStream algoritmasi [15], ClusTree algoritmasina benzer
olarak cevrimici ve cevrimdisi olmak dzere iki kisimdan
olusmaktadir. ilk kiimeleme asamasi olan gevrimici kiimeleme
baslamadan  6nce  baslangic  kiimeleme  isleminin
tamamlanmis olmasi gerekmektedir. ClusTree’ den ayri olarak
baslangi¢c kiimeleme isleminde, yogunluk tabanh kiimeleme
yontemi olan DBSCAN kullaniimaktadir. DenStream

algoritmasi, baslangic kiimeleme islemini tamamladiktan
sonra cevrimici kimeleme adimini gerceklestirir. Gelen akan
veri 6rnegi icin, en yakindaki mikro kiime aranir ve veri 6rnegi
o kiimeye atanir. Eger veri 6rnegi herhangi bir mikro kiimeye

StreamKM++ algoritmasi [16], akan veri 6zetleme isleminde
yukarida bahsedilen algoritmalardan farkh olarak mikro kiime
yerine c¢ekirdek agaci yapisini kullanmaktadir. Bu yapida
veriler, ikili agac
yapisinda hiyerarsik olarak kimelenir. StreamKM++
algoritmasi, Oklid uzakhg ve K-means tabanl bir akan veri
kiimeleme algoritmasidir.

4. Analiz

Bu bodlimde, onerilen sistem ve gelistirilen CluStream-
Kmeans++ algoritmasinin literatlrdeki diger algoritmalarla
birlikte analiz ¢alismalari detaylandiriimistir.  Algoritma
performanslarini degerlendirirken alti farkli degerlendirme
indeksi kullaniimigtir.

Degerlendirme indeksi, bir veri kiimesi hakkinda 6n bilgiye
sahip olup olmamaktan bagimsiz olarak verinin ne kadar
basarili islendigini gosteren Olgim degerleridir.
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Degerlendirme indeksleri, degisken kriterlere gore g
degerlendirme ve dis degerlendirme olmak (izere ikiye
ayrilmaktadir: i¢ degerlendirme; veriler hakkinda én bilgiye
sahip olmadan, veriyi isledigi andaki gorintlsiyle
degerlendiren yontemlerdir. Silhouette indeksi, Davies-
Bouldin indeksi, hata kareleri toplami (Sum Squared Distance)
en c¢ok bilinen ve yaygin kullanilan i¢ degerlendirme
indeksleridir. Dis degerlendirme; islenen veri hakkinda 6n
bilgiye sahip olarak, veriler hakkindaki etiket bilgilerini de
kullanarak degerlendirme yapan yontemlerdir. F1- Kesinlik
(F1-Precision), saflik (Purity), F1-Hassaslik (F1-Recall), Rand
indeksi en ¢ok bilinen ve yaygin kullanilan dis degerlendirme
indeksleridir. Calisma kapsaminda gelistirilen algoritmanin
test edilmesi icin alti adet degerlendirme indeksi
kullanilmigtir.  Kullanilan i¢  degerlendirme indeksleri;
Silhouette indeksi ve Sum Squared Distance (S5Q), kullanilan
dis degerlendirme indeksleri; F1-Hassashk, F1-Kesinlik, Rand
indeksi ve safliktir.

F1-Olciitl; gercek etiketler kullanilarak bulunan, istatiksel
anlamda ikili siniflandirmada kullanilan bir olguttir [16].
Yapilan tahminin hangi oranda basarili oldugunu tespit eder.
Fl-Hassaslik ve F1-Kesinlik degerleriyle  hesaplanir.
Hesaplama ile [0,1] araliginda bir deger elde edilir.
Hesaplanan degerin yliksek olmasi, basarili bir kimeleme
yapildigini ifade eder. F1-Hassaslik, elde edilen dogru bilginin
elde edilmesi gereken dogru bilgiye olan oranini ifade eder.
F1-Kesinlik; elde edilen dogru bilginin, gelen tim bilgiye olan
oranini ifade eder. Yapilan kimelemenin dogrulugu hakkinda
bilgi verir.

Saflik, kullanilan modelde yapilan kiimeleme yaklasiminda her
kiime icinde bulunan verilerden sayisinin en fazla olan verinin
toplam veri sayisina olan oranini ifade etmektedir [16]. Saflik
degeri, [0,1] araliginda bir deger alir, yiksek saflik degeri
basarili kimeleme yapildigini géstermektedir.

Saflik degeri, esitlik 5 ile hesaplanmaktadir.

Yiaci
it s)
Hata kareleri toplami; kiimede bulunan her bir elemanin,
kiimenin merkezine olan uzakliginin karelerinin toplamini
ifade etmektedir [16]. Elde edilen klguk degerler, yapilan
kiimeleme calismasinin basarili oldugunu gostermektedir.
Kime sayisina bagimli olan bu ydntem, esitlik 6 ile
hesaplanmaktadir. Hesaplama formiliinde, x; kiimedeki
kiime eleman sayisini, N kiimedeki toplam eleman sayisini,
X ilgili kime merkezini gosterir.

§SQ = Yo (x; — ©)? (6)
Rand indeks, kiimedeki verilerin degerini hesaplama sirasinda
ilgili veriyi dahil oldugu kiimedeki diger verilerle ikili olarak
degerlendirerek, ne kadar benzerlik oldugunu hesaplayan dis
degerlendirme metrigidir [16]. Rand indeks degeri, [0,1]
araliginda deger alir. Hesaplanan deger blyldikce, iki
kiimelemenin benzerligi artmaktadir. K, n adet elemana sahip
ve kiimeleme islemi yapilacak bir veri grubunu temsil etsin:

pP=

K ={k1,...,.kn}. K Gzerinde M tahminlenen kiimeleme, R gergek
kiimeleme bilgilerini temsil etsin M = {m1, ..., mn} ve R = {r1,
ey L

a, M ve R’ de ayni kiimelerde bulunan eleman sayisi; b, M ve
R’de farkl kiimelerde bulunan eleman sayisi; ¢, M’ de ayni
kiimede R’ de farkli kimede yer alan eleman sayisi; d, M’ de
farkh kimede R’ de ay1 kimede bulunan eleman sayisi olarak
asagidaki esitlik 7 ile Rand indeks hesaplanir.

a+b a+b
R= at+b+ctd (ZT) (7)

Burada a + b ikili bolimlemenin benzerlik gosterdigi eleman
sayisi toplamini, ¢ + d degeri ise ikili bélimlemenin benzerlik
gostermedigi eleman sayilari toplamini ifade etmektedir.

Silhoutte indeksi, bir kimenin sahip oldugu elemanlarin diger
kimelerle kargilastinldiginda kendi kiimesine ne kadar
benzedigini 6lgmek igin hesaplanan bir indeks degeridir [16].
Silhouette degeri, [-1, 1] araliginda deger almaktadir.

Hesaplama
sonucunda elde edilecek vyuksek degerler, kiimeleme
isleminin  basarili oldugunu gdstermektedir. Silhouette

indeksi, asagidaki esitlik 8 ile hesaplanmaktadir.
. k(i)—-m(
S@ = max((ic(i),r(n)(i)) (8)

xi kimesindeki i elemanina ait Silhouette indeksi hesaplarken;
k(i), ilgili noktanin ait oldugu kiime haricindeki diger kiime
elemanlarina olan Oklid uzaklik ortalamasini; m(i), i noktasinin
ait oldugu kimedeki elemanlara olan Oklid uzakhk
ortalamasini ifade etmektedir.

Dogruluk degerlendirme galismasinda gercek ve yapay veri
setleriyle calisilmistir. Gergek veri seti olarak ABD Orman
Servisi Kaynak Bilgi Sistemi verilerinden elde edilen, Kuzey
Colarado’ da bulunan Roosevelt Ulusal Park’indaki baskin tir
olan yedi bitki tiirti hakkinda veri iceren Forest Cover Type veri
seti kullanilmistir [18]. Bu veri setinde 2’ si ikili veri seti, 10’u
devamli olmak tizere 12 6znitelik uzayi bulunmaktadir. Bu veri
seti, 581.012 veriden olusup ormandaki agaclarin gozlem
bilgilerini icermektedir. Veri seti lUzerinde yapilan deneysel
calismalarda sayisal 10 6znitelik verisi kullanilmistir. Agaclarin
boyu, yonu, en yakin su kaynagina uzakhgi gibi 6lcim bilgileri
veri setinde yer almaktadir.

Cizelge-1' de gorulduglu Uzere, gercek akan veri Uzerinde
literatirdeki diger algoritmalarla birlikte yapilan test
¢alismalarinda, CluStream-Kmeans++ algoritmasinin diger
algoritmalara gore daha iyi sonuglar Grettigi gorilmastar. Bu
durumun en blylik nedeni, testlerde kullanilan diger
algoritmalarin veri boyutunu algilayacak ve kullandiklari
parametreleri dlzenleyecek bir yapilarinin olmayisidir.
Kullanilan gergek verilerin, yapay verilere kiyasla daha
dizensiz olmasi, ayni grupta bulunan iki veri noktasinin yapay
verilere kiyasla birbirine benzememesi de bu sonuglarin
cikmasinda etkili olmustur. Gergek veri ile yapilan bu
calismada kullanilan sistem kaynaklarinin islenen kayit
sayisina gore degisimi Sekil-3’te verilmistir.
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Cizelge-1: Gergek veri ile calisma sonuglari

Algoritma F1-P | F1-R | SSQ Siil:gzi;c;ce i:cajgss Saflik
i':nif;iiﬂ 074 | 069 |11,1]| 0,79 06 0,8
CluStream | 0,44 | 0,41 | 202| 0,6 055 | 07
StreamkM++ | 0,09 | 0,08 |42,4| 0,65 052 | 06
ClusTree | 04 |0028|258| 07 051 | 06
DenStream | 0,38 | 0,21 | 29 | 0,66 048 | 06

Gergek verilerle yapilan calismada, islemci kullanim oraninin
islenen kayit sayisina gore Olcekleme Oncesi ve sonrasi
degerleri Sekil-3 ve Sekil-4'te gosterilmistir.  Yapilan
¢alismanin islemci kullanim oranini azaltmada basarili oldugu

i W'
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Sekil -3: Gergek veriyle 6lgekleme 6ncesi islemci kullanim orani
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Sekil-4: Gergek veri ile 6lgekleme sonrasi islemci kullanim orani

Gergek verilerle yapilan galismada, bellek kullanim oraninin
Olcekleme oncesi ve sonrasi degerleri Sekil-5 ve Sekil-6’da
gosterilmistir. Yapilan galismanin islemci kullanim oranini
azaltmada basarili oldugu gorilmustar.

Algoritmalarin tutarli ve dogru sonuglar uretebilmesiyle
birlikte, akan veriyi islerken harcadiklari siire de 6nemlidir.
Akan verinin anlik degisimi ve Uretilen sonuglarin kullaniminin
degerli olmasi da bu veriyi islerken gecen siirenin 6nemini
artirmaktadir. Bu kisimda algoritmalarin Gzerinde galistiklari
veri tipi ve sayisina gore degerlendirmesi yapiimistir.

Cizelge-2: Gergek veriyle ¢alisma zamani sonuglari

Algoritma Calisma Zamani(s)
CluStream-Kmeans++ 47

CluStream 58

ClusTree 84

StreamKM++ 142

DenStream 109

Cizelge-2’'de, gercek veriler Uzerinde vyapilan ¢alismada
algoritmalarin harcadiklari siireler verilmistir. islenen gergek
verideki glriltl, boyut bilgisi gibi faktorler calisma siresinin
uzamasina sebep olmaktadir. Calisma sonucunda CluStream-
Kmeans++ algoritmasi ¢alisma zamani olarak 47 saniye ile,
diger algoritmalardan daha iyi sonug¢ gostermistir.
DenStream,  StreamKM++  algoritmalarinin ~ gevrimdisi
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Sekil-5: Gergek veri ile 6lgekleme 6ncesi bellek kullanim orani
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Sekil-6: Gergek veri ile 6lgekleme sonrasi bellek kullanim orani

kiimeleme adiminda, gevrimici kiimeleme adiminda bulunan
mikro kiime sayisina bagh olarak yaptiklari islemler ¢alisma
sureleri uzatmaktadir. ClusTree algoritmasinda, agac yapisiyla
hiyerarsik kiimeleme yapilmasi sebebiyle c¢alisma siresi
DenStream ve StreamKM++ algoritmasindan daha kisa stirede
tamamlanmistir.

MOA uygulamasinda, belirli konfiglirasyonlarla yapay veri
akisi olusturulabilmektedir. Rastgele olusturulan 1.200.000
ornekten olusan veri seti Gzerinde calistirilan algoritmalar,
detaylari 6nceki kisimda verilen alti degerlendirme kriterine
gore performanslari degerlendirilmistir. Bu yapay veri setini,
akan veri olarak sisteme godnderebilmek igin uygulama
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tarafinda algoritmalara 1500/periyot olmak Uzere veri
gonderilmistir.

Cizelge-3: Yapay veri ile calisma sonuglar

Algoritma | F1-P | F1R | ssq S'::Z:E:e i:gzss Saflik
(Ii':qset;izﬂ 079 | 0,71 |873| 079 081 | 088
CluStream | 0,68 | 0,61 | 13,5| 0,72 08 | 082
StreamKM++ | 0,75 | 0,68 | 9,67 | 0,78 089 | 087
ClusTree | 0,48 | 0,54 | 17 | 0,71 0,73 | 0,86
DenStream | 0,31 | 0,17 | 42,6 | 0,69 0,44 | 0,75

Cizelge-3’te yapay veriler lzerinde dogruluk degerlendirme
Olgiimleri ile elde edilen ortalama sonuglar gosterilmistir.
Bulunan degerlere  bakildiginda  CluStream-Kmeans++
algoritmasinin, literaturdeki diger algoritmalara karsi F1-P,
F1-R, SSQ, Silhouette indeksi ve saflik Olgitleriyle
degerlendirmesinde daha iyi sonuglara ulastig
gozlemlenmistir. Rand indeks olgituyle yapilan
degerlendirmede ClusTree algoritmasi ve sonrasinda
CluStream-Kmeans++ algoritmasinin daha iyi sonuglar urettigi
gorlalmugtar.

Yapay verilerle yapilan g¢alismada, islemci kullanim oraninin
islenen kayit sayisina gore Olcekleme Oncesi ve sonrasi
degerleri Sekil-7 ve Sekil-8'de gosterilmistir.  Yapilan
¢alismanin islemci kullanim oranini azaltmada basarili oldugu
goralmustar.
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Sekil-7: Yapay veri ile 6lgekleme dncesi islemci kullanim orani
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Sekil-8: Yapay veri ile 6lgcekleme sonrasi islemci kullanim orani

Yapay verilerle yapilan ¢alismada, bellek kullanim oraninin
islenen kayit sayisina gore Olgekleme Oncesi ve sonrasi
degerleri Sekil-9 ve Sekil-10'da gosterilmistir. Yapilan
galismanin bellek kullanim oranini azaltmada basarili oldugu
gorulmustur.

Cizelge-4’te yapay veriler ile yapilan calismada, gelistirilen
CluStream-Kmeans++ algoritmasinin ortalama 24,2 saniye ile
en kisa slirede calistigl gozlemlenmistir. Gergek ver

ilere kiyasla yapay veri ile yapilan ¢alismada tim algoritmalar
daha basarili sonuglar Giretmistir. Yapay verinin, gergek veriye
gore daha stabil olmasi bu farkin en 6nemli sebebidir.
Yukarida anlatilan DenStream ve StreamKM++
algoritmalarinin ¢evrimdisi kiimeleme yapmasi ve ClusTree
algoritmasinin agag¢ vyapisiyla birlikte hiyerarsik olarak
calismasi ¢alisma sirelerine etki etmistir.
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Sekil-9: Yapay veri ile 6lgekleme 6ncesi bellek kullanim orani
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Sekil-10: Yapay veri ile 6lgekleme sonrasi bellek kullanim orani

Cizelge-4: Yapay veriyle caligma zamani sonuglari

Algoritma Calisma Zamani(s)
CluStream-Kmeans++ 24,2
CluStream 37,2
ClusTree 57,5
StreamKM++ 104,8
DenStream 80,5
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5. Sonug ve Tartigsmalar

Akan veriler, hemen islenmezse degerini kaybedebilir veya
sonsuza dek kaybolabilir. Bu nedenle, yapilandiriimamis
verileri surekli olarak alip analiz edebilen olgeklenebilir
sistemlerin gelistirilmesi olduk¢a o6nemlidir. Bu calisma
kapsaminda akan verinin temel ozellikleri ve kaynaklari
incelenerek detaylandirilmistir.  Sonrasinda literatlirde
kullanilan algoritmalar ve yapilan ¢alismalar analiz edilmistir.

ilk olarak, c¢alismada kullanilan makine &grenmesi
algoritmalarinin 6zellikleri hakkinda detayl bilgi verilmistir.
Gelistirilen CluStream-Kmeans++ algoritmasi ve uygulama
entegrasyonu hakkinda teknik bilgiler paylasiimistir. Test
asamasinda kullanilan literatirdeki diger algoritmalar
CluStream, ClusTree, DenStream ve StreamKM++'In ¢alisma
prensipleri ve 6zellikleri anlatilmistir.

Gelistirilen CluStream-Kmeans++  algoritmasi, MOA
uygulamasiyla entegre ¢alismaktadir. MOA uygulamasinin
kullanim detaylari anlatilarak uygulama entegrasyonunda
dikkat edilmesi gereken 6nemli noktalar detaylandirilmistir.

Uygulamanin degerlendirilme adiminda kullanilan akan veri
degerlendirme metrikleri anlatilarak, kullanilan gercek veri ve
yapay veri setleri hakkinda bilgilendirme yapilmistir. Forest
Cover Type veri seti ile yapilan test ¢alismasinda
algoritmalarin yapay verilere kiyasla daha c¢ok zorlandig
gorlulmustir. Bu durum gercek verilerdeki tutarsizlik, gralti
gibi durumlardan kaynaklanmaktadir. CluStream-Kmeans++
algoritmasinin Forest Cover Type veri seti icin ¢evrimdisi

kiimeleme adiminda kullandigi K-means++ yoOntemiyle
CluStream, DenStream, ClusTree ve  StreamKM++
algoritmalarina  gére daha iyi  sonuglar  Urettigi

gozlemlenmistir.

MOA uygulamasindaki akan veri olusturma ozelligi ile
olusturulan 1.200.000 yapay veri ile yapilan test ¢calismasinda
algoritmalarin Grettigi sonuclar gozlemlenmistir. Ortalama

sonuglar analiz edildiginde CluStream-Kmeans++
algoritmasinin  bu veri seti icin diger s6z konusu
algoritmalardan daha performansli  sonuglar Urettigi

gorilmustar.

Bu calisma kapsaminda akan verinin gelistirilen CluStream-
Kmeans++ algoritmasi  kullanilarak  makine  6grenme
algoritmalariyla analiz edilmesi ve akis sirasinda sistemin anlik
izlenmesi, gerekli durumlarda 6lgeklenebilirlik analizinin
yapilmasi noktalarina yogunlasiimistir. Gergek ve yapay
veriler ile yapilan testlerde bu kapsamda basarili sonuglar
Uretildigi goridlmustir. Bu calismanin daha da ileriye
tasinabilmesi noktasinda daha glicli kaynaklara sahip
oOzellestirilmis bilgisayarlar ile dagitik sistemler lzerinde, daha
fazla istasyona sahip sistemler kurulabilir. Bunun icin, Apache
Spark, Apache Hadoop gibi biylik veri isleme sistemlerinden
destek alinabilinecegi dusunilmektedir.
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