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Öz
Elektroensefalografi

-14 ara
-

-20 sistemine göre 

frontal, parietal, temporal, central ve oksipital 

Tutturma (Precision), Bulma (Recall), F1-Score 

,19 ile frontal lob ’dan 

ob

umut vadetmektedir.

Anahtar Sözcükler:
  

Abstract
Electroencephalography (EEG) maintains its 
popularity as an effective neuroimaging tool in 
studies with its multi-channel and high time 
resolution features for detection of neurological 
diseases. In this study, it was aimed to detect 
channel-based schizophrenia disease from EEG 
recordings using Hilbert Transform (HT). The 
imagenery components of the markers were analyzed 
with this transform, and the feature vectors 
consisting of patient / control groups were classified 
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with the Support Vector Machine (SVM). The EEG 
data set used was obtained from 39 schizophrenia 
aged 10-14 and 39 healthy participants aged 11-13. 
The current recordings were taken during 
participant's eyes closed for 1 minute through 16 
electrodes arranged according to the 10-20 system. 
The channels used in the study were selected from 
the relevant regions of the frontal, parietal, temporal, 
central and occipital lobes. In the classification 
process, training and test sets were divided with 
using k = 10 fold cross validation. In addition to the 
classification accuracy, Precision, Recall, F1-Score 
values were also calculated in the study. The best 
classification performance was obtained from the 
features from frontal lobe with 95,19% rate. The 
lowest classification performance was found to be
the  features taken from the temporal lobe region.
Discrimination rate of healthy and patient groups 
shows that the proposed method can be applied in 
clinical treatments and can give an idea to the 
clinicians about the status of the patinets to be 
treated. In its current form, the proposed study 
serves  promising results as a practical application 
that will contribute to the literature in the detection 
of schizophrenia. 

Keywords: EEG, schizophrenia, Hilbert Transform, 
Support Vector Machine, classification 

1]. Dünya 
ya genelinde 21 

2]. 

önlenecek, gerekli ilaç temini ile tedavi süreci 
3].

Özellikle, 
Elektroensefalografi (EEG), Beyin Bilgisayar 
Ayarüzleri (BBA), sinir bilimi, mühendislik ve 

mental 
popüler görülmektedir [4]. 

EEG, 

5]. Bu yöntem 

son 

ancak hala istenilen seviyede nitelikli özniteliklerin 
zlenmektedir.

Kim ve ark. [6

ile spektr
nde, en yüksek 

,

7], ile zaman-

,9 ile en yüksek 

ve ark. [8
, Çok 

ÇKA) ve Destek Vektör 
ile 

yap

; 

,
9

10] toplamda 14
,91 

-DVM) 
11], 39 

, istatistiksel öznitelikler (minimum, 
maksimum, ortalama, standart sapma, meydan) 

ÇKA %99,95 olarak elde 
lerdir

12] ise
nöro- /

-F4, F7-F8, T3-T4, C3-
C4, P3-P4 ve O1-
k- ,

Literatürdek
özeti Çizelge-1’de görülebilir.
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i 
Ç

/

vektörleri DVM ile 
a 

üç
k ve 

elde edilen özniteliklerin genlik bilgisinden 

olarak DVM tercih edil

ve Metot 

Bulgular bölümünde, elde edilen 
sonuçlar sunulup, literatürdeki benzer

Ç sonuç bölümünde ise 
. 

2. Materyal ve Yöntem
2.1 Materyal

, -14 
-

, gözleri 
iken 10-20 sistemine göre düzenlen

elektrotlar; F7, 
F3, F4, F8, T3, C3, Cz, C4, T4, T5, P3, Pz, P4, T6, 

-45 Hz’dir.
K
halde http://brain.bio.msu.ru/eeg_schizophrenia.htm

detaylara [13] 
1.’de 16 elektrot konumu ve 1 saniyelik örnek EEG 

(a)

(b) 
-1: (a) ve (b) örnek EEG 

bölütü

Çizelge-

Yazarlar
(Acc. %)

Johannesen 
vd. [8]

Teta1, teta2, alfa, 
Beta, gama frekans

SVM %87,0

Devia vd. 
[14] 

ERP öznitelikleri LDA %71,0

Kim vd. 
[6] spectral

Öznitelikler

ROC 
Analizi

%62,20

Piryatinska 
vd. [15] 

- RF %83,60

Sui vd. 
[16] 

Çoklu kanonik 
korelasyon 
Analizi

SVM %74

Boostani 
vd. [17] 

Autoregressive (AR) 
model 
Parametreleri, band 
gücü ve Fraktal
Boyut

LDA %87.,50

Thilakvathi 
vd. [18] 

Shannon, Spektral 
Entropi
Higuchi’s Fraktal 
Boyut 

SVM %88.,50
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Siuly vd. 
[19] 

Karakteristik Özellikler

EBT 
(Ensem
ble 
Bagged 
Tree)

%89.,59

Oh vd. [9] - Genel: %98.
07

1,26
V. 
Jahmunah 
[10] 

Lineer olmayan 
öznitelikler
t-testi ile öznitelik 
seçimi

SVM 
RBF

%92,91

Sabeti  vd. 
[20] 

Entropi öznitelikleri LDA, 
Adaboo
st

%89

Dvey-
Aharon vd.  
[7]

Zaman-Frekans k-NN %93,9

Santos-
Mayo vd.  
[21] 

zaman ve 
Frekans öznitelikleri

SVM %93,42

Krishan 
vd. [22] 

öznitelikleri

SVM %93

Özerdem 
[11]

Öznitelikler
MLP 99.95

Özerdem 
[12]

k-NN %99.,22

2.2 Yöntem

i gerçek bir zaman 

[ ( )] = ( )      (1) 

[ ( )] = ( )                    (2) 

a (3) no’lu 
denklemde mevcuttur.[ ( )] = â( ) = ( ) + â( ) = |â( )| ( )

(3) 

-2
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hesapl Bu ifadeler Denklem (4-

= | ( )|   (4)

= | ( )| (5) 

= ( ) (6)

x(n), n= 1, 2, 3,…., N içindir.

Standard sapma:= ( ( ) ) (7)

Medyan:

x(n), n= 1, 2, 3,…., N için;

= ( ) ,    ,   ç  (8)

öznitelik boyutu Çizelge-2’ de 

öznitelikler Destek Vektör Makinesi (DVM) 

düzlem belirlemektir.

Çizelge-2

Beyin Lob 
Bölgesi Kanallar

Elde Edilen Özellik 
Boyutu

Frontal 
Lob

F3-F4-F7-
F8

156x10 156x10

Parietal 
Lob

P3-Pz-P4 117x10 117x10

Temporal 
Lob

T3-T4-T5-
T6

156x10 156x10

Central 
Lob

C3-Cz-C4 117x10 117x10

Oksipital 
Lob

O1-02 78x10 78x10

nöral 
 (RBF) çekirdek 

 [23].

‘KernelScale’ parametresi ‘auto’ 

en sonuç her 

‘Standardize’, ‘true’ seçilerek tahmin verilerinin her 

standart sapmaya göre merkezler ve ölçeklendirir 
[24]. 

3. Sonuç
kontrol 

b 
ile

nin lob 

r bölge 

çapraz do
-
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Çizelge-3

Beyin 
Lob 
Bölgesi

Grup Tutturma 
(%)

Bulma 
(%)

F1-Score 
(%)

Frontal 
Lob 95,19

Grup
91,22 100 95,41

100 90,38 94,94

Çizelge-4

Beyin 
Lob 
Bölgesi

Grup Tutturma 
(%)

Bulma 
(%)

F1-
Score 
(%)

Parietal 
Lob 76,49

Grup
75,83 77,77 76,79

77,19 75,21 76,19

Çizelge-5

Beyin 
Lob 
Bölgesi

Grup Tutturma 
(%)

Bulma 
(%)

F1-
Score 
(%)

Temporal 
Lob 68,26

Grup
68,38 67,94 68,16

68,15 68,59 68,37

Çizelge-6

Beyin 
Lob 
Bölgesi

Grup Tutturma 
(%)

Bulma 
(%)

F1-
Score 
(%)

Central 
Lob 72,64

Grup
74,31 69,23 71,68

71,20 76,06 73,55

141

0

15

156

88

26

29

91

107

50

49

106

89

36

28

81
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Çizelge-7: Oksipital

Beyin 
Lob 
Bölgesi

Grup Tutturma 
(%)

Bulma 
(%)

F1-
Score 
(%)

Oksipital 
Lob 82,69

Grup
82.27 83.33 82.80

83.11 82.05 82.58

,19 ile 
frontal lob ’da özniteliklerden elde 

 (Precision), Bulma (Recall), F1-ölçütü 
(F1-Score) 
tutturma 

tutturma
Bulma ve f1-ölçütü

frontal

’ dan elde 
’

lob’un da, b

parietal lobun, central loba göre daha iyi sonuç 
  

4.

DVM 

yenlere tedavi edilecek 

göstermektedir.

pi 
ölçümleri, zaman-

Hilbert

kanal 

 Literatürde mevcut 

metoduna literatürde var olan yöntemler (güç 

umut vadetmektedir. 
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