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Miisteri Kayb1 Tahmininde Sitmf Dengesizligi Problemi
Class Imbalance Problem in Churn Prediction

Onemli noktalar (Highlights)

7

s Telekomiinikasyon sektoriinde Miisteri Kaybi Tahmini problemi ele alinnmigtir. | We consider Churn
Prediction in Telecommunication Industry.

% Bu problem verisinde tipik olan Sinif Dengesizligi Problemine deginilmistir. | We refer the Class Imbalance
Problem which is typical in data of this problem.

% Yeniden Ornekleme tekniklerinin sinif dengesizligi problemini ¢ozmekteki etkisi gozlenmistir. | \We observe
the effect of Resampling Techniques on handling class imbalance.

% Makine Ogrenmesi tekniklerinin karsilagtirmali ¢calismast sunulmaktadir. | This is a comparative study of
Machine Learning Techniques.

% Yeniden Ornekleme ve Capraz Gegerlemenin birlikte dogru kullanimina deginilmistir. | We refer to correct
way of using Resampling and Cross Validation jointly.

Grafik Ozet (Graphical Abstract)

Swnif dengesizligi bulunan Telekom verisinde makine ogrenmesi yontemleriyle miisteri kaybi tahmini/Churn prediction
with machine learning techniques on imbalanced Telecom data

@slmh Telekom Verisi Oznitelik Segme >—Gﬁde.l Omekleme WD-@E Ogrenmesi Ie!\DHQJMIMHm Knm@

— - —

Sekil. Calismada Kullanilan Adimlar/ Figure. Steps used in this work
Amag (Aim)
Swif dengesizligi bulunan Telekom verisi kullanilarak miisteri kaybi tahmininde yeniden drnekleme ve ¢apraz
gecerlemenin birlikte dogru kullamimimin makine ogrenmesi tekniklerinin performanst iizerindeki etkisinin
incelenmesi / We investigate the effect of correct use of resampling and cross validation on the performance of
machine learning algorithms in churn prediction on an imbalanced Telecom data.

Tasarim ve Yontem (Design & Methodology)

Acik erisimli Telekom verisinde énce oznitelik se¢imi yapilmig, yeniden érnekleme teknikleri ile sinif dengesizligi
problemi ¢oziilmiistiir. Makine 6grenmesi teknikleri ile siniflandirma problemi ¢oziilerek performans degerlendirmesi
yapumgtir. / First we apply feature selection on a publicly available Telecom data. Then we use resampling
techniques to handle class imbalance. We use machine learning algorithms for binary classification and compare
their performances.

Ozgiinliik (Originality)

Bu ¢alisma sunif dengesizligi bulunan Telekom verisine uygulanan 7 farkli makine égrenmesi ve 6 farkli yeniden
ornekleme tekniginden elde edilen sonuglarin karsilastirmal bir analizini sunmaktadir. Yeniden érnekleme ve ¢capraz
gegerlemenin birlikte dogru kullaniminin onemini vurgulamaktadir. / We present a comparative analysis of seven
machine learning algorithms and six resampling techniques for churn prediction on an imbalanced Telecom data. We
emphasize the correct way of using resampling and cross validation jointly.

Bulgular (Findings)
Yeniden érnekleme ve ¢apraz gecerleme dogru kullanildiginda ROC Egrisi dlgiisiine gore en fazla performans artisi

ROSE-SMO birlikte kullanildigi durumda elde edilmistir. /Among the others, we observe the highest increase in ROC
curve performance measure by resampling the data with ROSE and applying Support Vector Machines.

Sonuc¢ (Conclusion)

Swnif dengesizligi probleminde yeniden orneklemenin smiflandirict performansini artirabilecegi ancak ¢apraz
gecerlemenin birlikte dogru kullanilmadiginda siniflandwrict performansini oldugundan daha iyi gosterebilecegi
gozlenmistir./ We observe an increase in the classifier’s performance with a resampling method while handling
imbalanced data, however it may cause overoptimism in case of incorrect use jointly with cross validation.

Etik Standartlarin Beyani (Declaration of Ethical Standards)
Bu makalenin yazar(lar)i ¢alismalarinda kullandiklart materyal ve yontemlerin etik kurul izni ve/veya yasal-ozel bir

izin gerektirmedigini beyan ederler. | The author(s) of this article declare that the materials and methods used in this
study do not require ethical committee permission and/or legal-special permission.
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Miisteri kaybi tahmini, miisteri verilerinin incelenerek ayrilmasi muhtemel miisterinin 6nceden tespit edilmesidir. Coziimiinde
makine ogrenmesi yontemlerinden faydalanilmaktadir. Yapist itibariyle veride Ayrilan smifindaki veri sayisinin Ayrilmayan
sinifindakinden ¢ok daha az oldugu gozlenir. Dengesiz smif dagilimi, makine grenmesi yontemlerinin performansini olumsuz
etkilediginden verinin dengelenmesi Onemlidir. Calismada telekomiinikasyon sektoriindeki miigteri kaybi tahminine
odaklanilmigtir. Uygulama, agik erisimli veri tabanindan elde edilen 7043 miisteriye ait 21 Oznitelik igeren veri iizerinde
gerceklestirilmigtir. Oncelikle Minimum Fazlahk Maksimum Bagimhihk yontemiyle Oznitelik secimi yapilmustir. Yeniden
ornekleme, Sentetik Azinhik Asirt Ornekleme Yontemi (SMOTE), Uyarlanabilir Sentetik Ornekleme (ADASYN), Cogunluk
Agirhklh Azilik Ornekleme (MWMOTE), Hizhi Yakinsayan Gibbs Algoritmasi (RACOG), Rastgele Yiiriiyiis Asir1 Ornekleme
(RWO) ve Rastgele Asirt Ornekleme (ROSE) yontemleriyle uygulanmistir. Siniflandirma problemi igin Naive Bayes, Karar
Agaglari, Rastgele Orman, Yapay Sinir Aglari, Lojistik Regresyon, Destek Vektor Makineleri ve K-En Yakin Komsuluk yontemleri
10 kat Capraz Gegerlemeyle uygulanmistir. Deneyler yeniden Srneklemenin capraz gegerlemeden Once ve capraz gecerleme
sirasinda uygulandig: iki farkl yaklasimla gerceklestirilmistir. Yontemlerin performans: Dogruluk, Kesinlik, Duyarlilik, F-Olgiiti,
Alic1 Isletim Karakteristigi Egrisiyle 6lgiilmiistiir. Uygulanan yontemlerin performansi orijinal verininkilerle kiyaslanmistir.
Destek Vektor Makinelerinin performansinda ROSE’la ¢apraz gegerleme esnasinda yeniden 6rneklenmis veride orijinal veriye
gore %5.7 iyilesme gozlenmis, yeniden drnekleme gapraz gecerlemeden 6nce yapildiginda iyilesme miktarinin gercek degerinin
iizerinde kaydedildigi sonucuna ulagilmistir.

Anahtar Kelimeler: Miisteri kayb1 tahmini, makine 6grenmesi, sinif dengesizligi problemi, telekomiinikasyon.

Class Imbalance Problem In Churn Prediction

ABSTRACT

Customer churn prediction is determining the customers most likely to leave by examining customer data. Machine learning is one
of the solution approaches. Class imbalance is typical for this problem since more customers are labeled as Non-Churn than Churn.
Handling class imbalance is crucial since the classifier’s performance is highly affected. This work focuses on churn prediction in
telecommunications. We use publicly available churn data from 7043 customers having 21 features. We use Minimal Redundancy
Maximal Relevance for feature selection. We handle class imbalance problem with resampling methods including Synthetic
Minority Oversampling Technique, Adaptive Synthetic Sampling, Majority Weighted Minority Oversampling, Rapidly Converging
Gibbs Algorithm, Random Walk Oversampling and Random Oversampling Examples. We employ classifiers including Naive
Bayes, Decision Trees, Random Forest, Artificial Neural Networks, Logistic Regression, Support Vector Machines and k-Nearest
Neighbours with 10-fold cross validation (CV). We try two approaches in experiments: i) resampling during CV and ii) resampling
before CV. We compare the results with original data using Accuracy, Precision, Recall, F-measure and ROC-Curve as performance
measures. The results show 5.7% increase in model performance for Support Vector Machines with ROSE when we apply first
approach. We observe that classifier’s performance is overoptimized if second approach is applied.

Keywords: Churn prediction, machine learning, class imbalance problem, telecommunication.
1. GIRiS (INTRODUCTION)

Miisteri kayb1 telekomiinikasyon, bankacilik,
sigortacilik, oyun ve eglence gibi {iiyelik temeline

dayanan sektorlerdeki firmalar i¢in miisterinin iyesi
oldugu bir firmadan diger firmanin tiyeligine ge¢mesi

firmalara gecisini en aza indirmek isterler [1]. Bu yiizden
miigteri davraniglarini inceleyerek ayrilma olasiligi
yiiksek miisterileri onceden tespit edip diizenleyecekleri
kampanya ve promosyon gibi tesviklerle miisterilerinin
iiyeliginin devamini saglamak isterler. Bu miisterilere

olarak tanimlanabilir.

Yeni miisteri kazanmak, mevcut miisteriyi korumaktan
daha maliyetli oldugu i¢in firmalar miisterilerinin rakip

“Sorumlu Yazar (Corresponding Author)
e-posta : aaydin@dogus.edu.tr

saglanacak tesviklerin de firma igin bir maliyetinin
oldugu disiiniiliince firmadan ayrilmaya egilimli
miisterilerin dogru tahmin edilmesi 5nem kazanmaktadir.

Miisteri kayb1 yasanan sektorler icinde Ozellikle
telekomiinikasyonda, operatorler arasi numara tagimanin
kolaylasmasi, gelisen teknoloji ile miisteri servis ve
hizmetlerinde beklentinin artmasi, operatorler arasindaki
yogun rekabet gibi sebeplerle miisteri hareketliligi sikca
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goriilmektedir. Kogoglu vd. tarafindan yapilan ¢calismada
telekomiinikasyon sektdriiniin miigteri kaybi tahmininde
diger sektorlere gore %60 oranla iizerinde en fazla
calisilan sektor oldugu belirlenmistir [2]. Bu ¢aligmada
da telekomiinikasyon sektoriinde miisteri kaybi
tahminine odaklanilmigtir.

Miisteri kayb1 tahmini problemi yap1 olarak miisterilerin
Ayrilanlar ve Ayrilmayanlar olarak iki farkli sekilde
stniflandirilmasi (Ikili Smiflandirma) problemi olarak da
tanimlanabilir. Bu yiizden ¢dziim yollar1 arasinda makine
ogrenmesinin smiflandirma yontemleri de sikga yer
almaktadir. Bunlar arasinda Naive Bayes, Karar Agaglari,
Rastgele Orman, Yapay Sinir Aglari, Lojistik Regresyon,
Destek Vektor Makineleri ve K-En Yakin Komsuluk en
yaygin kullanilan siniflandiricilar olarak sayilabilir.
Telekomiinikasyon sektdriinde miigteri kaybi tahmini
icin son yillarda yapilan ¢aligmalar arasinda Yapay Sinir
Aglart yonteminin tahmin basarisinin diger yontemlere
gore daha yiiksek oldugunu goriilmektedir [3-5]. Ayrica
Gilinay ve Ensari, Lojistik Regresyon ve Naive Bayes
tabanli gelistirilen hibrit bir yontemin tek baslarina
Lojistik Regresyon ve Naive Bayes yontemlerine gore
daha iyi sonug¢ vermesine ragmen Yapay Sinir Aglarindan
daha iyi sonug alinamadigi bildirmektedir [5]. Yildiz ve
Albayrak, Aykir1 Deger Analizi ve Oznitelik se¢iminin
simiflandirma performansina etkisini gézlemlemiglerdir
[6]. Vafeiadis vd. misteri kaybi tahmininde makine
O0grenmesi yontemlerinin karsilastirmasini  sunarken,
kullanilan yontemlerin tahmin basarisin1  artirmak
amaciyla yiikseltme yontemlerini de denemis ve basarili
olundugunu gozlemlemistir [7]. Ullah vd. ise Once
Oznitelik se¢imi yaparak  Rastgele Orman
smiflandiricisint kullanmiglardir. Ayrica yiikseltme ve
torbalama yontemlerini de kullanip bunlarin tahmin
basarisi iizerindeki etkilerini incelemiglerdir [8]. Amin
vd. c¢aligmasinda Oznitelik agirliklarinin -~ Genetik
Algoritma kullanilarak belirlendigi Naive Bayes yontemi
denemistir [9]. Oznitelik agirliklarimin rastgele atandig
duruma gore daha iyi tahmin orani elde etmistir.

Uygulanan makine Ogrenmesi yonteminin basarisini
verinin Ozellikleri de etkilemektedir. Gozetimli 6grenme
yontemleri  ile  ¢dziilecek  ikili  smiflandirma
problemlerinde kullanilan verilerde tahmin edilecek bir
siifa ait 6rnek sayist diger smifa ait drnek sayisindan
cok daha fazla ise bu veri Dengesiz Veri olarak bilinir
[10]. Telekomiinikasyon sektoriinden elde edilen birgok
veride Ayrilanlar oran1 Ayrilmayanlar oranindan oldukca
az oldugundan miisteri kayb1 tahmini problemi verisi
dengesiz veri tanimina uygundur [11]. Makine §grenmesi
yontemleri siniflar arasindaki oran farkliliklarimi goz
ontine alacak sekilde tasarlanmadiklarindan bu tip
verilerle ¢alisilirken yaniltici sonuglar tiretebilirler.

Sinif dengesizligi bulunan veriye makine O6grenmesi
yontemleri uygulandiginda karsilagilan problemler ile
basa c¢ikmanin c¢esitli yollar1 vardir. Bunlardan biri
makine 6grenmesi yontemini degerlendirmek icin dogru
performans 6lgiitiiniin secilmesidir. Ornegin, Ayrilanlar
siifindaki 6rnek orani tiim verideki Ornek sayisinin
sadece %>5’1 kadar oldugu dolayisiyla tahmin siniflari

arasinda dengesiz dagilim olan bir veriyle calisildigini
distinelim. Boyle bir veri ile g¢aligilirken elde edilen
yiiksek dogru tahmin orant, kullanilan makine 6grenmesi
yonteminin gergek performansini yansitmayabilir. Clinki
tim  misteriler  Ayrilmayanlar  seklinde  tahmin
edildiginde dogru tahmin orani %95 olmasina ragmen
ayrilacak olan misterilerin  higbiri dogru tahmin
edilememis olacaktir. Dolayisiyla dengesiz veri ile
calisilirken dogru tahmin oranini veren Dogruluk 6l¢iitii
disinda Kesinlik (Precision), Duyarlilik (Recall), Alict
Isletim Karakteristigi (Receiver Operating Curve-ROC)
Egrisi, F-Olgiitii gibi bagka performans olgiitlerini de
kullanmak daha saglikli bir degerlendirme sunacaktir.
Dengesiz veri ile basa ¢gitkmanin bir diger yolu ise verinin
yeniden Ornekleme yontemleriyle dengeli hale
getirilmesidir. Sinif dengesizligi 6grenme yontemleri i)
Alt Ornekleme (undersampling), ii) Asir1 Ornekleme
(oversampling) ve iii) Sentetik Veri Uretilmesi seklinde
iic  baglhikta toplanabilir.  Yeniden  Ornekleme
yontemleriyle veriyi dengelemek farkli performans
Olgiitlerinin  sonuglarmin birbirleriyle daha uyumlu
olmasin1 saglayabilmektedir. Durahim g¢alismasinda
farkli 6rnekleme yontemlerinin ¢aligma siiresini, yeniden
ornekleme yapilmis verinin {izerinde makine 6grenmesi
yontemlerinin dogruluklarini kiyaslamigtir [12].

Telekomiinikasyon sektoriinde miisteri kaybi tahmini
icin yapilan c¢aligmalar arasinda da dengesiz veriye
deginen g¢alismalar mevcuttur. Bunlar arasinda, Effendy
vd. %0.7 Ayrilanlar oranina sahip verideki dengesizlik
etkisini azaltmak icin Alt Ornekleme ve Sentetik Azinlik
Asi1 Ornekleme Yonteminin (Synthetic Minority
Oversampling Technique- SMOTE) kombinasyonu bir
ornekleme yontemi gelistirmiglerdir [13]. Model
performans dlgiitii olarak F-Olgiisiinii kullannuslardir.
Gelistirdikleri ~ 6rnekleme  yOnteminin  sonucunun
ornekleme yontemi kullanilmadigi ve varolan drnekleme
yontemlerinin kullanildigi durumlardan daha iyi sonug
verdigini gozlemlemislerdir. Amin vd. ise dort farkli veri
seti lizerinde Mega-Trend Dagilim Fonksiyonu (Mega-
Trend Diffusion Function-MTDF), SMOTE,
Uyarlanabilir Sentetik Ornekleme (Adaptive Synthetic
Sampling-ADASYN), En Ust-N Ters K-En Yakin
Komsuluk (Top-N Reverse k-Nearest Neighbours-
TRKNN), Cogunluk Agirhkli  Azinlik  Ornekleme
(Majority ~ Weighted Minority Oversampling-
MWMOTE) ve Bagisiklik Merkezli Asir1 Ornekleme
(Immune Centroids Oversampling Technique-ICOTE)
yontemlerini kiyaslamiglar, MTDF yonteminin tahmin
basarisina etkisinin en fazla oldugunu sdylemislerdir
[14]. Aditsania vd. %4 Ayrilanlar oranina sahip veri seti
iizerinde ADASYN yeniden Ornekleme yoOntemini
kullanarak F-Olgiisinde %80 civarinda iyilesme
saglamislardir [15]. Kogoglu ve Ozcan %14.14
Ayrilanlar oranina sahip veri iizerinde Asir1 Ornekleme,
Alt Ornekleme, SMOTE ve Rastgele Asir1 Ornekleme
(Random Oversampling Examples-ROSE)
yontemlerinin makine Ogrenmesi modelinin
performansina etkisini kiyaslamiglardir [16]. Buna gore
dengesiz veri probleminin ¢dziimiinde Asir1 Ornekleme
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veya SMOTE yontemlerinin 6ncelikle tercih edilebilecek
yontemler oldugu sonucuna ulagsmislardir.

Makine  Ogrenmesi  yontemlerinin  performansi
degerlendirilirken bagimsiz bir test verisi bulunmuyorsa
kullanilan yontemlerden biri Capraz Gegerleme (Cross
Validation) ‘dir. k-kat capraz gegerleme yOnteminde
eldeki veri k pargaya boliiniir. Pargalardan biri test i¢in
ayrilirken geriye kalan k-1 par¢a makine ogrenmesi
yonteminin egitiminde kullanilir. Bu islem Kk par¢adan
her biri test verisi olarak kullanilacak sekilde tekrarlanir.
Makine 6grenme yoOnteminin performans: elde edilen
sonuglarin ortalamasi alinarak bulunur.

Smif dengesizligi bulunan veriyle calisirken capraz
gegerleme ve yeniden Ornekleme yontemlerini birlikte
kullanmak gerekebilir. Bdyle bir durumda bu
yontemlerin uygulanma sirasi, makine Ogrenmesi
yonteminin performansinin dogru degerlendirilebilmesi
i¢cin 6nemlidir. Literatiirde tiim veri yeniden 6rnekleme
ile dengeli hale getirildikten sonra capraz gegerleme
uygulayan calismalar gérmek miimkiindiir [13,15].
Ancak dogru yaklasim yeniden oOrneklemenin c¢apraz
gecerleme esnasinda uygulanmasi olmalidir. Buna gore,
Once verinin test ve egitim verisi olarak pargalanmali,
ardindan yeniden Ornekleme teknigi sadece egitim
verisine uygulanarak makine O0grenmesi yontemi
egitilmelidir. Performans o6l¢iimii yeniden ornekleme
uygulanmayan test verisi lizerinde yapilmahdir. Aksi
halde, test verisinde de yeniden 6rnekleme ile iiretilmis,

makine 6grenmesi yonteminin egitildigi veriyle ayn1 ya
da ¢ok benzer veriler bulunur. Bu da makine &grenmesi
yonteminin performansinin oldugundan daha iyi oldugu
algisina yol agacaktir [17].

Bu ¢aligmada miisteri kaybi tahmini problemi icin agik
erisimli, dengesiz smif dagilimi gosteren bir
telekomiinikasyon verisi [18] cesitli yeniden 6rnekleme
teknikleri ile dengeli hale doniistiirilmiis ve farkli
makine 6grenmesi yontemleri ile elde edilen modellerin
performanslart  kiyaslanmistir.  Caligmanin  katkisi
asagidaki gibi 6zetlenebilir:

i) Siif dengesizligi bulunan Telekom verisine uygulanan
7 farkli makine 6grenmesi ve 6 farkli yeniden 6rnekleme

tekniginden elde edilen sonuglarin karsilagtirmali bir
analizini sunmak,

i) Yeniden Ornekleme ve g¢apraz gegerleme
yontemlerinin  birlikte kullanildigt durumda islem
sirasinin model performansina etkisini sergilemek.

Bu calisma agagidaki sekilde diizenlenmistir. 2. B6liimde
tizerinde calisilan veri, veri 6n isleme islemlerinden
bahsedilmistir. Ayrica kullanilan yeniden Ornekleme
yontemleri sunulmustur. 3. Boliimde elde edilen test
sonuglart  verilmis ve bunlarin degerlendirilmesi
yaptlmigtir. 4. Bolimde ise ¢alismada elde edilen
sonuclar 6zetlenmistir.

2. YONTEM (METHODOLOGY)
2.1. Veri Kiimesi (Input Data)

Cizelge 1. Oznitelik Isimleri ve Tiirleri (Features’ Name and Type )

No | Oznitelik Agciklama Tiirii

1 customerID Miisteri Numarasi Niimerik
2 gender Cinsiyet Kategorik
3 SeniorCitizen Yasli/Emekli olma durumu Kategorik
4 Partner Es Durumu Kategorik
5 Dependents Baglilik Durumu Kategorik
6 tenure Abone olma siiresi (ay) Niimerik
7 PhoneService Telefon servisi alma durumu Kategorik
8 MultipleLines Birden fazla hatta sahip olma durumu Kategorik
9 InternetService Internet servis saglayicist Kategorik
10 | OnlineSecurity Cevrimici giivenliginin olma durumu Kategorik
11 | OnlineBackup Cevrimici yedegi sahip olma durumu Kategorik
12 | DeviceProtection Cihaz korumasina sahip olma durumu Kategorik
13 | TechSupport Teknik destek alma durumu Kategorik
14 | StreamingTV Internet TV kullanma durumu Kategorik
15 | StreamingMovies Internet Film kullanma durumu Kategorik
16 | Contract Kontrat tipi Kategorik
17 | PaperlessBilling Elektronik fatura kullanma durumu Kategorik
18 | PaymentMethod Odeme sekli Kategorik
19 | MonthlyCharges Aylik 6deme miktart Niimerik
20 | TotalCharges Toplam 6deme miktari Niimerik
21 | Churn (Smif Degiskeni) Ayrilma durumu Kategorik
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Bu calismada acik erisimli bir telekomiinikasyon verisi
kullanilmugtir [18]. Veride 7043 miisteriye ait biri sinif
degiskeni olmak tizere farkl: tiirlerde 21 6znitelik vardir.
Eksik veri bulunmamaktadir. Oznitelikler ve ilgili
bilgiler Cizelge 1°de goriilebilir. Ikili sif degiskeni
Ayrilan / Ayrilmayan olarak tanimlanmig, 1849 miisteri
Ayrilan olarak etiketlenmistir. Ayrilan etiketine sahip
miigteri sayist verideki tiim miisterilerin yaklasik
%26’s1m1 olusturdugundan sinif niteligine gore dengesiz
bir dagilim oldugu anlasilmaktadir.

2.2 Veri On isleme (Data Preprocessing)

Veri o6n isleme asamasinda Oncelikle deneylerde
kullanilacak 6znitelikler segilmistir. Oznitelik se¢imi ile
veriyi agiklayici Ozelligi daha fazla olan 6zniteliklerin
belirlenmesi amaglanir. Ornegin ayrilacak miisteri
tahmininde Abone olma Siiresi (tenure) ‘nin Miisteri
Numaras: (customerID) ‘ndan daha belirleyici oldugu
aciktir. Bunun gibi veride bulunan gereksiz 6zniteliklerin
belirlenerek ¢ikarilmast veri boyutunu kiigiilterek
hesaplama yiikiinliin azalmasina, makine Ogrenmesi
yonteminin daha anlamli 6znitelik kiimesi ile ¢aligmasini
saglayarak daha iyi performans sergilemesine yarar.

Oznitelik segme islemi filtre yontemleri (filter methods),
zarflayic1 yontemler (wrapper methods) ve gomiilii
yontemler (embedded methods) olarak {i¢ grupta
incelenebilir. Bu c¢alismada Oznitelik se¢imi igin
zarflayict yontem kategorisindeki Minimum Fazlalik
Maksimum  Bagimlililk  (Minimum  Redundancy
Maximum Relevance — mRMR) yontemi kullanilmigtir.
Bu yontemin tercih edilme nedeni, yoOntemin bir
Ozniteligi sadece tahmin i¢in uygunluguna gore segmeyi
degil ayni zamanda segilen diger Ozniteliklerle
korelasyonunu degerlendirerek veri fazlaligini azaltmay1
amaclamasidir. Yontem ayni veri igin Amin vd. [14]
tarafindan da kullanilmistir. Segilen 10 6znitelik, sinif
degiskeniyle birlikte Cizelge 2’ de goriilebilir.

Cizelge 2. mRMR ile Segilen Oznitelikler (Features Subset

After MRMR )

Oznitelik

Oznitelik

gender PhoneService

SeniorCitizen DeviceProtection

Partner Contract
Dependents PaperlessBilling
tenure PaymentMethod

Churn (Sinif Degiskeni)

2.3 Yeniden Ornekleme Yontemleri (Resampling
Techniques)

Verinin dengeli hale getirilmesi i¢in yeniden drnekleme
yontemleri  uygulanmistir.  Yeniden  Ornekleme
yontemleri Alt Ornekleme (undersampling), Asiri
Ornekleme (oversampling) ve Sentetik Veri Uretilmesi
seklinde ¢ grupta incelenebilir. Bunlardan Alt
Ornekleme, baskin smifa ait verilerden rastgele secilen
bir boliimiin silinmesiyle gerg¢eklesir. Bu yontem veriyi

daha dengeli getirmenin yaninda, 6zellikle veri
boyutunun ¢ok biiyiilk oldugu durumlarda daha kii¢iik
boyutlu veriyle ¢alisilmasini sagladigindan siniflandirma
yonteminin ¢aligma siiresini kisaltabilir. Diger yandan,
silinen verilerdeki bilgiler kayboldugundan yetersiz
uyum (underfitting) problemine yol agabilir.

Asirt Ornekleme ise azinlik smifina ait verilerden
rastgele se¢ilen bir boliimiiniin tekrarlanarak bu sinifa ait
veri sayisinin artirilmast olarak tanimlanabilir. Bu
yontemde bilgi kayb1 olmadigindan alt 6rneklemeye gore
daha istiin bir yontemdir. Ancak, verilerin bir kismi
aynen tekrarlandigr i¢in asir1 uyum (overfitting)
problemine yol acabilir.

Sentetik Veri Uretilmesi ileri asir1 érnekleme yontemi
olarak tanimlanabilir. Azinlik sinifina ait verilerin bir
boliimiiniin rastgele segilerek tekrarlanmasi yerine bu
smifa ait yeni verilerin belli bir algoritma ile iiretilmesi
yontemidir. Bu c¢alisma Sentetik Azinlik Asir
Ornekleme Yontemi (SMOTE), Uyarlanabilir Sentetik
Ornekleme (ADASYN), Cogunluk Agirlikli Azinlik
Ornekleme (MWMOTE), Hizhi Yakimsayan Gibbs
Algoritmast (Rapidly Converging Gibbs Algorithm-
RACOG), Rastgele Yiiriiyiis Asir1 Ornekleme (Random
Walk Oversampling-RWO) ve Rastgele Asir1 Ornekleme
(ROSE)  sentetik  veri  liretme  tekniklerinin
kargilagtirmasini sunmaktadir. Bu yontemlere ait kisa
bilgiler asagida yer almaktadir.

2.3.1 Sentetik azinlik asir1 6rnekleme yontemi
(Synthetic minority oversampling technique-
SMOTE)

En yaygin kullanilan sentetik veri iiretme tekniklerinden
biri Sentetik Azmlik Asir1 Ornekleme ydntemidir.
Chawla vd. tarafindan gelistirilen bu yontem bir¢ok
sentetik veri iiretme algoritmasi i¢in de temel olusturur
[19]. Ana fikri sdyle Ozetlenebilir. Azmlik sinifindan
rastgele bir 6rnek, i, secilir. Daha sonra bu 6rnegin yine
azinlik sinifina ait K en yakin komsusu belirlenir. k en
yakin komsu igerisinden bir tanesi, j, segilerek i ile j bir
dogru ile birlestirilir. Bu dogru {izerinde segilecek nokta
iretilen yeni sentetik Ornek olur. Bu yontemle
olusturulan sentetik Ornek azinlik sinifindan segilen
rastgele Orneklem olan i ve j’nin bir dogrusal
kombinasyonu olarak hesaplanmis olur.

2.3.2 Uyarlanabilir sentetik 6rnekleme (Adaptive
synthetic sampling-ADASYN)

Uyarlanabilir Sentetik Ornekleme, SMOTE ydnteminin
gelistirilmis bir versiyonudur [20]. SMOTE ile benzer bir
algoritma ile sentetik veri tiretir. Ancak, SMOTE azinlik
siifindan segilen her rastgele drneklem igin ayni sayida
sentetik veri tiretirken, ADASYN hangi sayida sentetik
veri lretilecegine bir olasihik dagilim fonksiyonu
kullanarak Kkarar verir. Bu dagiliim fonksiyonu azinlik
smifindan  alman farkli  6rneklemlere  Ogrenilme
zorluguna gore bir agirlik verir. Boylece agirhigr fazla
olan 6rneklemden daha fazla sayida sentetik veri iiretilir.
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2.3.3 Cogunluk agirhikh azinhk érnekleme (Majority
weighted minority oversampling-MWMOTE)

SMOTE yonteminin bir versiyonu olan Cogunluk
Agirhkli  Azinlik  Ornekleme yontemi Barua vd.
tarafindan sunulmustur [21]. Caligma prensibi li¢ adimda
ozetlenebilir. Once &grenilmesi zor olan azinlik sinifi
orneklemleri belirlenir. Bu Orneklemlerin ¢ogunlukla
karar sinirina daha yakin, yogun kiimeler yerine daha
seyrek kiimeler icindeki, cogunluk sinifinin yogun
kiimelerine daha yakin  Orneklerden  olustugu
gdzlemlenmistir. ikinci adimda, belirlenen drneklemlere
en yakin ¢ogunluk sinifi 6rneklerine olan uzakliklarina
gore agirliklar atanir. Son adimda ise SMOTE ile benzer
bir stratejiyle sentetik veri iiretilir.

2.3.4 Hizh yakinsayan gibbs algoritmasi (Rapidly
converging Gibbs algorithm-RACOG)

Hizli Yakinsayan Gibbs Algoritmasi ayrik niimerik
icin kullanilabilen bir yontemdir. Gibbs
Ornekleyicisi  kullanilarak dagilimi  azinhik  simifinin
olasilik dagilimina yakinsayan sentetik ornekler iiretir.
Bu yontemin detaylart Das vd.’nin ¢aligmasinda
anlatilmaktadir [22].

veriler

2.3.5 Rastgele yiiriiyiis asir1 6rnekleme (Random walk
oversampling-RWO)

Rastgele Yiirilyiis Asir1 Ornekleme yontemi Zhang ve Li
tarafindan sunulmustur [23]. Azinlik sinifinin ortalama
ve standart sapmasini miimkiin oldugunca koruyacak
sekilde sentetik Ornekler iretmeyi hedefleyen bir
yontemdir.

2.3.6 Rastgele Asir1 Ornekleme (Random oversampling
examples-ROSE)

Rastgele Asit  Ornekleme  verinin  dzelliklerini
degistirmeden sentetik veri iiretmek yoluyla smif
dengesizligi problemini amaglar. Segilen
orneklemde her iki sinifin da kosullu olasilik dagilimi
tahmini i¢in diizlestirilmis 6zyiikleme (smoothed
bootstrap) yaklasimimi  kullanan bir yontemdir.
Dolayisiyla bu yontemde alt ornekleme ve asir
ornekleme yontemlerinin birlestirdigi  sOylenebilir.
Yontemin Menardi ve  Torelli’nin

caligmasinda anlatilmaktadir [24].

¢cozmeyi

ayrintilari

3. DENEYSEL BULGULAR (EXPERIMENTAL
RESULTS)

Bu bolimde c¢alismada kullanilan acgik  erisimli
telekomiinikasyon  verisine uygulanan  yeniden
ornekleme ve makine Ogrenmesi yoOntemlerinin

performans degerlendirmeleri sunulmustur. Daha sonra

elde edilen sonuglar yorumlanmistir. Sonug boliimiinde
yapilan caligma Ozetlenmis, elde edilen sonuglardan
gelecek caligmalar igin arastirma fikirleri gelistirilmistir.

3.1. Bulgular (Results)

Caligmada kullanilan  telekomiinikasyon verisinde
oncelikle Oznitelik se¢imi uygulanmistir. Dengesizlik
probleminin giderilmesi i¢in SMOTE, ADASYN,
MWMOTE, RACOG, RWO, ve ROSE yeniden
ornekleme yontemleri uygulanmustir. R programlama
dilinde [25] imbalance [26] ve ROSE [27] paketleri
kullanilarak her bir yeniden 6rnekleme yontemine gore
yeni veri olugturulmugtur. WEKA ‘da [28] bulunan Naive
Bayes (NB), Karar Agaglari (J48), Rastgele Orman
(Random Forest-RF), Yapay  Sinir  Aglan
(MultiLayerPerceptron-MLP),  Lojistik ~ Regresyon
(Logistic-LR), Destek Vektor Makineleri (SMO) ve K-En
Yakin Komsuluk (IBk) algoritmalari 10 kat ¢apraz
gecerleme ile uygulanarak ikili siniflandirma problemi
¢Oziilmistiir. Makine 6grenmesi yontemlerinin basarisi
Dogruluk, Duyarlilik, Kesinlik, F-Olgiitii ve ROC Egrisi
performans degerlendirme Olciitlerine gore
degerlendirilmistir.

Capraz gecerleme ve yeniden drnekleme yontemlerinin
birlikte kullanimi igin iki farkli yaklasim kullanilmistir:
i) capraz gecerleme esnasinda yeniden Ornekleme, ii)
capraz gecerlemeden 6nce yeniden drnekleme. ilkinde
veri 10 esit parcaya boliinmiis, bir parca test verisi olarak
ayrilmistir. Geriye kalan 9 par¢a yeniden ornekleme
yontemleri ile dengeli hale getirilip bu veri iizerinde
makine grenmesi yontemleri egitilmistir. Olusturulan
modellerin performansi test verisi tizerinde 6l¢iilmiistiir.
Bu islem iteratif sekilde her parca igin tekrarlanarak
sonuglarin ortalamasi Cizelge 3’te sunulmustur. Bu
uygulamadan 1. Yaklasim olarak bahsedilecektir.

Ikincisinde ise veri yeniden &rnekleme yontemleri ile
dengeli hale getirildikten sonra makine Ogrenmesi
yontemleri 10 kat ¢apraz gecerleme ile uygulanmistir. Bu
yaklagimin ilkinden en 6nemli farki test verisinin de
yeniden 6rnekleme yontemleri ile dengeli hale getirilmis
olmasidir. Bu yaklagimla elde edilen sonuglar Cizelge
4’te sunulmustur. Bu uygulamadan 2. Yaklasim olarak
bahsedilecektir.
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Cizelge 3. Test Sonuglari - Capraz Gegerleme Esnasinda Yeniden Ornekleme (Experimental Results-Resampling During
Cross Validation)

Metod Algoritma Dogruluk Duyarhlik Kesinlik F-Olciitii ROC Egrisi
SMOTE NB %73.72 0.737 0.793 0.750 0.815
J48 %77.63 0.776 0.780 0.778 0.805
RF %74.00 0.740 0.739 0.740 0.771
MLP %76.78 0.768 0.768 0.768 0.810
LR %77.97 0.780 0.785 0.782 0.822
SMO %78.32 0.783 0.792 0.787 0.748
1Bk %71.73 0.717 0.721 0.719 0.676
ADASYN NB %72.41 0.724 0.794 0.738 0.814
J48 %75.48 0.755 0.774 0.762 0.790
RF %73.66 0.737 0.740 0.738 0.769
MLP %76.90 0.769 0.787 0.775 0.810
LR %76.84 0.768 0.786 0.775 0.817
SMO %76.16 0.762 0.788 0.770 0.747
1Bk %71.22 0.712 0.723 0.717 0.678
MWMOTE NB %74.97 0.750 0.790 0.760 0.811
J48 %77.46 0.775 0.765 0.768 0.801
RF %74.91 0.749 0.743 0.746 0.775
MLP %76.50 0.765 0.760 0.762 0.803
LR %78.09 0.781 0.778 0.779 0.821
SMO %78.03 0.780 0.775 0.777 0.712
1Bk %71.33 0.713 0.710 0.712 0.679
RACOG NB %72.53 0.725 0.794 0.739 0.817
J48 %75.36 0.754 0.775 0.761 0.790
RF %73.43 0.734 0.755 0.742 0.784
MLP %76.04 0.760 0.772 0.765 0.804
LR %74.57 0.746 0.795 0.758 0.825
SMO %70.77 0.708 0.788 0.723 0.742
1Bk %71.67 0.717 0.738 0.725 0.709
RWO NB %74.40 0.744 0.790 0.756 0.806
J48 %77.46 0.775 0.773 0.774 0.810
RF %73.89 0.739 0.732 0.735 0.760
MLP %77.12 0.771 0.760 0.763 0.804
LR %78.43 0.784 0.778 0.780 0.819
SMO %78.14 0.781 0.774 0.777 0.708
1Bk %70.09 0.701 0.698 0.699 0.663
ROSE NB %70.26 0.703 0.792 0.718 0.815
J48 %52.89 0.529 0.801 0.528 0.756
RF %56.12 0.561 0.801 0.567 0.813
MLP %61.52 0.615 0.786 0.630 0.806
LR %73.49 0.735 0.799 0.748 0.826
SMO %70.60 0.706 0.796 0.722 0.748
1Bk %62.20 0.622 0.758 0.640 0.686

Yeniden Srneklemenin makine Sgrenme yontemlerinin ~ Ogrenmesi yontemleri ayni sekilde uygulanmustir. Elde
basarisina etkisinin daha iyi gézlemlenebilmesi igin stmf ~ edilen arastirma sonuglari Cizelge 5°te sunulmustur.
dengesizligi bulunan orijinal veriye de ayni makine
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Cizelge 4. Test Sonuglari-Yeniden Ornekleme Ardindan Capraz Gegerleme (Experimental Results-First Resampling, Then
Cross Validation)

Metod Algoritma Dogruluk Duyarhlik Kesinlik F-Olciitii ROC Egrisi
SMOTE NB %73.41 0.734 0.772 0.741 0.826
J48 %78.42 0.784 0.782 0.783 0.829
RF %76.94 0.769 0.768 0.769 0.826
MLP %78.00 0.780 0.782 0.781 0.839
LR %79.17 0.792 0.790 0.791 0.860
SMO %78.95 0.79 0.788 0.789 0.759
1Bk %73.93 0.739 0.738 0.739 0.739
ADASYN NB %73.78 0.738 0.743 0.737 0.816
J48 %81.52 0.815 0.817 0.815 0.869
RF %82.43 0.824 0.826 0.824 0.89
MLP %80.80 0.808 0.809 0.808 0.89
LR %81.08 0.811 0.812 0.811 0.89
SMO %80.53 0.805 0.805 0.805 0.805
1Bk %80.05 0.801 0.802 0.800 0.821
MWMOTE NB %74.32 0.743 0.780 0.750 0.833
J48 %79.04 0.790 0.787 0.788 0.838
RF %76.00 0.760 0.756 0.758 0.826
MLP %78.23 0.782 0.780 0.781 0.846
LR %80.30 0.803 0.800 0.800 0.871
SMO %79.88 0.799 0.795 0.796 0.762
1Bk %73.89 0.739 0.735 0.737 0.737
RACOG NB %72.64 0.726 0.766 0.734 0.815
J48 %75.96 0.760 0.756 0.758 0.795
RF %73.60 0.736 0.733 0.734 0.798
MLP %75.72 0.757 0.758 0.757 0.815
LR %76.10 0.761 0.759 0.760 0.823
SMO %76.15 0.762 0.760 0.761 0.728
1Bk %71.00 0.710 0.705 0.707 0.702
RWO NB %73.81 0.738 0.771 0.745 0.821
J48 %77.89 0.777 0.772 0.774 0.830
RF %75.40 0.754 0.750 0.751 0.819
MLP %78.13 0.781 0.779 0.780 0.847
LR %80.27 0.803 0.798 0.799 0.872
SMO %79.87 0.799 0.795 0.795 0.759
1Bk %73.11 0.731 0.726 0.728 0.725
ROSE NB %76.33 0.763 0.768 0.762 0.856
J48 %82.20 0.822 0.823 0.822 0.860
RF %684.93 0.849 0.850 0.849 0.920
MLP %82.50 0.825 0.826 0.825 0.899
LR %74.81 0.748 0.752 0.747 0.811
SMO %74.71 0.747 0.756 0.745 0.747
1Bk %70.25 0.703 0.715 0.698 0.653
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Cizelge 5. Test Sonuglari-Smif Dengesizligi Bulunan Veri (Experimental Results-Imbalanced Data)

Algoritma Dogruluk Duyarlilik Kesinlik F-Olgiitii ROC Egrisi
Orijinal Veri NB %76.06 0.785 0.761 0.769 0.817

J48 %77.66 0.777 0.765 0.769 0.798

RF %74.91 0.749 0.742 0.745 0.769

MLP %76.64 0.766 0.768 0.767 0.804

LR %78.67 0.787 0.776 0.779 0.827

SMO %78.33 0.783 0.775 0.778 0.701

1Bk %72.66 0.727 0.720 0.723 0.681

Bu boliimde sinif dengesizligi bulunan orijinal veri ile
capraz gegerleme esnasinda ve c¢apraz gegerleme
oncesinde SMOTE, ADASYN, MWMOTE, RACOG,

RWO ve ROSE yeniden ornekleme tekniklerinin
kullanildigr veri tizerinde NB, J48, RF, YSA, LR, DVM
ve IBk yontemleriyle yapilan sinif tahmininden elde

edilen sonuglar yorumlanmistir. Kullanilan yontemlerin
performans Olgliimleri igin  Dogruluk, Duyarlilik,
Kesinlik, F- Olgiiti ve ROC Egrisi metrikleri
kullanilmustir. Sonuglar Cizelge 3, Cizelge 4 ve Cizelge
5’te sunulmus, elde edilen en iyi sonuglar koyu renk ile
en koti sonuglar ise italik ile gosterilmistir. Tim
yontemler géz 6niine alindiginda elde edilen en iyi ve en
koti sonuglar ise bu isaretlemelere ek olarak alt ¢izgi ile
belirtilmistir.

Elde edilen sonuglarin yorumlanmasinda, dengesiz
verilerle yapilan ¢alismalarda daha sik tercih edilen bir
Olciit oldugundan [24], ROC Egrisinden elde edilen
sonuglar esas alinmistir. Sonuglar bir yeniden 6rnekleme
ve bir makine Ogrenmesi yontemi uygulanarak elde
edildiginden ~ yorumlanmirken  Yeniden  Ornekleme
Yéntemi- Makine Ogrenmesi Yontemi kombinasyonu
(SMOTE-NB gibi) kullanilmustir.

Cizelge 4’te sunulan 2. Yaklasimla elde edilen sonuglara
gore en iyi tahmin basarisinin 0.920 ROC Egrisi degeri
ile ROSE-RF ile elde edildigi goriilmektedir. Bu deger
Orijinal Veri-RF degeri olan 0.769 ile kiyaslandiginda
verinin daha dengeli hale getirilmesiyle tahmin
basarisinda  %19.6 oraninda iyilesme saglandig
gorlilmektedir. Ancak bu deger Cizelge 3’te sunulan 1.
Yaklagimla elde edilen ROSE-RF degeri olan 0,813 ile
kiyaslandiginda iyilesmenin sadece %5.7 oldugu
goriilmektedir. Sonuglar arasindaki farkin sebebi 2.
Yaklasimda kullanilan test verisinin de dengeli hale
getirilmis olmasidir. Bu durumda makine 6grenmesi
yontemi egitildigi veriye benzer veriyle test edilmis
oldugundan tahmin basaris1 gergek degerinden daha iyi
goriinerek yaniltict bir sonu¢ dogurmaktadir. Benzer
farkin diger yontem ikilileri i¢in de goriilmesi beklenen
bir durumdur. Dogru degerlendirme i¢in yeniden
orneklenmemis test verisi kullanilan 1. Yaklasim dogru
yaklasim olarak kabul edilmelidir.

1. Yaklasimla elde edilen sonuglar Cizelge 5’te sunulan
yeniden ornekleme kullanilmayan durumla
kiyaslandiginda en fazla iyilesme SMOTE-SMO ve

ROSE-SMO ile elde edilmistir. Buna gére ROC Egrisi
degeri 0.701’ten 0.748’e c¢ikarak tahmin basarisinda
%6.7 iyilesme kaydedilmistir. ADASYN-SMO da %6.5
oraninda iyilesmeyle bunlara yakin bir sonug
sergilemistir. En az iyilesme %]1.5 orantyla MWMOTE-
SMO’dan  elde edilmistir. Makine  Ogrenmesi
yontemlerinden SMO hemen her yeniden Grnekleme
yontemi ile en fazla iyilesmenin saglandigi ydntem
olmustur.

Makine Ogrenmesi yontemlerinin tahmin basarisi
kiyaslandiginda her iki yaklagim i¢in de en kiiciik ROC
Egrisi degerinin IBk yonteminde gozlenmektedir. Bunun
sebebi olarak bu yontemin ¢aligma prensibi gosterilebilir.
Bu yontemde smifi bilinmeyen veri noktasinin sif
tahmini ona en yakin k komsusunun sinifina bakilarak
yapilmaktadir. Calisilan verideki smif dengesizligi
sebebiyle secilen k en yakin komsuda ¢ogunluk sinifina
ait daha ¢ok veri olacagindan, tahminin ¢ogunluk sinifi
lehine olmasi daha muhtemeldir. Yeniden 6rnekleme
yontemleri ile verinin daha dengeli hale getirilmesiyle
bile IBk yonteminin en diisiik tahmin basarisina sahip
oldugu goriilmektedir. Bunun sebebi yeniden drnekleme
yontemlerinin yeni veri Uretirken ¢ogunluk ve azinlik
smiflarimin dagilimlarint gzetmesi olarak diisiiniilebilir.

4. SONUC (CONCLUSION)

Miisteri kayb1 tahmini misteri davranislarindan elde
edilen verinin incelenerek ayrilmast muhtemel
miisterinin 6nceden tespit edilmesi olarak tanimlanabilir.
Ayrilacak miisteri dogru tahmin edilebilirse ayrilmamasi
igin c¢esitli promosyon ve kampanyalar diizenlenerek
miisteri kaybiyla olusacak zarar en aza indirilebilir.

Miisteri kaybi1 tahmini i¢in kullanilan ¢6ziim yaklagimlari
arasinda makine dgrenmesi yontemlerinin de siklikla yer
aldig1 goriilmektedir. Bu ydntemlerin performanslari
calistlan verideki sinif dengesizliginden olumsuz
etkilenmektedir. Verideki siif dagilimimi daha dengeli
hale getirebilmek  igin  yeniden  Ornekleme
yontemlerinden faydalanilabilir.

Bu ¢aligmada rekabetin yogun oldugu telekomiinikasyon
sektoriindeki agik erisimli veri {izerinde miisteri kaybi1
tahmini problemi ele almmsti. 7043 miisteriden
toplanan veride 6ncelikle Minimum Fazlalitk Maksimum
Bagimlilik 6znitelik se¢gme yontemi ile 21 olan 6znitelik
sayisi  10’a  digiirilmiistir. SMOTE, ADASYN,
MWMOTE, RACOG, RWO ve ROSE yeniden
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ornekleme yontemleri ile Naive Bayes, Karar Agaglari,
Rastgele Orman, Yapay Sinir Aglari, Lojistik Regresyon,
Destek Vektor Makineleri ve K-En Yakin Komsuluk
makine Ogrenmesi yontemleri 10 kat ¢apraz
gegerlemeyle uygulanmisti. Bu uygulamada iki farkli
yaklagim denenmistir. Yeniden 6rnekleme 1.yaklagimda
capraz gecerleme esnasinda, 2. yaklasimda ise g¢apraz
gecerlemeden Once uygulanmistir. Makine 6grenmesi
yontemlerinin basarisi Dogruluk, Duyarlilik, Kesinlik, F-
Olgiitic ve  ROC Egrisi performans degerlendirme
Olciitleriyle kiyaslanmustir.

Elde edilen sonuglara gore, benzer Ozelliklere sahip
egitim ve test verisi kullanilan 2. yaklagimdan elde edilen
makine Ogrenmesi performans degerlerinin, orijinal
verinin bir parcasi lizerinde test edildigi 1. yaklasimdan
elde edilen performans degerlerinden daha iyi olabildigi
gozlenmistir. 2. yaklasimdaki egitim ve test verisi
benzerliginin performans degerlerindeki yapay artisa
neden oldugundan dogru yaklasimin yeniden 6rnekleme
ile dengeli hale getirilmis egitim verisi ile olusturulan
modellerin orijinal veriden ayrilan test verisi ilizerinde
smandig1 1. yaklasim oldugu sonucuna varilmistir. Buna
gore, ROSE ve Destek Vektér Makineleri dogru
yaklagimla uygulandiginda elde edilen ROC Egrisi
performansinin  ayni  yontemin orijinal  verideki
performansindan %5.7 daha iyi oldugu go6zlenmistir.
Buradan smif dengesizligi bulunan verinin yeniden
ornekleme yontemleri ile dengeli hale getirilmesinin
makine 6grenmesi yontemlerinin performansina olumlu
etki ettigi sonucu g¢ikarilabilir. Bu etkinin dogru
Ol¢iilebilmesi i¢in yeniden o&rnekleme ve capraz
gecerleme yontemlerinin dogru uygulanmas: gerektigi
anlagilmistir. Uygulanan yontemlerin performansinin
farkli 6zelliklere sahip veriler lizerindeki etkisi ayri bir
¢alisma konusu olabilir.
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