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Giiniimiizde bilgisayar teknolojisi hizla ilerlemekte, bilgisayar
kapasiteleri artmakta, bu da bilgi kayd: yapilan alan sayisini artirarak
veriye ulasmay! kolaylastirmaktadir. Ancak iiretilen ve kaydedilen
veriler tek baslarina bir anlam ifade etmemekte, belli bir amag
dogrultusunda islendigi zaman anlamli hale gelmektedir. Ham veriyi
anlamli  bilgiye déniistiirme islemleri ise veri madenciligi ile
yapilabilmektedir. Bu ¢alismada bir iplik iiretim tesisinde veri
madenciligi yéntemlerinden biri olan siniflandirma ile kural ¢ikarimi
gergeklestirilmistir. Siniflandirma oncesinde iplik kalitesine etki eden
nitelikler belirlenmis, Taguchi deneysel tasarim yéntemi ile etkin
nitelikler tespit edilerek nitelik secimi yapilmistir. Kural c¢ikarimi
asamasl ise hem yanlis siniflandirma hatalart sayisint en kiictiklemeyi
amaglayan maliyete-duyarsiz, hem de beklenen yanlis siniflandirma
maliyetini en kiigiiklemeyi amaglayan maliyete-duyarli siniflandirma
seklinde uygulanmigstir. Siniflandirma ile kural citkarimi icin Weka
3.8.1 ve MT-VeMa 1.0 paket programlart kullanilmistir. Elde edilen
kurallar, kaliteli iplik iiretimi icin isletmeye yol gésterici oOzellikte
olmustur. Bu ¢alisma ile veri madenciligi ve deneysel tasarim
uygulamalarinin, bir tekstil sirketinde gercek verilerle nasil sonuca
ulastigi gésterilmis ve ilgili siirece katkida bulunulmustur.

Anahtar Kkelimeler: Nitelik secimi, Taguchi deneysel tasarim
yontemi, Veri madenciligi, Siniflandirma

Abstract

Nowadays, computer technology is rapidly advancing, computer
capacities are increasing, which makes it easier to reach the database
by increasing the number of information recording areas. However,
when the produced and recorded data are meaningless on their own,
they become meaningful when processed for a certain purpose.
Converting raw data to meaningful information can be done by data
mining. In this study, rule extraction is realized in a yarn production
facility by classification which is one of the data mining methods. Prior
to classification, the features that affect the yarn quality are
determined, and feature selection is realized by choosing the effective
features by Taguchi experimental design method. Rule extraction
phase is applied for both cost-insensitive classification that aims to
minimize the number of misclassification errors and cost-sensitive
classification that aims to minimize the expected misclassification cost.
For rule extraction Weka 3.8.1 and MT-VeMa 1.0 package programs
are used. The resulting rules guide the firm for producing qualified
yarns. This study presents how data mining and experimental design
applications at a textile firm have been achieved with actual data and
the contributions to the processes of the firm.

Keywords: Feature selection, Taguchi experimental design,
Data mining, Classification

1 Giris

Bilgisayar sistemleri ile iiretilen veriler tek baslarina bir anlam
ifade etmezler, ancak belli bir amag¢ dogrultusunda
islendiklerinde anlamli hale gelirler. Onemli olan gecmise ait
olaylara dair gizli bilgileri kesfetmek, ileriye yonelik durumsal
ongoriiler veren modeller ile oOnceden tedbir almayi
saglayacak bir yonetim anlayisina gegcmek ve olas1 kayiplari
ongorebilmektir. Bu yilizden biiylik miktardaki verileri
isleyebilen teknikler biiylik énem kazanmaktadir [1]. Veri
madenciligi, bu gibi durumlarda kullanilan biiyiik miktardaki
veri kiimelerinde sakli bulunan oriintii ve egilimleri kesfetme
islemidir [2]. Diger taraftan bilgisayar teknolojisindeki
gelismelerle birlikte donanimin ucuzlamasi, verilerin uzun
slire depolanmasina ve bdylece biiyiik 6l¢ekli veri tabanlarinin
olusmasina neden olmustur. Bu tiir veri tabanlar stratejik
o6neme sahip bilgileri gizlemektedir. Veri madenciligi, bliyiik
veri tabanlarindaki gizli bilgi ve yapiy1 agiga ¢ikarmak i¢in ¢ok
sayida veri analizi aracini kullanan bir siirectir [3].

Ayrica yasanan hizhi degisim ortami ve giinlimiiz ekonomik
kosullarinda, tecriibbe ve Onsezilere dayanarak alinan

kararlarin yanlis olma olasilig1 olduk¢a fazladir. Yanhs karar
alma riskini azaltmanin tek yolu bilgiye dayali yoénetimi
ongoren karar destek c¢oziimleridir [4]. Klasik karar destek
sistemi araglarindan farkli olarak, veri madenciligi ile ¢ok daha
kapsamli analizler yapilabilmekte ve bdylece isletmelerin daha
etkin kararlar almasi miimkiin olabilmektedir [5].

Veri madenciligi modelleri, gordiikleri islevlere gore
siiflandirma ve regresyon, kiimeleme, birliktelik kurallari
olmak tlizere temel olarak 3 grupta toplanir. Siniflandirma ve
regresyon modelleri tahmin edici, kiimeleme ve birliktelik
kurallar1 modelleri tanmimlayici 6zelliktedir. Tahmin edici
modeller ile sonuglar1 bilinen verilerden hareket edilerek bir
model gelistirilmesi ve kurulan bu modelden yararlanilarak
sonuglar1 bilinmeyen veri kiimeleri i¢cin sonug¢ degerlerin
tahmin edilmesi amaglanmaktadir. Tanimlayic1 modeller ise
karar vermeye rehberlik etmede kullanilabilecek mevcut
verilerdeki oriintiilerin  tanimlanmasini  saglamaktadir.
Tanimlayic1 o6zellige sahip kiimeleme yontemi, o6rnekler
arasindaki yakinlik veya benzerligin uygun niteligine gore,
ornek kiimesinin belirli parca veya kiimelere gruplanmasi
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siireci olarak tanimlanir [6]. Birliktelik kurallari ise eszamanh
gerceklesen iligkilerin tanimlanmasinda kullanilir.

Taguchi deneysel tasarim yontemi ise bir siire¢ en iyileme
teknigi olarak gelistirilmis olup kalite sistemini liretim 6ncesi
ve liretim siireci olarak ikiye ayirarak bir {iriiniin kalitesinin ve
miisteri memnuniyetinin, iretim Oncesindeki asamada
tasarim ve gelistirmenin miikemmelligi ile yakindan ilgili
oldugunu gostermistir [7]. Taguchi yontemi farkh
parametrelerin, farkli  seviyeleri arasindan en iyi
kombinasyonu belirlemek i¢in olduk¢a kullanish bir
yontemdir. Her parametrenin, her seviyesini iceren tiim
kombinasyonlar i¢in oldukc¢a fazla deneysel ¢alisma yapilmasi
gereken durumlarda Taguchi yontemi ile dikey dizi tablosu
kullanilarak ¢ok daha az sayida deneysel ¢alismayla sonuca
ulasmak miimkindiir [8].

Bu calismada bir iplik iiretim tesisinde iiretilen ipligin kalitesi,
nitelik secimi ve simniflandirma yontemleri kullanilarak
belirlenmistir. Deney tasariminin amaci hedeflenen veya
arastirilan sonuglar1 ve bu sonuglardan meydana gelen
sapmalar1 dogru bir sekilde analiz etmek i¢in kullanilan deney
grubunu etkili bir sekilde planlamaktir. Dolayisiyla bu
calismada isletmeye esneklik kazandiracak siniflandirma
kurallar1 elde edilmeden o6nce Taguchi deneysel tasarim
yontemi ile nitelik secimi gerceklestirilmis; ardindan kaliteli
iplik tretimini gerceklestirebilmek igin isletme tarafindan
kullanilabilecek  kurallar, siniflandirma yontemi ile
belirlenmistir. Literatiirde Taguchi deneysel tasarim ve
siniflandirma yontemlerinin bir arada kullanimi
incelendiginde farkli uygulama alanlari ile karsilasilmaktadir.
Chuang ve dig. [9] bir hastanin kanser olma durumunu
etkileyen genlerin olduk¢a fazla sayida oldugu ancak
literatiirde bulunan kanser verilerinin hastanin kanser olup
olmadigini belirleyemeyecek kadar kiiciik boyutta oldugu
gerceginden yola ¢ikarak Taguchi yontemini de kullanan bir
nitelik indirgeme c¢alismasi gerceklestirmisler, ardindan ise k-
en yakin komsu algoritmasi ile siniflandirma yapmislardir.
Elde edilen deneysel sonuglar o©nerilen yontemin etkin
nitelikleri belirmede oldukg¢a yararli oldugunu ve yiiksek
dogrulukta siniflandirma yapabildigini gostermistir. Kim ve
dig. [10] ise kalp ritim bozukluklarinin tespiti i¢in tam
faktoriyel deney tasarimi yapmanin olduk¢a zaman alici
olmas1 sebebiyle olas1 kombinasyon/deney sayisini azaltmak
icin Taguchi deneysel tasarim ydntemini kullanan yeni bir
siniflandirma yoéntemi oOnermislerdir. Deneysel sonuglar
Onerilen yontemin oOnceki calismalarla rekabet edebilecek
diizeyde oldugunu ve hesapsal karmasiklik agisindan énerilen
yontemin daha etkin oldugunu gostermistir. Lee ve dig. [11]
internette arama yaparken c¢ok fazla bilgi olmas1 sebebiyle en
faydal bilgiyi en hizli sekilde elde edebilmek i¢cin dncesinde
Taguchi deneysel tasarim yontemini kullanan basitlestirilmis
sliri optimizasyonuna dayali bir smiflandirma algoritmasi
onermiglerdir. Elde edilen sonuglar genetik algoritma, k-en
yakin komsu algoritmasi ve Dbayes smiflandiricr ile
karsilastirilmis ve oOnerilen yontemin daha iyi performans
gosterdigi sonucuna ulasilmistir.

Mevcut calismanin 2. béliimiinde iplik kalitesini etkileyen
niteliklerden bahsedilmis, Taguchi deneysel tasarim yontemi
ile bu niteliklerin 6nem siralar1 belirlenerek nitelik se¢imi
gerceklestirilmistir. B6liim 3’te nitelik secimi sonrasinda elde
edilen veri kiimesi ¢esitli siniflandirma algoritmalarina tabi
tutularak iplik kalitesini etkileyen niteliklerden siniflandirma
kurallar1 elde edilmistir. Sonu¢ béliimiinde ise elde edilen

bulgular degerlendirilmis, isletmenin edindigi faydalar ortaya
konmustur.

2 Iplik kalitesine etki eden niteliklerin
Taguchi deneysel tasarim yontemi ile
belirlenmesi

Uygulama calismasi pamuklu denim giyim kumasi tliretimi
yapan Orta Anadolu Tekstil'de gerceklestirilmistir. Firma
faaliyet alani icerisinde Tiirkiye'de birinci, Avrupa'da ikinci
konumda bulunmakta olup iretiminin %70'ini basta Avrupa
Toplulugu iilkeleri olmak tizere ¢esitli diinya tilkelerine ihrag
etmektedir. Diger taraftan Orta Anadolu Tekstil diinya denim
kumas pazarinin %1’ini elinde tutmaktadir. Firmanin iplik
iretim boltimiindeki isleyis prosesi Sekil 1'deki gibidir.

PAMUK HARMAN- FiTiL
AMBARI HALLAG

Sekil 1: Iplik iiretim prosesi sematik cizimi.

isletmeye gelen pamuk, pamuk ambarinda stoklanir ve giris
testlerine tabi tutulur. Harman-halla¢ makineleri olan Unifloc,
Unimix, Erm ve Tarak makinelerinden sirasiyla gecirilerek
temizlenip serit haline getirilir. Kovalara yerlestirilen seritler
Cer-1 ve Cer-2 makinelerinde diizgiinlestirilir. Bu seritler
kovalar halinde Fitil makinesine gelerek inceltilip biikiim
verilir ve fitil seklinde makaralara sarilir. Daha sonra
makaralar Ring Iplik makinesine baglanarak egrilerek
inceltilip iplik elde edilir. Bu siire¢ icerisinde iplik kalitesine
bircok nitelik etki eder ancak Ring Iplik makinesi, ipligi son
haline getiren makine olmasi sebebiyle, iplik kalitesinde en
cok etkiye sahiptir. Ring Iplik makinesinde iplik kalitesine etki
eden nitelik ve seviyeler isletme miihendisi ve tekstil
makineleri literatiirii baz alinarak belirlenmis olup belirlenen
6 niteligin her birine ait liger seviye vardir. Bu nitelik ve
seviyeler Tablo 1‘deki gibidir.

Her makinenin 2.5 sa. 100 kg ve giinliik yaklasik 1 ton iplik
drettigi, iplik maliyetinin 5 $/kg oldugu disinildigiinde,
76 adet Ring Iplik makinesi olan isletmede iplik kalitesinde
olusabilecek sorunlar ciddi maliyet kayiplarina neden
olmaktadir. Dolayisiyla belirlenen 6 niteligin her birinin iplik
kalitesini ne kadar etkiledigi ve hangi seviyesinde kaliteli iplik
iretimine sebep oldugu cevabir mutlaka bilinmesi gereken
sorulardir. Isletmenin bu sorular1 deneme yanilma ile ¢ozmeye
¢alismasi hem uzun siirmekte hem de maliyetli olmaktadir.
Clinki tiretilen kalitesiz iplik hem para hem de zaman kaybina
sebep olmaktadir. Bu ¢alismada zaman ve para kaybini en az
diizeye indirecek sekilde bir bilgi isleme sistematigi getirmek
hedeflenmektedir. isletmede iplik Kalitesini 6lcme testi,
uluslararas1 bir standart olan Uster standartlarina gore
degerlendirilmektedir. isletme Kkalite testlerini en son
teknoloji Uster Tester 5 cihazi ile yapmakta ve ince yer, kalin
yer, tlylilik ve neps degerleri incelenmektedir. Ayrica
standardin bir ifadesi olan ve bahsedilen 4 degerin cesitli
katsayilarla carpilmasi ile olusturulan bir Uster degeri de
bulunmaktadir. Isletme bahsedilen 5 degeri de inceleyerek
ipligin kalitesine karar vermektedir. Bu degerlerden en az bir
tanesinin sonucunun olumsuz g¢ikmasi o ipligin kalitesinin
disiik olacagi anlamina gelmektedir.
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Tablo 1: Iplik kalitesine etki eden nitelik ve seviyeleri.

Seviye/Nitelik Manson Klips Kopca Kafes Devir Biikiim
1 Yumusak 3.5 mm h2dr02 Dar 7500 581
2 Orta 4 mm h2dr04 Mevcut 8000 618
3 Sert 4.5 mm h2dr08 Genis 8500 655
Bu c¢alismada isletmede siirekli iiretilen ve diger iplikler S
konusunda da fikir sahibi edebilecek KLZ140NA /N = —10 log (1 ?:13’1‘2) 8]
n

(K: Karde, L: Likrali, Z: Z biikiim, 140: 14 Ne, N: Normal iplik,
A: Isletme versiyonu) iplik tipi {izerinde uygulama calismasi
gerceklestirilmistir. Ring pamuk iplikleri temel olarak penye
pamuk iplik ve karde pamuk iplik olarak ikiye ayrilmaktadir.
Bu calismada penye pamuk iplik iiretimine gére daha kisa
pamuk elyafindan iiretilmis ve tarama islemi yapilmamis
pamuk ipligi olan karde iplik kullamlmistir. Ipligin likral
olmas1 ise ylksek uzama yetenegine sahip oldugunu
gostermektedir. Diger taraftan ipliklerin mukavemetleri belli
bir miktar bilikiim uygulamak suretiyle saglanmakta ve
uygulanan burulmanin yoniine goére biikiim S ve Z ile ifade
edilir. Z bikiim, dikey tutulan tek kat iplikte meydana gelen
spirallerin Z harfinin ortasindaki dogru ile aymi ydnde
oldugunu gostermektedir. 140, ipligin inceligini, normal iplik
ibaresi ise motordan gelen hareketin disliler yardimiyla ¢cekim
silindirlerine  hareket vermesi neticesinde lretimin
gerceklestigini ifade etmektedir. Son olarak isletme versiyonu
olan A ise farkli pamuk ve likra lotlarina gore isletme
tarafindan degistirilen bir ifadedir. Testlerin sonucunun
degiskenlik gostermesini engellemek icin 75 nolu Ring Iplik
makinesi ve 1000-1005 igleri kullanilmistir. Diger taraftan
yukarida verilen Dbilgiler 1s18inda 6 niteligin ve
3 seviyesinin birbiri ile etkilesimini anlamak icin 36=729 adet
test yapilmasi gerekmektedir. Giinde 4 adet test yapilabildigi
goze alindiginda bu gozlem icin 182 giin gerekmektedir. Diger
taraftan testlerin olumsuz ¢ikmasi durumunda 1 ton/giin*5
$/kg=5000 $/giin para kaybi ortaya ¢ikacaktir. Test sayisini
azaltmak icin nitelik sayisinin indirgenmesi ya da niteliklerin
en etkili seviyelerinin belirlenmesi gerekmektedir. Bu
baglamda Taguchi deneysel tasarim yontemi niteliklerin 6nem
siralarinin ve en etkili seviyelerinin belirlenmesi igin
kullanilmigtir.  Taguchi yodnteminin gerek genis kullanim
alanina sahip olmasi, gerekse daha az deney yaparak hem
zaman kazanci, hem de daha az maliyetle sonuclarin elde
edilmesine imkan saglamasi gibi avantajlar sunmasi sebebiyle
mevcut ¢alisma icin uygun bir yontemdir. Mevcut ¢alismada
iplik kalitesine etki eden 6 parametre ve her parametrenin 3
seviyesi oldugundan en uygun Taguchi dikey dizisi L27’dir.
Analizlerin saglhikli olmasi agisindan her test 6 kez
tekrarlanmis, dolayisiyla 27*6=162 deney gerceklestirilmistir.
L27 tasarimindaki nitelik seviyeleri kullanilarak Minitab 14
paket programinda gergeklestirilen deneyler sonucunda elde
edilen en kii¢ciik en iyi durumu icin hesaplanan S/N oranlari
Tablo 2’de yer almaktadir. Tablo 2’'deki S/N orami siire¢
degiskenliginin bir 6l¢iisii olup S/N orani kullanilarak siirecin
optimize edilmesiyle, optimum siire¢ sartlarinin dayanikli ve
kararli olmasi yani mimimum siire¢ degiskenligine sahip
olmas1 saglanir. S/N oran1 en kiiciik en iyi kriteri ile
Esitlik(1)’deki gibi hesaplanmakta ve y; performans yanitinin
i. gozlem degerini, n bir denemedeki test sayisini, y gozlem
degerlerinin ortalamasini, S? gozlem degerlerinin varyansini
ifade etmektedir.

S/N oranlart baz alindifinda %95 giiven araliginda Kafes,
Kopga ve Klips niteliklerinin {i¢iiniin de sonuglar iizerinde
etkili nitelikler oldugu (p<0.05); Biikiim, Manson ve Devir
niteliklerinin ise etkisiz nitelikler oldugu goriilmektedir.
Ayrica uyarlanmis R? degerinden modelin tahmin giicii %85.5
olarak elde edilmistir. Niteliklerin birbirleri ile etkilesimlerine
bakildiginda ise S/N oranlari baz alindiginda %95 giiven
araliginda Klips ile Devir arasinda diisiik ihtimalli de olsa bir
etkilesim vardir. Ancak Tablo 2’deki Devir niteligine ait p
degerinin giiven aralig1 disinda olmasi ve 6nem siralamasinda
son sirada yer almasi sebebiyle bu etkilesim g6z ardi
edilmistir. S/N oranlari icin elde edilen ve Sekil 2’de sunulan
ana etki grafiginden ve Tablo 2’deki koyu isaretlenmis
degerlerden goriildigii gibi en iyi nitelik-seviye bileskeleri
Kafes-3, Kopcga-1, Klips-1, Biikiim-1, Manson-1 ve Devir-1
olarak belirlenmistir.

Main Effects Plot (data means) for SN ratios
Manson Kiips Kopca
3,54
40 . .
-4,5 A . Ve / .
- # ~ #
-5,0 .
£ : .
- - « /
o /
.
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@ 1 2 3 1 2 3 1 2 3
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E 354
o
= 40
- .
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-5,5-] .
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Sekil 2: S/N oranlari i¢in ana etkiler grafigi.

Boylece Taguchi deneysel tasarim yoéntemi ile mevcut 6
niteligin hangilerinin iplik kalitesi {izerinde etkili, hangilerinin
etkisiz oldugu ve her niteligin en iyi seviyeleri elde edilmistir.

3 Iplik kalitesine etki eden niteliklerden
siniflandirma ile kural ¢cikarimi

Bir veri madenciligi modeli olan siniflandirma ile elde edilen
kurallar sayesinde iplik kalitesini olumlu etkiledigi bilinen
belli bir nitelik seviyesinin kullaniminin miimkiin olmamasi
durumunda, iplik kalitesini istenen seviyeye getirebilmek i¢in
ilgili niteligin mimkin olan seviyesi ile diger nitelik
seviyelerinin uygun kombinasyonlar1 6énceden bilinebilmekte,
boylece isletmeye esneklik kazandirilmaktadir.

Ornegin isletmede 4.5 mm klips mevcut olmayip yerine 3.5
mm  klips  kullanildiginda iplik  kalitesinin = olumlu
neticelenebilmesi icin kafes genisligi niteliginin hangi seviyede
tutulmasi gerektigi siniflandirma kurallari ile
belirlenebilecektir.
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Tablo 2: Taguchi deneysel tasarim sonuglari 6zet tablosu.

Seviye Manson Klips Kopca Kafes Devir Biikiim
1 -5.063 -5.258 -5.827 -3.519 -5.029 -5.084
2 -4.245 -3.887 -3.911 -4.900 -4.276 -4.718
3 -4.726 -4.888 -4.296 -5.614 -4.728 -4.231
Sira 5 3 2 1 6 4
p degeri 0.081 0.008 0.001 0.001 0.105 0.070
Siniflandirma ile kural ¢ikarimi asamasina ge¢meden Once Verilen esitlikte P(i/x), x 6rnegini i smfi olarak
Taguchi deneysel tasarim yontemi ile iplik kalitesine etkinligi simiflandirmanm olasihk tahminini géstermektedir. Mevcut
tespit edilen Kafes, Klips ve Kopga niteliklerinin tim calismanin ~ maliyete-duyarh  simiflandirilabilmesi  icin
seviyelerinin degerlendirilecegi, etkisi olmayan Biikiim, olusturulan maliyet matrisi Tablo 4’teki gibidir.
Manson ve Devir niteliklerinin ise en iyi seviyelerinde sabit ) ) o
tutulacagi yeni bir test kiimesi olusturulmustur. Bdylece etkin Tablo 4: Mevcut ¢aligmaya ait maliyet matrisi.
olan 3 niteligin birbirleri ile etkilesimlerini degerlendirecek Tahminlenen Tahminlenen
33 =27 test yapilmasi yeterli olmustur. Ancak, siiflandirma Negatif Pozitif
ile kural ¢ikarimi asamasinda analizlerin saglikli olmasi Gergek Negatif 0 2200
agisindan her test yine 6 kez tekrarlanmis, dolayisiyla Gergek Pozitif 500 0

27*6=162 adet test gerceklestirilmistir. Netice olarak
siiflandirma yapilacak veri kiimesinin boyutu etkisiz
niteliklerin en iyi seviyelerinde oldugu, etkili niteliklerin ise
olasi biitiin seviyelerinin ele alindig1 162 veriyi icermektedir.

Taguchi deneysel tasarim yontemi ile elde edilen, isletmeye ait
veriler hem maliyete-duyarsiz hem de maliyete-duyarl
siniflandirmaya tabi tutularak kurallar elde edilmistir.
Maliyete-duyarsiz smiflandirma, yanlis smiflandirma hatalari
sayisinl en kiiciiklemeyi; maliyete-duyarli simiflandirma ise
beklenen yanlis smiflandirma maliyetini en kigiiklemeyi
amaglamaktadir. Maliyete-duyarsiz smiflandirmada yanhs
siniflandirma maliyetleri arasinda bir fark yokken, maliyete-
duyarli siiflandirmada belli bir sinifa ait bir 6rnegi baska bir
sinifta tahmin etmenin maliyeti, tahmin edilen sinifa gore
farklihik gostermektedir. Diger bir deyisle, maliyete-duyarsiz
siniflandirma, maliyete-duyarli smiflandirmanin 6zel bir
seklidir [12]. Pozitif ve negatif olarak adlandirilan iki sinif
iceren ikili-siniflandirmaya dayali 6rnek bir maliyet matrisi
Tablo 3’te verilmistir [13].

Tablo 3: Ikili-siniflandirma icin maliyet matrisi 6rnegi.

Tahminlenen Negatif Tahminlenen Pozitif

Gergek negatif C(0.0) TN

C(0.1) FN

C(1.0) FP

Gergek pozitif C(1.1) TP

Ornek maliyet matrisinde FP yanlis pozitif yani gercekte
negatif ancak pozitif olarak tahmin edilme, FN yanlis negatif
yani gercekte pozitif ancak negatif olarak tahmin edilme, TP
dogru pozitif yani gercekte pozitif ve pozitif olarak tahmin
edilme ve TN dogru negatif yani gercekte negatif ve negatif
olarak tahmin edilme durumlarin1 gostermektedir. C(ij)
aslinda sinifi i olan bir érnegi j sinifi olarak tahmin etmenin
maliyetini; C(i,i) degerleri ise fayda olarak nitelendirilmekte
olup dogru tahmin edilen 6rnekleri temsil etmektedir. Verilen
ornekte 1 pozitif siifi, 0 ise negatif sinifi temsil etmektedir.
Verilen bu maliyet matrisine bagl olarak eldeki 6rnekler
minimum beklenen maliyet degerlerine gore
siniflandirilacaktir. x 6rnegini j siifi olarak siniflandirmanin
beklenen maliyeti Esitlik (2)’deki gibi tanimlanmaktadir.

RG/x) = ) P()CG)) 2

Ring Iplik makinesi 1 takimda 100 kg iplik iiretmektedir.
Uretilen ipligin satis fiyat1 5 $/kg’dir. Uretilen 100 kg iplik ile
666 m kumas Tlretilmektedir. Kumasin satis fiyati 3.30
$/m’dir. Sonug olarak eger gercek sonug pozitif iken, negatif
degerlendirilirse 100 kg iplik hurdaya ayrilmakta ve 500 $
maliyete neden olmaktadir. Eger gercek sonug¢ negatif iken
pozitif kabul edilirse, 666 m kumas hurdaya ayrilmakta, bu da
2200 $ maliyete neden olmaktadir.

Belirlenen maliyet matrisi ile Taguchi deney tasarimi
neticesinde olusturulan veri kimesi, maliyete-duyarsiz ve
maliyete-duyarli olarak Weka 3.8.1 ve MT-VeMa 1.0 veri
madenciligi paket programlar1 kullanilarak siniflandirilmistir.
WEKA (Waikato Environment for Knowledge Analysis),
Waikato Universitesi tarafindan gelistirilmis bir makine
6grenme ve veri madenciligi yazilimidir. Akademik
arastirmalar, egitim ve endiistriyel uygulama alanlarinda
kullanim yeri olan WEKA, veri analizi ve tahminleyici
modelleme i¢in gelistirilmis algoritma ve araglarin gorsel bir
birlesimini icerir. Gelistirilen yazilimin temel avantajlar: genis
veri Onisleme ve modelleme tekniklerine sahip olmasi,
grafiksel kullanici ara yiizii sayesinde kullaniminin kolay
olmasi ve Java programlama dili ile uygulandigindan herhangi
bir platformda kullanilabilmesi yani tasinabilir olmasidir [14].
MT-VeMa 1.0 ise metasezgisel yontemler iceren BEE-miner,
MEPAR-miner ve DIFACONN-miner algoritmalarinin ortak bir
platformda kullanimina imkan vermektedir. {lgili algoritmalar
hem maliyete-duyarsiz hem de maliyete-duyarh siniflandirma
kabiliyetine sahiptir.

Maliyete-duyarsiz siniflandirma icin WEKA 3.8.1 veri
madenciligi yazilimindaki, literatiirde en ¢ok kullanilan 6
maliyete-duyarsiz siniflandirici degerlendirmeye alinmistir.
Bu algoritmalar PART [15], C4.5 [16], SimpleCART [17],
RIPPER [18], NBTree [19] ve DecisionTable [20]'dir. PART,
siiflandirma kurallar: iiretmekte yetenekli bir kural 6grenme
yapisidir. C4.5, SimpleCART ve RIPPER algoritmalari,
uygulamada yaygin olarak kullanilan karar agaca
algoritmalaridir. NBTree algoritmasi, bir¢ok makine 6grenme
arastirmacisi tarafindan ¢alisilmis bir algoritmadir ve Bayes
tekniklerini kullanir. DecisionTable algoritmasi, basit bir karar
tablosu olusturup kullanan bir smiflandiricidir. Maliyete-
duyarli smiflandirma igin ise CostSensitiveClassifier ve
MetaCost algoritmalar1 kullanilmistir. Bahsedilen algoritmalar
temel maliyete-duyarsiz siniflandiricilar: maliyete-duyarl hale
getirmektedirler. CostSensitiveClassifier'a maliyet fonksiyonu
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kazandirabilmek icin her bir sinifa atanan toplam maliyete
gore egitim Ornekleri yeniden agirliklandirilmakta veya
minimum beklenen yanlis siniflandirma maliyetleriyle sinif
tahmin edilmektedir. MetaCost ise egitim Orneklerini
tahminlenen minimum maliyet simniflarina goére tekrar
etiketleyerek olusturdugu yeni egitim kiimesini, maliyete-
duyarsiz bir siniflandirma algoritmasi ile g¢alistirarak ilgili
algoritmay1 maliyete-duyarli hale dontistiirmektedir [21].

Diger taraftan MT-VeMa 1.0 paket programindan ise
BEE-miner [12], MEPAR-miner [22] ve DIFACONN-miner
[22]'1n maliyete-duyarsiz ve maliyete-duyarl versiyonlarina
yer verilmistir. BEE-miner iki/cok smifli  yapilara
uygulanabilen ve dogadaki arilarin yiyecek arama
davranisindan  esinlenen bir metasezgisel olan ari
algoritmasina [23] dayanan maliyete duyarsiz/duyarl bir
siniflandiricr  6zelligi tasimaktadir. Gelistirilen algoritma
dogrudan bir yontem olma o6zelligi tasidigindan girdi ya da
cikt1 iizerinde yapilacak giincellemeler yerine, maliyet bileseni
algoritmanin calisma prensibi i¢ine dahil edilmistir.
MEPAR-miner ise sembolik regresyona yonelik gelistirilen
¢coklu denklem programlama yaklasiminin, smiflandirma
kurallar: tiiretmek tzere gelistirilmesi ile ortaya konmustur.
Etkin bir kromozom gosterimi ile genetik programlamanin
avantajlarin1 igerisinde barindiran ve degisken uzunlukta
siniflandirma kurallar1 tiireten MEPAR-miner yaklasimyi,
genetik operatorlerle uygun olmayan bireylerin tiiretilmesi,
kural boyutunun asir1 biiytimesi gibi dezavantajlari da ortadan
kaldirmistir. DIFACONN-miner ise ileri beslemeli yapay sinir
aglarindan smiflandirma kurallar1 ¢ikarimina yoénelik bir
algoritmadir. Yapay sinir aglarinin egitimi icin diferansiyel
gelisim algoritmasini, kural ¢ikarimi igin ise tur atan karinca
koloni optimizasyonu algoritmasini kullanmaktadir.

Siniflandirma algoritmalari ile kural ¢ikarmada veri kiimesinin
egitim ve test kiimesi olarak ikiye ayrilmasi gerekmektedir.
Egitim kiimesi, algoritmalara 1iyi 0grenme kabiliyeti
kazandirmak i¢in kullanilirken, test kiimesi algoritmalarin
performansini degerlendirmek icin kullanilmaktadir. Egitim ve
test kiimelerinin olusturulmasinda yiizde bélme yodntemi
kullanilmis olup veri kiimesinin %66’s1 egitim, kalan kismi ise
test kiimesini olusturmaktadir. BEE-miner, MEPAR-miner ve
DIFACONN-miner  algoritmalarinin = parametre se¢im
asamasinda, ilgili c¢alismalarda  onerilen  parametre
kombinasyonlar1 kullanilmistir. Her algoritmanin 30 kosma
sonucu degerlendirilmis ve ortalama (ort.), minimum (min),
maksimum (mak) ve standart sapma (ss) degerleri
sunulmustur. Weka 3.8.1 ve MT-VeMa 1.0 algoritmalar: Intel
Core 2 Duo, 800 MHz., 2.0 Ghz.,, 2 MB Cache Bellek, T6400
sahip bilgisayarda calistirilarak maliyete-duyarsiz
siniflandirma  sonuglar1  Tablo 5’teki, maliyete-duyarl
siniflandirma sonuglar: ise Tablo 6’daki gibi elde edilmistir.
{gili tablolarda test dogrulugu, kural sayisi, hesapsal zaman ve
yanlis siniflandirma maliyeti degerleri verilmistir. Tablo 6’da
sunulan BEE-miner, MEPAR-miner asag1 ve yukar1 6rnekleme,
DIFACONN-miner asag1 ve yukar1 érnekleme algoritmalarinin
30 kez ¢alistirillmasi sonucunda elde edilen
minimum/maksimum degerler, minimum/maksimum yanls
siniflandirma maliyetine karsilik gelen test dogrulugu, kural
sayis1 ve CPU bilgilerini icermektedir.

Tablo 5’te gorildigli gibi, test dogrulugu agisindan
Weka algoritmalart %83.63 degeri ile en yiiksek test
dogruluguna ulasmiglardir. Diger algoritmalarin maksimum
degerlerine baktigimizda, BEE-miner %78.18, MEPAR-miner
ve DIFACONN-miner %78 dogrulukla Weka algoritmalarina

yakin degerler elde etmislerdir. Ortalama deger agisindan,
BEE-miner %78.18 ile ayni kalmasina karsin, MEPAR-miner
%54 ve DIFACONN-miner %72 degerlerine diismistiir. Kural
sayis1 acisindan bakildiginda ise Weka algoritmalarindan
Decision Table, C4.5 ve NBTree 1 kural ile hem en yiiksek
dogruluk hem de en az kural olusturmuslardir. BEE-miner 2,
MEPAR-miner ve Ripper 3, Difaconn-miner 4 kuralda
kalmiglardir. Hesapsal zaman agisindan en iyi degere 1sn ile
test dogrulugu ve kural sayis1 da en iyi olan C4.5 algoritmasi
ulasmistir. Diger Weka algoritmalari siire agisindan birbirine
yakindir. DIFACONN-miner ikili yapisindan dolay1 en iyi
dogrulugu 655 sn.
MEPAR-miner ise 108 sn’de bulabilmistir. Weka
algoritmalarina en yakin hesapsal siire degerini 10sn ile
BEE-miner algoritmasi vermistir.

Tablo 6’da goriildiigii ilizere tiim algoritmalarin maliyete
duyarli kalabilmek adina test dogruluklarinda bir diisiis
olmustur. Yanlis siiflandirma maliyetleri dikkate alindiginda
en diisiik yanlis siniflandirma maliyetini 176.36 degeri ile
CostSensitiveClassifier(PART)  vermektedir. BEE-miner,
MEPAR-miner ve DIFACONN-miner 256.36 degeri ile ayni
maliyet degerine ulasmislardir. Test dogrulugu acisindan en
iyi degeri %76.36 ile MetaCost(PART) vermistir. En iyi yanls
siniflandirma maliyetine sahip olan
CostSensitiveClassifier(PART) ise %70.9 dogruluk elde
etmistir. BEE-miner, MEPAR-miner ve DIFACONN-miner
algoritmalar1 ise %67 dogruluga ulasmislardir. Kural sayisi
acisindan ise BEE-miner 4 kural, MEPAR-miner 3 kural ve
DIFACONN-miner 4 kural elde etmislerdir. En iyi yanls
siniflandirma maliyetine sahip CostSensitiveClassifier (PART)
6 kural, en iyi test dogruluguna sahip MetaCost(PART) ise 7
kural elde etmistir. Hesapsal zaman agisindan Weka
algoritmalari 1 ile 49 sn. arasinda degerler almaktadir.

DIFACONN-miner ikili yapisindan dolayr en diisiik yanhs
simiflandirma  maliyetine asagi  orneklemede 87 sn.
MEPAR-miner ise asagl Orneklemede 66 sn’de ulasmistir.
Weka algoritmalarina en yakin degeri 14 sn. ile BEE-miner
algoritmasi vermistir. En iyi yanlis smiflandirma maliyetine
sahip CostSensitiveClassifier (PART) 3sn, en iyi test
dogruluguna sahip MetaCost(PART) ise 14 sn. ¢ozlime
ulasmistir.

En disik yanlis smiflandirma maliyetine  sahip
CostSensitiveClassifier(PART) algoritmasi sonuglari
incelendiginde test dogrulugu %?70.9 ¢kmis ve 6 Kkural
olusmustur. Kurallar su sekildedir (1: iplik kaliteli; 0: Iplik
kalitesiz):

1. Kural: Kopca > 1 AND Kafes <=2 AND Kopca<=2:1
Kural: Kopca <=2 AND Kopca<=1:0

Kural: Kafes > 2 AND Klips > 1: 0

Kural: Kopca > 2 AND Klips > 2 AND Kafes <=1:1
Kural: Klips <= 2 AND Kafes > 1: 1

6. Kural:Diger ihtimaller: 0

i W

Ornegin 4. kural incelendiginde iplik kalitesinin iyi olmasi icin
Kopga h2dr08, Klips 4.5 mm. ve Kafes dar oldugunda iplik
kaliteli olacaktir. isletmenin elinde 4.5 mm. klips yoksa 4 mm.
veya 3.5 mm. klips mevcutsa, 5. kurala uygun olarak kafes
mevcut veya genis yapilarak yine kaliteli iplik iiretilebilir. Bu
durum isletmeye ¢ok biiyiik esneklik saglamaktadir.
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Tablo 5: Maliyete-duyarl olmayan siniflandirma sonuglari.

Test Dogrulugu Kural Sayis1 CPU (sn)
ort. 78.18 2.03 9.03
) s.s 0 0.18 0.49
BEE-Miner min. 78.18 3 10
mak. 78.18 2 8
ort. 54 3 112.6
S.S 15 0 4
MEPAR-Miner min. 36 3 109
mak. 78 3 108
ort. 72 6.87 637.3
S.S. 5 1.53 13.47
mak. 78 4 655
PART 83.63 8 2
Ripper 83.63 3 2
DecisionTable 83.63 1 3
C4.5 (J48) 83.63 1 1
SimpleCART 83.63 12 6
NBTree 83.63 1 7
Tablo 6: Maliyete-duyarl siniflandirma sonuglari.
Yanlis Siniflandirma Maliyeti Test Dogrulugu Kural Sayis1 CPU (sn)
ort. 366.18 63.03 4.37 13.97
BEE-miner s.s 88.28 13.37 0.67 1
min. 256.36 67.27 4 14
mak. 550.91 45.45 4 15
ort. 372.36 58 3 68.3
MEPAR-miner Asagi S.s 102.19 9 0 2.44
Ornekleme min. 256.36 67 3 66
mak. 474.55 55 3 69
ort. 293.45 53 3 131.73
MEPAR-miner S.S 32.99 13 0 4.86
Yukar1 Ornekleme min. 256.36 67 3 124
mak. 321.82 42 3 134
ort. 377.76 48 5.13 88.2
DIFACONN-miner S.S 97.32 19 0.97 1.54
Asag1 Ornekleme min. 256.36 67 4 87
mak. 620 25 5 89
ort. 336.36 67 5.83 14179.87
DIFACONN-miner S.S 95.74 6 1.23 263.31
Yukari Ornekleme min. 256,36 67 5 13627
mak. 572.73 47 6 14311
MetaCost(PART) 180 76.36 7 14
MetaCost(Ripper) 220 74.54 5 15
MetaCost(DecisionTable) 321.81 41.81 1 11
MetaCost(C4.5) 189.09 74.54 9 8
MetaCost(SimpleCART) 229.09 72.72 5 42
MetaCost(NBTree) 267.27 52.72 1 49
CostSensitiveClassifier (PART) 176.36 70.90 6 3
CostSensitiveClassifier (Ripper) 207.27 70.90 3 3
CostSensitiveClassifier
(DecisionTable) 207.27 70.90 4 3
CostSensitiveClassifier (C4.5) 185.45 69.09 8 1
CostSensitiveClassifier
(SimpleCART) 220 74.54 9 6
CostSensitiveClassifier (NBTree) 207.27 70.90 1 7
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4 Sonug¢

Ozellikle zaman icinde verinin azhginin degil, coklugunun bir
sorun olmas1 ve bilgisayarlarin veri saklama ve isleme
hizindaki artis sonucunda, y1gin halindeki veriler arasindaki
gizli oriintiilerin c¢ikarilmasina yarayan veri madenciliginin
giincelligi her gecen giin artmaktadir. Veri madenciligi
yontemleri icinde ise veri tabanlarinda gizli olan bilgiyi
kullanicilarin anlayabilecegi kural listeleri veya karar agaclari
formunda sunan smniflandirma dikkat c¢ekmektedir. Bu
calismada bir iplik lretim tesisinde maliyete-duyarl ve
maliyete-duyarsiz ~ smiflandirma ile  kural ¢karimi
gerceklestirilmis, ancak 6ncesinde iplik kalitesine etki eden
nitelikler belirlenerek isletmede yapilacak testlerin sayisini
anlamlh bir sekilde azaltabilmek icin Taguchi deneysel tasarim
yontemi ile nitelik se¢imi yapilmistir. Taguchi deneysel
tasarim yontemi ile iplik kalitesi lizerinde hangi niteliklerin
daha etkili oldugu ve her bir niteligin en iyi seviyeleri
belirlenmistir. Elde edilen kurallar sayesinde iplik kalitesini
olumlu etkiledigi bilinen belli bir nitelik seviyesinin
kullaniminin miimkiin olmamas: durumunda, iplik kalitesini
istenen seviyeye getirebilmek i¢in ilgili niteligin miimkiin olan
seviyesi ile diger nitelik seviyelerinin uygun kombinasyonlar1
onceden bilinebilmekte, bodylece isletmeye esneklik
kazandirilmaktadir. Ayrica maliyete-duyarli siniflandirma ile
elde edilen kurallarin etkin kullanimi ile isletmenin olasi
maliyet kayiplar1 da azaltilmistir. Bu uygulama c¢alismanin
isletmede yaygin olarak tretilen bir iplik tiirii tlizerinde
yapilmasi sayesinde farkl iplik tiirleri i¢in de isletmenin bir
Ongoriiye sahip olmasi saglanmistir. Bahsedilen ¢alismanin
isletmede uygulanmasi neticesinde, farkl iplik tiirlerine ait
kalite testlerinin mevcut 6 niteligin farkll seviyelerine gore
isletme miihendisinin tecriibelerine dayali olarak belirlenmesi
yerine Taguchi deneysel tasarim yontemi ile belirlenen etkin
niteliklere gére daha az sayida test gerceklestirilebilmistir. Bu
da isletmenin hem maddi kaybini hem de {iretim yapmak
yerine testler i¢in ayrilan zamam azaltmistir. Diger taraftan
isletmede mevcutta bulunmayan nitelik seviyeleri icin kaliteli
iplik tiretimini saglayacak diger seviyeleri tespit edebilmesine
imkan vermistir. Netice olarak bu ¢alisma ile veri madenciligi
ve deneysel tasarim uygulamalarinin, bir tekstil sirketinde
gercek verilerle nasil sonuca ulastig1 gosterilmis, ilgili siirece
katkida bulunulmus ve elde edilen bulgular isletmeye yol
gosterici nitelikte olmustur.

5 Tesekkiir

Orta Anadolu AS’ye bu ¢alismada kullanilan verilere ulasmada
saglamis olduklar: destekten dolay: tesekkiir ederiz.
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